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グローバルベストを向上させる可能性を考慮した
PSOを用いた遺伝子ネットワーク推定手法の提案

村 田 裕 章†1 木 村 春 彦†1

本研究では遺伝子ネットワークの S-system モデル推定問題を対象としたグローバ
ルベストを向上させる可能性を考慮した PSOの提案を行う．PSOは全粒子の再評価
を行うことで，グローバルベストを向上させ最適化を行っている．しかしながら全粒
子がグローバルベストを向上させる可能性を同程度に有しているとは考えにくい．そ
こで遺伝子ネットワークの S-system モデル推定手法の一種である PUNN モデルを
用いた推定手法を用いて，グローバルベストを向上させる可能性を推定し，その可能
性が高い粒子のみを再評価対象とする手法の提案を行う．評価実験の結果，従来手法
に比べ実行時間，推定精度ともに良い結果を得ることができたことを示す．

PSO Using Possibility to Improve the Global Best
for Inference of the Genetic Networks

Hiroaki Murata†1 and Haruhiko Kimura†1

In this paper, we proposed the PSO using possibility to improve the global
best for inference of S-system models in the genetic networks. In order to find
an optimal solution, PSO improves the global best, which is the position of the
best solution found by past optimization, by re-evaluating all particles. How-
ever, it is not likely that all particles have possibility to improve the global
best at the same level. Therefore, the proposed method will estimate the pos-
sibility to improve the global best using PUNN model’s fitness function, and
limit re-evaluation particles. The results show the proposed method is able to
obtain a better solution compared to the previous method which has not used
the possibility to improve the global best.
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1. は じ め に

生体内では様々な遺伝子が互いに制御し合い，発現量を調節することで生命活動の維持が

行われている．そのような制御関係は遺伝子ネットワークと呼ばれ，新薬の開発や病気の治

療に応用できることから，遺伝子ネットワークの解析や推定を行う研究が行われている1),2)．

特に DNAマイクロアレイ技術の進歩により，細胞全体レベルでの遺伝子発現量の解析が可

能になってきており，これらの情報を用いた遺伝子ネットワーク推定が注目されている．

遺伝子発現量の時系列データから，遺伝子ネットワークを推定することは，遺伝子ネット

ワーク推定問題と呼ばれ，生物学的実験により得られた遺伝子発現量の時系列データを再現

する数理モデルを求めることが目的となる．遺伝子ネットワークを示す数理モデルとして，

ブーリアンネットワークやベイジアンネットワーク，微分方程式モデルなどが提案されてい

る1),2)．それらのモデルの中で本研究では，微分方程式モデルの一種である S-systemモデ

ル3) と Product Unit based NN（PUNN）モデル4) に注目する．

S-systemモデルは環境や未知の転写制御因子など，多くの要素を省略したモデルである

が，遺伝子の制御関係について有意義なヒントを得る手法として期待されている．しかしな

がらネットワーク推定の際に，微分方程式を繰り返し解く必要があり膨大な計算量を必要

とする．なお一般に生物学的実験により得られる遺伝子発現量の時系列データには実験誤

差が多く含まれることから，S-systemモデルを用いて遺伝子ネットワーク推定を行う際に

は，遺伝子ネットワークの大まかな構造を求めようとする研究も多く行われている．しかし

ながら，本研究では実験誤差を考えていないため，生物学的実験により得られた遺伝子発

現量の時系列データを正確に再現できる．そのため本研究では，時系列データを正確に再

現することを目標とする．PUNNモデルはニューラルネットワークの一種である Product

Unit based NN（PUNN）5) を用いて S-systemモデルを表現したモデル4) である．PUNN

モデルを用いた推定手法では遺伝子発現量と発現変化量の関係を PUNNの学習によって得

るため，S-systemモデルを用いた推定手法とは異なり，微分方程式を解く必要がなく大幅

な計算量の削減ができる．しかしながら遺伝子発現量の時系列データから，正確に発現変化

量を求めることは難しいため，推定精度は S-systemモデルを用いた推定手法に比べ劣って

しまう．

本研究では数理モデルではなく最適化手法，特に Particle Swarm Optimization

（PSO）6),7) に注目し，新しい遺伝子ネットワーク推定手法の提案を行う．PSO は鳥や魚

などの群れをなして移動する生物のそのような行動パターンから着想を得た最適化手法で
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あり，各粒子がそれまでに各自が発見した最も良い解候補の位置（ローカルベスト）を記憶

し，かつ各粒子が持つローカルベストの中で最も良い解候補の位置をグローバルベストとし

て群れ全体が共有しており，粒子がその方向に移動することで最適化を行う．PSOは集団

探索戦略であるため，進化的計算手法の 1つに含まれるが，遺伝的アルゴリズム（Genetic

Algorithm: GA）8) のように選択，交叉，突然変異は行わず，各粒子がグローバルベストに

向かって移動するため，GA に比べ収束性が良いという特徴を持ち，他のメタヒューリス

ティックスと比べて遜色ない性能を有することが報告されている7),9)．しかしながら解候補

の評価を幾度となく繰り返すため，設計などのシミュレーションを行い解候補の評価を行う

問題などにおいては，さらなる高速化が求められている．

そこで本研究では評価関数の使用回数を減少させることで PSOの高速化を図る．PSOに

おいて粒子の評価が必要な理由の 1つとして，グローバルベストの向上があげられる．PSO

はグローバルベストに粒子を集めることで最適化を行っており，最適解を示す問題空間上の

位置にグローバルベストが近づいていくことで最適解を求めている．この際グローバルベス

トをより近付けるために，すべての粒子の現在位置が示す解候補の評価値を求めグローバル

ベストを向上させている．これはグローバルベストが向上する可能性を少しでも上げるため

に，すべての粒子を再評価しているととらえることもできる．しかしながらすべての粒子が

“グローバルベストを向上させる可能性”を同程度に有するとは考えにくく，可能性の高い

粒子や低い粒子などが混在していることは想像に難くない．そのためグローバルベストを向

上させる可能性が低い粒子に対して，再評価を行わないようにすることで，再評価回数の軽

減を実現し，計算時間の短縮を図れるのではないかと考え，グローバルベストを向上させる

可能性を考慮した Particle Swarm Optimizationを用いる遺伝子ネットワーク推定手法の

提案を行う．

2. 遺伝子ネットワーク推定方法

2.1 S-systemモデルを用いた推定手法

2.1.1 S-systemモデル

S-systemモデル3)は環境や未知の転写制御因子など，多くの要素を省略したモデルである

が，遺伝子の制御関係について有意義なヒントを得る手法として期待されている．S-system

モデルはすべての遺伝子についてその関与を意味するパラメータを含むモデルであり，N 個

の遺伝子から構成される遺伝子ネットワークを S-systemモデルで表現すると，遺伝子 iの

発現量 Xi の発現変化量 dXi
dt
（転写速度に相当）を用いて，次のようになる．

⎧⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎩

dX1

dt
= α1

N∏
j=1

X
g1,j

j − β1

N∏
j=1

X
h1,j

j

...

dXN

dt
= αN

N∏
j=1

X
gN,j

j − βN

N∏
j=1

X
hN,j

j

(1)

ここで i，j は遺伝子ネットワークに含まれる遺伝子を示しており，i = 1, . . . , N および

j = 1, . . . , N となる．gi,j は Xi の発現過程に関与する Xj の相互作用係数，hi,j は Xi の

抑制過程に関与する Xj の相互作用係数，αi，βi はそれぞれ Xi の発現項，抑制項に乗じ

る係数を示す．このモデルは複数の発現・抑制過程からなる反応経路を近似した表現となっ

ており，詳細な構造が明らかになっていない遺伝子ネットワークの記述に有効であると考え

られている10)．S-systemモデルを用いることで，N 個の遺伝子からなる遺伝子ネットワー

クを 2N(N + 1)個の S-systemパラメータ αi，βi，gi,j，hi,j で表現できる．また gi,j と

hi,j は遺伝子 iと遺伝子 j 間の制御関係を表し，これらの値によって遺伝子ネットワークが

大きく変化することから，キネティックオーダ（kinetic order）と呼ばれている10),11), �1．

2.1.2 S-systemモデルを用いた評価関数

S-systemモデルを用いた遺伝子ネットワーク推定問題を最適化問題として考えた場合，生

物学的実験により得られた遺伝子発現量の時系列データを再現する S-systemパラメータを

求める問題として，以下のように定式化される．

f =

N∑
i=1

T∑
t=1

(
Xcal,i,t − Xexp,i,t

Xexp,i,t

)2

(2)

ここで Xexp,i,t は生物学的実験により得られた時刻 tにおける遺伝子 iの発現量，Xcal,i,t

は連立微分方程式 (1)を解くことによって得られる遺伝子発現量，N はネットワークに含ま

れる遺伝子数，T は生物学的実験により得られた時系列データのタイムポイント数である．

しかしながら遺伝子ネットワーク推定問題の問題空間は 2N(N + 1)次元であるため，既

存の最適化手法を用いて大規模な遺伝子ネットワークを推定することは困難である．そのた

め問題をいくつかのサブ問題（各遺伝子に相当）に分割し，遺伝子ネットワークの推定を行

�1 正確にはキネティックオーダとは化学反応論/反応速度論における反応次数を指すため，gi,j や hi,j はキネティッ
クオーダに相当する量となるが，本研究では文献 10)，11) にならいキネティックオーダと呼ぶ．
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う方法が提案されている10)．遺伝子 iに相当するサブ問題は次のように定式化される．

fi =

T∑
t=1

(
X ′

cal,i,t − Xexp,i,t

Xexp,i,t

)2

(3)

dXi

dt
= αi

N∏
j=1

Y
gi,j

j − βi

N∏
j=1

Y
hi,j

j (4)

Yj =

{
X ′

cal,i if j = i

X̂j if j �= i
(5)

ここで X ′
cal,i,t は微分方程式 (4)を解くことで得られる時刻 tにおける遺伝子 iの発現量を

示し，X̂j は生物学的実験により得られた時系列データから補間することで求める．補間方

法として生物学的実験により得られた遺伝子発現量の時系列データに実験誤差などのノイ

ズが含まれない場合はスプライン補間を用い，ノイズが含まれると考えられる場合は局所

線形回帰などの平滑化手法を用いて補間を行う10)．このようにサブ問題に分割することで，

2N(N + 1)次元の遺伝子ネットワーク推定問題を，N 個の 2(N + 1)次元のサブ問題に変

換できる．

S-systemモデルは自由度が高いため複数の解が存在する可能性があり，また一般的に与

えられる遺伝子発現量の時系列データには実験誤差が含まれるため，正確な S-systemパラ

メータを求めることは困難である．そこで遺伝子ネットワークの結合は疎であるという特徴

を導入した評価関数が提案されている12)．S-systemモデルにおいて gi,j は Xi の発現過程

に関与する Xj の相互作用係数であり，gi,j = 0とは遺伝子 j は遺伝子 iの発現過程に関与

していないことを意味する．同様に hi,j は抑制過程の相互作用係数であり，hi,j = 0とは

遺伝子 j は遺伝子 iの抑制過程に関与していないことを意味する．このことから遺伝子ネッ

トワークの結合が疎になる場合，多くのキネティックオーダ（gi,j や hi,j）が 0になること

が分かり，以下のペナルティ項が提案されている．

Pi = Pc

2N−I∑
j=1

(|Ki,j |) (6)

ここで Ki,j は遺伝子 iのキネティックオーダの絶対値を昇順にソートしたときの j 番目の

値を意味する．Pc はペナルティ係数，N は遺伝子数，2N はキネティックオーダ数，I は最

大入り次数を示す．ここで，最大入り次数とは遺伝子 iに影響を及ぼす遺伝子の最大数を規

定するパラメータである．

また統計モデルの良さを評価する際に多く用いられる赤池情報量基準（Akaike’s Infor-

mation Criteria: AIC）を用いた評価関数も Nomanらにより提案されている11)．Noman

らは生物学的実験により得られた遺伝子発現量 Xexp,i,t と推定したパラメータから計算し

た遺伝子発現量 Xcal,i,t との絶対誤差 ε = (Xcal,i,t − Xexp,i,t)が正規分布に従うとし，式

(7)の AICを導入した評価関数を定義している．ここで Φはパラメータ数を表す．

fS
i = −2Λ + 2Φ + Pi (7)

Λ = − 1

2σ2
i

(Xcal,i,t − Xexp,i,t)
2 − T

2
ln(2πσ2

i ) (8)

σ2
i =

1

T

T∑
k=1

(Xcal,i,t − Xexp,i,t)
2 (9)

同じ遺伝子ネットワークを対象とした遺伝子ネットワーク推定問題において，文献 10)お

よび文献 12)よりも文献 11)の方が良い S-systemパラメータが求められていたために，本

研究では S-systemモデルを用いた評価関数として式 (7)を用いる．

2.2 PUNNモデルを用いた推定手法

2.2.1 PUNNモデル

Product Unit based NN（PUNN）5) は入出力関係が総乗で定義される Product Unitを

用いたニューラルネットワークであり，中間層は Product Unitが用いられ，出力層では入

出力関係が総和で定義される一般的なユニット（Summation Unit と呼ぶ）で構成されて

いる．k 番目の中間層ユニットの出力 yH
k および唯一の出力層ユニットの出力 yO は，それ

ぞれ式 (10)および式 (11)となる．

yH
k =

N∏
j=1

(Xj)
wIH

j,k (10)

yO =

NH∑
k=1

wHO
k yH

k − θO (11)

ここで入力層のユニット数を N，中間層のユニット数を NH，出力層のユニット数を 1と

し，Xj は j 番目の入力層ユニットの入力値，wIH
j,k は j 番目の入力層ユニットと k 番目の

中間層ユニット間の結合荷重，wHO
k は k番目の中間層ユニットと出力層ユニット間の結合

荷重，θO は出力層ユニットの閾値パラメータを示す．

PUNNを次の設定にすることで，S-systemモデルの遺伝子ネットワークを表現するPUNN
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モデルを定義することができる4)．入力層のユニット数を遺伝子数 N，中間層のユニット

を 2個，出力層のユニットを 1個に設定し，j 番目の入力層ユニットと 1番目の中間層ユ

ニット間の結合荷重 wIH
j,1 を gi,j，j 番目の入力層ユニットと 2番目の中間層ユニット間の

結合荷重 wIH
j,2 を hi,j，1番目の中間層ユニットと出力層ユニット間の結合荷重 wHO

1 を αi，

2番目の中間層ユニットと出力層ユニット間の結合荷重 wHO
2 を −βi，出力層のユニットの

閾値パラメータ θO = 0とする．この PUNNの入出力関係は，式 (12)で表され，この式は

S-systemモデルにおける遺伝子 iの発現量に関する微分方程式 (13)と同じになる．

yO
i,t = αi

N∏
j=1

X
gi,j

j − βi

N∏
j=1

X
hi,j

j (12)

dXi,t

dt
= αi

N∏
j=1

X
gi,j

j,t − βi

N∏
j=1

X
hi,j

j,t (13)

PUNNを用いた遺伝子ネットワーク推定問題は，遺伝子の発現変化量の時系列データ（生

物学的実験により得られた遺伝子発現量の時系列データから求める）を再現する S-system

パラメータを求める問題となり，次のように定式化される．

fPUNN =

N∑
i=1

T∑
t=1

(
yO

i,t − yi,t

)2
(14)

ここで yO
i,t は式 (12)を用いて求められた時刻 tにおける遺伝子 iの発現変化量を示し，yi,t

は生物学的実験により得られた遺伝子発現量の時系列データの傾きを計算することで得た

時刻 tにおける遺伝子 iの発現変化量を示す．

2.2.2 PUNNモデルを用いた評価関数

遺伝子 iに相当するサブ問題を PUNNモデルを用いて解くことは，時刻 tにおける全遺

伝子の発現量ベクトルXt = (X1,t, · · · , XN,t)に対して，時刻 tにおける遺伝子 iの発現変

化量 yi,t を出力する PUNNを学習させることになる．PUNNモデルを用いた評価関数は，

学習の際の誤差関数となり，遺伝子の発現変化量を一致させる目的関数項と，キネティック

オーダの個数制限に由来するペナルティ項で構成され，目的関数項は式 (15)で定義される4)．

E′
P,i =

⎧⎪⎨
⎪⎩

−∞ if eP,i = 0

log(eP,i) if 0 < eP,i < 1

eP,i if 1 ≤ eP,i

(15)

eP,i =

T∑
t=1

(
yO(Xt) − yi,t

)2
(16)

「遺伝子ネットワークの結合は疎である」という遺伝子ネットワークの特徴は，S-system

モデルを用いた評価関数と同様に，非零のキネティックオーダの個数を制限することでペナ

ルティ項に導入される．しかしながら S-systemモデルを用いた評価関数では，それらの制

限を固定（定数パラメータ）としていたが，PUNNモデルを用いた評価関数では制限を動

的に決めている4)．基本的な考えは，キネティックオーダを絶対値を基準に，2つのクラス

に分け，絶対値が小さい方のクラスに属するキネティックオーダを 0 にするようにペナル

ティを与えるというものである．なお非零のキネティックオーダのみを対象にクラスタリン

グを行う．しかし数個のキネティックオーダの値が 0となり，それ以外の多くのキネティッ

クオーダの絶対値が比較的大きな値になる場合，結合が疎の遺伝子ネットワークを表現して

いないにもかかわらず，ペナルティ値は小さくなってしまう．このような事態を避けるため

に，値が 0のキネティックオーダ数が多いほどペナルティ値を小さくするようにしている．

クラスタリングを用いてキネティックオーダを値が 0であるクラスKc0，絶対値の小さなク

ラスKc1，絶対値の大きなクラスKc2 に分け，Knz をKc0 の要素数とすると，クラスタリ

ングを用いたペナルティ項は以下のようになる．

PP,i =

⎧⎪⎪⎨
⎪⎪⎩

∞ if Knz < 2

0 if Knz = 2∑
x∈Kc1

|x| + (2N − Knz) otherwise
(17)

N は遺伝子数であり，2N はキネティックオーダ数となる．
∑

x∈Kc1
|x|は絶対値が小さいと

判断されたキネティックオーダの絶対値の合計値を表しており，絶対値が小さなキネティック

オーダをより絶対値の小さな値する働きがある．(2N −Knz)は値が 0のキネティックオー

ダの数が多いほど小さな値となり，結合が疎の状態といえない，数個のキネティックオーダ

が 0になっている場合にペナルティ項を大きな値にする働きがある．値が 0のキネティック

オーダの個数（Knz）を 2と比較して場合分けを行う理由として，文献 4)には次のように

書かれている．「非零のキネティックオーダ数が 0個の場合は遺伝子発現量が一定値となり，

1個の場合は発現過程もしくは抑制過程のみとなり遺伝子発現量が単調増加もしくは単調減

少になると考えられる．そのため，発現過程と抑制過程のバランスによって遺伝子発現量が

決まるとする S-systemモデルを再現するためには，非零のキネティックオーダが 2個以上
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表 1 設定した S-system パラメータ
Table 1 Set S-system parameters.

j αj βj g1,j g2,j g3,j g4,j g5,j h1,j h2,j h3,j h4,j h5,j

1 5 10 0 0 1 0 −1 2 0 0 0 0

2 10 10 2 0 0 0 0 0 2 0 0 0

3 10 10 0 −1 0 0 0 0 −1 2 0 0

4 8 10 0 0 2 0 −1 0 0 0 2 0

5 10 10 0 0 0 2 0 0 0 0 0 2

必要であると考えペナルティ項の設計を行った」．

ペナルティ項が付加されている目的関数の問題を解く際には，しばしば本来の目的関数の

項とペナルティ項にそれぞれ動的に変化する係数を乗じることで，効率的に最適化を行う方

法13),14) が用いられ，PUNNを用いた評価関数においても，動的に変化する係数を導入し

ている．ネットワーク推定開始時刻を 0として終了時刻を tend，現在の時刻を tとすると，

PUNNモデルを用いた評価関数は式 (18)となる．

fP
i = cP (t) × E′

P,i + (1 − cP (t)) × PP,i (18)

cP (t) =

(
1 −

(
1 − t

tend

)2
)

× 0.4 + 0.5 (19)

2.3 S-systemモデルと PUNNモデルの比較

S-systemモデルを用いた評価関数による解の評価精度と，PUNNモデルを用いた評価関

数による解の評価精度の違いについて以下の方法で検証を行った．5個の遺伝子で構成され

る S-systemモデルの遺伝子ネットワーク（表 1 に示す値を S-systemパラメータとして設

定した）を用意し，連立微分方程式 (1) を解くことによって遺伝子発現量の時系列データ

を得る．その後，設定した S-systemパラメータの各値を中心にして ±3，±2，±1，±0.1，

±0.01，±0.001の 6つの範囲を設定し，その範囲内で一様乱数を用いてそれぞれ 5万個，計

30万個の解候補を求め，各解候補に対してパラメータ誤差（設定した S-systemパラメータ

との絶対誤差の総和），S-systemモデルを用いた評価関数値，PUNNモデルを用いた評価

関数値を計算した．

まず S-systemモデルを用いた評価関数値とパラメータ誤差の関係を図 1 に示す．図中の

各点が解候補を表している．この図からパラメータ誤差が約 0.01以下の解候補については，

評価関数値が一定値になっており評価できないことが分かる．このような現象はサブ問題

に分割せずに評価関数を求めた場合（式 (2)を用いた評価関数）では発生しないことから，

サブ問題に分割しているためだと考えられる4)．

図 1 S-system モデルを用いた評価関数とパラメータ誤差の関係
Fig. 1 The relation between S-system model’s fitness function value and parameter error.

次に PUNNモデルを用いた評価関数値とパラメータ誤差の関係を図 2 に示す．この図か

ら，パラメータ誤差が 1付近において評価関数値が 10になる可能性があること，パラメー

タ誤差が 10−2においても評価関数値が 10になることが分かる．これよりパラメータ誤差が

約 1以下の解候補に関しては，評価できないことが分かる．この値は S-systemモデルを用

いた評価関数に比べて大きな値となっており，PUNNモデルを用いた評価関数は S-system

モデルを用いた評価関数に比べ，パラメータ誤差が小さい，良い解候補の評価が行えない

ことが分かる．PUNNモデルを用いた評価関数では，生物学的実験により得られた遺伝子

発現量の時系列データからその発現変化量を計算し，その値との差を評価関数値に用いる．

しかしながら得られる遺伝子発現量の時系列データのサンプリング間隔が広いため，遺伝子

の発現変化量を正確に計算することができず，学習の目標となる値に多くの計算誤差が含ま

れる．そのため良い解候補の評価を行うことができないと考えられる4)．

また各関数の実行時間に関しては，文献 4)から分かり，S-systemモデルを用いた推定手

法は 19,891秒であることに対し，PUNNモデルを用いた推定手法は 123.43秒となってい

る．2つの推定手法は評価関数が異なるだけで，同じ最適化手法を使っており，評価関数の

計算時間の差が推定手法の実行時間の差になっている．

以上のことから，S-systemモデルを用いた評価関数は，計算量は多いがより正確に評価
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図 2 PUNN を用いた評価関数とパラメータ誤差の関係
Fig. 2 The relation between PUNN model’s fitness function value and parameter error.

できることが分かる．一方，PUNNモデルを用いた評価関数は，評価の正確性に関しては

S-systemモデルを用いた評価関数に劣ってしまうが，計算量が少なく抑えられていること

が分かる．

3. Particle Swarm Optimization

本研究では最適化手法，特に PSO に注目して遺伝子ネットワーク推定問題に取り組む．

そのため，ここで PSO について簡単に紹介する．鳥の群れや魚の群泳における個体は自

身の情報だけでなく群れの情報も用いて行動しており，PSOはそのような群れの中におけ

る個体の振舞いを模倣した最適化手法である6)．PSOにおいて個体は粒子（particle）と呼

ばれ，与えられた問題の解候補を表す問題空間上の座標（位置）と移動方向を表す速度を

持っており，群れをなして D 次元の問題空間を移動することで最適化が行われる．そのた

め PSOは各粒子の速度を制御し，粒子の位置を移動させることで，与えられた問題の最適

解を見つけようとする手法ともいえる．各粒子における速度の制御には，自身の情報として

過去の最適化における最良の位置を示すローカルベスト pi および，群れ全体の過去の最適

化における最良の位置を示すグローバルベスト pg が用いられる．pi および pg は次のよう

に定義される．

f(pi) = min
(
{f(xk

i ) | k = 1, · · · , kn}
)

(20)

f(pg) = min ({f(pi) | i = 1, · · · , Np}) (21)

ここで f(x)は解候補 xの評価関数値を表し，また評価関数値が最も小さい解候補が最適解

になるように設定されているとする．xk
i は粒子 iの k回移動後の位置，knは現在の繰返し回

数，Np は粒子数を表す．min(·)は与えられた集合の中で最も小さい要素を返す関数である．
これらの情報を用いて基本的な速度 vk

i = (vk
i,1, · · · , vk

i,D)および位置 xk
i = (xk

i,1, · · · , xk
i,D)

の更新式は次のように定義される．

vk+1
i,d = wvk

i,d + c1rand1 × (pi,d − xk
i,d) + c2rand2 × (pg,d − xk

i,d) (22)

xk+1
i.d = xk

i,d + vk+1
i,d (23)

vk
i は粒子 iの k 回移動後の速度，c1，c2 は，それぞれ pi，pg が (k + 1)回移動後の速度

vk+1
i に及ぼす影響を示す係数である．なお w = 0.730，c1 = c2 = 1.496が良い値であると

いわれている15)．rand1，rand2 は 0から 1の一様乱数を表し，毎回更新時に各粒子，各

次元ごとに独立に乱数を発生させる．また速度には上限速度 vmax,d と下限速度 −vmax,d が

定められており，速度がその範囲内に収まるように，速度を次にように修正する．

vk+1
i,d =

⎧⎪⎨
⎪⎩

vmax,d if vk+1
i,d ≥ vmax,d

−vmax,d if vk+1
i,d ≤ −vmax,d

vk+1
i,d else

(24)

本研究で対象とする遺伝子ネットワーク推定問題では，決定変数である S-system パラ

メータに上下限制約が設けられている（詳しくは 5.1 節を参照）．決定変数 d の上下

限制約を [Rmin,d, Rmax,d] とすると，本研究では vmax,d を文献 4) と同様に vmax,d =

(Rmax,d −Rmin,d)/2.0と定義する．初期粒子の生成方法は，位置，速度とともにランダム

で生成する．PSO のアルゴリズムを図 3 に示す．3～11 行目では各粒子の再評価を行い，

グローバルベストおよびローカルベストを向上させている．12～14 行目では粒子の移動お

よび速度変更を行っている．

上記は基本的な PSO について述べたにすぎず，速度の更新式などに様々な改良を加え，

より高精度の解候補を求めることができる手法が提案されている．しかしながら本研究では

グローバルベストを向上させる可能性を用いて，再評価する粒子を決める手法を提案して

おり，速度の更新式などにはいっさい変更を加えない．そのため本提案手法に新たに速度更
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( 1 ) 各粒子の位置と速度をランダムに初期化
( 2 ) Repeat 終了条件を満たすまで do

( 3 ) for 全ての粒子 i に対して do

( 4 ) f(xk
i ) を計算する

( 5 ) if f(xk
i ) < f(pi) then

( 6 ) pi を向上させる
( 7 ) end if

( 8 ) if f(pi) < f(pg) then

( 9 ) pg を向上させる
( 10 ) end if

( 11 ) end do

( 12 ) for 全ての粒子 i に対して do

( 13 ) 式 (22) 及び (23) により，粒子 i の位置 xk
i と速度 vk

i を変更
( 14 ) end do

( 15 ) end do

図 3 PSO のアルゴリズム
Fig. 3 PSO algorithm.

新式などを導入することは可能であり，それにより性能向上は同程度に期待することができ

る．以上のことから，本研究では基本的な PSOのみを対象にする．

4. グローバルベストを向上させる可能性を考慮した PSO

4.1 基本アイディア

PSOはグローバルベスト付近に粒子を集めることで最適化を行っている．そのため最適

化を進めていくうえで，グローバルベストが最適解の位置に近づいていくことが重要であ

り，グローバルベストがそれ以外の位置に近づくことは，うまく最適化が行われてないこと

を意味している．そのようなことから，グローバルベストを向上させる作業は重要であり，

そのため毎回すべての粒子の位置を再評価しているといっても過言ではないと考えられる．

これはすべての粒子がグローバルベストを向上させる可能性を秘めており，グローバルベス

トが向上する可能性を最大にするための手段とも考えることができる．しかしながらグロー

バルベストを向上させる可能性がすべての粒子で等しいという保証はなく，可能性の高い粒

子や低い粒子などが混在することは想像に難くない．それを示すデータとして，図 4 を提

示する．これは S-systemモデルを用いた評価関数を用いて PSOを実行した際に，群れ内

における各粒子の現在位置の評価関数値の平均値，最大値，最小値の推移を示している．こ

れから，つねに最小値と最大値に大きな開きがあり，粒子の評価値が分散していることが分

かる．グローバルベストは過去の最適化において最も評価値の良い位置を示すため，群れ内

図 4 S-system モデルを用いた評価関数値の分布の推移
Fig. 4 The progress of distribution of S-system model’s fitness function value.

において評価値が悪い（値が大きい）粒子はグローバルベストを向上させる可能性はないと

考えることができる�1．

以上のことより，グローバルベストを向上させる可能性の低い粒子を再評価しないように

することで，再評価に必要な評価関数の使用回数を抑制し，高速に最適化を行えるのではな

いかと考えられる．このような考えのもと，本研究ではグローバルベストを向上させる可能

性を考慮した PSOを提案する．

4.2 可能性推定関数

提案手法は PSOをベースとし，グローバルベストを向上させる可能性の低い粒子の再評

価を行わないようにしているため，可能性の求め方が重要な要素となる．しかしながらグ

ローバルベストを向上させる可能性を多くの計算量を用いて厳密に計算することはできな

い．もしグローバルベストを向上させる可能性を，評価関数よりも多くの計算量を用いて厳

密に求めてしまうと，評価関数を使用する回数を減らしたとしても最適化に必要な計算時間

�1 同時に群れ内に存在する 2 つの粒子 A と B を考えた場合，評価値が低い粒子 A もグローバルベストを向上さ
せる可能性があるが，より評価値の良い粒子 B によってただちにグローバルベストが向上するため，粒子 A に
よってなされるグローバルベストの向上には意味はないと見ることができる．したがって，粒子 A が持つグロー
バルベストを向上させる可能性を 0 と見なしても問題ないと考える．
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は逆に多くなってしまう．そのため評価関数に比べて十分小さな計算量で，グローバルベス

トを向上させる可能性を求める必要がある．本研究では可能性推定関数 fp(·)を用いて，粒
子が有するグローバルベストを向上させる可能性を求められるとする．ここで本来なら粒子

の位置 xk
i とグローバルベスト pg を用いて可能性推定関数 fp(xk

i ,pg)と定義する必要があ

るが，本研究では計算量を削減するためにグローバルベスト pg を使わず fp(xk
i )と定義す

る．なお，位置 xk
i の粒子 iがグローバルベストを向上させる可能性が高いほど，可能性推

定関数値 fp(xk
i )は小さな値になるように設定されているものとする．

4.3 再評価割合

本提案手法のもう 1つの重要な要素として，再評価されない粒子の決め方がある．これは

再評価されない粒子はグローバルベストを向上させることがないために，最適化の結果に大

きな影響を与えるからである．本研究ではグローバルベストを向上させる可能性の高い粒子

のみ再評価対象とすることで，評価する粒子を減らす方法を採用し，再評価対象の粒子が全

粒子に占める割合を表すパラメータとして再評価割合 Rrf ∈ (0, 1)を導入する．

4.4 グローバルベストおよびローカルベストの再定義

提案手法ではグローバルベストを向上させる可能性を用いて，一部の粒子のみ再評価（評

価関数値を計算する）を行っているため，評価関数値が計算されていない解候補が存在す

る．そのため粒子 i の過去の最適化における最良の位置を示すローカルベスト pi および，

群れ全体の過去の最適化における最良の位置を示すグローバルベスト pg を求めることがで

きない．そのため提案手法におけるローカルベスト pi およびグローバルベスト pg をそれ

ぞれ式 (25)および式 (26)と定義する．

fp(pi) = min
(
{fp(xk

i ) | k = 1, · · · , kn}
)

(25)

f(pg) = min
(
{f(xk

i ) | i = 1, · · · , Np, k = 1, · · · , kn}
)

(26)

少なくともすべての解候補の可能性推定関数 fp(·)は計算されていることから，粒子 iの

過去の最適化おいて，グローバルベストを向上させる可能性が最も高い位置をローカルベス

ト pi と定義する．グローバルベスト pg は，群れ全体の過去の最適化において，評価関数

値が計算された位置（解候補）の中で最も評価関数が良い位置と定義する．なお評価関数値

が計算されていない解候補 xの評価関数値 f(x)を∞と定義する．また従来ではローカル
ベスト pi の中で最も良い評価値を持つ位置がグローバルベスト gi であったが，提案手法

ではそのような関係はない．

( 1 ) 各粒子の位置と速度をランダムに初期化
( 2 ) Repeat 終了条件を満たすまで do

( 3 ) for 全ての粒子 i に対して do

( 4 ) fp(xk
i ) を計算する

( 5 ) if fp(xk
i ) < fp(pi) then

( 6 ) pi を向上させる
( 7 ) end if

( 8 ) end do

( 9 ) for fp(xk
i ) が上位 Rrf の粒子 i に対して do

( 10 ) f(xk
i ) を計算する

( 11 ) if f(xk
i ) < f(pg) then

( 12 ) pg を向上させる
( 13 ) end if

( 14 ) end do

( 15 ) for 全ての粒子 i に対して do

( 16 ) 式 (22) 及び (23) により，粒子 i の解 xk
i と速度 vk

i を変更
( 17 ) end do

( 18 ) end do

図 5 提案手法のアルゴリズム
Fig. 5 Proposed method’s algorithm.

4.5 提案手法のアルゴリズム

図 5 に提案手法のアルゴリズムを示す．従来の PSO（図 3 を参照）に比べ粒子を評価す

る部分（図 5 の 3 行目から 14 行目）が異なっている．3 行目から 8 行目は，各粒子のグ

ローバルベストを向上させる可能性を可能性推定関数 fp(·)を用いて求め，ローカルベスト
を向上させている．9 行目から 14 行目はグローバルベストを向上させる可能性の高い粒子

を対象に，評価関数値を計算しグローバルベストを向上させている．

4.6 実 行 時 間

提案手法ではグローバルベストを向上させる可能性の低い粒子の再評価を行わないよう

にすることで，評価関数の使用回数を少なくし，実行時間の短縮を実現できると考えられ

る．しかしながら毎回すべての粒子に対してグローバルベストを向上させる可能性を計算

するため，可能性推定関数 fp(·)の計算時間によっては，逆に実行時間が長くなる可能性も
ある．また再評価割合 Rrf も実行時間に影響を与えると考えられ，必ずしも提案手法の実

行時間が短くなるとは限らない．そこで提案手法の実行時間が短くなる条件を明らかにす

る．なお提案手法と従来手法では粒子の評価方法のみが異なるため，実行時間を考える際に

は評価関数と可能性推定関数の計算時間のみに注目する．今，粒子数を Np，最大繰返し回

数 kmax，評価関数の計算時間を Tf，可能性推定関数の計算時間を Tfp で表す．従来手法
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図 6 PUNN を用いた評価関数と S-system モデルを用いた評価関数の関係
Fig. 6 The relations between PUNN model’s fitness function value and S-system model’s fitness

function value.

では，繰返しごとに評価関数を使って全粒子を評価するために Tf × Np × kmax の時間を

必要とする．一方，提案手法では毎回粒子のグローバルベストを向上させる可能性を可能

性推定関数で推定し，その後可能性の高い Rrf × Np の粒子を評価関数で再評価している．

そのため (Tf × Rrf × Np + Tfp × Np) × kmax の時間を必要とする．これより従来手法よ

り提案手法の実行時間が短くなるための条件は式 (27)になる．

(Tf × Rrf × Np + Tfp × Np) × kmax < Tf × Np × kmax (27)

ここで Tfp = α × Tf とすると，式 (27)は式 (28)のようになる．

α < 1 − Rrf (28)

以上より提案手法が従来手法よりも実行時間が短くなる条件として，Tfp < Tf だけでな

く，再評価割合 Rrf の値に応じて条件が変化することが確かめられた．

4.7 遺伝子ネットワーク推定問題への適用

提案手法を遺伝子ネットワーク推定問題に適用するためには，グローバルベストを向上

させる可能性または，その可能性と相関がある値を求める可能性推定関数 fp(·)を決める必
要がある．そこで PUNNモデルを用いた評価関数と S-systemモデルを用いた評価関数の

関係を図で示すと図 6 になる．この図より PUNNモデルを用いた評価関数と S-systemモ

デルを用いた評価関数ではおおむね大小関係が一致しており，関係性があることが分かる．

またグローバルベストを向上させる可能性は，評価関数値が小さいほど高くなることから，

PUNNモデルを用いてグローバルベストを向上させる可能性を推定することが可能だと考

えられる．

実行時間に関しては，2.3 節で述べたように PUNNモデルを用いた評価関数は，S-system

モデルを用いた評価関数に比べ実行時間は十分短く，またグローバルベストを向上させる

可能性を大まかではあるが推定できることから，本研究では可能性推定関数 fp(·) として
PUNNモデルを用いた評価関数である式 (18)を使用することとする．

5. 評 価 実 験

5.1 準 備

評価実験で使用する遺伝子発現量は従来研究においてよく用いられている 5つの遺伝子

からなる遺伝子ネットワークを用いる．文献 10)と同様に実験に用いる遺伝子発現量の時

系列データを各遺伝子の初期遺伝子発現量と S-systemパラメータ（ともに文献 10)と同じ

値であり，S-systemパラメータは表 1 に示した値）を用いて，微分方程式 (1)を解くこと

によって得た．なお文献 3)，4)，10)–12)では与えられる遺伝子発現量の時系列データの量

が十分でないと，モデルの自由度が高くなり遺伝子ネットワーク推定問題の解候補が増大す

るとの理由から初期遺伝子発現量の異なる 15セットの時系列データを用いて評価実験が行

われており，本研究でもそれにならい，初期遺伝子発現量の異なる 15セットの時系列デー

タを用いる．また時系列データは遺伝子ごとに 11サンプリングポイントになるように適当

に間引き，これを 15セット用意するので，各遺伝子上の時系列データは 165サンプリング

ポイントとなる．

実験条件は文献 10)と同様に以下のように設定した．S-systemパラメータの上下限制約

は，αiと βiが [0.0, 20.0]，gi,j，hi,j は [−3.0, 3.0]とした．また計算コストを削減するため，

gi,j，hi,j が閾値 (1.0× 10−3)以下の場合は 0を返すようにした．粒子数は文献 4)と同様に

60とし，実験環境は AMD Athlon (TM) 64 X2 Dual Core Processor 3800+ 2.01 GHz，

1.00 GBのコンピュータを用いた．

比較対象として S-systemモデルを用いた推定手法と PUNNモデルを用いた推定手法を

実装した．なお両手法はそれぞれ S-systemモデルを用いた評価関数，もしくは PUNNモ

デルを用いた評価関数のみを用いて最適化を行っていると見なすこともできるため，実験結

果では，S-systemモデルを用いた推定手法を Rrf = 1，PUNNモデルを用いた推定手法を
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図 7 再評価対象を限定することで，最良の粒子が発見できなくなった割合の推移
Fig. 7 The progress of possibility that PSO not found the best particle.

Rrf = 0と表記する．

5.2 実 験 1

グローバルベストを更新する際に最も重要なことの 1つは，群れ内の最良の粒子を発見

することであり，そのために全粒子を再評価しているともいえる．本研究ではグローバルベ

ストを向上させる可能性を用いて再評価対象の粒子を限定することで，推定時間の短縮を目

指している．しかしながら粒子を限定することで，最良の粒子を発見できなくなる可能性も

ある．そこでパラメータ誤差が最小の粒子を最良の粒子と定義し，移動回数を 500回とし

て 30回試行を行い，粒子を限定することで最良の粒子が発見できなくなった割合の推移を

図 7 に示す．Rrf の値は 0.1刻みに 0.1から 0.9の値を設定した．なお図中の値は平均値を

示し，負の値は発見できなくなる可能性が減少した，つまり限定することで発見する可能性

が向上したことを意味している．また Rrf = 0.3, 0.4は Rrf = 0.2に比べ若干小さな値に

なっているが，ほぼ同じ推移をしており，Rrf が 0.5以上はほぼ 0であった．そのため図の

視認性を考え Rrf の値は 0.1，0.2，0.5のみを示す．

5.3 実 験 2

移動回数を 500回および 1,000回に設定し，30回の試行を行った結果をそれぞれ表 2 お

表 2 Rrf の変化による提案手法の性能変化（移動回数：500）
Table 2 The results of proposed method in each Rrf (the number of iteration is 500).

Rrf 実行時間（秒）
パラメータ誤差

平均値 標準偏差 最小 最大
0.0 30.73 2.4833 1.2875 0.4639 5.4777

0.1 296.76 0.7592 1.2335 0.0452 7.1666

0.2 560.23 0.3164 0.3049 0.0362 1.4201

0.3 821.01 0.3746 0.5377 0.0227 3.1755

0.4 1,081.36 0.2517 0.2245 0.0301 0.9486

0.5 1,335.79 0.2818 0.3528 0.0291 1.9544

0.6 1,593.98 0.2641 0.3224 0.0277 1.8645

0.7 1,850.65 0.2954 0.3665 0.0295 1.8582

0.8 2,101.74 0.1990 0.1595 0.0231 0.6994

0.9 2,349.94 0.2486 0.2418 0.0246 1.1278

1.0 2,753.63 2.6319 3.9998 0.0321 12.5604

表 3 Rrf の変化による提案手法の性能変化（移動回数：1,000）
Table 3 The results of proposed method in each Rrf (the number of iteration is 1,000).

Rrf 実行時間（秒）
パラメータ誤差

平均値 標準偏差 最小 最大
0.0 50.33 1.7294 0.8218 0.3703 3.6122

0.1 574.68 0.3805 0.4841 0.0333 2.5742

0.2 1,096.45 0.2062 0.1477 0.0293 0.8622

0.3 1,608.26 0.1685 0.1221 0.0268 0.5641

0.4 2,122.29 0.1826 0.2085 0.0284 1.3742

0.5 2,631.18 0.1574 0.1048 0.0231 0.4842

0.6 3,142.21 0.1832 0.1239 0.0194 0.4705

0.7 3,645.67 0.1604 0.1633 0.0275 1.0642

0.8 4,151.95 0.1491 0.0910 0.0315 0.3601

0.9 4,652.03 0.1694 0.1201 0.0301 0.5198

1.0 5,334.66 1.6059 3.2306 0.0290 14.6933

よび表 3 に示す．なお，表中の値は 30回試行中の平均値，標準偏差，最小値，最大値を示

している．

6. 考 察

6.1 実 験 1

図 7 では視認性を確保するために省略しているが，Rrf が 0.5以上ではほぼ 0%になって

おり，再評価対象を限定することで最良の粒子が発見できなくなるという悪影響はほぼない
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といえる．Rrf が 0.4 以下では，最適化が進むに従って増加する傾向があることが分かる

が，その割合は悪くても 10%であることが分かる．また少しではあるが，負数になるとき

もあり，再評価対象を限定することで発見できる割合が向上する場合もあることが分かる．

最適化が進むに従って，最良の粒子を発見できなくなる割合が増加する理由として，可能

性推定関数として使用している PUNNモデルを用いた評価関数の評価精度の低さの影響が

大きくなったと考えられる．PUNNモデルを用いた評価関数は図 2 に示したように，パラ

メータ誤差がある値以下の解候補を評価することはできない．そのため最適化に進むに従っ

て，PUNNモデルを用いた評価関数では評価できないパラメータ誤差を持つ粒子が増加し

たために，最適化に与える影響が大きくなったためと考えられる．その結果，再評価対象の

選択を誤ってしまい，最良の粒子を発見できなくなるという悪影響を及ぼし始めたと考えら

れる．なおRrf が 0.5以上では可能性推定関数の低い評価精度が影響を与えたとしても，そ

れを補える分の粒子を再評価対象としているために，悪影響が現れなかったと考えられる．

再評価対象を限定することで最良の粒子が発見できなくなった割合が負数，つまり発見し

やすくなるという現象については，最良の粒子だと誤って選択される粒子を可能性推定関数

によって，再評価対象から外すことができたためだと考えられる．

6.2 実 験 2

実行時間に関してRrf の上昇にともない，長くなっていることが確認できる．これはRrf

の上昇にともない再評価する粒子が増え，S-systemモデルを用いた評価関数の使用回数が

多くなるためだと考えられ，予想どおりの結果となっている．

次にパラメータ誤差をみると，Rrf = 1のときがパラメータ誤差の平均値が悪くなってい

る．これは標準偏差が大きくなっているためであり，求められる解候補の良し悪しの差が大

きいことを意味する．これはランダム性を有する多点探索においては仕方ないことだといえ

るが，Rrf �= 1では標準偏差は小さくなっており，Rrf = 1が他に比べて，良し悪しの差

が大きいことが分かる．また Rrf = 0も Rrf = 1ほどではないが，他の場合に比べると悪

くなっていることが分かる．これよりグローバルベストを向上させる可能性を用いて再評価

対象を決める提案手法は，それらの手法に比べ，より確実に解を求められることが分かる．

PSOにおいて群れ内の最良の粒子を選択することと，選択された最良の粒子の良さは，よ

り良い解候補を発見する際に重要となる．実験 1において，可能性推定関数を導入するこ

とで，最良の粒子を発見できなくなる可能性が負数になることは少ないことが確かめられ

ている．つまり提案手法では効率的に最良の粒子を選択しているとはいえないことが分かっ

ている．しかし実験 2の結果では提案手法で得られる解のパラメータ誤差の平均値が小さ

図 8 群れにおける最良の粒子のパラメータ誤差の推移
Fig. 8 The progress of best particle’s parameter error in swarm.

くなっていることから，選択される最良の粒子の質が向上したと推測される．これを確認す

るために，群れ内の最良の粒子のパラメータ誤差の推移を図 8 に示す．なお Rrf が 0.1～

0.9はほぼ同じ推移になったため，図の視認性の確保のため Rrf = 0，0.5，1の推移のみを

示す．この図より Rrf = 0，1に比べて Rrf = 0.5はパラメータ誤差が少なくなっており，

提案手法は最良の粒子を選択することに関しては，それほど影響は与えないが，選択される

粒子のパラメータ誤差が少なくなるために，従来手法に比べて確実に良い解を得ることがで

きると考えられる．

群れ内の最良の粒子のパラメータ誤差が少なくなる要因としては，2種類の評価基準を用

いて最適化をしているためだと考えられる．つまり Rrf = 0および Rrf = 1では，グロー

バルベストを向上させる可能性もしくは，S-systemモデルを用いた評価関数という 1つの

評価基準のみを用いて最適化をしている．そのため，もしその評価基準が間違った評価を下

してしまうと，それを修正することができず，結果としてそれほど良い解を求められなくな

る．これに対して Rrf ∈ (0, 1)の場合，グローバルベストを向上させる可能性と S-system

モデルを用いた評価関数という 2つの評価基準を用いて探索を行うために，どちらか一方

が間違ったとしても，他方で修正できる可能性が残っているために，1つの評価基準しか使

わない場合に比べて，確実に良い解を得ることができたと考えられる．
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Rrf >= 0.2において，Rrf の変化と平均パラメータ誤差の間には関係性があるとはいえな

い．これは Rrf = 0.2の時点で，グローバルベストをうまく向上させることができるため

だと考えられ，Rrf を 0.2 以上に設定してもグローバルベストの向上にそれほど影響を与

えていないと考えられる．しかしながら実行時間は Rrf = 0.2が最も短くなっていること

から，遺伝子ネットワーク推定問題において，PUNNモデルを用いた評価関数を用いてグ

ローバルベストを向上させる可能性を推定した場合，可能性の高い上位 20%の粒子だけを

再評価対象とすることで，効率良くネットワークの推定が行えると考えられる．

次に移動回数の違いについて考えてみると，移動回数が多くなると，パラメータ誤差の平

均値，標準偏差は小さくなっている．しかしながらパラメータ誤差の最小値はそれほど変

化はない．これから移動回数を多くすることで，より良い解が得られる確率は向上するが，

得られる解の精度はそれほど変化しないことが分かる．したがって，移動回数を多くするよ

り，少ない移動回数で試行回数を増やす方が，短時間でより良い解が得られるのではないか

と考えられる．

7. お わ り に

本研究では S-system モデルを用いた遺伝子ネットワーク推定問題において，グローバ

ルベストを向上させる可能性を考慮した PSO の提案を行った．従来研究では，そのまま

S-system モデルを用いる手法と遺伝子の発現変化量に注目した PUNNモデルを用いる手

法が提案されている．S-systemモデルを用いる手法では多くの推定時間を要するが比較的

高い推定精度を得ることができ，PUNNモデルを用いる手法では推定時間は短いが推定精

度は低くなってしまうという特徴を持っている．またそれらの手法の共通点として，解候補

である S-systemパラメータをどのように評価するかという評価関数の方に重点を置いてお

り，最適化手法として既知の手法が使われていた．

そこで本研究では，評価関数ではなく最適化手法に注目し，グローバルベストを向上させ

る可能性を考慮した PSOを提案した．PSOは粒子をグローバルベスト付近に集めること

で最適化を行い，グローバルベストをより最適解の位置へと移動させ，評価関数値を向上さ

せていくことで，より良い解候補を見つけている．そのためグローバルベストの評価関数値

を向上させることは重要であり，より効率的に向上させるために毎回全粒子の再評価を行っ

ていると考えることができる．しかしながらすべての粒子が，グローバルベストを向上させ

る可能性を等しく持っているとは考えにくく，可能性の高い粒子や低い粒子が混在している

ことは想像に難くない．そこで本研究では各粒子が持つ “グローバルベストを向上させる可

能性”を推定し，その可能性に応じて再評価するか否かを決める，グローバルベストを向上

させる可能性を考慮した PSOを提案した．グローバルベストを向上させる可能性の具体的

な推定方法としては，PUNNモデルを用いた評価関数を用いた．

評価実験の結果，従来手法（Rrf = 0, 1）に比べ実行時間，推定精度ともに良い結果を得

ることができたことを示した．またパラメータ誤差は Rrf ∈ [0.2, 0.9]でそれほど変化が見

られないことも示し，実行時間に関しては Rrf の設定によって調節できることも示した．
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