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多数目的最適化を利用したパラメータチューニング

廣 安 知 之†1 石 田 裕 幸†2

三 木 光 範†3 横 内 久 猛†1

本稿では，多数目的最適化において有効な探索が可能な多目的最適化手法を用い，新
たなパラメータチューニング手法を提案した．実世界における事象やシステムを模倣
したモデルのパラメータをチューニングする研究では，複数の実験値との誤差間に存
在するトレードオフの度合いを把握することができるように，多目的最適化の概念を
利用したパレート的アプローチが注目されている．しかし，パラメータチューニングで
は考慮すべき誤差が数多く存在するのに対し，一般的な多目的最適化手法は，目的数
が多くなれば性能が著しく悪化する．そこで，多数目的最適化においても有効な多目
的最適化手法を検討し，その手法を利用してパラメータチューニングを行うことを提
案した．意思決定者の選好情報を利用する多目的最適化では，探索する目的関数空間
を意思決定者が好む領域周辺に限定することで，多数目的最適化問題に対しても有効
な探索を可能にする．テストモデルやディーゼルエンジン燃焼モデルである HIDECS

のパラメータをチューニングする数値実験を通して，本手法を用いれば，実験値との
誤差が小さく，実験値周辺に多様性のある解集合を得られることを確認できた．

Parameter Tuning Using
Evolutionary Many-objective Optimization

Tomoyuki Hiroyasu,†1 Hiroyuki Ishida,†2

Mitsunori Miki†3 and Hisatake Yokouchi†1

In this paper, we proposed a parameter tuning method using Evolutionary
Multi-objective Optimization (EMO) algorithms modified for an efficient search
in many-objective problems. In recent studies on the tuning of parameters of
models that imitate real world phenomena and systems, Pareto approaches
using concepts of EMO have been used because Decision Maker (DM) can un-
derstand the degree of trade-off among errors to observation values from two
or more sets of parameters obtained by EMO. However, the performance of
well-known EMO algorithms such as NSGA-II and SPEA2 is poor with many-
objective problems whereas there are many observation values in parameter
tuning. Therefore, we applied a method using the preferences of DM to pa-

rameter tuning. In EMO using DM’s preferences, an efficient search in many-
objective problems is achieved by limiting the search area around the region
that DM prefers. Through the numerical experiments with simple test mod-
els and HIDECS, which is a sophisticated phenomenological spray-combustion
model, it was confirmed that the proposed method could obtain sets of param-
eters with accuracy and diversity in the vicinity of reference points.

1. は じ め に

近年，様々な分野において，複雑な事象やシステムがモデル化され，コンピュータを用い

たシミュレーションが行われている．本研究では，内部に存在するパラメータを変化させる

ことによって，様々な環境に対応できるようなシミュレーションを対象とする．このような

シミュレーションの利用の 1 つとして，実験値にシミュレーション結果が一致するように

パラメータを決定し，未知の結果をシミュレーションから獲得することがあげられる．こ

れらのパラメータには，実験に対して一意的に決定できるものと，試行錯誤的もしくは経

験的に決定するパラメータが存在する．シミュレーションを実験値に一致させるためには，

後者のパラメータを調整することにより，シミュレーション結果と実験値との誤差を最小に

する必要がある．たとえば，地球の振舞いを模倣したモデルのパラメータチューニングを例

にとると，気温，温度，海温，海水の塩度などの基準があげられ，シミュレーション結果が

それらの実験値に近づくようにパラメータをチューニングする必要がある1)．このようなパ

ラメータチューニングにおいては，比較すべき実験値の数は 1つではなく複数存在する場

合がほとんどであり，これらすべての基準を考慮しなければならない．一般的に広く利用さ

れている方法は，複数の基準を重み和などを用いることにより 1つの誤差の和を導出し，そ

の誤差の和を最小化する方法2),3)である．しかしながら，複数存在する実験値に対して，意

思決定者（Decision Maker：DM）はある点においては，他の点と比較して特に精度を厳

しく要求する場合がある．種々の設計の問題においては，このような場合がよく見られる．

しかしながら，場合によっては，これらの複数の実験値の誤差を最小化する場合，ある点の
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15 多数目的最適化を利用したパラメータチューニング

誤差を最小化すると他の誤差が大きくなってしまうような，いわゆるトレードオフの関係

が生じる．DM はパラメータチューニングを行う前には，これらのトレードオフの関係を

知ることが困難である．そのため，1つの誤差の和の基準を構築する際に，それぞれについ

て重みや優先順位を付与する必要が生じ，これらの操作は非常に困難な場合が多い．また，

重みの付け方は最終的に得られる解に大きく影響を及ぼすことも知られている．

そのため，誤差の和を最小化するのではなく，複数の各実験値との誤差の 1つ 1つを目

的とすることによって，多目的最適化問題として定式化し，互いに優劣をつけられない解の

集合であるパレート最適解集合を導出する方法1),4) によるアプローチがあり，これをパレー

ト的アプローチと呼ぶ．パレート的アプローチによるパラメータチューニングでは，複数の

様々なパレート最適解集合の導出が探索の目標の 1つになるため，誤差の和を最小化する

アプローチの際に問題となる重み付けの問題を回避することができる．さらに，同程度の

精度を有する様々な解集合の導出が可能なため，それらの解どうしを比較することにより，

どの点の実験値に対する誤差を少なくすると他のどの点の誤差が大きくなるかなどの傾向

を把握することが可能である．これは，設計などの問題における DMにとって非常に有益

な情報となる．また，パレート的アプローチを採用した際には，1度の試行でこれらの解集

合が導出可能な点が特徴である．誤差の和の最小化によるアプローチにおいても，重みを変

化させることで，解集合を得ることは可能であるが，複数試行が必要であり，重みの変更を

効果的に行わなければ，多様な解集合が得られない場合がある．

これらの理由により，本稿では，実験値にシミュレーション結果が一致するようにパラ

メータを決定する問題において，パレート的アプローチによる方法を検討する．しかしな

がら，既存のパレート的アプローチによるパラメータチューニングでは，考慮すべき実験値

は 2～3程度の少数であり，数多くの基準を取り扱っておらず，数多くの実験値を取り扱う

必要がある．多目的最適化問題において，5個以上の目的関数が存在するような問題は特に

“多数目的最適化問題”と呼ばれ，目的関数の数が増加すると取り扱う真のパレート最適解

が正しく求まらないという問題が存在することが知られている5)．そのため，パレート的ア

プローチによりパラメータチューニングを行う場合には，多数目的最適化問題においても真

のパレート解を求められる手法が必要となる．

そこで本稿では，数多くの実験値を考慮するために，多数目的最適化においても有効な多

目的最適化手法を適用して，パラメータチューニングを行うことを提案する．まず，パレー

ト的アプローチに用いられる多目的最適化の概要や，多数目的最適化の問題点について述べ

る．次に，多数目的最適化に有効な多目的最適化手法を検討し，数多くの実験値を考慮する

パラメータチューニングに適用する．そして，作成したテストモデルを用いて数値実験を行

い，導出される解集合の特徴を確認する．最後に，ディーゼルエンジンの燃焼をシミュレー

トする現象論的モデルの 1つである HIDECS 6),7) のパラメータチューニングを行い，その

有効性を検証する．

2. 多目的最適化と多数目的最適化

2.1 多目的最適化

パレート的アプローチに用いられる多目的最適化は，複数の目的関数が与えられた制約条

件の下で最小化，または最大化する問題として定義されている．これは，k 個の目的関数，

m個の不等式制約条件，n個の設計変数が存在する場合，以下のように定式化される8)．
⎧⎪⎨
⎪⎩

min(max) f(x) = (f1(x), f2(x), . . . , fk(x))T

subject to x ∈ X = {x ∈ Rn

| gi(x) ≤ 0, (i = 1, . . . , m)}
(1)

上式において，f(x) は k 個の目的関数を要素とするベクトル，x = (x1, x2, . . . , xn)T

は n次元の設計変数を表すベクトルである．目的関数 f(x)，制約条件 g(x)は，設計変数

x = (x1, x2, . . . , xn)T により一意に決定される．また，X はすべての制約条件を満たす領

域（実行可能領域）を表す．一般的に多目的最適化では，互いの目的関数が競合する関係に

ある．その場合，すべての目的関数が最良値を示す設計変数は存在しない．したがって，多

目的最適化では，パレート最適解の概念を導入している．パレート最適解は，解の優越関係

により表される．解の優越関係の定義を以下に示す．ただし，説明を簡単にするため，すべ

ての目的を最小化とする．

定義（優越関係）：x1，x2 ∈ Rn とする．

(∀i)(fi(x
1) ≤ fi(x

2)) ∧ (∃i)(fi(x
1) �= fi(x

2))

のとき，x1 は x2 に優越するという．

上式において，x1，x2 は n次元の設計変数を表す．この優越関係を用いて，パレート最

適解は以下のように定義される．

定義（パレート最適解）：x0 ∈ Rn とする．

x0 に優越する x ∈ Rn が存在しないとき，x0 はパレート最適解である．

一般的にパレート最適解は複数存在するため，1試行の探索により複数のパレート最適解を

導出することが望ましい．したがって，多点探索である遺伝的アルゴリズム（Genetic Algo-
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rithm：GA）9)などの進化的計算は複数のパレート最適解の導出を可能にするため，進化的計

算を多目的最適化に適用した Evolutionary Multi-objective Optimization（EMO）の研究

が数多く行われている．Elitist Non-Dominated Sorting Genetic Algorithm（NSGA-II）10)

や Strength Pareto Evolutionary Algorithm（SPEA2）11)は一般的に用いられているEMO

であり，パレート的アプローチによるパラメータチューニングの先行研究として，NSGA-II

を利用する手法が提案されている1)．

これら EMOには，解集合をパレート最適解に近づけるメカニズム（精度の向上）だけで

なく，解集合の多様性向上を加味したメカニズムが組み込まれている．これは，DMの選択

肢の増加と対象問題の特徴把握を促すためである．EMOで導出される解は複数であるが，

最終的に DMが利用する解は 1つであるため，DMは EMOで導出された解集合の中から

1つの解を選ぶ必要がある．この際，多様性のある解集合が導出されれば，DMの選択肢増

加につながる．また，導出された解どうしを比較することにより，DMは各目的間のトレー

ドオフの度合いなど，対象問題や各解の特徴を把握することができる．この際，多様性のあ

る解集合が導出されれば，様々な解どうしの比較が可能になるため，これらの特徴を把握し

やすくなる．このような利点から，パレート的アプローチでは，1つの指標を導入するアプ

ローチの欠点である重み付けの問題，対象モデルや各パラメータセットの特徴を把握できな

いという問題を解決することができる．

2.2 多数目的最適化の問題点

一般的にパラメータチューニングでは数多くの実験値を考慮するため，パレート的アプ

ローチによるパラメータチューニングは，多目的最適化の中でも，多数目的最適化ととらえ

ることができる．しかし，パレート的アプローチの研究では，すべての基準を目的として

扱っていない．その理由は，NSGA-IIや SPEA2などの代表的な EMOを多数目的最適化

に適用した場合，探索性能が著しく低下してしまうためである．NSGA-IIや SPEA2を用

いた多数目的最適化では，探索を進めているにもかかわらず，解集合の精度が悪化する現象

が頻繁に起こる5),12),13)．この現象を図 1 を例に説明する．図 1 は 2目的の最小化問題の

概念図である．

図 1 (a)の解 C，Dを比較した場合，解 Dの方がパレート最適フロント（パレート最適解

集合により形成される領域）から近くに位置し，精度が高いにもかかわらず，探索中では劣

解となり，解 Cの方が重要視されてしまう．このような精度の順序と重要度の逆転は，目的

関数空間に対して探索解の数が少ない場合に起こりやすい．もし探索解の数が多く，図 1 (a)

の点線で描かれた領域にも解が存在すれば，解 Cは劣解となり，精度の順序と重要度は逆

図 1 精度の悪い解が重要視される例
Fig. 1 An example of disagreement between accuracy and ranking based on domination.

転しない．つまり，多数目的最適化のように目的関数空間の広さに比べて探索解の数が少な

い場合では，精度の順序と重要度の逆転の頻度が高くなり，精度の高い解が探索中に淘汰さ

れやすくなるため，解集合の精度が悪化する．

また，非劣解（ある解集合の中で他の解に優越されない解）どうしの比較においても，精

度の悪い解が重要視されてしまう現象が起こる．図 1 (b)において，A～Dの 4つの解の中か

ら 3つを選択する場合を想定すると，これら 4つの解はすべて非劣解になるため，crowding

distance 10) などのニッチング処理（多様性保持のメカニズム）により，選択される解が決

定される．具体的には，目的関数空間の両端に位置する解 A，D，および多様性維持に重要

な解 C（crowding distanceを用いた場合，解 Bの前後に位置する解 A，C間の距離より

も，解 Cの前後に位置する解 B，D間の距離の方が大きくなるため，解 Cの方が多様性維

持に重要であると判断される）が選択される．しかし，これら選択された解はいずれも，選

択されなかった解 Bよりも精度が悪い．このように，非劣解どうしの比較においても，ニッ

チング処理によって，精度と探索中の重要度との逆転が起こる．

さらに，精度の向上と非劣解の数には密接な関わりがあるが，多数目的最適化では，探索

の初期段階からアーカイブ母集団は非劣解で占められてしまう．EMOは，適合度が高い解

周辺に次世代の解を生成することで解の精度を向上させているが，多数目的最適化では解ど

うしの優劣の区別がつかなくなるため，精度が向上しなくなると報告されている5),14)．

この問題に対して，選択圧を強くすることによりパレート最適フロントへの収束を促進し，

精度を向上させる手法が提案されている．Average Ranking（AR）15)，Summed Ratio 15)，

The Favour Relation 16)，K-Optimality 17)は，非劣解どうしに異なる適合度を付与し，選
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択圧の強化を実現している．その中でも，ARが最も良好な探索性能を有すると Corneら

は報告している18)．ARは，各目的ごと順位付けを行い，すべての目的の順位を加算した

値を適合度とするメカニズムである．たとえば，3目的の問題において，ある解が，f1 に

関して 3番目に良好，f2 に関して 2番目に良好，f3 に関して 5番目に良好な値であるとす

る．この場合，3 + 2 + 5 = 10がこの解の適合度となる．

しかし，ARのように非劣解どうしに異なる適合度を付与して選択圧を強くしたとしても，

探索解集合は 1点に収束してしまい，多様性が失われてしまうことが確認されている5)．同

様に，優越の定義を拡張することにより選択圧を強めるアプローチも提案されているが，こ

のアプローチにおいても探索解集合の多様性は失われてしまう19)．パラメータチューニン

グにおいて，このような多様性のない解集合が導出された場合，DMはそれぞれの解が各実

験値に対してどの程度の大きさの誤差を有しているのかを把握することができない．した

がって，数多くの基準を考慮するパラメータチューニングにおいても，多様性のある解集合

が導出されることが望ましい．

3. 意思決定者の選好情報を利用したパラメータチューニング

本来ならば，パラメータチューニングにおいても，パレート最適フロント全域に分布する

解集合を導出することが望ましい．しかし，多数目的最適化では，パレート最適フロント全

域に解集合を分布させるために必要な解の数が莫大であるため，それは困難であると考えら

れる．仮に，パレート最適フロントの形が線形で，パレート最適解が各目的において [0, 1]

の範囲全域に値をとる問題があるとする．この問題のパレート最適フロント上に各目的に

関して 0.1間隔で均一に解を分布させるために必要な解の数を考える．2目的の場合，この

問題におけるパレート最適フロントの空間は 1次元になるため，この空間全域に解集合を

分布させるためには，およそ 1/0.1 = 10個の解が必要であると考えられる．同様に，3目

的の場合は 2次元のパレート最適フロントになるため，およそ (1/0.1)(1/0.1) = 102 個の

解，10目的の場合は，およそ 109 の解が必要になると考えられる．このように，パレート

最適フロント全域に解集合を分布させるために必要な解の数は指数的に増加するため，多

数目的最適化においてパレート最適フロント全域に多様性のある解集合を導出することは，

計算コストを考慮するときわめて困難である．

そこで本研究では，多目的最適化の本来の目標であるパレート最適フロント全域に分布す

る解集合の導出の代わりに，限定された領域内で多様性を有する解集合の導出を多数目的最

適化の目標とする．そして，精度が高く，限定された領域内で多様性を有する解集合を基に

して，DMは局所的に，各目的間のトレードオフの度合いなどの対象問題や各解の特徴を把

握できるようになると考えられる．この目標を達成するための戦略として，以下の 2段階の

メカニズムが必要であると考えられる．

• STEP 1：パレート最適フロントへの収束

解集合を限定した領域内へ収束させる．多数目的最適化では，2章で述べたように，

従来の優越のメカニズムだけでは解集合がパレート最適フロントに収束しない．そのた

め，優越以外のパレート最適フロントへの収束のメカニズムとして，各解がどの程度限

定した領域に即しているかを判断し，それにより選択圧を加える．

• STEP 2：多様性の維持

限定した領域内で解集合の多様性が維持されるようにする．STEP 1のメカニズムの

みでは，2章で述べたように解集合が 1点に収束してしまい，多様性のある解集合を導

出できない．そのため，限定した領域内で，多様性を維持するためにはどの解が重要で

あるのかを判断し，解の重要度を比較する際にその情報を利用する．

領域を限定するアプローチの一例として，DM の選好情報を用いる手法が提案されてい

る20)–22). これらの手法では，DM の選好情報の基準として，希求点（目的関数空間上に

DMが自由に設定する理想の点）を利用する．本戦略に希求点を適用した場合，希求点から

最も近くにある 1つの点に解集合が収束せず，その近傍にも解集合が分布すれば，目標を満

たすことができると考えられる．DMの選好情報を用いた多数目的最適化の探索戦略を表

す概念図を図 2 に示す．ただし，本戦略は多数目的最適化を対象としているが，視覚的に

理解しやすくするため，2目的最小化問題の概念図で表している．

ここで，STEP 1 に相当する代表的なメカニズムとして，希求点からの距離や希求点と

図 2 DM の選好情報を用いた多数目的最適化の探索戦略
Fig. 2 Strategy for evolutionary many-objective optimization using decision maker’s preferences.
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18 多数目的最適化を利用したパラメータチューニング

の類似度を表現する achievement scalarizing function 23) などの指標があげられる．また，

STEP 2に相当する代表的なメカニズムとして，ε-clearing 20) がある．これは，解どうし

のユークリッド距離がパラメータ ε以上に保たれるようにするメカニズムである．具体的に

は，ある解集合から無作為に解を選択し，選ばれた解から ε以下の距離にある解を多様性維

持のために不必要な解と見なして重要度を下げる．そして，無作為に選択した解や重要度を

下げた解を除いた解集合から，再び無作為に解を選択し，同じ処理を繰り返していく．その

ため，幅広さを有する解集合を導出したい場合には，εを大きな値に設定し，より限定され

た領域内で多様性のある解集合を導出したい場合には，εを小さな値に設定する．このよう

にして DMは，提示される解集合の幅広さを，パラメータ εにより制御することができる．

DM の選好情報を用いた代表的な EMO である Reference point based NSGA-II（R-

NSGA-II）20) では，優越に基づくランキングを行った後，同一ランクの解集合に対し，希求

点からのユークリッド距離（各目的を正規化した後のユークリッド距離）に基づく適合度を

割り当てる．これが探索戦略の STEP 1に相当するメカニズムである．その後，STEP 2に

相当するメカニズムとして ε-clearingが適用され，同一ランクの解集合の多様性を加味して

適合度が更新される．希求点からのユークリッド距離に基づく適合度割当てと ε-clearingの

擬似コードをそれぞれ Algorithm 1，2に示す．擬似コードにおいて，P は探索解集合を表

す．また，R-NSGA-IIでは，複数の希求点の設定が可能なため，DMにより設定された希

求点の集合を Rで表す．適合度は各解の fitnessに格納される．解の重要度の比較は，ま

ず，優越に基づいたランキングにより導出された各解の rank を基準に行われる（ただし，

多数目的最適化では，ほとんどの解に同一の rankが付与されている）．次に，比較対象の解

が同一の rank を有する場合，重要度の比較は Algorithm 1，2により導出された fitness

を基準に行われる．

Algorithm 1では，まず 4～6行目の操作により，解 Fi と希求点 Rj のすべての組合せに

ついて，ユークリッド距離 di,j を計算する．次に，7～9行目の操作により，同一 rank を

有する解集合 F において，すべての解の希求点 Rj からのユークリッド距離を昇順にソー

トした際，解 Fi が何番目に位置するのかを oi,j に格納する．そして，10～12行目の操作に

より，解 Fi におけるすべての希求点に関する順位 oi,0～oi,|R| の中から，最小の値を解 Fi

の fitnessとしている．

Algorithm 2では，まず 4～5行目の操作により，同一 rankを有する解集合 F の中から

ランダムに選択した 1つの解を r とし，解集合 F から解 r を取り除く．次に，6～11行目

の操作により，解集合 F の中から，解 r とのユークリッド距離がパラメータ ε以内にある

Algorithm 1 : Flow of R-NSGA-II for improvement of accuracy

1 : calculate domination based rank(P )

2 : for all rank do

3 : 　　 F := {x ∈ P |x.rank = rank}
4 : 　　 for all pairs i ∈ F, j ∈ R do

5 : 　　　　 di,j := normalized euclidean distance(i, j)

6 : 　　 end for

7 : 　　 for all pairs i ∈ F, j ∈ R do

8 : 　　　　 oi,j := ascending order of di,j in {dx,j |x = 1, · · · , |F |}
9 : 　　 end for

10: 　　 for all i ∈ F do

11: 　　　　 i.fitness := min{oi,y|y = 1, · · · , |R|}
12: 　　 end for

13: end for

Algorithm 2 : Flow of R-NSGA-II for diversity maintenance

1 : for all rank do

2 : 　　 F := {x ∈ P |x.rank = rank}
3 : 　　 while F �= φ do

4 : 　　　　 r := random element(F )

5 : 　　　　 F := (F -{r})
6 : 　　　　 for all i ∈ F do

7 :　　　　 　　 if normalized euclidean distance(i, r)≤ ε do

8 : 　　　　　　　　 i.fitness := worst fitness

9 : 　　　　　　　　 F := (F -{i})
10: 　　　　　　 end if

11: 　　　　 end for

12: 　　 end while

13: end for
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19 多数目的最適化を利用したパラメータチューニング

解の fitnessを最も悪い値に設定し，解集合 F から取り除く．そして，上記の 4～11行目

の操作を，解集合 F が空集合になるまで繰り返す．

R-NSGA-IIを用いれば，多数目的最適化においても，精度が高く，また，希求点付近に

多様性のある解集合を得ることができると報告されている20)．そのため，DMの選好情報

を利用した EMO をパラメータチューニングに適用すれば，数多くの実験値との誤差を目

的ととらえながらも，得られた解集合を基に，DMは対象モデルの特徴や各パラメータセッ

トの特徴を把握することができると考えられる．次章では，DMの選考情報を用いる EMO

によるパラメータチューニングの有効性を検証する．

4. 意思決定者の選好情報を利用するパラメータチューニングの有効性

本章では，テストモデルを用いた数値実験により，意思決定者の選好情報を利用するパラ

メータチューニングの性能を，他のパラメータチューニング手法の性能と比較する．

4.1 パラメータチューニング手法

本実験では，以下の 4つのアプローチによるパラメータチューニング手法を比較した．

・ 1つの指標の導入

1つの指標として，以下の数式で示される Root Mean Square（RMS）エラーを用

いた．

RMS error =

√√√√ 1

m

m∑
i=0

ωi

(
f(xi) − Fi

)2
(2)

上記の数式において，mは観測点の数，xi は観測点の値，Fi は xi における実験値，

fi は xi におけるシミュレーション値，ωi は各誤差に対する重みである．本実験では，

代表的な単目的最適化手法である Distributed Genetic Algorithm（DGA）24) を用い

て，RMSエラーが最小になる解を導出した．ここで，ωi はすべて 1とした．

・ 一般的な EMOの適用

代表的な EMOである NSGA-IIをパラメータチューニングに適用した．その際，調

整すべきパラメータをそれぞれ設計変数と見なし，各実験値との誤差を目的関数値とし

て扱った．そのため，実験値の数がmならば，パラメータチューニングはm目的最適

化問題として扱われる．

・ 選択圧を高める EMOの適用

選択圧を高めるメカニズムの中でも AR が最も性能が高いと報告されているため，

表 1 NSGA-II および DGA に用いたパラメータ
Table 1 Parameters of NSGA-II and DGA.

アルゴリズム NSGA-II DGA

探索母集団サイズ 100 100

アーカイブサイズ 100 ---

エリートサイズ --- 1 × 島数
終了世代 500 500

交叉率 1.0 1.0

交叉方法 2 点交叉 2 点交叉
遺伝子長 20 × 設計変数長 20 × 設計変数長
コード化方法 交番二進符号 交番二進符号
突然変異率 1.0/遺伝子長 1.0/遺伝子長
トーナメントサイズ 2 4

島数 --- 10

移住率 --- 0.5

移住間隔 --- 5

ARを用いた NSGA-IIによるパラメータチューニングを数値実験に用いた．設計変数

と目的関数値は，一般的な EMOを適用する場合と同様に扱った．

・ DMの選好情報を利用した EMOの適用

提案手法である DMの選好情報を利用した EMOによるパラメータチューニングの

代表例として，R-NSGA-IIをパラメータチューニングに適用し，数値実験に用いた．希

求点は実行可能領域外にも設定することができるので，各実験値に対する重要度に偏り

がないと仮定して，すべての誤差が 0となる点を希求点として設定した．もし重要度に

偏りがある場合，大きな誤差を許容可能な観測点においては大きな値を，誤差を小さく

したい観測点においては小さな値をとるように希求点を設定する．本手法により，多様

性を有する解集合が導出されれば，DM は探索後に提示された様々な解集合から選好

に最も適した解を選択すればよいので，探索前に希求点の設定について厳密に検討する

必要がなくなる．また，εを 0.1とし，設計変数と目的関数値は，一般的な EMOを適

用する場合と同様に扱った．

ここで，NSGA-IIおよび DGAのパラメータを表 1 のとおりに設定した．また，ARを

用いた NSGA-II，R-NSGA-IIでは，NSGA-IIの場合と同じパラメータを用いた．

4.2 テスト問題

以下の数式で表される 2つのテストモデルを作成し，数値実験に利用した．
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20 多数目的最適化を利用したパラメータチューニング

表 2 参照点
Table 2 Assumed observation values.

x 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

f(x) −3.0 1.0 2.0 0.0 1.0 −1.0 0.0 3.0 1.0 2.0

テストモデルA

f(x) =

7∑
i=0

(
aix

i
)

(3)

where 0 ≤ x < 1, −20 ≤ ai < 20

テストモデル B

f(x) = a0(1 + xa1) log |a2 sin x + a3 cos x|
−a4(1 + xa5) log |a6 sin x + a7 cos x| (4)

where 0 ≤ x < 1, 0 ≤ ai < 20

上記の数式において，f(x)の振舞いが実世界における何らかの現象やシステムを模倣し

ていると仮定する．ai は初期設定を行うパラメータであり，f(x)の振舞いに大きな影響を

及ぼすため，適切に調整される必要がある．テストモデル Aはパラメータどうしに依存関

係がないモデルで，テストモデル Bはパラメータどうしに依存関係があるモデルである．こ

こで，シミュレーション値が一致すべき参照点が表 2 のとおりであると仮定する．

各観測点においてモデルのシミュレーション値 f(x)が実験値に近づくように，パラメー

タ ai を調整しなければならない．たとえば，x = 0.3のときの実験値は 0.0であるため，モ

デルのシミュレーション値 f(0.3)は 0.0に近づくようにパラメータは設定されるべきであ

る．しかし，各実験値との誤差間にはトレードオフの関係が存在するため，すべての観測点

において実験値との誤差がないシミュレーション値を示すパラメータセットを得ることは不

可能である．

4.3 検 討 事 項

・ 精度

実験値との誤差が小さくなればなるほど，得られたパラメータの精度は高いといえ

る．したがって，導出された解集合を用いた際に生じる実験値との誤差について比較を

行った．NSGA-II，ARを用いた NSGA-II，R-NSGA-IIの場合，探索終了時のアーカ

イブに存在する非劣解集合における誤差の平均値を観測点ごとに確認した．最良の解で

図 3 精度を確認するために誤差の平均を用いる理由
Fig. 3 Reason for use of average errors to confirm accuracy.

はなく，非劣解集合における平均値を用いたのは，図 3 (a)のように，1つの精度が高

い解が非劣解集合に含まれていたとしても，各パラメータセットや対象モデルの特徴を

把握することができないからである．もし，図 3 (b)のように，非劣解集合のすべての

解の精度が高ければ，精度の高い解どうしを比較することにより，DMはトレードオフ

の度合いなどの様々な特徴を把握することができる．本研究におけるパラメータチュー

ニングの目的は，最良のパラメータセットを得ることだけでなく，DMに対して意思決

定の際に有益な情報となる様々な特徴を提示することである．したがって，非劣解集合

のすべての解の精度が高くなる必要があるため，パレート的アプローチにおける精度を

確認するための指標として，誤差の平均値を用いた．また，DGAの場合，探索中で最

も RMSエラーが低い解の誤差を確認した．

・ 多様性

得られた解集合は，精度が同程度の場合，対象モデルや各パラメータセットの特徴を

把握できるように，多様性を有していることが望ましい．したがって，導出された解集

合を用いた際のモデルのシミュレーション値の分布を確認した．NSGA-II，ARを用い

た NSGA-II，R-NSGA-IIの場合，探索終了時のアーカイブに存在する非劣解集合によ
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図 4 各テストモデルにおける実験値との誤差
Fig. 4 The errors to the observation values of each model.

るモデルのシミュレーション値の分布を確認した．また，DGAの場合，探索中で最も

RMSエラーが低い解のシミュレーション値を確認した．

4.4 実 験 結 果

・ 精度

図 4 は，各テストモデルにおいて，提案手法である R-NSGA-IIにより導出された解

集合および，DGA，NSGA-II，ARを用いた NSGA-IIにより導出された解や解集合の

誤差を示す．

それぞれのグラフにおいて，横軸は実験値（x），縦軸は実験値との誤差を表す．両モ

デルともに，ARを用いた NSGA-IIおよび R-NSGA-IIにより得られた解集合の精度

は，DGAにより得られた解の精度と同程度であることを確認できる．また，NSGA-II

により得られた解集合は，他の手法による解よりも誤差が大きく，精度が悪いことを確

認できる．

・ 多様性

図5は，各テストモデルにおいて，R-NSGA-IIにより導出された解集合および，DGA，

NSGA-II，ARを用いた NSGA-IIにより導出された解や解集合のシミュレーション値

の分布を示す．

それぞれのグラフにおいて，横軸は実験値，縦軸はモデルのシミュレーション値を表

図 5 各テストモデルにおけるシミュレーション値の分布
Fig. 5 The distribution of output values of each model.

す．また，同じ解によるシミュレーション値であることを表すため，各観測点における

シミュレーション値を線分で結んでいる．さらに，シミュレーション値の分布と同時に

各観測点における実験値も示している．実験結果より，NSGA-IIによるシミュレーショ

ン値は幅広く分布しているが，実験値から大きく離れていることを確認できる．また，

ARを用いた NSGA-IIによるシミュレーション値は，1点に集中していることが分か

る．それに対し，R-NSGA-IIによるシミュレーション値は，観測点付近に多様性を有

しながら分布している．

上記の数値実験から，一般的な EMO を適用したパラメータチューニングでは，誤差が

小さいパラメータセットを得ることができず，1つの指標を導入するパラメータチューニン

グや選択圧を高める EMO を適用したパラメータチューニングでは，多様性のある解集合

が得られないことが分かった．それに対し，DMの選好情報を利用した EMOによるパラ

メータチューニングでは，精度が高く，観測点付近に多様性のある解集合を導出できること

を確認した．また，表 1 に示すパラメータを変更して実験を行った場合にも，同様の実験

結果が得られた．厳密なパラメータの変化が及ぼす影響の検討は今後の課題とする．

5. 実問題への適用

本章では，テストモデルにおいて有効性を示した意思決定者の選好情報を利用するパラ

メータチューニングの実問題への適用例として，ディーゼルエンジンの燃焼モデルの 1つで

ある HIDECSのパラメータチューニングを行った．本手法の性能を確認するため，前章で

用いた DGA（1つの指標を導入する例），NSGA-II（一般的な EMOを適用する例），AR
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を用いた NSGA-II（選択圧を高める EMOを適用する例）によるチューニング結果と，精

度および多様性の観点から比較した．また，パレート的アプローチにより導出された解集合

の精度は，テストモデルを用いた実験同様，意思決定の際に有益な情報を把握可能な解集合

を導出することが探索の目標となるため，最良解の誤差ではなく，非劣解集合の誤差の平均

値を用いて確認した．

5.1 HIDECS

近年，世界規模で CO2 の削減が大きな注目を集めており，その中でディーゼルエンジン

が見直されている．ディーゼルエンジンは燃費に優れており，単位出力に対して，CO2 の

排出が少ないからである．また，これまでディーゼルエンジンはすすなどの有害物質を排出

する問題が指摘されていたが，技術的な対処も行われ，これまで利用されていたものよりも

さらに効率的な小型のディーゼルエンジンが広く利用されるようになってきた．このような

背景に対して，小型のディーゼルエンジンのシミュレーションに関する研究例はほとんど見

られない．一方で，これまで行われてきた中・大型ディーゼルエンジンのモデルを，内在す

るパラメータを調整することにより，小型のディーゼルエンジンのシミュレーションに利用

できれば非常に大きな効果が期待できる．

そこで，ディーゼルエンジンの燃焼をシミュレートする現象論的モデルの 1 つである

HIDECSを利用し，小型のディーゼルエンジンにおける実験値に近づくように，パラメー

タをチューニングする数値実験を行った．本実験では，各クランク角度におけるシリンダ圧

力を実験値，5つの空気導入係数を調整すべきパラメータとした．ボーア径やクランク長な

どの物理的な値は測定から求まるパラメータである．一方，空気導入係数は，ディーゼル燃

料と空気がシリンダ内で混合する率を表す係数で，これまで試行錯誤的もしくは経験的に

決定されてきたパラメータであり，HIDECSを利用する際には大きく結果に影響するパラ

メータである．まず，対象となる実機のエンジンにおいて，各クランク角度でのシリンダ圧

力を計測した．そして，各パラメータチューニング手法を用い，実機において観測された各

クランク角度におけるシリンダ圧力にシミュレーション値が一致するように，空気導入係数

を調整した．空気導入係数はそれぞれ，0.0～3.0の範囲内において，0.1間隔で制御可能で

ある．クランク角度を −7.0から 50.0まで 1.0ずつ増加させたときのシリンダ圧力を計測

したため，観測点の数は 58 となる．また，各パラメータチューンング手法を適用する際，

遺伝子長を（5 × 設計変数長）とし，その他のパラメータを前章の実験と同様に設定した．

図 6 HIDECS における各実験値との誤差
Fig. 6 The errors to the observation values of HIDECS.

5.2 実 験 結 果

・ 精度

図 6 は，HIDECS において，R-NSGA-II により導出された解集合および，DGA，

NSGA-II，ARを用いた NSGA-IIにより導出された解や解集合の実験値（実機におい

て観測されたシリンダ圧力）との誤差を示す．

それぞれのグラフにおいて，横軸はクランク角度（観測点），縦軸は観測したシリンダ

圧力との誤差を表す．テストモデルを用いた数値実験の結果と同様，R-NSGA-IIによ

る解集合の精度は DGAと同程度であり，NSGA-IIによる解集合は他の手法の解より

精度が悪いことが確認できる．一方，テストモデルを用いた実験結果とは異なり，AR

を用いた NSGA-IIによる解集合は DGAや R-NSGA-IIの解よりも精度が悪い．これ

は，58目的の問題に対し，ARの選択圧が低下したためだと考えられる．たとえば，2

目的最小化問題に ARを適用した場合，f1，f2 のそれぞれについての順位が 1，9の解

にも 9，1 の解にも同じ適合度 10 が付与される．つまり，AR を用いた探索では，f1

が低い領域にある解も f2 が低い領域にある解も重要視される．ここで，もし目的数が

増えれば，同じ適合度になる各目的の組合せが増加するため，ARによって重要視され

る領域も増加する．したがって，HIDECSのパラメータチューニングのような 58目的

の問題では，ARによって重要視される領域が広くなりすぎたため，選択圧が低下した

と考えられる．

・ 多様性

図 7 は，HIDECS において，R-NSGA-II により導出された解集合および，DGA，

NSGA-II，ARを用いた NSGA-IIにより導出された解や解集合のシミュレーション値

（シリンダ圧力）の分布を示す．シリンダ圧力はクランク角度によって大きく変化する

ため，1つのグラフにすべてのクランク角度におけるシミュレーション値を表すと，各

クランク角度における多様性の確認が難しくなる．そのため，クランク角度の範囲が

−7.0～5.0，5.0～20.0，20.0～35.0，35.0～50.0のそれぞれの場合に対応した 4つのグ
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図 7 HIDECS におけるシミュレーション値の分布
Fig. 7 The distribution of output values of HIDECS.

ラフに分割して，実験結果を表している．

それぞれのグラフにおいて，横軸はクランク角度，縦軸は HIDECSにおいて出力さ

れたシリンダ圧力を表す．また，同じ解によるシミュレーション値であることを表すた

め，各観測点におけるシミュレーション値を線分で結んでいる．さらに，シミュレー

ション値の分布と同時に，実機において観測された各クランク角度におけるシリンダ圧

力も示している．実験結果より，NSGA-IIおよび ARを用いた NSGA-IIによるシミュ

レーション値は幅広く分布しているが，実験値から大きく離れていることが確認でき

る．ARを用いた NSGA-IIによるシミュレーション値が，テストモデルの実験のよう

図 8 各手法による結果を基に把握できる各パラメータセットの特徴
Fig. 8 Characteristics of each set of parameters which can be confirmed from the results of each

method.

に 1 点に集中していないのは，上記に説明した精度低下の原因と同じであると考えら

れる．それに対し，R-NSGA-IIによるシミュレーション値は，希求点付近に多様性を

有しながら分布していることが確認できる．

以上の HIDECSを用いた実験から，DMの選好情報を用いたパラメータチューニングは，

実問題においても精度が高く，多様性のある解集合を導出できることが確認できた．表 1 に

示すパラメータを変更して実験を行った場合にも，同様の実験結果が得られた．厳密なパラ

メータの変化が及ぼす影響の検討は今後の課題とする．

また，1つの指標を用いて，様々な組合せの重み付けによる探索を繰り返し行う方法を用

いても，多様性を有する解集合を導出することが可能であると考えられる．しかし，1度の

探索で精度の高い解を得るには多くの評価計算回数を要し，この方法では何度も探索を繰り

返す必要がある．したがって，1度の探索で複数の解集合を導出可能なパレート的アプロー

チと比較して，多くの計算コストが必要になるため，実用性は低くなる．

この HIDECSのパラメータを決定する課題において，1つの指標を導入する方法のよう

に，多様性のないパラメータセットや 1つのパラメータセットが導出された場合，DMは最

終的に利用するパラメータセットに関する情報を得ることが難しくなる．たとえば，DGA

により得られたパラメータを用いた HIDECSでは，図 8 (a)に示すように，クランク角度
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が −1.0のときの誤差が 51.95であり，9.0のときの誤差が 213.80である．しかし，単純に

51.95と 213.80を比較して 213.80の方が大きいからといって，クランク角度が −1.0のと

きの誤差を大きく許容せず，9.0のときの誤差を大きく許容していると，DMは断定するこ

とはできない．それは，誤差の起こりうる範囲が各クランク角度により大きく異なるからで

ある．それに対し，R-NSGA-IIにより得られた解集合のシミュレーション値を確認すれば，

各パラメータセットがそれぞれのクランク角度においてどの程度の誤差を有しているのか

を把握することができると考えられる．図 8 (b)に示すように，クランク角度が −1.0のと

きは大部分の R-NSGA-IIの解の誤差は 51.95以内であり，9.0のときは多数の解が 213.80

より大きい誤差を有している．この R-NSGA-IIにより得られた情報を基に，DGAのパラ

メータセットは，クランク角度が −1.0のときに誤差を大きく許容し，9.0のときに誤差を

大きく許容していないことが分かる．

また，R-NSGA-IIを用いたパラメータチューニングでは，対象モデルの特徴も把握でき

ると考えられる．DGAにより得られたパラメータを用いた HIDECSでは，図 9 (a)に示す

ように，クランク角度が 14.0のときの誤差が 233.71であり，25.0のときの誤差が 278.89

である．しかし，この情報だけでは，他の観測点における誤差を許容すればこれらの観測点

における誤差を小さくできるのか，他の観測点における誤差を許容したとしてもこれらの観

測点における誤差を小さくすることは困難なのか，DMは判断することができない．それに

図 9 各手法による結果を基に把握できる対象モデルの特徴
Fig. 9 Characteristics of the model which can be confirmed from the results of each method.

対し，図 9 (b)のように，R-NSGA-IIにより得られたパラメータのシミュレーション値の

分布を確認すれば，クランク角度が 14.0のときは実験値の近くにも解集合は分布し，25.0

のときはすべての解集合が実験値から離れて分布していることが確認できる．この情報を基

に DMは，クランク角度が 14.0のときは，他の観測点での誤差を許容すれば誤差を小さく

することが可能で，25.0のときは，小さな誤差のシミュレーション値を得ることが難しい

ことを把握できる．

このように，DMの選好を用いた EMO によるパラメータチューニングにより，精度が

高く，多様性のある解集合を導出すれば，DMは各パラメータセットの特徴や対象モデルの

特徴を把握できることが分かった．

6. ま と め

本稿では，実世界における実験値が多数存在する場合において，実験値とシミュレーショ

ン値との誤差の最小化をそれぞれ目的ととらえるパラメータチューニング手法を提案した．

多数目的最適化に NSGA-IIや SPEA2といった一般的な EMOを適用した場合，探索の初

期段階からアーカイブ内のすべての解が非劣解になってしまうため，探索性能は著しく悪化

する．さらに，非劣解に異なる適合度を割り当てたり，優越の定義を拡張したりすることに

より選択圧を高める多目的最適化手法が提案されているが，これらの手法を用いると解集

合の多様性が失われてしまう．一方で，本来は多数目的最適化においてもパレート最適フロ

ント全域に分布する解集合を得ることが望ましいが，これは計算コストを考慮すると非常に

困難である．そのため，パレート最適フロント全域に分布する解集合の導出の代わりに，限

定された領域内で多様性を有するパレート最適解集合を導出することが可能な多目的最適

化手法に着目し，その手法を利用してパラメータチューニングを行うことを提案した．テス

トモデルや HIDECSを用いた数値実験を通して，本手法により，精度が高く，観測点付近

に多様性のある解集合を導出できることが分かった．さらに，それらの解集合を基に，DM

は各パラメータセットの特徴や対象モデルの特徴を把握できることが確認できた．また，現

状では，小型のディーゼルエンジンの振舞いを確認する際に HIDECSを利用する例は少な

いが，今後の課題として，小型のディーゼルエンジンのシミュレーションおいて，本手法に

よりチューニングされた HIDECSを利用することの有効性を検討する予定である．
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