
情報処理学会論文誌 コンシューマ・デバイス&システム Vol.12 No.3 1–9 (Sep. 2022)

推薦コンシューマ・サービス論文

洋ナシ果実を対象とした外観汚損検査サービスの開発

中澤 健介1,a) 山崎 達也2,b)

受付日 2022年2月21日,採録日 2022年6月20日

概要：新潟県の名産品である洋ナシ「ル レクチエ」は，ギフトやお歳暮での需要から外観品質が重要な果
実である．ル レクチエはその外観品質により判定される等級が出荷規格として新潟県により定められてい
る．現在，この等級判定は農家自身の目視により行われており，等級判定結果の個人差や作業量の負担が
課題となっている．本研究では，農家の目視に代わる等級判定システムの開発を目的としている．これま
で，ル レクチエの外観画像から統計的テクスチャ特徴量を用いて外観汚損箇所を検出し，畳み込みニュー
ラルネットワークを用いて検出された汚損の要因を分類する手法を提案することで，画像の入力から外観
汚損の分類結果までをワンストップで検査するシステムを構築してきた．本論文では，構築したシステム
をクラウド環境で実装することにより，作業スペースの限られている農家の作業場でタブレット端末を用
いて，簡易に外観汚損の検査を行うことができるサービスを実現した．

キーワード：深層学習，画像処理，クラウドコンピューティング，洋ナシ外観検査

Development of an Appearance Deterioration
Inspection Service for Pear Fruits

Kensuke Nakazawa1,a) Tatsuya Yamazaki2,b)

Received: February 21, 2022, Accepted: June 20, 2022

Abstract: The pear “Le Lectier”, which is a specialty product of Niigata Prefecture, is valued by its appear-
ance quality due to demand for gifts. The grade of Le Lectier is determined by the quality of the appearance
regulation that is set as the shipping standard by Niigata Prefecture. Currently, this grading is done visually
by the farmers themselves. As a result, differences in judgment results among farmers and the burden on
farmers have become issues. Therefore, this study aims to develop an alternative grading system for farmers
visual inspection. We have ever developed a one-stop inspection system from pear images to appearance
deterioration classification, where deterioration of appearance is detected by statistical texture features and
the detected deterioration is classified as one of several factors by a convolutional neural network. In this
paper, we implement the system in a cloud computing environment as a service. Using this service, farmers
can inspect the appearance of Le Lectier by using a tablet device even in their limited working spaces.
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1. はじめに

新潟県名産の高級洋ナシ「ル レクチエ」（以下，洋ナシ）
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は，新潟県の推進する「にいがたフード・ブランド」の 1つ

としてのブランドを確立している．特にその美しい外観か

らお歳暮や贈答品としての需要が高く，外観品質は商品の

価値に大きな影響を与える．これらの理由から外観品質に

基づいた果実の等級が，外観を損なう傷や病害（以下，外

観汚損）の種類や程度により表 1 に示すような出荷規格と

本論文の内容は 2022 年 1 月の第 115 回 GN・第 33 回 CDS・
第 30 回 DCC 合同発表会で報告され，コンシューマ・デバイス
&システム研究会主査により情報処理学会論文誌コンシューマ・
デバイス&システムへの掲載が推薦された論文である．

c© 2022 Information Processing Society of Japan 1



情報処理学会論文誌 コンシューマ・デバイス&システム Vol.12 No.3 1–9 (Sep. 2022)

表 1 洋ナシの出荷規格の一例 [1]

Table 1 An example of pear shipping standards.

外観汚損名 赤秀 青秀 良

黒斑病 軽く目立たない塊 1 個まで
薄く散らばっているもの

（果面の 1/3 以内で目立たない塊 3 個まで）

青秀より劣るもののうち

商品性を有するもの

外傷痕

斑点状汚損

コルクが薄く目立たないもの

（果面の 10%以内）

コルクが薄く目立たないもの

（果面の 1/3 以内）

青秀より劣るもののうち

商品性を有するもの

面状汚損

薬班

シミだけの薄いもの

（果面の 10%以内）

薄く散らばって色の薄いもの

（果面の 1/3 以内）

青秀より劣るもののうち

商品性を有するもの

図 1 外観汚損の例

Fig. 1 Example of pear deteriorations.

して新潟県により定められている．外観汚損の種類は図 1

に例を示すように，細菌が原因で発生し，黒く密集した点

および窪みをともなう「黒斑病」（図 1 (a)），生育過程や農

作業中の外部からの衝撃により発生した傷跡に生じる「外

傷痕」（図 1 (b)），湿害や菌の発生により緑褐色や黒色を帯

びる「斑点状汚損」（図 1 (c)），農薬の付着が原因で褐色や

黒色でリング状のコルク層となる「薬班」（図 1 (d)），湿害

が原因で面状に発生する「面状汚損」（図 1 (e)）である．

洋ナシ生産者は出荷時に外観汚損の程度に応じた等級判

定作業を行っている．しかしながら，洋ナシの等級は定量

的な判定が困難であり，外観汚損の要因や汚損度合いを総

合的に判断し，等級判定を行っているため，熟練の生産者

でないと高精度な評価は困難である．このことにより，生

産者間での判定基準に個人差があることや判定作業自体の

負担が課題となっている．現在では，新潟県による等級判

定の目合わせ実施や，出荷時の別農家による 2段階での判

定といった個人差を減らすための取組みが行われている．

本研究では洋ナシを対象とし，生産者の目視により行わ

れている等級判定作業の負担軽減，および判定基準の統一

化を目的とした外観品質評価システムの構築を目指してい

る．提案する外観評価システムは，個人で経営している洋

ナシ生産者が，出荷前に等級判定を行う場面で用いること

を想定している．そのため，スペースが限られた生産者自

身の作業場で，簡易な操作で利用できる必要がある．そこ

で本論文では，タブレット端末やスマートフォンのような

携帯端末で洋ナシを撮影し，クラウドサービス上に構築さ

れたシステムにより，撮影された洋ナシ画像から外観汚損

の検査を行うサービスを提案する．

以降，2 章で関連研究について述べる．3 章で学習に使

用するデータセットについて述べ，4 章でサービスの主要

な部分である汚損検査のモデルについて述べる．5 章で提

案手法を実装したサービスについて述べた後，6 章で本論

文のまとめを行う．

2. 関連研究

本論文では，洋ナシの外観検査モデルとして，テクスチャ

特徴量を用いた外観汚損部の検出と，畳み込みニューラル

ネットワーク（CNN: Convolutional Neural Network）を

用いて検出された外観汚損の分類を行う手法を提案する．

本章では，提案手法に関する関連研究について述べる．

2.1 統計的テクスチャ解析

テクスチャとは画像の重要な特徴であり，表面の視覚的

な色や明るさの均質さ，触覚的な強弱を感じる凹凸といった

部分的変化を全体的にとらえたものである．統計的テクス

チャ解析とは，画像を 2次元平面と見なし，どのような統計

的パラメータで平面上の輝度が構成されているかを解析す

る手法である．統計的テクスチャ解析は医療分野や土木分

野で用いられており [2], [3], [4]，農業分野でも異常検知を目

的として用いられている [5], [6]．統計的テクスチャ解析と

しては，同時生成行列（GLCM: Gray-Level Co-occurrence

Matrix）や空間濃度レベル依存法（SGLDM: Spatial Gray-

Level Dependence Method），濃度レベル差分法（GLDM:

Gray-Level Difference Method），濃度レベルランレングス

法（GLRLM: Gray-Level Run Length Method）等がある．

その中でも同時生成行列は他の統計的解析手法より頑強な

手法とされている [7]．

同時生成行列とは，Haralickら [8]により提案された統

計的テクスチャ解析手法の 1つである．同時生成行列は，

2次元結合確率密度関数に基づくものである．画像の濃度

iの点から一定の変位 δ = (r, θ)だけ離れた点での濃度が

j である確率 Pδ(i, j)（i, j = 0, 1, · · · , n− 1）を要素とする

正方行列を計算する．すなわち，ある濃度 iの点から変位

c© 2022 Information Processing Society of Japan 2



情報処理学会論文誌 コンシューマ・デバイス&システム Vol.12 No.3 1–9 (Sep. 2022)

図 2 同時生成行列の計算例（r = (1)，θ = (90◦)）

Fig. 2 Example of GLCM calculation (r = (1), θ = (90◦)).

δ = (r, θ)だけ離れた点の濃度 j が何度出現しているかを

カウントした正方行列Aを算出し，その行列の要素の総和

が 1.0になるように正規化した正方行列が，式 (1)で表さ

れる同時生成行列 GLCM となる．

GLCM = Pδ(i, j) =
A∑

(i,j) A(i,j)
(1)

図 2 に同時生成行列を算出する 1例を示す．図 2 (a)に

GLCMを計算する対象となる，3×3画素の 0から 3の画素

値をとる画像を示す．ここで，r = 1，θ = 90◦ としたとき

の変位 δ = (r, θ)における正方行列Aの計算結果を図 2 (b)

に示す．図 2 (b)では，行列の縦方向（i）が対象の画素値，

横方向（j）が対象の画素値から r = 1，θ = 90◦，すなわ

ち，対象の画素値の右隣の点にある各画素がそれぞれ何回

出現しているかをカウントした値である．ここまでで計算

した正方行列 Aを正規化した同時生成行列を図 2 (c)に示

す．なお，図 2 (c)では，小数第 3位までの表示とし，それ

以降の桁は四捨五入している．図 2 (a)のような 3 × 3画

素で，画素値が 0から 3の画像において，図 2 (b)のよう

な同時生成行列は 4次正方行列となる．実際には，r と θ

の値をいくつか設定し，その組合せごとに同時生成行列を

計算することになる．また，その次元は対象画像の画素値

の数が nであれば，n次正方行列となる．図 2 の例では，

n = 4である．

Kimら [9]はグレープフルーツを対象とし，正常な果実

と 5つの病害の 6クラスの分類を行うためにHSI色空間に

対してテクスチャ特徴量を用いて分類を行い，96%の精度

で分類できることを示した．Indrianiら [10]はトマトの成

熟度を分類するために，GLCMを用いて特徴を抽出し，k-

近傍法を用いて 3クラス分類を行った結果，正解率 100%と

いう高い精度での分類に成功している．

2.2 深層学習

近年の深層学習を用いた画像認識技術の発展により，農

業分野においても，深層学習を用いた手法の研究がさか

んに行われている [11], [12], [13]．特に農業分野の中でも，

人の目視による検査を代替するための手法として，畳み込

みニューラルネットワーク（CNN: Convolutional Neural

Network）を用いた手法が提案されている．川崎ら [14]は

図 3 洋ナシの画像例

Fig. 3 Example of pear images.

きゅうりの葉を対象とし，健全株とウイルス病 2種の 3ク

ラス分類を行う実験を行い，92.5%の精度で分類できること

を示した．Costaら [15]はトマトの利用用途を分類するた

めに，トマト単体で出荷できる状態の healthyとケチャッ

プ工場等で利用する defectiveの分類を ResNet [16]を用い

て行い，94.6%の精度での分類に成功した．Zhouら [17]は

青梅を対象に腐敗，斑点，傷，割れ，正常の 5クラスの分

類を ResNetを用いて行い，平均正解率 93.8%の精度で分

類できることを示した．Yadavら [18]は桃の葉を対象にバ

クテリアに侵されているかどうかを分類するモデルを構築

し，98.8%の正解率で分類できることを示した．

本研究では，これらの関連研究の成果をふまえたうえで，

汚損検出にGLCMを用いた統計的テクスチャ解析を行い，

汚損分類に CNNを用いることで，画像入力から分類出力

結果を一気通貫で行っている．

3. 洋ナシ画像データ

本論文内で使用する画像は，2020年の 12月に新潟県三条

市で撮影された洋ナシ画像を用いる．画像は回転する台座

の上に乗せられた洋ナシを横方向から撮影したものである．

撮影時には 90◦ ごとに回転させ，1つの果実に対し 4枚の

画像を撮影した．撮影された画像はいずれも 1,536× 2,048

ピクセルの 32 bitカラー画像である．撮影対象の洋ナシは

299果実であり，計 1,196枚の画像を撮影した．撮影した

洋ナシ画像の例を図 3 に示す．

4. 提案手法

2 章の関連研究では，果実画像からの汚損や病害を画像

単位で高精度で分類する手法を述べた．しかしながら，本

研究が対象としている洋ナシでは，表 1 に例を示したよ

うに，外観汚損の程度や種類によって総合的に等級を判定

するため，果実の画像から複数の外観汚損を検出し，分類

することと表面果皮から外観汚損の割合を判定する必要が

ある．

そこで提案手法では，洋ナシ果実画像から外観汚損部の

検出と検出された汚損の分類を別々に行うことにより，表

面果皮と外観汚損の面積割合を算出し，洋ナシの等級判定

を可能にする手法を提案する．

提案手法は，図 4 に示すように輪郭検出部と汚損検出

部，汚損分類部の 3つのセクションに分かれている．本章
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図 4 提案手法の概要

Fig. 4 Overview of the proposed method.

図 5 洋ナシの輪郭抽出

Fig. 5 Pear contour extraction.

では，これら 3つのセクションそれぞれについて述べる．

なお，以下で実装する手法はすべて Python（version 3.8）

で記述し，使用するライブラリは以下のとおりである．

• scikit-learn（version 0.24.2）

• NumPy（version 1.18.5）

• OpenCV（version 4.5.2）

• scikit-image（version 0.18.1）

• Tensorflow（version 2.4.1）

また，計算環境として，NVIDIA 製の GPU GeForce

GTX1080 Ti と AMD 製の CPU Ryzen Threadrip-

per1950X を搭載した Ubuntu（version 20.04.2 LTS）で

構築された計算機環境を用いた．

4.1 洋ナシの輪郭抽出

洋ナシの輪郭抽出の手順を図 5 に示す．輪郭抽出では，

カーネルサイズ 19でガウシアンフィルタをかけ，RGB色

空間を HLS色空間に変換する．色空間の変換を行った後，

彩度成分を用いて大津の 2値化 [19]を適用し，画像の 2値

化を行う．2値化を行った画像に対して Suzukiら [20]が

提案しているトポロジー解析のアルゴリズムを使用して，2

値化画像の中から輪郭を抽出する．抽出した輪郭の中で最

も大きい輪郭を洋ナシの輪郭として抽出する．なお，図 5

中に示す cv2は OpenCVのことであり，OpenCVの当該

関数を利用していることを示す．

図 6 ブロック画像の例

Fig. 6 Example of block images.

図 7 ラベリング処理の例

Fig. 7 Example of labeling process.

4.2 外観汚損の検出

外観汚損の検出に用いる手法は，テクスチャ特徴量

とランダムフォレストを用いた検出手法 [21] を用いる．

ここで，テクスチャ特徴量を算出する際には，r = 5，

θ = (0◦, 90◦, 180◦, 270◦)として，r および θ の組合せで 4

通りの GLCMを算出し，式 (2)から式 (6)で定義される

テクスチャ特徴量を算出する．その後各テクスチャ特徴量

で平均を求め，ランダムフォレストで利用する特徴量とし

ている．提案手法 [21]では，図 6 に 1例を示す洋ナシの

32 × 32ピクセルの小ブロック画像を果点なしブロック，

果点ありブロック，汚損ブロックの 3クラスに分類する実

験を行い，正解率 94.38%の精度で分類できることが示さ

れている．果点とは，果実の表面に生じる点状の模様であ

り，気孔等がコルク化したもので通常汚損とは見なされな

い．そのため検出時には，果点なしブロックと果点ありブ

ロックを正常ブロック，汚損ブロックを汚損ブロックとし

て分類する．図 4 で示した汚損検出部の汚損ブロック判定

に上述の手法を用いて判定を行い，正常ブロックと汚損ブ

ロックで 2値化を行う．2値化された画像に対してラベリ

ング処理を施し，果実画像より外観汚損を検出する．ラベ

リング処理とは，2値化された画像に対して連続した画素

に同じ番号を振る処理である．図 7 に示すように，同じ番

号が振られたピクセルを同じ汚損として矩形で抽出するこ

とにより，外観汚損箇所を検出する．検出した外観汚損は

後述するサイズにリサイズして，4.3 節で述べる CNNへ

の入力とする．本提案手法では，縦横，斜め方向に連続し

ている部分に同じラベルを振る 8近傍処理を用いてラベリ

ング処理を行う．
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表 2 外観汚損のデータセット

Table 2 Data set of appearance deterioration.

外観汚損種類 枚数

黒斑病 172

外傷痕 500

斑点状汚損 500

面状汚損 150

薬班 500

計 1,822

Contrast =
∑

i

∑

j

(i − j)2Pδ(i, j) (2)

ASM =
∑

i

∑

j

Pδ(i, j)
2 (3)

Correlation =
∑

i

∑

j

Pδ(i, j)
(i − μi)(j − μj)√

(σ2
i )

(4)

Dissimilarity =
∑

(i,j)

Pδ(i, j)|i − j| (5)

Homogeneity =
∑

(i, j)Pδ(i, j)|i − j| (6)

4.3 外観汚損の分類

外観汚損の分類には，画像のクラスを高精度で分類する

ことが可能である CNNを用いる．CNNは現在多くのモ

デルが提案されており，大規模なデータで高精度な分類を

行うモデルはパラメータ数も膨大である．本研究が対象と

している洋ナシでは，栽培されている地域が限定的である

点と専門家以外ではアノテーションが困難である点から，

ImageNet [22]のような大規模なデータセットの構築は困

難であり，より小規模なモデルかつ高精度なモデルを用い

ることが重要である．これらのことから本研究では，シン

プルなアーキテクチャながら高精度な分類が可能であり，

現在でも多くの研究のベースラインとして利用されている

VGG16 [23]を用いる．洋ナシ果実の外観汚損分類に対し，

CNNを用いて行う手法は小林ら [24]によって提案されて

いるが，そこでは VGG16よりも階層が少ない AlexNetを

用い，用いたデータセットも 3種類の外観汚損（外傷痕，

薬班，斑点状汚染）の 477枚のみで，最終的に約 60%の分

類精度であった．

本論文では，外観汚損の分類を行うモデルを構築するた

めに，3 章で述べた画像データを用いた．洋ナシの専門家 3

名の協力の下，洋ナシ画像に対してアノテーションを行い，

表 2 に示すデータセットを構築した．アノテーション対象

の外観汚損は図 1 に示している外観汚損と同じであり，ア

ノテーション時の画像のサイズは一定ではないが，CNNの

学習時にはモデルの入力次元を合わせるために 224 × 224

ピクセルにリサイズして使用する．リサイズの際には，ア

スペクト比を考慮せずに正方形にリサイズしている．

表 2 のデータセットに対して，事前に ImageNet で学

習させた VGG16 をファインチューニングした．ファイ

表 3 CNN による分類結果

Table 3 Classification results by CNN.

汚損名 \ 指標 正解率（%） 適合率（%） 再現率（%） F1

黒斑病 63.64 84.85 63.64 0.73

外傷痕 85.60 90.68 85.60 0.88

斑点状汚損 91.20 79.17 91.20 0.85

面状汚損 72.22 83.87 72.22 0.78

薬班 94.40 91.47 91.40 0.93

平均 81.41 86.01 81.41 0.83

ンチューニングの学習を行う際は，データセット全体の

75%（1,366枚）を学習データ，25%（456枚）を検証データ

とした．学習時には学習データを 90◦ ごと回転させ，デー

タ数を 4倍（5,464枚）とするデータ拡張を施した．学習

率を 0.005，バッチサイズを 32，エポックを 25として学

習，検証を行った．

学習の結果，表 3 に示すとおり，平均正解率 81.41%で

の分類精度を達成している．これは，小林ら [24] の提案

している手法より，分類対象のクラス数は増えているもの

の，データセットの拡充と CNNモデルの改良により，約

20%の精度向上を達成している．

5. サービス実装

画像処理を用いたシステムを一般ユーザに利用できる

サービスとして実現する方法としては，撮影したデータを

撮影した端末で処理するエッジデバイスによるもの [25]と

撮影したデータをクラウド上のサーバで処理する方法 [26]

が一般的である．画像処理には GPUを用いた演算が不可

欠であり，エッジデバイスを用いてシステムを構築するた

めには，個々のデバイスが高価になるため，使用するデバ

イスが高スペックである必要が比較的少ないクラウドで処

理を行う方法が適していると考えられる．

本研究で提案するサービスでは，Android端末上にアプ

リケーションを実装し，Androidアプリケーション（以下，

Androidアプリ）からクラウドに通信を行い，クラウド上

のサーバで検査を行う．図 8 に外観検査を行うときの提案

サービス内での処理概要を示す．以下では，実装したサー

ビスについて述べ，実装したサービスを用いて洋ナシの外

観汚損を検査した結果について述べる．

5.1 Androidアプリケーション

本提案のサービス実装には，携帯端末として Androidの

タブレット端末を用い，その上に Androidアプリを実装し

た．本節では，実装した Androidアプリについて述べる．

AndroidアプリはAndroid Studio 2020.3.1を用いてKotlin

（version 1.5）で記述した．Androidアプリは Lenovo社の

Tab P11 Proにインストールし，検証を行う．Androidア

プリの機能は以下のとおりである．

c© 2022 Information Processing Society of Japan 5
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図 8 サービスの概要（検査時）

Fig. 8 Service overview.

図 9 Android アプリ上の画面例

Fig. 9 Example of a screen on an Android application.

• 洋ナシの画像を撮影し，検査を行うクラウドサーバに
送信する機能

• 検査結果を表示する機能
• 過去に検査した洋ナシの一覧を表示する機能
なお，撮影される画像は 3,000×4,000ピクセルのRGB画像

である．図 9 に Androidアプリの画面例を示す．図 9 (a)

では，洋ナシを撮影する画面，図 9 (b)では洋ナシを 3角

度から撮影するために回転を促すメッセージ（撮影しまし

た 120度回転させて再度撮影してください）を表示してい

る画面，図 9 (c)では，検査結果を示している．図 9 で表

示されている画像は，実際の洋ナシではなく，レプリカの

ものを表示している．

5.2 クラウドシステム

本節では，サービス実装に用いたクラウドシステムに

ついて述べる．クラウドのサーバは NVIDIA 製の GPU

Tesla T4が搭載された Amazon EC2 [27]のインスタンス

（インスタンスタイプ：g4dn.xlarge）上に構築し，撮影し

た画像と検査結果の画像を保存するためにAmazon S3 [28]

を用いた．使用するソフトウェアは以下のとおりである．

• Nginx

• Python（4章の記載に加えて，FlaskとCeleryを使用）

• Redis

• MySQL

NginxはAndroidアプリからの通信を受けるWEBサー

バとしての機能を持ち，Android アプリからの通信をリ

バースプロキシとして Flask を用いて構築されたアプリ

ケーションサーバに通信を行う．アプリケーションサーバ

では，提案手法を使用するための API（Application Pro-

gramming Interface）としての機能を持ち，4 章で述べた提

案手法を実装しているほか，後述するRedis，MySQLへの

データの保存および参照，Amazon S3に対する画像のアッ

プロードおよびダウンロードを行う．5.5 節で述べる理由

により，現状のサービスでの検査はリアルタイムでは行え

ないため，外観汚損検査の際には，Redisと Celeryを用い

た非同期処理によりバックグラウンドで検査を行っている．

RedisはKVS型のインメモリデータベースであり，検査を

バックグラウンドで行う際のメッセージブローカの機能と

して利用する．MySQLは RDBMS（Relational DataBase

Management System）の 1つであり，検査結果の保存や

Amazon S3のデータの保存先等のデータを保存する．

5.3 サービスの検証

クラウド環境に構築したサービスの定性的な検証を複数

の洋ナシに対して行った．4.1 節で述べた輪郭抽出を正確

に行うために，背景に他の物体が入らないように暗幕を使

用して洋ナシの撮影を行った．図 10 に 2つの洋ナシに対

c© 2022 Information Processing Society of Japan 6
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図 10 提案サービスと目視によるラベリングの比較

Fig. 10 Comparison of proposed service and human annota-

tion.

する結果を示す．図 10 (a)はシステムによる検査結果の

画像であり，図 10 (b)は同じ果実に対する目視によるア

ノテーションの結果である．図 10 の左側の洋ナシでは，

図 10 (b)に示すように画像中央の上部と下部に面状汚損

が広く存在しているが，図 10 (a)では汚損の中の一部のみ

しか検出できず，汚損種類の分類も異なっている部分があ

る．図 10 の右側の洋ナシでは，黒斑病が正確に検出され

ており，他の汚損部位は占める面積が小さいため，等級判

定には十分な結果と言うことができる．双方とも果実の境

界付近で想定外の汚損検出がされているのは，学習時には

なかった暗幕の影響が原因の 1つと思われるが，今後の検

討事項である．

5.4 専門家への聞き取り調査

本論文で提案しているサービスを対象とし，11年以上の

洋ナシ栽培歴を持つ専門家 2名に聞き取り調査を行った．

聞き取り調査の結果，サービスの検査精度について現段階

での実用化までは至らないが，実用化に向けた可能性を大

きく感じるという評価を得た．また，現在ではすべての洋

ナシ果実に対して農家の目視により検査している．これは，

表 1 に示す良よりも商品価値が低く商品性を有しない果

実と商品性を有する果実の検査に同様のコストがかけられ

ていることを示している．このことから，熟練の農家でな

い人が，提案するサービスを利用することで 1次検査を行

い，商品性を有しない果実を除外することにより，農家自

身は検査の負担減少だけでなく，より商品価値の高い果実

に対しより多くの時間を使うことができ，商品の付加価値

を向上させることができる可能性があるとの意見を得た．

5.5 考察

5.3節では，本論文で提案する洋ナシの外観汚損検査サー

ビスの検証を行った．上述したとおり外観汚損が精度良く

検出されている箇所もあるが，外観汚損の中で一部しか検

出されていない汚損も存在している．これは，4 章で構築

したモデルには，撮影環境を調整し，工業用カメラを用い

て撮影を行った 3 章で収集したデータセットを用いたが，

提案サービスでは，Androidアプリで撮影された画像を用

いて検査を行っていることにより，撮影環境の差が生まれ

たことが原因であると考えられる．Androidアプリを用い

て各農家が検査を行う場合には，様々な照明環境下で撮影

されることが想定される．そのため，異なる機種や照明条

件下で撮影された場合においても，高精度な検出を行える

ように環境差を減らす前処理が必要だと思われる．

5.4 節では，提案サービスに対し専門家から得た意見を

述べた．本研究の目的は，農家の目視による外観品質検査

を代替する外観品質評価システムの構築であるが，等級判

定を行うだけでなく，農家が現状で多くの時間をかけてい

る商品価値の低い果実の検査を代替し，果実の付加価値の

向上に寄与できることが確認できた．

また，本提案手法の外観汚損検出のアルゴリズムは計算

量が多く，GPUを用いた計算においても 1果実（3画像）

を検査するのに 30秒程度の時間を要する．検査の速度を

向上させるためには，検査アルゴリズムの並列化や外観汚

損検出で用いている GLCMの計算時に使用する画素の範

囲を小さくする等の工夫が考えられる．

6. まとめ

本論文では，洋ナシの外観汚損を検査するための手法を

提案した後，Androidアプリを用いた外観汚損の検査サー

ビス実装と実際の洋ナシを用いた検証結果を述べた．提案

するサービスにより，モバイル端末を利用した外観品質の

検査の実現性を示すことができた．提案手法の高速化や他

のウェアラブル端末の性能向上により，スマートグラスを

利用した検査への可能性があると考えられる．また，提案

サービスを用いることで，現在目視で行っている外観汚損

の検査を簡略化できるだけではなく，外観汚損のデータを

蓄積することにより，栽培過程で発生する外観汚損を減少

させるためのデータとして用いることができると考える．

今後は，実用化へ向けて外観汚損検査の速度改善および

精度の向上を行うとともに，農家の等級判定を定量化する

ことで，外観汚損検査に加えて等級判定まで行うサービス

を開発する予定である．さらに，洋ナシ以外の日本ナシや

桃といった目視による等級判定を行っている果実に対して

もデータセットを構築することにより，応用が可能である

と思われる．
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推薦文

本論文は，洋ナシ果実を対象にテクスチャ特徴量を用い

て外観汚損部を検出し，CNNを用いて汚損要因を分類で

きる外観汚損検査を行えるクラウド型サービスを提案して

います．タブレット端末上の Androidアプリから利用で

き，作業スペースの限定的な農家の作業場でも簡易に外観

汚損の検査を行えます．本サービスによって，洋ナシの外
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観汚損状況の記録や把握を行いやすくなるため，栽培過程

で生じる外観汚損を減少させる効果が期待できます．コン

シューマ技術を活用して洋ナシの外観汚損検査サービスに

応用した優れたコンシューマ・サービス論文として研究会

より推薦いたします．

（コンシューマ・デバイス&システム研究会主査

峰野 博史）
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従事．
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業．1989年同大学大学院工学研究科

修士課程修了．博士（工学）．同年郵政

省通信総合研究所（現，国立研究開発

法人情報通信研究機構）入所．2013年

8月より新潟大学工学部教授．1992～

1993年ならびに 1995～1996年カナダ National Optics In-
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