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1 はじめに
近年，ゲームのプレイヤー AIにおける進歩が著し
い．例えば，2016 年に囲碁のチャンピオンに勝利し
た「AlphaGo」がある．2018年にはその改良版である
AlphaZeroが，2019年にはMueZeroが誕生した．[1]

David Silverらの論文によると，「ミズ・パックマン」
では．1面をクリアできるくらいのスコアであった．[1]
我々はどんなゲームに対しても強いゲーム AIを作
ることを目指している．その実現のためには，既存の
強化学習アルゴリズムの特徴と限界を探ることが必要
である．そのために，本稿では代表的な強化学習アル
ゴリズムを様々なゲームに適用して，各アルゴリズム
間でのスコアを比較し，特徴と限界について考察する．

2 強化学習
強化学習とは，試行錯誤を通じてより高い報酬を得
ようと試みようとする学習制御の枠組みである．報酬
という情報を手がかりに学習する．状態入力に対する
正しい行動出力を明示する教師は存在しない [?]．
強化学習はモデルベースとモデルフリーに大別され
る．モデルベースは，環境から遷移モデルを学習する．
エージェントが先を考えて，可能な選択肢の範囲で何
が起こるかを見て行動を決定する手法である．モデル
フリーは，環境から遷移モデルを学習させず，エージェ
ントが行動をすることによって経験を蓄積し，報酬を
最大化する手法である．モデルフリーの中でも，オン
ポリシーとオフポリシーに大別できる．オンポリシー
は，現在のポリシーで得られた経験のみを利用して，
次のポリシーを予測する手法である．高得点を出しに
くいが，学習が安定する．一方，オフポリシーは，過
去の経験を用いて，現在のポリシーを予測する手法．
高得点を出しやすいが，学習が不安定になりやすい．
ここで，各アルゴリズムの簡単な説明を述べる．
ACER は，自分自身の評価を行ってからそれを更
新するActor-Criticの一つである．自分自身の評価を
行ってから，それを更新する手法である．十分な試行
回数に達するとステップ数の残りにかかわらず学習を
やめてしまう [2]．なお，文献は ACERの祖先である
actor-criticについて説明したものである．確率的な行
動選択ができることから採用した．
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DQNは，Q学習に深層学習を組み合わせたもので
ある．オフポリシーアルゴリズムの一種である [3]．
PPOは，高い報酬が得られる行動を優先して，低い
報酬しか得られない行動を避ける手法．オンポリシー
アルゴリズムの一種 [4]．
本論文では，オンポリシー，オフポリシーアルゴリ
ズムで結果がどう変わるのかを調べるという目的から，
ACER, DQN, PPOを用いた．

3 各アルゴリズムの特徴
実際に，ACER, DQN, PPO2 を用いて，Cart-

pole,Mountaincar,MsPacman,SpaceInvaders,Tennis,

Roulette のゲームを評価実験してみた．平均点と分
散をまとめた表を表 1に示す．

表 1: 各ゲームに対するアルゴリズムごとのスコア
ACER DQN PPO

平均 分散 平均 分散 平均 分散
cartpole 469.5 11907.9 53.2 6142.6 472.0 9417.3

Mountaincar -200 0 -157.3 653.6 -116.9 466.1

Mspacman 210.0 0 620.1 124065.9 138.3 3784.6

Spaceinvaders 285.0 0 223.7 21635.4 269.4 269.4

Tennis -0.159 0.279 -23.7 0.790 -23.9 0.0620

Roulette -0.0508 1.81 -0.0971 3.97 -0.000619 0.0146

表 1から，平均点については，Cartpoleや Moun-

taincar等の単純なゲームについてはPPO2が高くなっ
ている．分散については，MsPacmanやSpaceInvaders

やTennisといった複雑なゲームについてはDQNが高
くなっている．よって，DQNは学習が不安定になって
いることがわかる．一方，ACERについては，Moun-

taincar,MsPacman,Spaceinvadersの 3つにおいて，学
習を進めると点数が全く変動しなくなったことが確認
された．ACERには目的の試行回数になったら学習を
やめるという特徴をもつことに起因していると考えら
れる．
このことから，各アルゴリズムの特徴は以下のよう
になる．
ACER:指定したステップ数に達する前に学習をやめ
てしまうことがある．本実験では特徴をつかめなかった．
DQN:分散の値が大きくなっているので，安定性は
低い．一方，平均点に関しては他の 2つのアルゴリズ
ムと同等か，それより高かったものが多かったので，
最高点を出しやすい傾向がある．よって，最高点を目
指すことが目的のゲームにおいて高得点を出しやすい
と考えられる．
PPO2:分散の値が他の 2つよりも小さいことから，
比較的安定した成績が得られると考えられる．単純な
ゲームでの平均点が高かったので，単純なゲームにお
いては比較的良い成績が出しやすいのではないか．
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図 1: MsPacmanでの学習の推移

このことを踏まえると，単純なゲームに比較的強い
PPO2と，複雑なゲームについては点数が出るときも
ある DQNと，その他の要素をうまく組み合わせて組
み合わせてどのアルゴリズムが最適なのかを学習させ
れば，汎用的に強いゲーム AIを実現できるのではな
いか．

4 強い汎用ゲームAIの実現
強い汎用ゲームAIを作るには，各アルゴリズムで検
証した結果を考察して，成績の良かったものを選択で
きるようにすれば良い．最高点を目指すべきなのか，継
続して高得点を出せるようにするのかはゲームによっ
て異なる．以下に，強い汎用ゲーム AIを実現するた
めの手順は以下のとおりである．

1. ゲームを複数の強化学習アルゴリズムで学習さ
せる．

2. 1で学習させたアルゴリズムを，メタレベルの強
化学習アルゴリズムを使用し，高いスコアを出し
たアルゴリズムに対してどのアルゴリズムが最適
なのかを学習させる．

5 終わりに
本稿では，汎用的に強いゲームAIの実現に向けた下
準備として，ACER,DQN,PPO2を用いて 6つのゲー
ムについての比較検討を行い，それぞれのアルゴリズム
の性能と特徴について考察した．その結果，単純なゲー
ムについては PPO2，複雑なゲームについては DQN

が比較的有効な手法であることがわかった．
今後の課題については，今回の結果を踏まえて，汎
用的に強い独自のゲーム AIを作ることである．
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