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詳細とスタイルを制御可能にした
スケッチからの顔画像生成手法

吉川 天斗†1,a) 遠藤 結城†1,b) 金森 由博†1,c) 三谷 純†1,d)

概要：
深層学習の発展に伴い、スケッチから画像を生成するニューラルネットワークモデルが数多く研究されて
きた。これら多くの研究は、写実的な出力画像を得ることに注力してきたが、クリエイティブなコンテン
ツ制作のためには多様な出力を得ることも重要になる。そこで本研究では実用性の高さから顔画像を対象
に、1 枚のスケッチから多様な画像を生成可能な、一対多のマッピングを学習する深層生成モデルを提案
する。提案手法の主なアイデアは、顔画像をしわなどの「詳細」と、肌の色などの「スタイル」の 2 要素
に分解して学習する点にある。各要素はそれぞれ別のネットワークによって学習され、その際出力に確率
的なブレを与えることで、要素ごとの操作を可能にする。また、従来のスケッチ補正ネットワークを組み
合わせることで、粗いスケッチに対しても写実的な画像が生成できる。実験結果を通して、提案手法は写
実的な画像を生成しながら、多様かつ柔軟な編集ができることを示す。
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　 図 1 提案する深層生成モデルでは、1 枚の顔スケッチから多様で写実的な顔画像を生成でき
　 る (上段)。また、「詳細」と「スタイル」の要素で別々に制御可能である (下段)。

1. はじめに
スケッチは物の概形などを簡単に表現することができる。

スケッチであれば素人のユーザでも、専門的な画像編集
ツールなどを使わずに簡単に写真の加工が可能になる。高
性能なタッチスクリーンデバイスの普及によりその利点は
さらに高まっており、こうした背景からスケッチからの対
話的な画像生成・編集手法が盛んに研究されている。この
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ような技術が実現すれば、アイデアをすぐに写実的な画像
にして見せたり、犯罪捜査を円滑に進めるために犯人の似
顔絵から写真を生成したりする応用も期待できる。そこで
本研究では、特に実用性の高い顔画像の生成を目的とする。
スケッチからの画像生成において、重要なのは写実性と多

様性である。写実性とは生成画像中の顔が人物の顔として
自然な見た目かどうかということである。写実性の向上は
先行研究でも多く取り組まれている。例えば深層学習を用
いた最先端の手法では、不自然なスケッチの形状を補正す
るようにネットワークモデルを設計することで、より自然
な画像を生成できる [32]。一方、多様性とは 1枚のスケッ
チに対して生成される画像のバリエーションの多さであ
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り、コンテンツ制作においてユーザの創造性を高めるため
に重要である。スケッチは実写画像よりも情報量が少ない
ため、生成画像は様々な候補が考えられるはずである。例
えば顔画像において、肌の色や髪の毛の色、髪の毛の流れ、
肌のしわなど、スケッチだけで表現しきれない要素は、多
様な出力が想定される。既存手法の多くは 1枚のスケッチ
から一意に定まった生成画像しか得られず、多様性に関し
て十分に考慮できていない [3], [4], [7], [22], [26], [32]。
そこで本研究では、写実性と多様性の両方を考慮したス

ケッチからの顔画像生成手法を提案する。本手法は、敵
対的生成ネットワーク (GAN)に基づいた画像対画像変換
ネットワークを用いる。写実性については、Deep Plastic

Surgery (DPS) [32]における形状補正ネットワークを組み
合わせることで、粗いスケッチに対しても自然な画像を生
成する。多様性については、顔画像を「詳細」と「スタイ
ル」の 2つの要素に分けて、それぞれ独立に制御可能とす
ることで多様な出力を実現する。顔画像の「詳細」とは髪
の毛の流れや肌のしわなどで、「スタイル」とは肌や髪の
色などのことを指す。この 2つの要素を独立に制御するた
めの具体的な方法として、「詳細」を表現するネットワー
クと「スタイル」を表現するネットワークを分けて訓練す
る。「詳細」のネットワークでは疎なスケッチから密なス
ケッチへの変換を学習する。この訓練のために密なエッジ
マップを学習データとして使用するが、様々なエッジマッ
プで試し、最もよく「詳細」を表現しているエッジマップ
を用いた。「スタイル」のネットワークでは、「詳細」の
ネットワークで生成された密なエッジマップからカラー画
像への変換を学習する。また、それぞれのネットワークに
Wasserstein Auto-Encoder (WAE) [28]という手法を組み
込むことで確率的なブレを与え、多様な出力を可能として
いる。図 1に示す通り、本手法では 1枚のスケッチから多
様な顔画像を生成できる。また、「詳細」と「スタイル」の
ネットワークを分けて訓練しているため、「詳細」のみの多
様化や「スタイル」のみの多様化が可能である。既存手法
との比較を行い、最新の手法と遜色ない写実性を保ちなが
ら多様な出力が可能であることを実証する。

2. 関連研究
2.1 画像対画像変換
入力画像を目的のドメインに変換するために、深層学習

を用いた様々な画像対画像変換手法が提案されてきた。代
表例として、Isolaらは pix2pix [12]という画像変換フレー
ムワークを設計した。この手法ではセマンティックラベル
マップやエッジマップを写真に変換できる。生成手法とし
て Conditional GAN [23]を用いており、識別器と生成器
による敵対的学習によって写実的な画像変換を実現してい
る。その後、より高解像度の画像 [13], [30]やペアでない
画像 [6], [19], [20], [35]同士の変換が可能になった。

2.2 スケッチからの画像生成
pix2pix [12] をはじめとしたいくつかのモデル [7], [26]

は、スケッチよりも簡単に取得できるエッジマップから写
真への変換を学習している。しかし、人が描いたスケッチ
とエッジマップでは構造が異なるため、前述のモデルをス
ケッチに一般化することは難しい。その後、いくつかのス
ケッチデータセット [25], [34]が公開されたものの、汎化性
能の高いモデルを学習するには十分なデータ量とは言えな
い。Chen らはこのデータ不足を補うために、スケッチに
近づくようにデータ拡張を施したエッジマップを GANの
学習に用いることで、多様なクラスに対する画像生成を実
現した [4]。しかし、依然スケッチに一般化したモデルに
はなっておらず、生成画像の写実性はそれほど高くない。
シンプルにスケッチの学習データを増やせば生成画像の品
質向上も見込めるが、アノテーションには多大なコストが
かかる。
この問題に対して、エッジマップベースのモデルをスケッ

チに適応させるアプローチもある。ContextualGAN [22]

ではエッジマップと写真を結合した画像の分布を学習し、
入力したスケッチに近いものを検索するというアプローチ
を取った。さらにこのようなアプローチで顔画像の生成に
特化した手法 [3]も提案された。また、Yangらはスケッ
チの忠実度を制御可能にしたスケッチベースの画像編集フ
レームワークであるDPS [32]を提案した。学習の際、前処
理としてエッジマップを変形・膨張させることで擬似的な
スケッチを生成し、これを処理前のエッジマップに戻すよ
うにネットワークを学習させる。これにより推論時には手
描きスケッチをエッジ風に補正し、最終結果としてより写
実的な画像を得られる。この際ユーザはパラメータによっ
て、どの程度スケッチを補正するかを指定できる。これら
の研究では生成画像の写実性を向上させたが、多様性につ
いて十分な考慮ができていない。一方本手法は、写実性と
多様性の両方を考慮したスケッチ対画像変換を実現できる。

2.3 生成画像の多様化
GAN における生成画像の多様化はチャレンジングな問

題である。例えば pix2pix [12]ではモード崩壊という問題
が見られる。出力を制御するために追加の入力としてノイ
ズを使用しても、もっともらしい単一の結果しか得られ
ない。この問題を解決するために、様々な手法が提案され
た。Ghoshらはモードが異なるように学習した複数の生成
器を用いてマルチモーダル画像合成を実現した [10]。しか
し、この手法では 1枚の入力画像から固定数の画像しか生
成できない。モード崩壊の問題を解決しつつ、可変のモー
ドを扱うために、Larsen らは Variational Auto-Encoder

(VAE) [15]を GANと共に用いた VAE-GAN [16]を提案
した。また、BicycleGAN [36]では潜在空間への回帰器を
用いて、VAE-GANを条件付き GANで行えるようにし、
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図 2 本手法の推論時の概要図。G はスケッチを補正するネットワークであり DPS [32] の学
習済みネットワークを用いる。H と F がそれぞれ「詳細」と「スタイル」を表現する
ネットワークであり、潜在変数 z1、z2 によってそれぞれの要素を制御できる。

pix2pixで多様な生成画像を出力できるようにした。これ
らのような汎用的な画像変換だけでなく、ラベルマップを
入力としたセマンティック画像合成においても出力のマル
チモーダル化が盛んに研究されている [8], [18], [21], [24]。
上記の手法では十分な量と品質の学習データがあることが
前提であり、既存のスケッチと画像のペアのデータセット
はその条件を満たさないため、そのまま適用しても良好な
結果は得られない。
そのため、スケッチからの画像生成でも多様な出力が可

能な手法がいくつか提案された。Yangらは属性で制御可
能な手法 [33]を提案した。属性での制御では意味的な編集
を簡単に行うことができるが、スケッチの形状を無視した
編集をする可能性がある。Leeらの手法 [17]では参照画像
を入力として与えることで、「スタイル」を指定できるよう
にした。これらの手法に対し、本手法では「スタイル」に
加えて「詳細」についても制御でき、スケッチの形状をど
れくらい忠実に反映するかも指定できる。さらに、参照画
像を用意しなくても、潜在変数に事前分布を仮定すること
で、ランダムで出力を多様化できる。
最近ではWangらが学習済みの生成器を、与えられたス

ケッチの形状やポーズだけ合わせるようにファインチュー
ニングする手法 [29]を提案した。この手法では写実性、多
様性共に高いレベルの生成画像を得ることができる。一方
で、スケッチごとにモデルをファインチューニングしなけ
ればならないため、インタラクティブな画像生成はできな
い。それに比べて、本手法では高速なフィードフォワード
方式で多様な画像を出力するので、ユーザはインタラク
ティブに画像を生成できる。

3. 提案手法
本研究の目的は「詳細」と「スタイル」に関して、多様

な顔画像をスケッチから生成することである。図 2に提案

手法の推論時の概略を示す。まず、手描きのスケッチ Sin

がスケッチ補正ネットワークGに入力され、補正されたス
ケッチ SG に変換される。次に SG が、「詳細」を表現する
ネットワーク H に入力され、さらにエッジが細かく描か
れた SH に変換される。最終的に「スタイル」を表現する
ネットワーク F に SH を入力して顔画像の写真 Iout が生
成される。推論時、H と F では潜在変数 z1、z2 による制
御ができる。z1、z2 は正規分布N (0, I)からサンプリング
した値である。また、それぞれのネットワークは教師あり
学習によって訓練される。3.1節でネットワーク構造、3.2

節で学習の方法について説明する。

3.1 ネットワーク構造
ネットワーク Gには DPS [32]と同じ構造を用いる。ま

た、図 3(a)にネットワークHの学習時の概要図を、図 3(b)

に点線内部の詳細を示す。図 3には H の学習のみ示して
おり、F の学習については示していない。F については用
いる損失関数が異なるがネットワーク構造は H と同様で
あるため、これ以降は H を例に説明する。H はエンコー
ダ・デコーダ型の画像変換ネットワークである。図 3(b)

の青で囲まれたブロックは活性化関数 (ReLU)、Reflection

Padding、フィルタサイズ 3 × 3の畳み込み層、Adaptive

Instance Normalization (AdaIN) [11]による正規化から構
成される。このブロックがエンコーダに 6つ含まれる。ま
た、デコーダでは Reflection Paddingと畳み込み層の部分
を転置畳み込み層にしたブロックが、エンコーダと同様
6 つ含まれる。ネットワーク DH は H で生成された SH

と正解画像 Sgt
H の真偽を判別する識別器である。DH は

DPS [32]の識別器と同様のものを使用した。ネットワー
ク EW と DW はそれぞれWAEのエンコーダと識別器で
ある。これらのエンコーダは Endoらの研究 [9]で用いら
れているエンコーダを使用した。また、DW には 2層の全
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結合層からなるネットワークを使用した。
WAEによる「詳細」と「スタイル」の多様化
多様性を実現するためによく使われている手法として

VAE [15]が挙げられる [8], [16], [24]。VAEでは、Kullback-

Leibler divergence を用いた正則化によって、ある特定の
事前分布に従った潜在空間を学習でき、推論時にその分布
から潜在変数をサンプリングすることで多様な出力が得
られる。しかし、VAEでは学習の際 Reparameterization

Trickという手法を用いており、学習の度に確率分布 (こ
こでは正規分布)からサンプリングしてデコーダに渡すた
め、同じ潜在変数で異なる画像を再構成する訓練をしてし
まう可能性がある。このため、VAEでは生成画像がぼやけ
るという問題があった。これを解決するために本手法では
WAE [28]を導入する。図 3(b)の右側のように、Sgt

H をエ
ンコーダ EW によって潜在変数 zf にエンコードし、仮定
した事前分布からサンプリングした潜在変数 zr と共に識
別器DW で損失を測る。このようにGANベースの学習で
分布を近づけることで VAEにおける問題を解決する。ま
た、zf はH でデコードされ、Sgt

H が再構成される。WAE

を本手法に組み込むことで、ある事前分布に従った「詳細」
や「スタイル」を表現する潜在空間を学習し、多様な出力
を実現できる。
AdaINによる「詳細」と「スタイル」の情報の挿入
本手法では EW によりエンコードした潜在変数 zf の情
報を、ネットワーク H や F に反映させるために AdaIN

を用いた。AdaIN [11]はスタイルベースの画像生成 [14]

で用いられている正規化手法である。AdaINは Instance

Normalization で正規化した特徴量を、別の特徴量の分散
でスケーリング、平均でシフトすることで情報を挿入して
いる。図 3(b) に示す通り 2つの線形変換層を用いて、zf

を平均と分散にマッピングしている。H や F のエンコー
ダでは最初以外の各畳み込み層の後に、デコーダでは最後
以外の各逆畳み込み層の後に AdaINで正規化している。

3.2 学習方法
ネットワーク Gには DPS [32]で事前学習されたものを
使用する。具体的には、まずエッジマップの線に対して変
形、削除、膨張の前処理を施す。入力を前処理済みのエッ
ジマップとし、元のエッジマップが出力となるように訓練
することで、Gはスケッチの補正を学習する。
ネットワーク H と F は個別に学習する。それぞれの学
習方法は次の通りである。図 3に示す通り、H は粗いエッ
ジから詳細なエッジへの変換を学習する。粗いエッジ Sgt

G

としては、写真から HED [31]という手法で抽出したエッ
ジマップを用いた。詳細なエッジマップ Sgt

H としてはいく
つかの候補が考えられるが、実験 (4.4 節参照)を通して最
も「詳細」をよく表せていた DFE [2]によるエッジマップ
を採用した。一方、F は H で出力されたエッジマップか

ら最終的な顔画像への変換を学習する。そのため、F は入
力画像に詳細なエッジ Sgt

H、正解画像にそのエッジに対応
する顔画像の写真 Igt を用いて学習する。
損失関数
以下はネットワークH の学習時の損失関数である。正解

画像と生成画像を画素単位で近づけるため、L1 損失 Lrec

を用いる。
Lrec = E

[∥∥SH − Sgt
H

∥∥
1

]
. (1)

さらに正解画像と生成画像の意味上の類似性を評価するた
めに、知覚損失 Lprec を以下のように計算する。

Lperc = E[
∑
i

λi

∥∥Φi(SH)− Φi(S
gt
H )

∥∥2
2
], (2)

ここで、Φi(x)は、VGG19 [27]の i番目の層における xの
特徴マップであり、 λi は各層における重みである。また、
敵対的損失 LG と LD にはヒンジ損失を用いる。

LG = −E [DH(SH)] , (3)

LD = E [ReLU(τ +DH(SH))]

+E
[
ReLU(τ −DH(Sgt

H ))
]
, (4)

ここで、τ は定数である。さらに、エッジ同士の特徴を一
致させるために Feature Matching Loss [16]を導入する。

LFM = E[
∑
j

∥∥∥D(j)
H (SH)−D

(j)
H (Sgt

H )
∥∥∥
1
], (5)

ここで、D(j)
H (x)はDH の j番目の層における xの特徴マッ

プである。最後に、WAEの敵対的損失を計算する。

LGW = −E
[
DW (EW (Sgt

H ))
]
, (6)

LDW = −(E [DW (z)]− E
[
DW (EW (Sgt

H ))
]
), (7)

ここで、z ∈ Rn は EW (Sgt
H ) と同じ次元数 n の正規分布

N (0, I)からランダムにサンプリングした値である。なお、
ネットワーク F は LFM 以外の損失関数で学習する。

4. 実験
4.1 データセット
モデルの学習には CelebA-HQ データセット [13] を使
用した。このデータセットの顔画像から HED [31] と
DFE [2], [3] でエッジマップを抽出した。これらの画像
は全て 256× 256にリサイズされている。最初の 28,000枚
を学習データに、残りの 2,000枚をテストに用いた。

4.2 学習時のパラメータ
最適化手法は Adamを採用し、学習率は 0.0002に固定
し、モーメント推定値の指数減衰率を {0.5, 0.999}とした。
バッチサイズは 4とした。すべての実験において、Lrec、
LG、LD、LFM、LGW、LDW の重みは 100、1、1、10、10000、
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図 3 本手法のネットワーク H の訓練時の概要図。ネットワーク F については LFM を損失
関数として用いないこと以外は H の訓練と同様である。(a) は学習時の全体像を表して
おり、(a) の一部の詳細を (b) に示す。

1とした。Lpercの計算にはVGG19 [27]の conv2の第 1層
と conv3の第 1層を、それぞれ 1と 0.5で重み付けして使
用した。ヒンジ損失について、τ を 10として計算した。潜
在変数 zの次元数 nは 8とした。本手法で用いたモデル
は、ほぼ学習が収束したとみられる 20エポックまで学習
したものを使用している。

4.3 既存手法との比較
図 4に示す通り、既存手法との定性的な比較を行った。

Parkらの手法 (SPADE) [24]では潜在変数による多様化が
可能である。手描きスケッチをそのまま SPADEのネット
ワークに入力した場合、スケッチの線に忠実過ぎてしまい、
写実性の低い画像が生成される。そこで、本手法でも用い
ているスケッチ補正ネットワーク Gによって補正された
スケッチを SPADEの入力として用いた (SPADE+G)。そ
の結果、写実性の向上は見られるが、本手法の方がより良
好な結果を得られている。また、どちらの手法も出力は多
様化できているが、本手法の方がより多様な顔画像を得ら
れている。DPS [32]はスケッチの補正ネットワークを用
いた本手法のベースラインとなる手法だが、最終結果とし
てぼやけた画像が生成されやすい。本手法ではネットワー
クを増やし段階的に生成を行うことで、図 4に示すように
鮮明な結果が得られる。このように写実性を向上させなが
ら、DPSではできなかった多様な画像生成が可能となった
ことが本手法の利点といえる。
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(a) Single modal (b) Multi modal

図 4 既存手法との比較。SPADE [24]、スケッチ補正ネットワーク
G を追加した SPADE、DPS [32]、本手法の 4 つの手法での
生成画像を比較した。本手法は既存手法よりも写実性と多様性
において優れた結果となっている。

4.4 H の学習に用いるエッジマップの比較
本節では、「詳細」を表現するネットワークH の学習に、

様々な正解エッジマップを用いた場合の結果の違いを議論
する。HED [31]によるエッジマップは対象の概形を良く
表せているが、対象の「詳細」は表現できていないことが
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Sin ,SG (a) Canny (b) Sobel (c) DFE

図 5 H の学習に用いるエッジマップの種類による SH、Iout の比較。Canny エッジマップ
(a)と Sobelエッジマップ (b)では「詳細」を表現できず、最終的な生成画像の写実性も
低下している。これに対し、DFEで抽出したエッジマップでは髪の流れなどの顔の「詳
細」を表現できており、その情報が適切に反映された生成画像が得られる。

(a) H

(b) H

図 6 ネットワーク H の有無による生成画像の比較。H がある方が
ない場合よりも、写実性と多様性の両方が向上している。

表 1 多様化を行う手法として VAE とWAE を使った場合の評価
指標の値の比較。太字は最良値を表す。

LPIPS ↑ FID ↓

VAE 0.327 128.8

WAE 0.377 103.3

多い。そこで、図 5に示すように HEDよりも密に線が描
画される Cannyエッジ [1]、Sobelエッジ、そして DFEで
抽出されたエッジの 3つのエッジマップを正解データとし
て用い、結果を比較した。Cannyエッジや Sobelエッジで
H を学習した結果を見ると、エッジの線は密になっている
が、肌のしわや髪の流れのような「詳細」を表した線には
なっていない。その結果、最終的な生成画像も写実性に欠
ける結果となっている。それに対し、DFEで学習した場合
は「詳細」を良く表現できており、最終的な生成画像では
その「詳細」が反映され写実的な画像となっている。

4.5 Ablation Study

「詳細」を表現するネットワークH

本節では、「詳細」を表現するネットワークH の有無が、
多様性や写実性に与える影響を検証する。図 6は本手法の
H の有無による生成画像の比較である。H なしのモデル
は、Sgt

G から Igt への変換を行うように F の学習データを
変更し、Gと F のネットワークだけで構成されている。結
果に示す通り、H を追加したことにより要素の制御が可能
になっただけでなく、H なしのモデルよりも鮮明な画像が

(b) WAE

(a) VAE

Sin SG

図 7 多様化を行う手法として VAEを使った場合とWAEを使った
場合の生成画像の比較。それぞれ上の段が SH 下の段が Iout。
WAEを使った場合の方が SH のエッジに多様性があり、Iout

も肌の色や髪の色に関して多様な画像となっている。

生成されている。また、肌の質感や髪の色の変化が H あ
りのモデルの方が大きいことから、「詳細」と「スタイル」
の多様性を向上させる効果もあることがわかる。これは要
素を分離して学習することにより、モデルがそれぞれの特
徴を捉えやすくなったためだと考えられる。
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(a) FM loss 

(b) FM loss 

図 8 H の学習時の Feature Matching Loss (FM loss) の有無によ
る SH の比較。FM loss なしの場合は格子状のアーティファ
クトが生じる。FM loss を導入するとそのアーティファクト
は見られなくなり、「詳細」を表現した SH が得られる。

VAEとWAEの比較
図 7はH、F ともにVAE [15]を用いたモデルとWAE [28]

を用いたモデルの SH と Iout を比較している。VAEを用
いた画像では、「詳細」と「スタイル」の多様性が低く、髭の
質感などがあまり鮮明でない。これは Reparameterization

Trickによって、同じ潜在変数で異なる画像を再構成する
訓練をしてしまう可能性があるという VAEの欠点が原因
で、「詳細」と「スタイル」の潜在空間がうまく学習でき
ていないと考えられる。これに対しWAEを用いた画像で
は、それぞれの要素の多様性が向上しており、鮮明な結果
が得られている。表 1では、VAEとWAEを定量的に比
較している。文献 [5]に倣い、多様性を LPIPS、写実性を
FIDによって評価した。具体的には図 7のスケッチ Sinか
らランダムに生成された 100枚の生成画像 Iout に対して、
生成画像間の LPIPS 、およびテストセットとの FIDを計
算した。どちらのスコアもWAEが VAEを上回っている
ことから、本手法では多様化に用いる手法として VAEよ
りもWAEが適していることがわかる。
Feature Matching Loss (FM loss)

図 8では、ネットワーク H に FM lossを導入した場合
としていない場合の出力 SH を比較している。FM lossな
しの場合、エッジの特徴を上手く学習できておらず、格子
状のアーティファクトが発生している。FM lossを導入す
ることで H は正解のエッジと生成されたエッジの特徴が
一致するように学習が進み、図 8(b)に示すようなアーティ
ファクトの目立たない髪の流れや肌のしわを表現できる。

4.6 アプリケーション
本手法では図 9に示す通り、参照画像を用いた顔画像の

「詳細」や「スタイル」の転写も可能である。「詳細」や「ス
タイル」の潜在変数をランダムに抽出するのではなく、参
照画像をエンコーダ EW に入力して得られた潜在変数を使

(a) Detail transfer

(b) Style transfer

Input image Reference image Output image

Input image Reference image Output image

図 9 提案手法の応用例。本手法では参照画像を用いた「詳細」変換
(a) や「スタイル」変換 (b) が可能である。

(a) (b) (c)

図 10 提案手法の失敗例。(a)入力と SG。(b)顔の周りに余計な線
が追加される例。(c)「詳細」と「スタイル」の潜在変数の組
み合わせによって写実性が落ちる例。

用することで、参照画像の「詳細」または「スタイル」を
生成画像に反映できる。

5. まとめと今後の課題
本研究では 1 枚のスケッチから多様な画像を生成可能

な、一対多のマッピングを学習する深層生成モデルを提案
した。「詳細」と「スタイル」の 2つの要素に分けて、別々
のモジュールで学習することでそれぞれの要素を制御可能
としている。また、多様化の手法としてWAEを用いてお
り、AdaINによって「詳細」と「スタイル」の情報をネッ
トワークに挿入することで多様性を実現している。
本手法は 1枚のスケッチから写実的で多様な出力を得る

ことができたが、いくつかの問題が存在する。図 10に示
す通り、H のネットワークでエッジを詳細化する際に顔の
周りに余計な線が追加されてしまうことがある。これは顔
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のスケッチに沿ったマスクを作り、詳細化する範囲を限定
することによって解決できる可能性がある。次に、「詳細」
と「スタイル」の潜在変数の組み合わせによっては画像の
写実性が落ちてしまう場合がある。今後の課題として、ど
の組み合わせでも写実的な画像が生成されるようなモデル
の設計を検討したい。
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