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用例文間の意味的な類似関係を用いた
半教師あり語義曖昧性解消

谷田部 梨恵1 佐々木 稔2,a)
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概要：単語に対して前後の文などを手がかりとして適切な語義を判定する語義曖昧性解消は今日に至るま
で様々なアプローチで研究が行われている．先行研究では，教師あり学習を用いた分類手法に対して誤り
分析が行われ，主要な要因として語義ラベルを付与した用例文集合である訓練データの不足をあげている．
そのため，語義曖昧性解消の精度を向上させるためにはさらに多くの用例文の追加やその他の有効な情報
の追加が求められている．しかし，学習用のデータを新たに追加することは，語義識別に精通した専門家
による正解ラベル付与が必要となるためコストがかかるという問題がある．そこで，本研究では用例文間
の同義関係を用いた半教師あり語義曖昧性解消手法を提案する．この手法では，訓練データと語義ラベル
なしの用例文集合から同義関係を表したグラフを作成し，このグラフと訓練データに対してグラフニュー
ラルネットワークで学習して語義識別モデルを構築する．Semeval-2010 日本語タスクのデータセットと
SENSEVAL2 English Lexical Sampleタスクデータを用いて評価実験を行った結果，提案手法はグラフ構
造を使わない手法や既存手法と比較して精度が向上し，グラフ構造の利用が有効であることを示した．ま
た，提案手法は学習済み言語モデルの BERTを用いて同義かどうかを判定するパラメータ設定のないグラ
フ構築手法とパラメータ設定が必要な Cosine類似度や相互 k 近傍グラフによるグラフ構築手法のどちら
を用いても高い精度で語義を識別できることを示した．
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Abstract: Word Sense Disambiguation (WSD) is a well-known problem in the natural language processing.
In recent years, there has been increasing interest in applying neural networks and machine learning tech-
niques to solve WSD problems. However, these previous approaches often suffer from the lack of manually
sense-tagged examples of specific words due to costly annotation work. Therefore, we consider that more
sense-tagged examples and some other useful information need to be added to improve the performance of the
WSD model. In this study, we propose a semi-supervised WSD method using semantic similarities between
example sentences. In this method, to represent a semantic similarity relation obtained from sense labeled
examples and unlabeled examples, we also propose a graph construction method that does not require any
parameters using BERT pre-trained model, as well as graph construction methods using cosine similarity
and mutual k-neighborhood graphs. We construct a WSD classifier for the target word by using a graph
convolutional network for training data and graph structure. The effectiveness of the proposed method was
evaluated on the Semeval-2010 Japanese WSD task dataset and on the SENSEVAL-2 English lexical sample
task. Experimental results show that the proposed method improves the performance of WSD compared to
the method without graph structure.

Keywords: word sense disambiguation, graph structure, semi-supervised learning, graph convolutional neu-
ral network
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1. はじめに

日常で使用する単語には様々な意味を持つものがある．

たとえば「意味」という単語では，「その言葉の表す内容．

意義」と「表現や行為の意図・動機」などという語義を複

数持つように，文章中で使われる単語には様々な語義が存

在する [1]．このように様々な語義を持つ単語に対して前

後の文などを手がかりとして適切な語義を判定するタスク

として語義曖昧性解消というものがある．

計算機による単語の語義曖昧性解消は，今日に至るま

で様々なアプローチで研究が行われている [2]．語義曖

昧性解消システムの誤り原因の分類が行われ，語義ラベ

ルを付与した用例文集合である訓練データが不足して

誤る事例の多いことが主要な要因として指摘されてい

る [3]．最近は，対象単語の前後に出現する単語を分散表

現と呼ばれるベクトルで表現し，そのベクトルを入力して

ニューラルネットワークを用いて分類する手法が主流で

ある [4], [5], [6], [7], [8], [9], [10], [11], [12], [13], [14], [15]．

しかし，新たに学習データを追加するには，用例文におけ

る単語の正解語義の割当てに精通した専門家によるラベル

付与が必要となるためコストがかかるという問題がある．

そのため，訓練データに用例文を追加する以外にも，語義

曖昧性解消に有効な何らかの情報を追加することが求めら

れている．

そこで，本研究では用例文間の類似関係を用いた半教師

あり語義曖昧性解消手法を提案する．この手法では，訓練

データと語義ラベルなしの用例文（ラベルなし用例文）集合

から代表的な言語モデルであるBERTを用いてノードを用

例文，エッジを用例文間の同義関係を表すグラフを作成し，

このグラフと訓練データに対してグラフニューラルネッ

トワークで学習して語義識別モデルを構築する．得られた

モデルに，語義を調べたい単語を含む用例文を入力するこ

とで対象単語の語義を推定する．既存の半教師あり手法で

は，ラベルなし用例文を少数の訓練データで学習した語義

識別モデルによって自動でラベル推定し，その結果を訓練

データに追加することが一般的である [6], [15], [16], [17]．

これらの手法は用例文の特徴と語義ラベルの関係を用いて

識別モデルの学習を行うが，用例文間の同義関係を考慮し

ていないという課題が存在する．用例文間の同義関係をと

らえてグラフを構築する簡単な方法としては，Cosine類似

度や相互 k近傍グラフを用いた判定方法がある．この手法

では，距離や類似度だけで同義判定を行うため，訓練デー

タにある語義ラベルの情報を利用できないという課題や判
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定するためのパラメータ設定が必要であるという課題が存

在する．これらの課題に対して，提案手法では語義曖昧性

解消において訓練データとグラフから得られる分散表現を

ともに用いることで，従来手法と比較して効果的な特徴を

とらえることができると考えられる．さらに，提案手法で

は BERTの事前学習済みモデルを利用してグラフを構築

する方法も提案し，パラメータ設定をすることなく用例文

の語順を考慮した同義文判定を行う．

提案手法の語義識別性能を評価するために，日本語の

評価データである SemEval-2010 日本語 WSD タスクの

データセット [18]と英語の評価データである SENSEVAL2

English Lexical Sampleタスクデータ [19]を用いて評価実

験を行う．ただし，本研究では辞書未定義語義の識別に関

しては研究対象とせず，文脈情報を幅広くとらえて効果的

に語義曖昧性解消を行うことを研究目的とする．対象単語

に対する語義の識別精度を評価することで，提案手法が語

義曖昧性解消に有効であることを示す．

本研究の貢献は以下の 2点にまとめられる．

• 半教師あり学習に基づく語義曖昧性解消において，同
義関係を表したグラフ構造から得られる分散表現が語

義曖昧性解消に有効であることを示した．日英の評価

データによる比較を行った結果，各データにおける最

も精度の高い既存の半教師あり手法と比較して精度が

向上し，提案手法が有効であることを示した．

• 同義関係を表すグラフにおいて，言語モデルの BERT

を用いて同義かどうかを判定するパラメータ設定のな

いグラフ構築手法を示した．また，このグラフ構築手

法とパラメータ設定が必要な Cosine類似度や相互 k

近傍グラフによるグラフ構築手法はどちらを用いても

高い精度で語義を識別できることを示した．

本論文は次のように構成されている．2章では，機械学

習に基づく語義曖昧性解消における既存研究と本研究の位

置付けについて述べる．3章では，本研究において使用す

るグラフニューラルネットワークを用いた半教師あり学習

手法である Planetoidについて概説する．4章では，提案

手法である Planetoidを用いた半教師あり語義曖昧性解消

システムについて詳しく述べる．5章では，評価実験と比

較手法について説明し，6章で実験結果を示す．7章では

実験結果に対して考察を行い，8章で結論を述べる．

2. 関連研究

語義曖昧性解消を自動的に行う場合，対象となる多義語

に対して複数ある語義候補から適切な語義を選択する分類

問題として定式化される．分類問題として語義曖昧性解消

を行う際，対象となる多義語の前後に出現する単語などの

様々な手がかりを用いて語義の分類が行われる [2]．この

共起単語のほかにも，対象単語や共起単語の品詞情報，読

み仮名，係り受け情報，シソーラスから得られた概念情報
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といった語彙素性と呼ばれる特徴が語義曖昧性解消に有効

であることが示されている [18], [20]．語義曖昧性解消のア

プローチは大きく分けて，知識に基づく手法，教師あり学

習，教師なし学習 [21]，および，半教師あり学習を用いた

手法が存在する [2]．本研究は半教師あり学習に基づくア

プローチを採用している．

教師あり学習は各単語にラベルとなる語義が付与された

用例文集合から構築された分類器を用いて，入力された単

語の用例文に対して語義を予測するアプローチである．人

間が適切に語義ラベルを付与した用例文を入力するため分

類精度が高いという利点がある．近年ではニューラルネッ

トワークに基づく手法が主流で，共起単語の分散表現を素

性として利用して教師あり学習を用いて語義曖昧性解消を

行う手法 [4], [15] や Long Short-Term Memory（LSTM）

を用いて対象単語周辺の単語の語順を考慮して語義を推定

する手法がある [6]．また，All-words型語義曖昧性解消に

対して単語系列を語義ラベルの系列に変換する系列ラベリ

ング問題と見なして，双方向 LSTMや Encoder-Decoder

モデルなどの様々なモデルを使って有効性を評価した研究

も存在する [7], [8]．しかし，高い分類精度を得るためには，

語義ラベルを付与した大量の訓練データが必要となり，訓

練データを人手で作るコストが大きいという欠点がある．

この課題を解決するアプローチとして，半教師あり学習

を用いた手法が存在する．半教師あり手法は一般的に，少

数の訓練データで語義識別モデルを学習し，ラベルなし用

例文をこのモデルで語義を推定して，その結果を訓練デー

タに追加する．訓練データから作成した分類器の予測結果

に基づく手法として，Co-trainingや Self-trainingを用い

た手法がある [22]．Co-training や Self-training による分

類手法は訓練データから得られる分類器を使用し，ラベル

なしデータに確信度付きのラベルを付与して，それを利用

することで分類器を改善し，そのうえで学習と識別を行う．

同じような訓練データの拡張手法として，国語辞典の例文

から得られる素性に一致する文は同じ語義で使用されると

仮定して語義ラベル付きデータを抽出する藤田らの手法も

存在する [16]．データをある空間へマッピングする分類手

法として，データ間の距離学習手法を応用した手法 [23]や

生成モデル [24]，Stacked Denoising Autoencoderを使用

した手法 [25] が存在する．これらの手法は，まずラベル

なしデータを分離し，空間にマップする．次にラベル付き

データもその空間にマップし，その空間上で分類器の学習

と識別を行う．これらの手法は特徴として語彙素性を用い

ており，近年有効性が示されている単語の分散表現を特徴

として用いていない．

グラフに基づいて語義ラベルを予測するアプローチでは，

外部知識を用いて語義をグラフのノード，類義関係や上位

下位関係をエッジで表す手法が存在する [26]．本研究では，

外部知識は使わず，用例文をノード，用例文間の同義関係

をエッジでグラフを構築する．そのため，前述のラベル付

きデータから作成した分類器の予測結果に基づく半教師あ

り学習手法の中に分類できる．代表的な手法として，ラベ

ル伝搬法（Label Propagation）を用いて訓練データを拡

張する手法がある [6], [27]．これは用例文から抽出した素

性データのグラフを作成し，ラベルの自動推定を行う手法

である．類似度の最も高い文どうしは同一語義を持つと仮

定し，ラベルを伝搬させることでラベルなしデータにラベ

ルを付与する．また，最近の研究では Gaussian Random

Field（GRF）を用いてラベルなしデータのラベルを推定

する手法も存在する [15]．本研究もこれらの手法と同じく

グラフに基づいてラベル予測を行っているが，提案手法は

訓練データとグラフの分散表現をともに特徴として用いる

ことが従来手法と異なる点である．

半教師あり学習手法とは異なるが，用例文における単語

の分散表現に辞書やシソーラスなどの外部知識を組み合わ

せた語義曖昧性解消についての研究も数多く行われてい

る．このアプローチによる研究として，語義定義文と教師

あり学習を組み合わせたGlossBERT [9]やBEM [13]，上位

下位関係などの単語間関係を組み合わせた EWISE [10]や

EWISER [14]，シソーラスの類義語関係や上位下位関係を

用いて語義や概念の分散表現を構築して語義曖昧性解消を

行う手法が存在する [11], [12]．これらの手法では単語間関

係をグラフ構造として表現していることから，単語をノー

ド，単語間関係をエッジで表現するグラフとなっている．

本研究は用例文をノード，用例文間の意味的な類似関係を

エッジとしたグラフ構造を用いており，これらの手法とは

異なる構造のグラフである．

3. Planetoidグラフニューラルネットワーク
を用いた半教師あり学習

本章では，提案手法において利用する半教師あり学習モ

デルである Planetoidの概要を説明する．

3.1 Planetoidの概要

Planetoidは半教師あり深層学習手法として 2016年に提

案されたものである [28]．Planetoidには Transductiveモ

デルと Inductiveモデルという 2つのモデルがあり，本研

究ではテストデータのように訓練データに存在しないデー

タについてラベル予測を行う Inductiveモデルを使用する．

Inductiveモデルのネットワーク構造を図 1 に示す．入

力データとして，訓練データとラベルなしデータ，および

データ間の接続情報を表現したグラフを用いる．訓練デー

タから得られる特徴ベクトルをフィードフォワードニュー

ラルネットワーク（FF-NN）に入力し（図 1のFF-NN(1)），

正解ラベルが出力されるようにモデルを学習する．入力

データから得られるグラフを別の FF-NNに入力し（図 1

の FF-NN(3)），データ間の接続情報に基づいて入力データ
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図 1 Planetoid-Inductive モデルのネットワーク構造

Fig. 1 WSD Model Using Graph Embeddings Based Learning.

のノードと隣接する周辺ノードを出力するようにモデルを

学習する．このFF-NN(3)のモデルに訓練データを入力し，

グラフの周辺に存在するラベルなしデータのサンプリング

を行って正例と負例を抽出し，訓練データのラベルを正例

に割り当てる．この結果を用いて，すべてのデータに対す

る FF-NN(3)の最終層のベクトルを FF-NN(2)に入力し，

割り当てられたラベルを出力するようにモデルを学習す

る．最後に，訓練データを図 1 の FF-NN(1)と FF-NN(2)

に入力して，得られる隠れ層の重みベクトルを連結したベ

クトルに対して正解ラベルが出力されるように分類モデル

を学習する．学習を行う際，訓練データを学習したときの

損失とラベルなしデータでグラフ構造を予測したときの損

失の 2つの合計を損失関数として最小化させる．この学習

を何度も繰り返し実行することによって，損失が小さくな

るように隠れ層の重みを更新する．

訓練データによる学習を行った分類モデルに対して，未

知のデータに対するラベル推定を行う．未知のデータを分

類モデルに入力すると，分類モデルはそのデータに対応し

て推定されたラベルを出力する．

3.2 入力（データとグラフ）

Inductiveモデルへの入力は以下のとおりである．

• 訓練データ：ラベルありデータの特徴ベクトル
x1, · · · , xl

• 訓練データのラベル：語義ラベルの数 s を次元数と

する One-Hotベクトル y1, · · · , yl（正解語義ラベルに

対応する要素を 1，残りの要素を 0とする s次元ベク

トル）

• 訓練データとラベルなしデータ：ラベルありとラベル
なしの両方の特徴ベクトル allx = {x1, · · · , xl, xl+1,

· · · , xN}（N は allxに含まれるデータ数）

• グラフGの隣接行列A (A ∈ RN×N )：ノード xiと xj

が接続している場合，エッジには aij の重みを持つ．

接続していない場合はエッジの重みは 0である．

3.3 グラフニューラルネットワークの学習

Inductiveモデルは訓練データを学習したときの損失 Ls

とグラフ構造を予測したときの損失 Lu の 2つの合計を損

失関数として最小化させるように学習を行う．

この Inductiveモデルにおいて，訓練データやグラフの

サンプリングにより得られたラベルなしデータを変換して

特徴ベクトル xを作成し，この特徴ベクトル xをフィード

フォワードニューラルネットワーク（FF-NN(2)）に入力

する．このネットワークにおける第 k番目の隠れ層 hk(x)

は以下の式で表現される．

hk(x) = ReLU
(
W khk−1(x) + bk

)

ここでW k と bk は第 k番目の隠れ層のパラメータであり，

ReLU(x)は隠れ層（50次元）の活性化関数であるRectified

Linear Unit（ランプ関数）を表している．訓練データの特

徴ベクトルを入力したときの中間層のベクトル hk(x)とグ

ラフから得られた特徴ベクトルを入力したときの中間層の

ベクトル hl(x)を連結し，h(x) = [hk(x), hl(x)]を求める

（[hk(x), hl(x)]は 2つのベクトル hk(x)と hl(x)を水平方

向に連結したベクトルを表す）．連結したベクトル h(x)を

重みのパラメータ wy を持つ softmax層に入力して，ラベ

ル数の要素を持つベクトルに変換して，各ラベルを選択す

る確率値 p(y|x)を計算する．確率 p(y|x)は以下の式で表

される．

p(y|x) =
exp(h(x))wy∑
y′ exp(h(x))wy′

Inductiveモデルは最終的にこの確率値が最大になるラ

ベルを予測結果として出力する．

このモデルに訓練データを入力した場合のラベル予測に

おける損失 Ls を求める．訓練データを学習するモデルと

して，3層の多層パーセプトロンを用いて隠れ層の学習を

行う．l個の訓練データに対する交差エントロピーによる

損失 Ls は以下の式で表される．

Ls = −1
l

l∑

i=1

log p(yi|xi)

次に，グラフからサンプリングを行ったときの損失 Lu

を求める．Planetoidではグラフ構造に基づくサンプリン

グとラベル情報に基づくサンプリングの 2種類が存在し，

これらのサンプリングは 2つのパラメータによって切り替

えている．パラメータ r1（0 < r1 < 1）は正例か負例かの

ラベルを決めるための閾値，パラメータ r2（0 < r2 < 1）

はグラフに基づくサンプリングとランダムウォークに基づ

くサンプリングを切り替えるための閾値である．

1回のサンプリングで，2つの乱数 rand1（0 < rand1 < 1）

と rand2（0 < rand2 < 1）を取得し，サンプリング方法

を切り替える．rand1 < r1 のとき，正例のラベルを表す
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γ = +1，それ以外のときは負例のラベルを表す γ = −1

をあらかじめ設定する．rand2 < r2 の場合，ランダム

ウォークに基づくサンプリングを行う．訓練データとラ

ベルなしデータに対して，初期ノード S1 = xi から確

率 aij/
∑N

j′=1 aij′ に従ってノード xj に遷移するランダム

ウォークを行い，長さ q のノード列 S を求める．γ = +1

の場合，ノード列 S からエッジの数を表すノード間距離

のパラメータ dよりも少ない距離のノードペアの集合を求

め，その中からノード iと周辺ノード cのペア (i, c)を正

例としてサンプリングする．γ = −1の場合，訓練データ

とラベルなしデータからランダムに選んだノード cのペア

(i, c)を負例としてサンプリングする．rand2 ≥ r2 の場合

はラベルに基づくサンプリングを行う．訓練データの中か

ら対応するノード iと cをサンプリングし，γ = +1であれ

ばペア (i, c)を正例，γ = −1であればペア (i, c)を負例と

する．

すべてのデータに対する交差エントロピーによる損失の

期待値 Lu は以下の式で表される．

Lu = −E(i,c,γ)

[
log

(
γwT

c hl(x)
)]

= −E(i,c,γ)

[
I(γ = 1) log σ

(
wT

c hl(x)
)

+ I(γ = −1) log σ
(−wT

c hl(x)
) ]

ここで，wcと hl(x)はグラフから得られた特徴ベクトルを

入力するニューラルネットワークの重みと中間層のベクト

ルを表す．また，I(·)は引数が真であれば 1，偽であれば 0

を返す指標関数，σ(x)はシグモイド関数 σ(x) = 1/(1+e−x)

として定義される，

これら 2つの損失 Ls と Lu を足し合わせた全体的な損

失 Lは以下の式で表される．

L = Ls + Lu

この損失 Lを最小化するように学習を行う．

損失を最小化するための学習手法には確率的勾配降下法

（SGD）を用いたミニバッチ学習を行う [29]．この学習法

は学習用データ（訓練データとグラフ）の中から，いくつ

かデータを取り出して損失関数を計算し，最適化すること

でモデルパラメータ wを更新する．損失関数 L(w)に対し

て学習率であるパラメータ εを用いて，以下の式に示す勾

配ステップをとることで最適なモデルパラメータ w を求

める．

w = w − ε
∂L(w)

∂w

Ls の最適化を求めるときの学習率は εs（= 0.1）とし，

Luの最適化を求めるときの学習率は εu（= 0.001）とする．

損失関数を最適化したことで得られた識別モデルは 3.4

節に示す未知データの識別で使用される．

3.4 学習されたモデルを用いた未知データの識別

未知データをベクトル化し，このベクトルを学習したモ

デルに入力すると，あらかじめ設定されたラベルごとに予

測確率を計算する．この予測確率に対して最も確率の大き

いラベルを判定結果とし，識別結果として出力する．

4. 半教師あり学習手法を用いた語義曖昧性解
消手法

本章では，提案手法である半教師あり学習手法を用いた

語義曖昧性解消手法のシステムについて述べる．

4.1 語義曖昧性解消システムの概要

本システムは語義識別モデルの学習と語義を知りたい用

例文の語義推定を行う．語義識別モデルは訓練データと用

例文間の関係を示すグラフを入力して学習を行うことで得

られる．入力となるグラフを作成するために，訓練データ

の用例文ペアを用いて同義判定モデルの学習を行い，この

モデルを用いて未知の用例文ペアの同義判定を行う．訓練

データとラベルなしデータ，および用例文間の接続情報を

3章の Planetoidに入力して識別モデルを学習する．そこ

で得られた語義識別モデルに用例文を入力することで対象

単語の語義を推定することが可能となる．

4.2 素性（双方向言語モデルを用いた文脈ベクトル）

データ入力部分では入力文の文脈を考慮して，事前学習

された双方向言語モデル（biLMs）から得られた文脈に応

じた単語表現を特徴量として適用する．これは事前学習さ

れた ELMoモデルを用いて，対象単語を含む入力文の分散

表現を得る．この事前学習された ELMoモデルは，テキス

トから文脈情報を学習するための 2層双方向 LSTM構造

である．本システムでは事前学習モデルの最後の層の出力

のみを使用する．

訓練データとラベルなし用例文，テストデータの用例文

から得られる単語列をそれぞれ ELMoモデルに入力し，対

象単語および前後 2単語の 5つの単語分散表現を得る．そ

して，これら 5つの単語分散表現を連結した 5,120次元ベ

クトルを生成する．単語分散表現は，入力文の各単語に対

して文脈に応じて生成されるため，単語の意味ごとに異な

る分散表現が生成される傾向がある．この 5つの単語分散

表現により，対象となる単語の文脈を限定することができ

ると考える．この分散表現を利用し，「力士の住む寮の場

所を教えて」という文の対象単語を「場所」としてその前

後 2単語を分散表現として表す流れを図 2 に示す．

4.3 Planetoidに入力するグラフ構造

Planetoidで用いるグラフ構造は用例文に対応するノー

ドと用例文間の関連を示すエッジからなる．グラフ中の

ノードは訓練データとラベルなしデータに含まれる用例文
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図 2 単語分散表現の流れ

Fig. 2 Context Representation Derived from Pre-trained Bi-

directional Language Model (ELMo).

図 3 Cosine 類似度を用いたグラフ構造の作成方法

Fig. 3 Edge Connection Between Examples Using Cosine Sim-

ilarity.

を表す．エッジはノード間で関連があると判断された場合

に結ばれることとする．本研究では，判断基準となるパラ

メータ設定が必要な Cosine類似度を用いた方法と相互 k

近傍グラフを用いた方法，およびパラメータ設定が不要な

BERTによる同義判定を用いた方法の 3種類を用いて効果

を比較する．

4.3.1 Cosine類似度を用いたグラフ構造

グラフ構造は訓練データとラベルなしデータに含まれ

る各用例文をノードとする．ノード間のエッジの有無は

Cosine類似度を用いて判定する．Cosine類似度は 2つの

素性ベクトルがなす角の余弦で，2つの用例文が類似すれ

ば 1に近い値を持つ．

図 3 に Cosine類似度を用いてエッジをつなげる様子を

示す．各ノードにおいて，他のノードのとの類似度を計算

し，図 3の (a)に示す最も類似度の高いノードと図 3の (b)

に示すしきい値以上の類似度を持つノードをすべて接続す

る．これにより得られたグラフを図 1 に示す Planetoidの

データ間の関係として入力する．

Cosine類似度のしきい値は 0.9と設定する．ここで，同

じ語義を持つ用例文は周辺に類似した単語や品詞が出やす

く，異なる語義を持つ用例文は周辺に異なった単語や品詞

などが出現しやすいと仮定している．最高類似度だけでな

く，確信度の高い用例文も組み込むことが重要であると考

えたため，このような設定とした．

4.3.2 相互 k近傍グラフを用いたグラフ構造

データ集合からグラフ構造を求めるための半教師あり手

法の 1つとして，相互 k近傍グラフが存在する．相互 k近

傍グラフは任意の 2点間のノードが k 近傍でお互いに含

図 4 BERT による同義判定モデル

Fig. 4 Sentence Pair Classification by Fine-tuning BERT.

まれている場合にのみエッジを結ぶグラフである．この相

互 k 近傍グラフを用いて，用例文集合のグラフ構造を構

築する．訓練データとラベルなしデータに対して，4.2節

で得られた素性を用いて KD-treeを作成し，各ノード ni

（1 ≤ i ≤ N）についてユークリッド距離の最も近い k個の

ノード kNN(ni)を求める．グラフにおける任意のノード

ペア ni と nj に対して，ni ∈ kNN(nj)かつ nj ∈ kNN(ni)

であればエッジを結ぶ．各用例文に対して k = 3として

k近傍を求め，エッジを結んだ用例文ペアを同義であると

判定する．このとき，ノードの次数はすべて k 以下とな

り，極端に高い頂点次数はできない．そのため，最近傍の

用例文も同義としてエッジを結ぶ．このようにして得られ

たグラフ構造を図 1 におけるデータ間の接続情報として

Planetoidに入力する．

4.3.3 BERTを用いたグラフ構造

BERTを用いたグラフ構造は図 4 に示す BERTによる

同義判定モデルを用いて作成する．BERTは汎用的な言語

モデルの事前学習を行う手法の 1つである [30]．大量のテ

キストデータを事前学習したモデルに少量の訓練データを

追加学習させることで，テキスト分類などの様々なタスク

で先行研究を超える分類性能を達成している．本研究では，

BERTの学習済みモデルを用いて Sequence Classification

タスクとして用例文ペアが同義か非同義かの判定を行う．

用例文ペアをそれぞれ単語列に分割し，指定した数の単語

列を用いてBERTへ入力するトークン列を作成してBERT

の学習済みモデルに入力する．このモデルから出力された

分散表現を 3層の全結合層に入力し，用例文間の同義判定

タスクに転移学習することで，対象単語が同じ語義で使わ

れているかどうか判定するモデルを構築する．

各対象単語について，訓練データにあるすべての用例文

ペアを用いて同義判定モデルの学習を行う．2つの用例文

s1と s2をそれぞれ単語列に分割し，指定した数の単語列を

用いて BERTに入力するトークン列を作成する．本研究で

は，使用する単語列として，対象単語とその前後 3単語（後

述する表 2，表 3では前後 3単語と表記）と用例文のすべて

の単語列（表 2，表 3では文単位と表記）の 2種類を用いて

効果を比較する．対象単語と前後 3単語を用いる場合，各
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用例文の単語列 (w1
s1, w

2
s1, · · · , w7

s1)と (w1
s2, w

2
s2, · · · , w7

s2)

に対して，文頭を表す ′[CLS]′ と文の区切りを表す ′[SEP]′

という特別なトークンを用いて，

{′[CLS]′, w1
s1, w

2
s1,· · ·, w7

s1,
′[SEP]′, w1

s2, w
2
s2,· · ·, w7

s2,
′[SEP]′

}

というトークン列を作成して BERTの学習済みモデルに

入力する．この入力で得られる BERT の隠れ層のうち，
′[CLS]′ トークンに対応する最終の隠れ層を用例文ペアの

分散表現とする．用例文のすべての単語列を用いる場合は

各用例文のすべての単語列を用いてトークン列を作成し，

このトークン列を BERTの学習済みモデルに入力する．

得られた用例文ペアの分散表現は同義ラベルとあわせて

4層の多層パーセプトロン（MLP）で学習し，同義判定モ

デルを構築する．このとき，2つの隠れ層の次元はともに

64，バッチサイズは 32，MLPの学習回数は 20回とする．

グラフ構造を作成するには，既知の訓練データ間同義関

係に加えて，訓練データとラベルなしデータの用例文ペア，

および，ラベルなしデータ間の用例文ペアについて同義判

定を行う必要がある．未知の用例文ペアに対して同義判定

を行う場合も学習時と同様に指定した数の単語列から得ら

れるトークン列を判定モデルに入力する．この入力に対す

るモデルからの出力は同義と非同義の確率となり，同義の

確率が非同義よりも大きいときに同義であると判定し，同

義である用例文のノード間にエッジを結ぶことでグラフを

作成する．

4.4 Planetoidを用いた語義識別モデルの学習

訓練データ，ラベルなしデータに対して，4.3節に示し

たグラフ作成方法を用いて得られたグラフと訓練データを

3章に示した Planetoidに入力して，語義識別モデルの学

習を行う．Planetoidにおける訓練データの特徴ベクトル

は 4.2節で得られた素性ベクトルを用いる．

4.5 学習されたモデルを用いた語義の識別

4.4節で得られた語義識別モデルに対して，語義を推定

したいテストデータを入力することで，語義識別結果が出

力される．テストデータの特徴ベクトルも訓練データと同

様に 4.2節で得られた素性ベクトルを用いる．

5. 実験

本章では，グラフニューラルネットワークを用いた半教

師あり学習による語義曖昧性解消を用いて，精度比較実験

を行う．実験は同じ実験を 3回行い，その平均精度を実験

結果として使用する．

5.1 日本語データによる日本語WSD実験

5.1.1 日本語語義曖昧性解消評価データセット

本研究における日本語語義曖昧性解消の評価データとし

て，SemEval-2010日本語WSDタスクデータ [18]を使用

する．SemEval-2010日本語WSDタスクはコーパス中に

出現する対象単語に対して，岩波国語辞典第 5版で定義さ

れた語義の中から適切な語義を推定することを課題とし，

タスクが対象とするコーパスが多岐の分野にわたって構成

されている点と使用するデータ中に辞書に定義されていな

い語義が出現するという特徴がある．

このタスクの対象単語は 50単語あり，名詞単語が 22単

語，動詞単語が 23単語，形容詞単語が 5単語となってい

る．各単語には訓練データとテストデータとして，その単

語を使用した用例文がそれぞれ 50個用意されている．訓

練データは国立国語研究所が開発した現代日本語書き言葉

均衡コーパス（BCCWJ）に収録された白書，新聞，書籍

の分野から選ばれ，テストデータはこれらの分野に加えて

Yahoo!知恵袋も対象として用例文が選ばれている．

配布されたデータには形態素情報と分野コード，および

語義 IDが付与されている．形態素情報は単語境界，品詞，

基本形，および読みから成り立っている．選ばれたデータ

に対して ChaSen と UniDic を用いて形態素解析を行い，

形態素解析の誤りを人手で修正した形態素情報を各単語に

割り当てている．分野コードは文書が白書，新聞，書籍，

知恵袋のどの分野から抽出したのかを示し，用例文が存在

する分野が分かるようになっている．語義 IDは岩波国語

辞典第 5版の語義に従って定義された語義のコードで，用

例文中の対象単語に対して手作業で語義 IDが付与されて

いる．ただし，対象単語が辞書に定義されていない語義で

使われている場合は未定義語義を表すコードが語義 IDと

して割り当てられている．

5.1.2 日本語ラベルなし用例文データ

実験用のラベルなし用例文データには，国立国語研究所

が開発した現代日本語書き言葉均衡コーパス（BCCWJ）

から抽出した用例文集合を利用する．BCCWJは日本語の

様々なジャンルの文書を収録した，書き言葉の全体像を把

握するために構築されたコーパスである．

5.1.3 日本語語義曖昧性解消実験の設定

日本語語義曖昧性解消実験では 5.1.1 項で説明した

SemEval-2010日本語WSDタスクデータを使用する．こ

れまでの研究において，このデータには付与された語義ラ

ベルに誤りが存在することが指摘されている [3]．しかし，

誤りが修正されたデータは公開されていないため，実験の

再現性を考慮して公開された訓練データとテストデータを

そのまま使用する．

実験で使用するラベルなしデータは各対象単語につい

て BCCWJからランダムに選んだ 200文の用例文を使用

する．BCCWJはコーパスの規模が大きいため，出現する

用例文をすべてラベルなしデータとして追加すると，グラ

フが大きすぎて実験をすることができない．利用可能な環

境で語義識別モデルの学習を完了するために，ラベルなし
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データの数を限定して実験を行った．

4章に示した提案手法において，訓練データとラベルな

しデータの用例文に対して双方向言語モデルに入力する単

語列を求める際に，MeCabを用いて形態素解析を行う．こ

のとき，MeCabの辞書には UniDicのバージョン 2.3.0を

使用する．SemEval-2010日本語WSDタスクデータには

形態素解析によって各単語に品詞，読み，基本形の情報が

与えられているが，今回の実験では使用していない．同じ

入力文でも UniDicのバージョン違いによって異なる形態

素解析結果とならないように，すべての用例文に対して同

じ UniDicのバージョン 2.3.0を使用する．

4.3.3項における BERTの同義判定でグラフ構造を作成

する際，判定に必要な BERTの日本語学習済みモデルとし

てNWJC-BERT [31]を用いる．NWJC-BERTは「国語研

日本語ウェブコーパス」に対して，形態素解析器MeCab

と UniDic を用いて形態素解析を行って見出し語に変換

した単語列を BERTで学習した言語モデルである．この

NWJC-BERT のパラメータは固定して使用する．また，

実験において同義判定モデルを構築するための訓練データ

には，SemEval-2010日本語WSDタスクデータの各対象

単語について，訓練データ 50文どうしで用例文ペアを作

成した 1,225件のペアを訓練データとして使用する．用例

文ペアの各用例文を NWJC-BERTと同じ形態素解析を行

い，見出し語の単語列に変換して BERTの入力トークン列

作成のために使用する．

4.2節と 4.3.1項，4.3.2項において，素性である文脈ベ

クトルを求めるために日本語で事前学習された ELMoモ

デルが必要となる．本論文での実験では，文献 [32]の研究

で構築，公開されている ELMoの日本語学習済みモデルを

使用する*1．これは楽天市場に投稿された商品レビューと

Yahoo!映画に投稿された映画レビューのデータを用いて作

られた事前学習済みモデルである．

3 章の Planetoid では，FF-NN(1) の学習を 10,000 回，

FF-NN(2)の学習と FF-NN(3)の学習を各 1,000回行った．

これらのモデルに対して，訓練データを用いて素性とグラ

フの分散表現を連結し，それを入力として語義ラベルを出

力するための学習を 1,000回繰り返した．

5.2 英語データによる英語WSD実験

5.2.1 英語語義曖昧性解消評価データセット

英語を対象とした評価実験として，SENSEVAL-2 En-

glish Lexical Sample タスクデータ [6] も使用する．この

データには 73語の対象単語があり，29個の名詞単語，29

個の動詞単語，および 15個の形容詞単語で構成されてい

る．全対象単語において，訓練データとして使用する用例

文が 8,611個，テストデータとして使用する用例文が 4,328

*1 https://allennlp.org/elmo

個用意され，対象単語にはWordNet 1.7プレリリース版の

語義が付与されている．

5.2.2 英語ラベルなし用例文データ

英語のラベルなし用例文データにはOMSTI（One Million

Sense-Tagged Instances）を使用する．OMSTIは 813,798

文からなるコーパスで，WordNet 3.0の語義が付与されて

いる．今回の実験では，SENSEVAL-2のデータとは異な

るバージョンの語義が使われているため，ラベルなし用例

データとして使用する．このデータから各対象単語につい

て最大 1,000件の用例文を抽出して，グラフ構造の作成に

利用する．

5.2.3 英語語義曖昧性解消実験の設定

実験で使用するラベルなしデータは各対象単語について

OMSTIから最大 1,000文の用例文をランダムに選んで使

用する．日本語での実験とは異なり，ラベルなしデータが

少数しか存在しない対象単語が存在する．そのため，ラベ

ルなしデータの数が多数存在する場合のみ，使用する用例

文の数を限定して実験を行う．

4.3.3 項における同義判定で使用する BERT のトーク

ナイザー学習済みモデルには ′bert-base-cased′ を利用す

る．′bert-base-cased′ は書籍と英語版 Wikipedia に対し

て，WordPieceで単語分割を行い，30,000語の語彙を用い

て得られた単語列を BERTで学習した言語モデルである．

この英語学習済みモデルを用いて，用例文ペアの同義判定

を行う．′bert-base-cased′ のパラメータは固定して使用す

る．また，SENSEVAL2 English Lexical Sampleタスクの

各対象単語について，訓練データにあるすべての用例文ペ

アを同義判定モデル構築のための訓練データとして使用

する．

4.2節と 4.3.1項，4.3.2項において必要な英語の学習済み

ELMoモデルには，AllenNLPが公開する英語の ′Original′

モデルを用いる*1．このモデルはニュース記事を集めた ′1

Billion Word Benchmark′ コーパスで学習されたものであ

る．各データに含まれる用例文はスペースを区切り文字と

して分割して単語列に変換する．用例文に対して見出し語

化は行わずに出現形の単語列を求め，この単語列を学習済

み ELMoモデルに入力して文脈ベクトルを生成する．

3 章の Planetoid では，FF-NN(1) の学習を 10,000 回，

FF-NN(2)の学習と FF-NN(3)の学習を各 1,000回行った．

これらのモデルに対して，訓練データを用いて素性とグラ

フの分散表現を連結し，それを入力として語義ラベルを出

力するための学習を 1,000回繰り返した．

5.3 評価方法

今回の実験では，語義曖昧性解消手法の評価指標として

精度のマイクロ平均を用いて比較評価を行う．

語義曖昧性解消は分類問題として扱われることから，そ

の評価は一般的に精度，再現率，F値の指標を用いて行わ
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表 1 テストデータに対する予測と正解を示した混同行列

Table 1 Confusion Matrix for a WSD Classifier.

れる．これらの指標を定式化するため，表 1 に示すよう

なテストデータに対する 4 種類の予測と正解の組合せを

用いて説明する．テストデータとして N 個の用例文を用

意し，各用例文をモデルに入力したときの予測語義を求め

る．それらの予測語義が正解語義と一致する用例文の数が

TP，正解語義と一致しない用例文の数が FPと定義する．

このとき，TP + FP = N となる．これらの値から，精度

（Precision）はモデルが語義を予測した用例文数に対して

正解語義と一致した用例文数の割合として定義され，以下

の式となる．

Precision =
TP

TP + FP

また，テストデータである用例文 N 個の正解語義に対

して，各正解語義がモデルの予測語義と一致する用例文の

数を TP，予測語義と一致しない用例文の数を FNと定義

する．このとき，TP + FN = N となる．これらの値から，

再現率（Recall）はテストデータに対して用例文の正解語

義がモデルの予測語義と一致した用例文数の割合として定

義され，以下の式となる．

Recall =
TP

TP + FN

ただし，表 1 にある TNの値については，精度と再現率の

計算には必要がないため考慮しない．

F値は精度と再現率の調和平均として定義され，以下の

式で表される．

F =
2Recall · Precision
Recall + Precision

今回の実験において精度と再現率を計算する場合，上述

のように TP + FP = TP + FN = N となるため，精度と

再現率が同じ値になる．さらに，調和平均である F値も精

度と同じ値となる．したがって，本論文では精度のみを用

いて語義曖昧性解消手法の比較評価を行う．

精度にはマイクロ平均とマクロ平均があるが，今回の実

験ではマイクロ平均を使用して評価する．マイクロ平均

は，各セットの正解値とデータ数をそれぞれ合計してから

評価値を計算する．たとえば，N 個のテストデータのセッ

トを用意し，i個目のテストデータのセットは ni 個データ

が存在する場合を考える．このとき，ni 個中 xi 個正解し

たとすると，精度のマイクロ平均は以下の式で表される．

Precisionmicro =
∑N

i=1 xi∑N
i=1 ni

5.4 比較手法

• word2vecの単語分散表現とMLP，Planetoidを用い

た手法

nwjc2vec [33]を用いて word2vecの単語分散表現を取得

し，5つの単語に対して 200次元の単語分散表現を連結し

た 1,000次元のベクトルを素性とした語義曖昧性解消モデ

ル用いて実験を行う．MLPは中間層のノード数を 50，最

適化手法として確率的勾配降下法を使用，学習の繰返し数

であるエポック数を 50，バッチサイズを 200として，モデ

ルの学習を行う．

また，word2vec の単語分散表現と 4.3.3 項で説明した

BERTのグラフ構造を 3章の Planetoidで学習した語義曖

昧性解消モデルでも実験を行う．BERTに入力する単語列

には対象単語と前後 3単語を使用する．

• ELMoによる単語分散表現を用いた手法

4.2節で説明した ELMoによる 5,120次元の単語分散表

現を素性とした語義曖昧性解消モデルを用いて実験を行

う．この手法のMLPは word2vecの場合と同じ設定でモ

デルの学習を行う．

• 藤田らの手法
半教師あり学習を用いた日本語語義曖昧性解消の既存

手法として，藤田らの手法 [16] との精度比較を行う．文

献 [16]では書籍（PB）の用例文を追加した場合に精度が

最も高かったが，一般的に追加すべき用例文の分野は分か

らないため，BCCWJ全部を対象として追加した結果と比

較を行う．また，別の手法では [17]，岩波国語辞典の用例

文を訓練データに追加したうえで半教師あり学習を行うこ

とで，高い識別精度が得られている．しかし，予備実験に

おいて辞書の用例文を追加しても効果が得られなかったた

め，本実験では文献 [16]を比較対象として採用する．

• Taghipour and Ng (2015)の手法

素性ベクトル word2vecの分散表現を連結した素性を用

いた教師あり学習語義曖昧性解消手法 [5]の精度を参考と

して比較する．

• K̊agebäck and Salomonsson (2016)の手法

素性として双方向 LSTMで得られる分散表現を用いた

教師あり語義曖昧性解消手法 [7]の精度を参考として比較

する．

• Sousa et al. (2020)の手法

半教師あり学習を用いた英語語義曖昧性解消の既存手法

として，Sousa et al. (2020)の手法 [15]との精度比較を行

う．これはGaussian Random Field（GRF）を用いてラベ

ルなしデータのラベルを推定する手法で，現時点において

既存研究の中で最も精度が高い半教師あり学習手法である．

6. 実験結果

6.1 SemEval-2010日本語WSDタスクの結果

提案手法と比較手法に対して，SemEval-2010 日本語
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表 2 SemEval-2010 日本語WSD タスクの結果

Table 2 Experimental Results on SemEval-2010 Japanese

WSD Task.

表 3 SENSEVAL2 English Lexical Sample タスクの結果

Table 3 Experimental Results on SENSEVAL-2 Lexical Sam-

ple Task.

WSD タスクデータを利用した実験における識別精度を

表 2 に示す．ELMoを用いたグラフなし手法と提案手法と

の実験結果の間で t検定を行い，両側検定の有意水準 5%を

†，有意水準 1%を ††で満たしていることを表す．表 2 の

結果を見ると，提案手法はグラフを用いない場合と比較

し，提案手法の識別精度が word2vec，ELMoを素性とし

た場合よりも高くなった．また，提案手法において BERT

と Cosine類似度，相互 k 近傍グラフを用いた場合で比較

を行うと，前後 3単語を入力とした BERTを利用した場

合の精度が最も高く，Cosine類似度を利用した場合より

少し高かった．相互 k 近傍グラフと前後 3単語の BERT，

文単位で入力した BERTについては精度差はほとんどな

かった．藤田らの手法 [16]の結果と比較すると，提案手法

は SemEval-2010日本語WSDタスクデータを用いた半教

師付き学習法において，既存手法を上回る結果を得た．

6.2 SENSEVAL2 English Lexical Sampleタスクの

結果

SENSEVAL2 English Lexical Sampleタスクを利用した

半教師あり NNと既存手法の識別精度の比較を表 3 に示

す．ELMoを用いたグラフなし手法と半教師あり学習手法

の実験結果の間で日本語データと同様に t検定を行い，両側

検定の有意水準 5%を †，有意水準 1%を ††で満たしている
ことを表す．表 3の結果を見ると，提案手法は，Taghipour

and Ng (2015) [5]や K̊agebäck and Salomonsson (2016) [7]

の教師あり手法，Sousa et al. (2020) [15]の半教師あり語

義曖昧性解消手法よりも高い精度を達成している．提案手

法と ELMoを素性としたMLPの結果を比較すると，すべ

てのグラフ作成手法で提案手法の方が高い識別精度となっ

ている．提案手法のグラフ作成方法を比較すると，識別精

度に差はほとんどなかった．

7. 考察

7.1 グラフありとグラフなしの比較

SemEval-2010日本語WSDタスクデータを利用した表 2

に示すように，提案手法と ELMoの分散表現を素性とする

MLPにおいて 5%の有意差検定を行ったところ，すべてのグ

ラフ作成方法について有意な差がみられた．SENSEVAL2

English Lexical Sampleタスクデータを利用した表 3 にお

いても同様に，提案手法と ELMoの分散表現を素性とする

MLPにおいて 5%の有意差検定を行ったところ，すべての

グラフ作成方法について有意な差がみられた．

以上のことから SemEval-2010日本語WSDタスクデー

タと SENSEVAL2 English Lexical Sampleタスクデータに

おいて，グラフ構造を使用した半教師あり語義曖昧性解消

手法が語義曖昧性解消に効果があるということが分かった．

7.2 BERTとCosine類似度，相互 k近傍グラフの比較

表 2 におけるグラフを作成する際の類似度計算方法を変

更して比較すると，BERTを利用したグラフで最も高い識

別精度となった．この実験結果と相互 k近傍グラフでの実

験結果に対して 5%の有意差検定を行ったところ，有意な

差はみられなかった．これは，Planetoidのグラフ学習に

よる最適化で同じような精度になったと考えられる．この

結果から，BERTによるグラフ，Cosine類似度を用いたグ

ラフ，相互 k近傍グラフのどのグラフを使用しても高い精

度で語義を識別できることが分かった．

7.3 同義文判定における入力文の長さの比較

SemEval-2010日本語WSDタスクを利用した結果の表 2

では，同義文判定における入力文の長さにおけるWSD

精度差はほとんどみられなかった．SENSEVAL2 English

Lexical Sampleタスクを利用した表 3 においても，同義文

判定における入力文の長さにおけるWSD精度差はほとん

どみられなかった．このことから同義文判定における入力

文の長さは提案手法においてはほとんど精度に影響がでな

いことが考えられる．

7.4 半教師あり学習の既存手法との比較

SemEval-2010日本語WSDタスクデータの文脈ベクト
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ルを用いた実験結果である表 2 の提案手法（BERT前後 3

単語）の精度と藤田らの手法の精度を比較すると，提案手

法の精度の方が 1.73ポイント高かった．そのため，半教師

あり学習手法としては提案手法の方が語義曖昧性解消の効

果が高いと考えられる．また，提案手法は藤田らの手法に

おけるデータ追加に比べると，文どうしのペアを作成また

は類似度を計算すれば比較的簡単にラベルなし用例文を追

加することが可能である．辞書に記載されていない新しい

語義も用例文を追加することで，語義のラベルを容易に加

えることもできる．藤田らの手法のように辞書の用例文を

用いて質の高い語義ラベル付き用例文を追加することで，

提案手法においても語義曖昧性解消の精度がさらに向上す

ることが期待できる．

SENSEVAL2 English Lexical Sample タスクデータの

実験結果である表 3 の提案手法の精度と既存手法である

Taghipour and Ng (2015) [5]，K̊agebäck and Salomonsson

(2016) [7]，Sousa et al. (2020) [15]の精度を比較すると，提

案手法の精度が高くなった．そのため，英語の語義曖昧性

解消においても，半教師あり学習手法としては提案手法の

方が語義曖昧性解消の効果が高いと考えられる．

7.5 日本語単語の難易度別精度比較

SemEval-2010日本語WSDタスクデータの対象単語を

難易度に分けて，各手法の精度を難易度ごとに比較する．

ここでは既存研究との比較を容易にするため，対象単語の

難易度を文献 [18]において設定された対象単語の難易度を

用いる．この難易度はテストデータにおける語義の頻度分

布のエントロピーを用いて分類可能であるが，訓練データ

や形態素解析器によって単語の出現頻度が変化するため難

易度は変化してしまう [16], [18]．今後の研究における難易

度別評価を容易にするため，以前に設定された対象単語の

難易度を用いることとする．対象単語の難易度は低難易度

（Deasy），中難易度（Dmid），高難易度（Ddiff）の 3段階

に分かれ，各難易度に含まれる対象単語の数はDeasy が 11

単語，Dmidが 19単語，Ddiff が 20単語である．各難易度

における対象単語は以下のようになっている．

• Deasy：「生きる・活きる」「大きい」「考える」「経済」

「強い」「場所」「一つ」「開く」「文化」「外・他」「遣る」

• Dmid：「相手」「教える」「可能」「関係」「技術」「現場」

「子供」「時間」「社会」「情報」「高い」「電話」「場合」

「初め・始め」「始める」「早い・速い」「求める」「もの」

「良い・善い・好い」

• Ddiff：「合う・会う・遭う・遇う・逢う」「上げる・揚

げる・挙げる」「与える」「意味」「入れる・容れる」「市

場」「進める・勧める・薦める・奨める」「為る」「出

す」「立つ・建つ・発つ」「手」「出る」「取る・採る・

執る・捕る」「乗る・載る」「入る・這入る」「前」「見

える」「認める」「見る・視る・観る」「持つ」

表 4 難易度ごとの語義識別精度（%）

Table 4 Precision for Each Difficulty Class.

表 4 に難易度ごとに分けた各手法の語義識別精度を示

す．表 4 には参考として SemEval-2010日本語WSDタス

クデータでのベースラインシステムの精度と最も結果の良

かった手法 [34]の精度も掲載した [18]．表 4 を見ると，提

案手法は高難易度において他の手法よりも高い精度で識別

している．これはグラフニューラルネットワークを用いた

半教師あり学習の効果が高いと考えられる．word2vecを

用いた素性の場合は 64.07%から 71.77%と 7.7ポイントの

精度向上，ELMoを用いた素性の場合は 69.93%から提案

手法で最も高い 74.57%と 4.64ポイントの精度向上がみら

れた．どのような素性であっても，同義関係を表すグラフ

を用いた半教師あり学習を行うことが高難易度の単語に対

する語義曖昧性解消において有効であることが分かる．ま

た，提案手法は Cosine類似度によるグラフ（73.47%），相

互 k近傍グラフ（74.27%），BERTによるグラフ（文単位

で 74.57%，前後 3単語で 73.97%）のどれを利用してもほ

とんど同じ識別精度であることから，どちらのグラフを利

用しても Planetoidにおいて学習を繰り返すことで語義曖

昧性解消に有効なモデルが得られるのではないかと考えら

れる．

中難易度では，提案手法と素性に ELMoを用いたMLP

において高い精度で識別できていることから，ELMoで得

られる文脈ベクトルの効果が現れていると考えられる．素

性として ELMoと word2vecを比較した場合，提案手法で

最も高い精度が 79.82%，Planetoid（素性が word2vec，グ

ラフが BERT）の識別精度が 77.79%となり，提案手法の方

が 2.03ポイント高い識別精度である．また，グラフを使わ

ないMLPを識別モデルとした場合もword2vecで 74.91%，

ELMoで 79.23%と，ELMoを素性とする方が 4.32ポイン

ト高い精度であった．しかし，グラフの有無による精度の

差がみられなかった．このことから，中難易度では素性と

して使用した文脈ベクトルが語義曖昧性解消に大きく影響

していると考えられる．

低難易度では，提案手法は最頻出語義の精度を超える

高い精度で識別できていることが分かる．従来研究でも

94%以上の高い精度で識別できているが，最頻出語義の精
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度を超えることができなかったため，低難易度では多数を

占める最頻出語義を選ぶ手法が効果的だといわれてきた．

たとえば，対象単語「強い」は語義 1が 50文のうち 46文存

在するため最頻出語義を選ぶと 92%の精度で識別するが．

提案手法では平均 92.67%の精度で識別できている．この

ことから，提案手法は最頻出語義だけでなく，少数しか出

現しない語義も含めて語義曖昧性解消に有効であると考え

られる．

8. 結論

本論文では，機械学習に基づく語義曖昧性解消における

訓練データ不足の問題に対処するため，用例文間の類似関

係を用いた半教師あり語義曖昧性解消手法を提案し，その

有効性について分析を行った．提案手法の有効性を分析す

るために，Semeval-2010日本語語義曖昧性解消タスクの

データセットと SENSEVAL2 English Lexical Sampleタ

スクデータを用いて評価実験を行った．実験の結果，どち

らのデータセットにおいても，提案手法は既存の最も精度

の高い半教師あり手法と比較して語義識別精度が向上した

ことから，半教師あり学習に基づく語義曖昧性解消におい

て同義関係を表したグラフ構造から得られる分散表現が語

義曖昧性解消に有効であることが分かった．また，同義関

係を表すグラフにおいて，言語モデルの BERTを用いて同

義かどうかを判定するパラメータ設定のないグラフ構築手

法の提案も行った．このグラフ構築手法とパラメータ設定

が必要な Cosine類似度や相互 k 近傍グラフによるグラフ

構築手法はどちらを用いても高い精度で語義を分類できる

ことを示した．

今後の課題として，グラフ構造を作成する際に言い換え

技術の利用や係り受け情報の利用を行うこと，計算時間を

短縮するためにラベルなし用例文をフィルタリングするこ

と，岩波国語辞典の用例文を効果的に追加することがあげ

られる．
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