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マルチエージェント強化学習における全エージェントの
経験を用いた状態空間削減手法の検討

岡野拓哉1,2,a) 大西正輝1,2 野田五十樹2

概要：強化学習及びマルチエージェント強化学習は学習に非常に多くの時間を要することが知られている．
マルチエージェント強化学習では，複数のエージェントが同時に学習行動を行うため，各エージェントが
得た知識を共有，活用することで，学習を高速化することが期待できる．そこで，本研究では，各エージェ
ントから得られた経験を用いて，状態の次元削減を行うオートエンコーダを構築し，そのオートエンコー
ダを用いて状態空間の次元削減を行うことで，学習速度の高速化を図る手法を提案する．提案手法を Task

Allocation Problem及び，交通信号機制御問題において評価し，通常の Independent Deep Q Learnerに
比べ学習速度が向上することを確認する．

1. はじめに

近年，強化学習は Atariのゲームで人間以上のスコアを

獲得した Deep Q Learning[1]や囲碁で世界チャンピオン

に勝利した AlphaGo[2]など様々なタスクにおいて学習可

能なことが報告されている．強化学習をパケットルーティ

ング [3]や，交通信号機制御 [4]等の実問題に適用する際に

は，制御対象が複数存在するため，マルチエージェント強

化学習問題となる．

マルチエージェント強化学習では，複数のエージェント

が同時に学習行動を行うため，エージェント数に応じて知

識が蓄積される．それらの知識を用いていかに全エージェ

ントの学習性能を向上させるかが重要である．

そこで，本研究では，各エージェントが得た情報を用い

て，状態空間を抽象化するオートエンコーダを構成し，全

エージェントがそのオートエンコーダを用いることで学習

速度を向上させる手法を提案する．最後に提案手法を複数

のマルチエージェントゲームを用いて評価する．

2. 準備

2.1 強化学習

強化学習は試行錯誤を行い最適な方策を獲得する学習フ

レームワークである．強化学習の理論的解析を行うために，
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マルコフ決定過程MDP = ⟨S,A, T,R⟩が用いられる．S

は状態の集合，Aは行動の集合，R : S×A×S → Rは報酬
関数，T : S ×A× S → [0, 1]は状態遷移関数を表す．強化

学習では，現在の状態 st ∈ S において，ある行動 at ∈ A

を選択し，実行した後に変化した状態 st+1 ∈ S 及び報酬

rt ∈ Rを得ることにより，学習を進めていく．

Q学習 [5]は遷移先の状態の最大行動価値を用いて学習す

るアルゴリズムである．Q学習では行動価値関数Q(st, at)

を遷移先 st+1 ∈ S の最大行動価値 maxa′ Q(st+1, a
′)を用

いて次の更新式に従って更新する．

Q(st, at)← Q(st, at) + α(rt+1 + γmax
a′

Q(st+1, a
′)

−Q(st, at)).

Q学習はMDP環境において，最適行動価値に収束するこ

とが証明されている [5]．

Deep Q Learning(DQL)[1] は深層学習と強化学習を組

み合わせた学習アルゴリズムである．DQL では，行動

価値関数をニューラルネットワークによって関数近似

Q(s, a, θ) ≈ Q(s, a) して表現する．θ はニューラルネッ

トワークのパラメータを表している．また，Experience

Replayを用いて，θを更新する．Experience Replayでは，

行動したことによって得られた経験を ⟨st, at, rt, st+1⟩ を
Experience Buffer D に格納していく．そして，Experience

Buffer Dから経験をバッチサイズ分取り出し，θを次式に

従って TD誤差を最小化するように更新していく．

L(θ) = 1

|B|
∑
e∈B

(r + γmax
a

Q(s′, a; θ−)−Q(s, a; θ))2,
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B はサンプリングした経験の集合を表す．

強化学習エージェントはステップ毎にある行動選択手法

を用いて行動 at を選択する．ϵ-greedyを用いる場合には，

ϵ の確率でランダムで行動を選択，1− ϵの確率で行動価値

が最大化する行動 at = arg max
a

Q(s, a; θ−)を選択する．

2.2 マルチエージェント強化学習

マルチエージェント強化学習は複数のエージェントが同

時に学習行動を行う学習フレームワークであり，数多く研

究されてきた [6]．マルチエージェント強化学習はMarkov

Games(MG)[7]として定式化される．MGは以下のように

定義される．

MG = ⟨n, S,A1, ..., An, R1, ..., Rn, T ⟩, (1)

n はエージェント数，S は状態の集合，Ai はエージェント

iの行動の集合，Ri : S × A1 × · · · × An → Rはエージェ
ント iの報酬関数の集合，T : S × A1 × · · · × An → [0, 1]

は状態遷移関数を表す．各エージェントは，各々の累積報

酬の最大化を目指し学習を進める．

マルチエージェント強化学習の最もシンプルな形式は

Independent Learner(IL)[8]である．ILでは，各エージェ

ントが各々の policyを持ち，他のエージェントを環境の一

部として独立で学習する．

マルチエージェント強化学習において DQLを利用する

研究も行われている [9], [10]．ILの中でも，全エージェン

トはDQLによって学習行動を行う場合 Independent Deep

Q Learners(IDQL)と呼ぶ．マルチエージェント強化学習

では，各エージェントの方策が時間と共に変化するため，

過去の経験を学習に用いることができないことがある．そ

こで，過去の方策と現在の方策によってサンプルの重みを

決定する手法 [9] や Experience Bufferのバッファサイズを

非常に小さく設定する方法 [10]が提案されている．本研究

では，[10]と同様に Experience Bufferのバッファサイズ

を非常に小さく設定する.

3. 知識の再利用と学習高速化

マルチエージェント強化学習では，複数のエージェント

が同時に学習行動を行っているため，各エージェントから

得られた知識をいかに利用するかが重要である [11].

いずれのマルチエージェント強化学習においても，学習

には膨大な時間が必要であるという問題がある．マルチ

エージェント強化学習では，各エージェントが得た知識を

用いて，学習を高速化することが期待できる. その手法と

して，エージェント間でアドバイスし合う手法 [12]や，経

験を共有する手法 [13]などが提案されてきた．

シングルエージェント強化学習問題においても学習を高

速化する仕組みとして，状態空間を削減する手法を提案し

ている [14]．文献 [14]では，オートエンコーダを用いて次

元削減を行う手法を提案している．しかしながら，オート

エンコーダを学習するために膨大なサンプルが必要である

ため，オートエンコーダの学習に時間がかかる．

そこで，本研究では，全エージェント得た経験を用いて，

状態の次元削減を行うオートエンコーダを学習すること

で，オートエンコーダ及び強化学習エージェントの学習を

高速化する手法を提案する．

4. 提案手法

全エージェントの経験を用いて，状態空間の次元削減を

行うオートエンコーダを構成し学習を行う手法を提案す

る．全エージェントの経験を用いることで，状態空間の重

なりが多ければ多いほど，効率よくオートエンコーダを学

習することができる．つまり，類似した環境で学習行動を

行うエージェントが多いほどオートエンコーダの学習を高

速化できる．

提案手法の構成図を図 1に示す．状態を圧縮するオート

エンコーダを全エージェントで共有している．全エージェ

ントの経験を用いてオートエンコーダを学習し，このオー

トエンコーダを用いて，全エージェントは状態空間の次元削

減を行う．このエンコーダを Shared State Encoder(SSE)

と呼ぶ.

図 1 提案手法の構成

4.1 Shared State Encoder

SSEは各エージェントが得た状態を入力し，その状態を

再現するように学習する．そして，全エージェントは SSE

に自由にアクセス可能であると仮定する．SSEを高速で学

習するために，全エージェントが得た経験を用いて，SSE

を学習する．つまり，SSEを学習する際には，全エージェ

ントの Experience Bufferから経験をサンプリングし，サン

プリングした経験の中の状態 sを用いて学習する．全エー

ジェントの経験を用いるため，状態空間の重なりが多けれ

ば多いほど，効率よくオートエンコーダを学習できる．
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4.2 SSEを用いた IDQL

SSEを用いた IDQLでは，各エージェントは通常の IDQL

と同様に現在の状態 st を観測し，状態 st を SSEを用いて

次のように変換する．

zt ← SSE(st; θ
SSE
t ), (2)

ここで，θSSE
t は tステップ時の SSEのパラメータである．

また，Experience Replayを行う際には，エージェントが

Experience Buffer からバッチサイズ分経験をサンプリン

グし，すべての経験の状態を SSEによって変換する．変換

した状態を用いて DQLと同様に Q-Networkを学習する．

提案手法を用いた IDQL(IDQL+SSE)のアルゴリズムを

Algorithm 1に示す．

Algorithm 1 IDQL using SSE

1: for step t = 1 to T do

2: Each agent i converts current state sit−1 to zit−1 using

Eq(2)

3: Each agent i chooses action ait using Qi(zit−1; θ
−
t )

4: Execute actions at = (a1t , ..., a
n
t )

5: Each agent i observe sit, r
i
t and stores

⟨sit−1, a
i
t−1, r

i
t, s

i
t⟩ to Di

6: for agent i = 0 to N do

7: Sample B experiences ⟨s, a, r, s′⟩ from Di

8: Convert B experiences ⟨s, a, r, s′⟩ to ⟨z, a, r, z′⟩ us-
ing Eq(2)

9: Update Q-network by minimizing the loss L(θt) =
1

|B|
∑

e∈B(r + γmaxa′ Q(z′, a′; θ−t )−Q(z, a; θt))
2

10: Update the parameters of the target network in the

interval I

11: end for

12: Update SSE’s parameter θSSE
t using all agent’s expe-

rience

13: end for

5. 評価用問題

提案手法を評価するために Task Allocation Problem及

び交通信号機制御問題を用いる．

5.1 Task Allocation Problem

Task Allocation Problem(TAP ) はグリッドコンピュー

ティングやネットワークルーティングなどを抽象化したマ

ルチエージェントゲームの 1つである．TAPを以下のよ

うに定義する．

TAP =< T ,R, C,S,A >, (3)

T はタスクの集合であり，各タスク Ti ∈ T は Ti =

⟨tTi
0 , ..., tTi

k ⟩ようにベクトルで表現する．R = {R0, ...,Rm}

は資源の集合を表している．C は資源のキャパシティであ
り，資源 Ri ∈ R のキャパシティは CRi

= ⟨cRi
0 , ..., cRi

k ⟩
となり，タスクの各属性に対応する値を保持している．S
はスケジューラの集合であり，各資源に配置されており，

環境から得たタスクをどの資源に割り振るかを決定する．

A = {Aij} ∈ Rm×m はスケジューラ間の隣接関係を表し

ている．各資源はタスクの実行待ちキュー QRi を保持し

ている．

各スケジューラは，ステップ毎に環境からある確率に

従ってタスクを得る．そのタスクを各スケジューラに対

応している資源，もしくは，隣接している資源の実行待ち

キューに挿入する．各資源はステップ毎に待ちキューから

タスクを取り出し実行していく．資 源 Ri の待ちキュー

QRi にあるすべてのタスクの実行が完了するまでの時間を

Load of Resource(LoR)と呼び，次式で定義する．

LoRi =
1

|QRi
|

∑
Tj∈QRi

max(t
Tj

0 /cRi
0 , ..., t

Tj

k /cRi

k ). (4)

この問題では全資源に割り振られた全タスクの期待終了

時間 Average Load of Resources(ALoR)[15]という全タス

クの期待終了時間をシステムの性能指標として用いる．

ALoRは以下のように定義される．

ALoR =
1

|R|
∑

Ri∈R
LoRi

=
1

|R|
∑

Ri∈R

1

|QRi
|

∑
Tj∈QRi

max(t
Tj

0 /cRi
0 , ..., t

Tj

k /cRi

k ).

この問題ではALoRを最小化するように各スケジューラが

タスクを適切に配分することを目指すゲームである．

TAPにおける強化学習エージェントの設定について述

べる．強化学習エージェントはスケジューラを適切に制御

して，タスクを効率よく処理することが目標となる．強化

学習エージェントの行動空間，状態空間及び報酬関数を定

義する．

行動空間: エージェントの行動空間はエージェントが制御

しているスケジューラに対応している資源及び隣接してい

る資源とする．つまり，各エージェントは環境から得られ

たタスクを制御しているスケジューラに対応した資源，も

しくは隣接している資源に割り振るかを決定する．

状態空間: エージェントの状態は，エージェントが制御す

るスケジューラ及び隣接したスケジューラに対応する資源

に割り振られたタスクと資源の LoRの集合とする．

報酬: 各エージェント iの報酬は，エージェントが選択し

た資源 j の LoRj を用いて以下のように計算する．

Ri = 1− LoRj . (5)

つまり，エージェントはタスクが最も早く処理される資源

を選択したときに最も高い報酬を得られる．ここでの LoR

は各スケジューラに隣接した資源の LoRを用いて正規化

した値とする．
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5.2 交通信号機制御問題

交通信号機制御問題は信号機のスプリットを適切に制御

することで車両の待ち時間を減らすことを目指す問題で

ある．

信号機には複数の制御対象のパラメータが存在する. 大

きく分けると, 青から赤までの一連の流れの長さを決定す

るサイクル長, サイクル内の各現示の比率を決定するスプ

リット, 隣接した信号機間の青信号の開始時間のずれを決

定するオフセットの 3つの制御対象のパラメータが存在す

る. 本研究では, スプリットを制御することで, 交通渋滞を

減少させることを目指す. つまり, サイクル内の各現示の比

率を調整することで, 交通渋滞を減少させることを目指す.

この問題では，各エージェントが各信号機を制御する．

各エージェントは，各サイクルが始まる前に次のサイクル

のスプリットをコントロールする.

信号機を強化学習によって制御するために，行動空間,

状態空間, 報酬について定義する.

行動空間: 南北の青の比率を NS, 東西の青の比率を EW

として，次の３つのスプリットを行動空間とする．

( 1 ) NS = EW

( 2 ) NS > EW

( 3 ) NS < EW

各エージェントはサイクル毎に, この 3つの中から 1つを

選択する.

状態空間: 状態は, 各エージェントが制御している信号機の

1サイクルの交差点の流入方向のレーン (流入レーン)の平

均車両占有率と平均停車数により表現する.

報酬: 各エージェントが制御している信号機がある交差点

の流入レーンの 1サイクル∆tの平均車両待ち時間を元に，

以下のようにエージェント iの報酬 Ri を定義する．

Ri = − 1

∆t

t+∆t∑
k=t

1

|Li|
∑
l∈Li

wl
k , (6)

Li は信号機 (エージェント) i が制御している流入レーン

の集合, wl
t は tステップ時のレーン l ∈ Li を走行してい

る車両の待ち時間を表している．各エージェントがコント

ロールしているレーン上にいる車両の待ち時間が少なけれ

ば少ないほど高い報酬を与える.

6. 実験と考察

提案手法をTAP及び，交通信号機制御問題において評価

する．比較手法として，通常の IDQLを用いる．Q-Network

の隠れ層を 2層として，各層の素子数は 16-16とする．提

案手法を用いた IDQL(IDQL+SSE)は入力状態の次元圧縮

を行っているため，各層の素子数は 4-4とする．強化学習

エージェントのパラメータを表 1に示す．

表 1 強化学習のパラメータ

Table 1 Parameter of learning agents

Parameter Value

Initial exploration rate (ϵ) 1.0

ϵ decay rate 0.99

Lowest ϵ 0.001

Discount factor (γ) 0.99

Optimizer Adam

Learning rate 0.001

Interval of updating target network(I) 16

Size of experience buffer 1000

Batch size 32

6.1 Task Allocation Problem

本 実 験 で は ，二 種 類 の キ ャ パ シ テ ィ C =

{⟨0.8, 0.6, 0.4, 0.2⟩, ⟨0.2, 0.4, 0.6, 0.8⟩} の ど ち ら か を 持
つ資源を用意し，格子状のネットワークにランダムで配置

されている TAPを用いる．タスクはポアソン分布に従っ

て生成され，生成されるタスクの各要素の値は区間 (0, 1)

の一様乱数によって決定する．本実験では，2つの格子状

のネットワークを用いて評価を行う．図 2に本実験で用い

る 4×4及び 5×5のネットワークを示す．
本実験では，1エピソードは 10000ステップとし，10エ

ピソード学習行動を行う．複数回同じ設定を用いて実験を

行い評価する．

図 2 左が 4×4 グリッドネットワーク，右が 5×5 グリッドネッ

トワーク．各丸が資源を表す．赤い資源のキャパシティ

は Cred = ⟨0.8, 0.6, 0.4, 0.2⟩，青い資源のキャパシティは
Cblue = ⟨0.2, 0.4, 0.6, 0.8⟩

Fig. 2 Left is 4×4 grid network, Right is 5×5 grid network.

Each circle represents a resource. The capacity of red

resource is Cred = ⟨0.8, 0.6, 0.4, 0.2⟩. The capacity of

red resource is Cblue = ⟨0.2, 0.4, 0.6, 0.8⟩

4×4及び 5×5のネットワークによる実験結果を図 3に

示す．横軸はエピソード，縦軸はエピソード毎の全資源の

平均ALoRを表している．太線が平均ALoR，薄い領域が

標準偏差を表している．青が通常の IDQL，赤が提案手法

を用いた IDQL(IDQL+SSE)を表す．

両手法ともにALoRを減少させることができている．提

案手法を用いた IDQL(IDQL+SSE)は，通常の IDQLに比

べて，少ない時間で Average ALoRを小さくしていること
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図 3 エピソード毎の ALoRの推移．上が 4×4グリッドネットワー

ク ，下が 5×5 グリッドネットワークによる実験結果

Fig. 3 Change of ALoR in each episodes. Upper graph is the

result in 4×4 grid network, Lower is the result in 5×5

grid network

がわかる．しかしながら，序盤のエピソードにおける性能

は乏しい．これは，状態を抽象化する SSEの学習が十分で

なく，正しく状態をエンコードできていないことが原因で

あると考えられる．

6.2 交通信号機制御問題

先に述べた, マルチエージェント強化学習による信号

機制御を交通シミュレーター SUMO(Simulation of Urban

MObility)[16] を用いて評価する.

本研究では 3×3のシンプルな格子状のマップを用いる.

実験で用いるマップを図 4に示す. 各レーンの長さは 100m,

制限速度は 40km/h, 1サイクルを 90秒とする. 表 2に本実

験で用いる OD表を示す. 1エピソードをすべての車両が

生成されてから, 目的地に到達するまでとし，10エピソー

ド試行する．複数回同じ設定で実験を行い評価する．

表 2 実験で用いる OD 表

Table 2 OD matrix which is used in the experiments

HHHHHO

D
A B C D E F G H I J K L

A 0 5 1 4 3 4 3 5 200 1 3 5

B 4 0 1 3 4 5 2 100 2 1 3 5

C 2 2 0 5 1 1 50 2 4 4 5 4

D 1 3 3 0 3 5 4 3 2 5 1 200

E 3 1 1 2 0 2 3 4 1 4 100 5

F 5 4 3 5 1 0 3 5 4 50 5 2

G 1 1 50 5 4 2 0 2 4 3 2 4

H 4 100 2 5 3 4 5 0 1 2 1 5

I 200 3 4 2 1 2 4 3 0 2 2 5

J 1 5 3 4 1 50 2 2 3 0 3 2

K 3 3 1 5 100 5 2 1 5 5 0 5

L 4 1 4 200 5 1 3 4 5 5 4 0

図 4 実験で用いるマップ. アルファベットは車両の出発地点もしく

は到着地点を表す

Fig. 4 Map is used to evalute the proposal method. Alphabet

represents origin-destination of cars

実験結果を図 5に示す．横軸がエピソード，縦軸はエピ

ソード毎の平均車両時間を表す．太線が平均車両待ち時間，

薄い領域が標準偏差を表している．青が通常の IDQL，赤

が提案手法を用いた IDQL(IDQL+SSE)を表す．また，後

半の平均待ち時間を表 3に示す．図 5から，両手法ともに

平均車両待ち時間を減少させることに成功している．僅か

ではあるが，IDQL+SSEによって信号機を制御すること

で，車両の平均待ち時間を IDQLに比べて少なくできてい

る．TAPにおける実験結果と同様に IDQLに比べ，序盤

の性能は乏しい．しかしながら，表 3からエピソード後半

においては，IDQLに比べて良い性能が得られていること

がわかる．本実験においては，エージェント数が 9体であ

り，さらに類似した環境において学習行動をしているエー

ジェント数が少ないため，オートエンコーダの学習に時間

が要していることが考えられる．
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図 5 エピソード毎の平均車両待ち時間の推移

Fig. 5 Change of the average waiting time of cars in each

episode

表 3 エピソード後半の平均待ち時間

Table 3 Average waiting time of cars in each episodes

Name Average ALoR(Standard Error)

IDQL 59.10(16.90)

IDQL+SSE 38.01(14.87)
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6.3 考察

提案手法によって IDQLに比べ学習を高速化可能なこと

を実験的に示した．

しかしながら，本稿で紹介した手法は，オートエンコー

ダによってエージェントが学習すべき状態空間が時間経

過ととも変化していくという問題点がある．つまり，エー

ジェントが学習している状態空間が変化していくため，学

習自体が不安定になる．そのため，TAP及び交通信号機制

御問題の両問題において，序盤の性能が著しく低かったこ

とが考えられる．

また，本手法を適用する問題設定では，各エージェント

の状態空間が類似している必要がある．各エージェントの

状態空間が非常に異なる場合，オートエンコーダの学習に

非常に時間がかかるため，エージェントの学習速度の高速

化は期待できない．そのため，各エージェントの環境が類

似している問題を解くエージェントが多いマルチエージェ

ント強化学習に適用するべきである．

7. おわりに

本稿では，マルチエージェント強化学習において，全

エージェントから得られた経験を用いて，状態を抽象化

するエンコーダを構成し，そのエンコーダを用いて学習

を高速化する手法を提案した．そして，提案手法を Task

Allocation Problem 及び，交通信号機制御問題 を用いて

評価を行った．結果として，提案手法を用いた IDQLは，

通常の IDQLに比べ，学習速度を向上させることを確認し

た．しかしながら，本稿では，シンプルな設定のみにおい

ての評価であったため，今後はより実問題に近い設定にお

いての評価を行う必要がある．
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