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2. AI ABCI

2.1

1 ABCI ABCI GPU
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2.2

2 GPU

CPU GPU

CPU

Intel Xeon Gold 6148 Skylake-SP, 2.4GHz, 20
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1.6 TB Intel DC P4600 NVMe SSD
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3.1 演算性能

演算性能を計測するために BLAS(Basic Linear Alge-

bra Subprograms) ライブラリの GEMM(General Matrix

Multiplication)カーネルを GPUと CPUを対象に実行し

た．GPUに対しては，CUDA Toolkit 9.2.88.1に付属する

cuBLAS [4]を用いて倍精度 (FP64)，単精度 (FP32)，半精

度 (FP16)のGEMMを実行した．CPUに対しては，Intel

Math Kernel Library 2018.2.199 の CBLAS [5] を用いて

倍精度 (FP64)，単精度 (FP32)の GEMMを実行した．

図 4に単体のGPUでの実行結果を示す．x軸は行列のサ

イズ (M = N = K)を表し，y軸は演算性能 [TFlops]を表

す．単精度と半精度 (HGEMM(FP16))の実行では CUDA

Core を用いた実行の他に，Tensor Core を用いた実行も

行った．CUDA Core を用いた場合，演算性能の理論値

は，倍精度で 7.8 TFlops，単精度で 15.7 TFlops，半精度

で 31.3 TFlops (= 1530 MHz × 80 SMs × 64 cores/SM ×
4 ops/clock / 1000000)となるが，結果より各々最大で 7.2

TFlops (M = N = K = 3264)，14.2 TFlops (M = N =

K = 9216)，29.8 TFlops (M = N = K = 13056)となり，

概ね理論値に対して各々 92.3 %，90.4 %，95.2 %の性能と

なることを確認した．さらに，Tensor Coreを用いた場合

は，演算性能の理論値は半精度で 125 TFlopsとなるが，結

果より最大で 106 TFlops (M = N = K = 13056)となり，

概ね理論値に対して 84.8 %の性能となることを確認した．

GPUに関しては，TensorCoreに向く FP16の FMA(Fused

Multiply-Add)演算の場合に特に高速化されることが伺え

る．今回，FP32に対しても TensorCoreによる実行を行っ

ているが内部で FP16に変換して演算するため精度に問題

がある可能性があるのに注意されたい．

次に，図 5に 1 socketのCPUでの結果を示す．CPUの実

行では，SSE4.2，AVX，AVX2，AVX512によるSIMD最適化

を行った．CPU単体の演算性能の理論値は，AVX512の最

適化を行いTurbo Boostを用いた場合，倍精度で 1.4 TFlops

(= 2200 MHz × 20 cores × 32 ops/clock / 1000000)，単精

度で 2.8 TFlops (= 2200 MHz × 20 cores × 64 ops/clock

/ 1000000)となるが，各々最大で 1.1 TFlops，2.3 TFlops

となり，概ね理論値に対して各々 78.6 %，82.1 %となる

ことを確認した．1ノード全体となる 2 socketの CPUの

実行では，図 6のようになり，AVX512の最適化を行った

場合に各々最大で 2.1 TFlops，4.3 TFlopsとなり，概ね理

論値に対して各々 75.0 %，76.8 %となることを確認した．

CPUに関しては，概ね妥当な性能であることが伺える．

3.2 メモリバンド幅性能

GPU と CPU のメモリバンド幅を計測するために

STREAM ベンチマークを実行した．STREAM ベンチ

マークは，

Copy: 配列のコピー a(i) = b(i)

Scale: 配列とスカラ値の乗算 a(i) = q ∗ b(i)
Add: 配列の加算 a(i) = b(i) + c(i)

Triad: Scaleと Addの組み合わせ a(i) = b(i) + q ∗ c(i)
を計測する．今回は，バージニア大学のサイトより入手した

コード [6]を基に，GPUに対してはOpenACCにより並列

化を行い，CPUに対してはOpenMPにより並列化を行った

実装を用いて計測した．GPUに対する OpenACCによる

並列化では，文献 [7]で述べられているように，C言語版の

オリジナルのコードを基にOpenACCの指示文を追加した．

コンパイルにはPGI Compiler 18.5を使用し，コンパイルオ

プションには，-O2 -acc -ta=tesla:cc70を指定してい

る．ここで，-accはOpenACCを有効，-ta=tesla:cc70

はNvidia Tesla V100 GPU向けの最適化のためのオプショ

ンである．CPUの OpenMPによる並列化はデフォルトの

gcc v4.8.5を用いた．

図 7に結果を示す．GPU単体のメモリバンド幅の理論

値は 900 GB/secであるが，図 7(a)に示す単体のGPUの

実行では，Triadで 840 GB/secとなり，理論値に対して

93.3 %の性能を達成することを確認した．また，CPUの

メモリバンド幅の理論値は 1 socketあたり 128 GB/sec，2

socketで 256 GB/secであるが，図 7(b)に示す CPUの

実行では，Triadで 1 socketあたり 89.9 GB/sec，2 socket

で 115 GB/secとなり，理論値に対して各々 70.2 %，44.9

%となることを確認した．

3.3 ネットワーク通信性能

3.3.1 OSU Micro-Benchmarks

ネットワーク通信性能を計測するために OSU

Micro-Benchmarks [8]を実行した．今回は，OSU Micro-

Benchmarks v5.4.2を用いて，計算ノードの CPUホスト

間及び GPUデバイス間のネットワークのバンド幅，遅延

を計測した．使用したMPI実装は，OpenMPI v2.1.3で，

1台の計算ノードに 1プロセスを割り当て 2ノード間で計

測を行った．

図 8にネットワークのバンド幅の性能の結果を示す．x

軸は各プロセスが送信するデータサイズ [Bytes]を表し，

y 軸はバンド幅 [GB/sec]を表す．計算ノードからネット

ワークインターコネクトへは 2ポートの Infiniband EDR

HCA により接続されており，理論値は 1 ポートあたり

12.5 GB/secである．CPUホスト間の通信では，データ

サイズが 1 MiB以上の場合に概ね理論値に近い性能を達

成することを確認した．一方，GPUデバイス間の通信で

は，GPU Directによる GPUデバイスと Infiniband HCA

間の直接通信 (GDRDMA)，パイプライン転送による通信

(Pipeline)，両者の手法を組み合わせたハイブリッド通信

(Hybrid)の 3種類の手法を試した．ハイブリッド通信で

は 30000 bytesを境にアルゴリズムの切り替えが起きる．

データサイズが小さい場合，具体的には 8 KiB以下の場
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図 5 GEMM(CPU, 1 Socket) の性能
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図 6 GEMM(CPU, 2 Sockets) の性能

合は，GPU Directによる直接通信の性能が良好であるが，

8 KiBを超えたあたりからパイプライン転送による通信の

性能が良好であることを示している．ハイブリッド通信で

は，アルゴリズム切り替えにより，どのデータサイズにお

いても良好な性能を示している．ただ，2 MiBを境に性能

が低下しており，この原因は現在解析中である．

次に，図 9に遅延の結果を示す．x軸は各プロセスが送

信するデータサイズ [bytes]を表し，y 軸は遅延 [msec]を

表す．概ね妥当な性能を示すことを確認した．

3.3.2 NCCL

多くの分散深層学習フレームワークのネットワークの集

団通信の実装では，NVIDIA Collective Communications

Library (NCCL) [9]が広く使用されている．そこで，NCCL

によるGPU間の通信性能を計測するために，nccl-tests [10]

を用いて AllReduce, AllGather, ReduceScatterを実行し

た．1プロセスに 1台の GPU，1台の計算ノードに 4プロ

セスを割り当て，計算ノードの台数を 1から 32台まで変

えて計測した．使用した NCCLのバージョンは v 2.2.13-1

である．

図 10に結果を示す．x軸は 1台の GPUが割り当てら

れたプロセスが送信したデータサイズ [Bytes]を表し，y

軸はバンド幅 [GB/sec]を表す．プロセスあたり 1 GiBの

データサイズにおいて，1ノードでは，AllReduceで 124.12

GB/sec，AllGather で 114.03 GB/sec, ReduceScatter で

110.68 GB/secであるのに対し，32ノードでは，AllReduce

で 12.12 GB/sec，AllGatherで 12.07 GB/sec, ReduceScat-

terで 12.09 GB/sec となった．1台の計算ノードには 4基

の GPUが搭載されており，各々の GPU間は 1本あたり

25 GB/secの NVLinkが 2本で接続されている．1ノード

での実行では，NCCL により計算ノード内の GPU 間の

接続を考慮して自動的に 12本の Ringを生成し，各々の

GPU間では Ringを用いて通信を行っている．一方，複数

ノードでの実行では，計算ノード間は，1ポートあたり 12.5

GB/secの Infiniband EDR HCAを 2ポートで介して接続

されており，NCCLにより計算ノード間のネットワークや

計算ノード内の GPU間の接続を考慮して自動的に 2本の

Ringを生成し，各々の GPU間では Ringを用いて通信を

行っている．このため，1ノードの実行と複数ノードの実

行での性能の大幅な乖離はこのためである．ただし，現状

のNCCLではABCIのネットワークに最適な Ringが生成

されていないため，多少の性能向上は期待できると考えて

いる．

3.4 ストレージ I/O性能

ストレージの I/Oスループット性能を計測するために，

IORベンチマーク [11]を実行した．今回は，計算ノードを

クライアントとして，クライアント毎に 8 GiBのファイル

を生成し，POSIXによるWRITE, READの逐次 I/Oの性

能をクライアントとなる計算ノードの台数を 1から 32台

まで変えながら計測した．対象とするストレージは大容量

ストレージシステムに構成された Spectrum Scale (GPFS)

と計算ノードの NVMe SSDのローカルストレージを集約

して構成された BeeONDとした．

Spectrum Scaleに対して実行した結果を図 11(a)に示

す．x軸は計算ノードの台数を表し，y 軸はスループット
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(b) CPU (1 Socket)
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(c) CPU (2 Sockets)

図 7 STREAM の性能
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図 8 OSU Micro Benchmarksによるネットワーク性能 (バンド幅)
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図 9 OSU Micro Benchmarks によるネットワーク性能 (遅延)

[GiB/sec]を表す．クライアントとなる計算ノードの台数

が増加するにつれ，スループット性能が向上していること

が伺える．最終的には，計算ノードが 32台のとき，READ

で 17.8 GiB/sec，WRITE で 23.1 GiB/sec の性能なるこ

とを確認した．また，BeeONDに対して実行した結果を

図 11(b)に示す．クライアントとなる計算ノードの台数

が増加しても，スループット性能は一定であった．具体的

には，計算ノードが 32台のとき，READで 1.16 GiB/sec，

WRITEで 2.74 GiB/secの性能なることを確認した．

次に，ファイルシステムのメタデータ性能を計測するた

めに，mdtest [11]を実行した．1ノードあたり 2プロセス

を割り当て，プロセスあたり 25000 個のファイルないし

ディレクトリを対象にメタデータ操作を行った．使用した

mdtestのバージョンは v 1.9.3である．

図 12に結果を示す．x軸は計算ノードの台数を表し，y

軸は IOPS [KIOPS]を表す．Spectrum Scaleではノード

数が増えるにつれメタデータ性能が向上するが，BeeOND

ではノード数が増えても一定のメタデータ性能を示すこと

を確認した．

3.5 分散深層学習

分散深層学習の性能を計測するために ImageNetのデー

タセット [12]に対して ResNet-50 [13]による学習を行っ

た．今回は，ChainerMN [14]を用いて，64台の計算ノー

ド (256 GPU) で実行した．ChainerMN は v1.3.0 を使用

し，内部的にChainer v4.2.0, CuPy v4.2.3，mpi4py v3.0.0,

Python v3.6.5を使用している．パラメタ等の設定は [15]

の手法と同等であり，バッチサイズを GPUあたり 32，全

体で 8192とし，学習率を 0.1からwarm up schedulingで 5

epochで 0.1 · k·n256 (ただし，k = 256はGPUの台数，n = 32

はGPUあたりのバッチサイズ)と線形に増加させた後，30,

60, 80 epoch毎に 0.1倍とし，Momentum SGD (momen-

tum=0.9)の最適化を用い，Weight Decayを 0.0001とし

て 100 epochの学習を行った．

図 13に結果を示す．x軸は実行時間 [sec]を表し，y軸

は学習 (Training)及び検証 (Validation)データに対する精

度を表す．特別な最適化を行わず，また，検証の処理を含

めて，100 epochを実行に 4124秒かかり，学習データに対

する精度は 75.6 %，検証データに対する精度は 74.5 %程

度であった．概ね良好な性能であることが伺える．

4. おわりに

本稿では，ABCIのシステムのうち，GPUを搭載した計

算ノードに対し AI/ビッグデータ処理に関する性能評価を

行った結果を行った．今後の課題としては，より大規模な

構成での実アプリケーションを対象にした詳細な性能評価

などが挙げられる．
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図 10 nccl-tests の性能
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図 11 IOR の性能
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図 12 mdtest の性能
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図 13 分散深層学習の性能
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