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シャドーイング音声自動評価における耐雑音化と
回帰を用いた高精度化

椛島 優1,a) 齋藤 大輔1,b) 峯松 信明1,c) 山内 豊2,d) 伊藤 佳世子3,e)

概要：外国語音声教育の現場では，多人数で同時に学習活動を行なうことがしばしばある．音声処理技術
を用いた教育支援を検討する場合，そのような環境で収録された音声にはバブルノイズが含まれることが

多く，問題になることがある．本研究ではシャドーイング音声を対象とした自動評価において，耐雑音性

能向上のために次の検討を行った．1）ネイティブ英語音声にバブルノイズを重畳して音響モデルを構築

（マルチコンディション学習），2）ノイズを含んだシャドーイング音声を用いた音響モデル適応，である．

その結果，音素事後確率に基づく GOPスコアを用いた手法では前者の場合で精度が向上し，提示音声と

シャドーイング音声間の DTWを用いた手法では後者の場合で精度が向上した．また，各種特徴量の追加

と回帰モデルの導入により手動評価と同等程度の精度を達成した．

1. はじめに

シャドーイングとは，聞こえてくる音声を即座に復唱す

る行為である．リスニングとスピーキングを同時に行い，

かつ意味理解を伴うことから，第 2言語学習において高い

学習効果がある．例えば，多読・読み上げ・リスニングな

どの学習法に比べ，シャドーイングがより効果的な学習法

であると報告されている [1], [2]．様々な実験でシャドーイ

ングが学習者のリスニング力や理解度を向上させることが

報告されているが，いずれも一ヶ月程度の期間継続的に学

習を行った場合に効果が確認されている [3]．また，シャ

ドーイングはビジネス英会話スクールなどでも導入されて

おり，毎日シャドーイングを続けることがカリキュラムと

して組み込まれている [4]．

このように，より良い学習効果を得るには継続的な学習

が重要であると考えられる．しかしながら，学習者は自身

のシャドーイングが上達しているか判断することができ

ず，モチベーションを保つことが難しい．シャドーイング

音声を自動で評価し，学習のモチベーションを向上させる
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ことが求められる．

我々はこれまで，シャドーイング音声の手動評価スコアと

相関の高い素性として GOP(Goodness of Pronunciation)

を取上げ，HMM(Hidden Markov Model)を用いた推定 [5]，

DNN(Deep Neural Network) を用いた推定を検討し [6]，

TOEICスコアや手動スコアとの相関分析によりその効果

を示してきた．更には，シャドーイング音声中の単語脱落

の検出 [7]などを行い，その結果と HMM-GOPを素性と

した回帰問題として，手動スコアの自動予測を検討した．

[6]では DNN-GOP以外にも，モデル話者音声と学習者

のシャドーイング音声の比較を，両者を音素事後確率ベク

トル系列化し，それらの DTW(Dynamic Time Warping)

として捉え (DNN-DTW)，その効果を示した．しかし，

DNN-GOP, DNN-DTW スコアと手動評価スコアとは話者

単位では高い相関が出ていたものの，文単位では十分な相

関は出ていなかった．実環境への応用を考えると，文単位

での評価が必要である．

本研究では [6]の研究成果を踏まえ，その精度向上を試

みた．まず，耐雑音性能向上のため，1)バブルノイズを重

畳した音声を用いた音響モデルのマルチコンディション学

習を検討した．次に，2）実際のシャドーイング音声を用

いた音響モデル適応を検討した．更に，3)GOP・DTW以

外の素性を導入し，回帰問題として手動スコアを予測する

タスクについても検討した．その結果，文単位でも比較的

良好な精度を得ることができた．
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2. 先行研究

2.1 DNN-GOP

GOPとは観測された音響特徴量 oとクラス iの音素 pi

に対して定義される音素事後確率 P (pi|o)のことであり，
ある発声に対してどのくらい音素同士が区別して発声され

ているかを表す指標と解釈される．DNN-GOPはこれを

DNNを用いて求めたものである．入力特徴量ベクトルに

対して，それがどの音素状態であるかを学習した DNNに

より計算できる．シャドーイングの場合，学習者が聴取し

た母語話者音声（多くの場合読み上げ音声）が利用できる

ため，学習者が発声すべき音素列の情報を利用できる．こ

の音素列を使って，学習者音声の徴量ベクトル系列に対し

て強制アライメントを行う*1．これにより，学習者音声の

各フレームが対応している音素が得られる*2．一方，各フ

レームは DNNにより音素状態事後確率ベクトルへと変換

されるため，ここから各フレームに対し，当該音素の音素

事後確率を取得する*3．

2.2 DNN-DTW

DTWとは，2つの時系列に対して系列同士の累積距離

が最も小さくなる対応付けを求める技術である．ここで系

列同士の累積距離とは，系列を構成する要素間の局所距離

の総和である．DNNの出力である音素状態（クラスタリ

ングにより状態共有されたトライフォンの状態）事後確率

を用いて，音声特徴ベクトルは音素事後確率ベクトルへと

変換できる．DNN-DTWとは，2つの音素事後確率ベク

トル系列に対して行なう DTWである．モデル音声とシャ

ドーイング音声に対して DNN-DTWを適用する．適切な

シャドーイングができていれば累積距離は小さくなり，評

価の指標とすることができる．ここで，局所距離としては

バタチャリヤ距離を用いる．また，クラス数（状態数）が

数千ともなれば（事後確率化に使われる）言語への依存性

は低くなることが予想され， [6]では，DNN-DTWの言語

非依存性が実験的に示されている．

3. 雑音環境下での音声認識

一般に音声認識システムでは，静寂な環境下で収録され

た音声を用いて音響モデルの学習を行なう．学習時と似た

環境下の音声に対して高い精度で認識するが，そうでない

場合に認識精度の低下が問題になる．

本研究で対象としているシャドーイングの音声は集団で

*1 学習者音声を，母語話者音声中の音素列が発声された結果として
解釈している．

*2 各フレームが対応する音素状態（クラス）が得られるが，ここで
は音素情報を取得する．

*3 状態単位（クラス）単位での事後確率が使えるが，同一音素だが
異なる状態についての事後確率も考慮し，当該音素に対する状態
事後確率の和を計算することで，音素事後確率としている．

学習を行なう教室などで収録されることが想定される．そ

のため，収録音声に他人のシャドーイング音声などのバブ

ルノイズが含まれることが多い．実環境での応用を考える

とこのような雑音に頑健な自動評価システムが望ましい．

雑音に頑健な音響モデルの構築方法として，1）マルチコ

ンディション学習，2）モデル適応，3）特徴量強調などが

挙げられる．

3.1 マルチコンディション学習

使用時に含まれる雑音が予想できる場合は，雑音を重畳

した音声を用いて音響モデルの学習を行なうことで耐雑音

性を上げることが可能である． [8]では，クリーンな音声

に様々な雑音を数種類の SN比で重畳した音声を用いて学

習（マルチコンディション学習）を行なうことで，ノイズ

環境下音声認識タスクにおいて良好な結果が得られたこと

が報告されている．残響下音声認識のタスクにおいてもそ

の効果が確認されている [9]．

3.2 音響モデルの適応

音響モデルの学習には大量のデータが必要となり，一般

に多くの時間と計算資源を要する．そのため，使用環境に

合わせて学習をやりなおすことが難しい．そこで，少量の

音声データを用いた適応処理が行なわれる．耐雑音性を向

上させたい場合，雑音が含まれる音声あるいは適応させた

い環境の音声を用いて DNNの再学習を行う． [10]では，

話者適応のタスクにおいて従来のGMMにおける適応技術

より，DNNの再学習による適応の方が性能が良くなるこ

とが報告されている．また，L2正則化を行なうことでモ

デルの汎化性能が向上することも報告されている．再学習

を行なう場合，特定の層のみに限定して DNNのパラメー

タを更新することがしばしば行われる．

3.3 特徴量強調による雑音除去

上に述べた手法はいずれも音響モデル側で雑音の影響を

少なくするアプローチであった．一方で，入力する音声に

ついて何らかの前処理を行なうことで雑音の影響を少なく

するという方法も考えられる．代表的な手法としてスペク

トルサブトラクション [11]がある．音声区間から非音声

区間のスペクトルを差し引くことで，雑音の影響を抑える

ことができる．雑音が加算性かつ定常である場合に有効で

ある．

近年では DNNを応用した雑音除去の手法が提案されて

いる．DAE(Denoising AutoEncoder)もその一つである．

DAEは欠損のあるデータから頑健な特徴（中間層出力）を

取り出すための手法として提案された [12]. AutoEncoder

では出力が入力そのものになるように学習を行なうが，

DAEでは入力に雑音を付与したものを与え，出力にクリー

ンな特徴量が得られるように学習を行なう．音声の分野
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ではMFCC（Mel-Frequency Cepstral Coefficients)などの

周波数領域の特徴量を用いて DAEを構成する． [13]では

MFCCより lmfb(対数メルフィルタバンクの出力)を用い

た方が性能が良いことが報告されている．

4. 予備実験

先行研究では，DNN-GOPや DNN-DTWが手動評価と

高い相関を持つことが示されていた．我々は，シャドーイ

ング音声に含まれる雑音がその精度に悪影響を与えてい

るのではないかと推測した．我々が行なうシャドーイン

グ音声収録は，冒頭に約 1秒間の無音区間（無発声区間）

が含まれる．この区間におけるパワー（RMS,Root Mean

Square）を計算し GOP，DTWとの相関を計算した．ま

た，RMSが中程度のものはスコアに対する影響が小さいと

考え，RMSが大きい上位 25%と下位 25%のみを取り出し

て相関を計算した．その結果 GOPは-0.23，DTWが 0.28

とわずかに相関見られ，5%で有意であった．*4

このことから，収録された音声に含まれる雑音が自動評

価の精度に悪影響を与えていることが確認できた．本研究

ではこのような雑音の影響を抑えるための手法について検

討した．

5. 実験

本研究では，3つの実験を行った．1つ目はクリーン音

声にバブルノイズを重畳した音声を用いた音響モデルのマ

ルチコンディション学習とその効果．2つ目はシャドーイ

ング音声を用いた音響モデルの適応とその効果．3つ目は

それらのモデルを用いて計算した DNN-GOP/DNN-DTW

などを説明変数とした回帰である．

5.1 利用したコーパス

本研究で用いられた音声コーパスは 3つである．1つは

DNN学習用音声コーパス，残り 2つは日本人による英語

シャドーイング音声コーパスである．

WSJ Wall Street Journalの読み上げ音声コーパス．約

80時間・4万発話からなる．全ての音響モデルの学習に使

用された．

手動スコア付きシャドーイング音声コーパス 124名の大

学生のシャドーイング音声．一話者につき 10文の音声が

ある．実際の収録では，シャドーイングは各文に対して 4

回ずつ行われ，本実験で使用するのは，4回目のシャドー

イング音声である．自宅で収録されたものと教室で収録さ

れたものがある．この音声には，日本人英語に対する知識

を有する米国人・カナダ人英語教師 3名による，下記 3つ

の観点からの手動スコアが付与されている．

*4 雑音レベルが高くなると，（音響モデルはクリーン音声で構築され
ているため）GOP スコアは低くなる．一方，DTW 距離は（モ
デル音声はクリーン音声であるため）大きくなる．

• Phoneme(P) 各文の個々の音素が，どの程度適切に生

成できているか．

• Suprasegmental(S) 韻律・超分節的な側面が，どの程

度適切に生成できているか．

• Correctness(C) 母語話者音声の各単語を同定して，

シャドーできているか（より厳密には，そのように聞

こえるか）．

各尺度に対して 5点満点で評価され，15点満点となる．本

稿では手動スコアとして 3人の平均値を用いる．

モデル適応用シャドーイング音声

手動評価が行われていないシャドーイング音声．手動ス

コア付き音声とは別人物の発声で，別時期に収録された．

• A大学音声

自宅など静寂な環境で収録されており比較的雑音が少

ない．24文× 53名=1,272文音声

• B大学音声

一般教室などで収録されており，他人のシャドーイン

グ音声などのバブルノイズが含まれる場合が多い．

24文× 99名=2,376文音声

合計 3,648文音声を音響モデルの適応に用いた．

5.2 バブルノイズを用いたマルチコンディション学習

バブルノイズを用いたマルチコンディション学習を行っ

た．はじめに，実験を行なうにあたってWSJコーパス中

の音声データに対してノイズを重畳した. 重畳するバブル

ノイズは， [14]で公開されているデータセットで用いられ

ているネイティブ英語バブルノイズ音声を使用した．ノイ

ズを重畳する際の SN比については，ノイズレベルの強弱

を考え，A:0,5,10,15dBと B:5,10,15,20,∞dB，の 2通りを

用意した．また，A,B各々において比率は等しくなるよう

にした．

次に，雑音を重畳した音声を用いて音響モデルの構築を

行った．入力特徴量には，MFCC13次元の特徴量を用い

た．前処理として CMN（Cepstral Mean Normalization），

LDA（Linear Discriminant Analysis），MLLT（Maximum

Likelihood Linear Transform）および話者正規化の fMLLR

（feature-space Maximum Likelihood Linear Regression）を

適応した．音響モデルの構築については KaldiのWSJレ

シピ [15]に基づいて行った．

2つの音響モデル（A，B）を用いて音声認識実験を行っ

た．認識対象はWSJの評価データセット 333文と手動評

価付きシャドーイング音声からランダムに選択した 500文

である．また，WSJのデータセットについては SN比別に

WER（Word Error Rate，単語誤り率）を計算した．表 1

に結果を示す．

モデル Aは Bに比べ SN比が低い部分でWERが低く

なっていることがわかる．しかし，SN比が高い音声やク

リーンな音声やシャドーイング音声についてはモデル Bの
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表 1 単語誤り率 [%]

モデル 　 WSJ0dB WSJ5dB WSJ10dB WSJ15dB WSJ クリーン シャドー音声

　クリーン 88.5 46.5 17.5 7.69 3.33 72.4

A 16.5 7.60 5.39 4.50 4.52 73.9

B 22.4 8.84 4.96 4.09 3.93 71.2

表 2 単語誤り率（sMBR 最小化基準,20 エポック）[%]

更新するパラメータ WSJ 評価データ シャドー音声

　入力層のみ 4.06 68.1

　出力層のみ 3.86 68.9

全て 4.45 60.0

なし 3.33 72.4

方がWERが低くなった．もともとのクリーンなモデルに

比べると，モデル Bにおいてシャドーイング音声に対する

WERが低くなった．シャドーイング音声には比較的静か

な環境で収録されたものも存在しているので全体的に SN

比が小さいモデル BにおいてWERが下がったと考えられ

る．以下の実験ではモデル Bをマルチコンディション音響

モデルとして使用する．

5.3 シャドーイング音声を用いたモデル適応

シャドーイング音声を用いて音響モデルの適応を行な

う．適応処理では 5.1節に示したモデル適応用シャドーイ

ング音声を用いた．

5.3.1 sMBR最小化基準の再学習

音声認識では時系列を扱うため，ある系列に対して予

測精度が高くなるように学習を行なうことがある．sMBR

（state-level Minimum Bayes Risk）,状態系列を対象にし

たベイズリスク最小化基準では，ある正解単語Wu に対し

て予測された単語W の HMM状態系列の正解精度を目的

関数に含む．そのため，系列全体としての認識誤りを最小

化することができる．[16]では sMBRなどの系列識別学

習が，単純に各時刻における予測誤差を最小化するように

学習した場合より精度がよくなることが報告されている．

Kaldiにおける DNNのレシピでも最終的に sMBR最小化

基準での学習が行われている．本研究でもそれにならい，

sMBR最小化基準でモデル適応を行った．

はじめに，予備実験としてパラメータを更新する層を限

定した場合のモデル適応について調査を行った．クリーン

な音響モデルをもとに，1）入力層のみ．2）最終層のみ．3）

すべての層のパラメータを更新する場合にわけて再学習，

認識実験を行った．また，隠れ層の数は 6層，2048ノード

とした．表 2に各場合における音声認識結果を示す（20エ

ポック）．

結果として，WSJの評価データに対するWERは大き

な差がでなかったがシャドーイング音声に対しては，全て

の層のパラメータを更新する場合が最もWERが低くなっ

た．以下，sMBR基準の実験では全ての層のパラメータを

図 1 5 エポックごとの各データセットに対するWER

更新するものとする．

予備実験の結果を踏まえ，モデルの再学習は次のような

手順で行った．また，学習率は 10−5 で固定とした．

( 1 ) クリーン音響モデルを用いて適応用データのアライメ

ントを取る

( 2 ) sMBR基準で DNNの再学習を 5エポック行なう

( 3 ) 2でできたモデルを用いて再度適応用データのアライ

メントを取る

( 4 ) 2,3をWERが下がらなくなるまで繰り返す

図 1に 5エポックごとの音声認識結果を示す．

シャドーイング音声に対してのWERは 40エポックで

54.9%と最小になりそれ以上は下がらなかった．また，その

時のWSJの評価セットに対するWERは 6.10%であった．

同様の実験をマルチコンディション音響モデルを初期モ

デルとした場合についても行った．ほぼ図 1と同じような

WERの変化が見られた．結果として，シャドーイング音

声に対してのWERは 30エポックで 55.4%と最小となっ

た．また，その時のWSJの評価セットに対するWERは

6.73%であった．いずれも，クリーンなモデルを初期モデ

ルとした場合に比べてわずかに高かった．

5.3.2 クロスエントロピー最小化基準の再学習

ここでは一般に DNNの学習において用いられる目的関

数であるクロスエントロピー最小化に基づく音響モデルの

適応を行なう．sMBR同様，更新するパラメータを限定し

て再学習を行った．また，学習については適応データの 1

割をランダムに取り出し検証データとして交差検定を行

い，フレーム認識率向上が 0.1%未満で学習を終了した（約

10エポック）．学習率ははじめ 0.008とし，学習が進むに

つれて徐々に減少させた．初期アライメントの生成にはク

リーン+sMBRの 40エポック後のモデルを用いた．

まず，クリーンな音響モデルを初期モデルとして再学習
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表 3 単語誤り率（初期モデル＝クリーン）[%]

更新するパラメータ WSJ 評価データ シャドー音声

　入力層のみ 27.4 91.1

　出力層のみ 7.35 50.4

全て 10.5 50.7

表 4 単語誤り率（初期モデル＝マルチコンディション）[%]

更新するパラメータ WSJ 評価データ シャドー音声

　入力層のみ 32.0 91.5

　出力層のみ 8.54 49.6

全て 11.1 50.6

表 5 構築したモデル（Xent=クロスエントロピー基準）
モデル名 初期モデル 適応

C（ベース） クリーン なし

M マルチコンディション なし

CS クリーン sMBR, 全層

MS マルチコンディション sMBR, 全層

CX クリーン Xent, 最終層

MX マルチコンディション Xent, 最終層

を行った．表 3に各場合における音声認識の結果を示す．

出力層のみパラメータを更新した場合が最もWERが低

くなる結果となった．また，入力層のみを更新した場合著

しく精度が悪くなった．一部のパラメータを固定したこと

により誤差の伝播が上手く行われなかったことが考えら

れる．

同様に，マルチコンディション音響モデルを初期モデル

とした場合についても実験を行った．表 4に各場合におけ

る音声認識の結果を示す．

こちらも出力層のパラメータのみを更新した場合に一

番精度が良くなる結果となった．また，シャドーイング音

声に対するWERは全ての実験の中で最も低くなったが，

WSJの評価データに対するWERが sMBRの 6.10%より

高くなっているため，必ずしも良いとは言えない． [10]に

ならい L2正則化による適応も検討したが，初期モデルの

重みが十分小さいせいか，精度はあまり変わらなかったた

め割愛する．

5.4 相関分析による精度評価

ここまでで，合計 6つの音響モデルが構築された．表 5

にまとめたものを示す．これらのモデルを用いて DNN-

GOP*5・DNN-DTWの計算を行い，手動スコアとの相関

係数を計算する．表 6に手動スコアの合計点との相関を

示す．

GOPについては，モデルMの場合において相関が最も

高くなっていた．シャドーイング音声を使用してモデル適

応を行なう場合，雑音などの環境だけでなく，学習者音声

すなわち日本人英語にも適応してしまう．その結果，不適
*5 音素単位で GOPスコアを計算し，発声中のスコア合計を音素数
で正規化する [17]．

表 6 6 種のモデルで計算した GOP・DTW と手動スコアの相関
C（ベース） M CS MS CX MX

GOP 0.73 0.75 0.72 0.74 0.65 0.65

DTW -0.71 -0.69 -0.75 -0.71 -0.68 -0.63

表 7 回帰における実験設定
説明変数 目的変数 回帰モデル

各種 GOP(5 種),

DTW 距離,

WRR, 無音率

手動スコア

(P, S, C,

P+S+C)

Lasso,

SVR,

RandomForest

切な発音であっても高い GOPスコアとなる．本研究での

評価者は英語母語話者であるため，適応モデルでは相関が

低くなり，適応なしのバブルノイズ耐性のあるモデルMが

高くなったと考えられる．

DTWについては，モデル CSの場合に最も高くなって

いた．DTWでは，HMM状態に対応するラベル（Senone）

に対する事後確率ベクトル系列を用いている．そのため，

HMM状態誤りを最小化する sMBRにおいて精度が良く

なったと考えられる．また，モデルMはモデル Cより相

関が低くなっている．DNN-DTWでは，学習者音声とモデ

ル音声に対して音素事後確率の計算を行なう．そのため，

学習者音声（雑音を含む音声）に頑健なモデル用いても，

お手本音声（クリーン音声）とはミスマッチが生じてしま

い精度が悪くなったと考えている．

5.5 各種特徴量と回帰を用いたスコア予測

最後に，回帰モデルを用いたスコア予測を行なう．音響

モデルには，DNN-GOP,DNN-DTWにおいてそれぞれ相

関が高くなっていたモデルMとモデル CSを使う．また，

ベースラインとしてクリーンなモデル Cを用いる．説明変

数・目的変数・回帰モデルはそれぞれ表. 7の通りである．

説明変数の各種 GOP5種とは，通常の GOPに加え，母音

音素のみについてGOPを計算した母音GOP，子音のみに

ついて計算した子音 GOP．強勢の位置別に計算した，第

1強勢GOP，強勢なしGOPの 5種類である．強勢位置に

ついては CMU Pronunciation Dictionary [18]を参考にし

た．また，第 2強勢音素は文によって出現しないことがあ

るため除外した．WRR（Word Recognition Rate）は音声

認識の単語正解率 *6で，無音率は収録音声中の無音時間を

収録時間で割った比率である．

学習者音声 1206文（一部収録が正常にできていないも

のは除いた）を 10分割し交差検定により回帰モデルの構

築・評価を行った．表 8にモデルの予測スコアと手動スコ

アとの相関を示す．また，回帰モデルはおおよそ精度が最

も高かった SVRの例を示す．

結果として，提案法のモデルはベースラインより高いか

同程度の精度であった．また，モデルMix selは手動スコ

*6 Word Accuracy，1−WER で計算される．
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表 8 SVR の予測スコアと手動スコアの相関（文単位）
音響モデル P S C P+S+C

C（ベース） 0.70 0.73 0.68 0.78

M 0.73 0.73 0.68 0.79

CS 0.67 0.75 0.69 0.78

Mix sel 0.73 0.76 0.71 0.81

Mix all 0.75 0.77 0.72 0.81

評価者間相関 0.58 0.54 0.74 0.75

アと特徴間の相関を調べ CSと Mにおいて相関が高くな

る方を選択して回帰モデルを構築した場合の結果である．

（GOPに関する特徴量はモデルMそれ以外はモデルCSか

ら得られる特徴量を用いた）Mix allは特徴量選択を人手

で行わずに，全ての特徴量を入力した場合の結果である．

結果として，Mix allが全てのスコアに対する相関で最

も高くなっている．Mix selでも精度は向上したが，明示

的に特徴選択を行わなくてもモデルが自動的に良い方を選

択していると考えられる．複数の音響モデルを用いること

でさらに精度を向上させられることが実験的に示された．

4 章の予備実験同様に RMS と新しく計算した GOP・

DTW との相関を計算してみたが，ほぼ変化が見られな

かった．回帰における精度は向上したが雑音の影響は以前

として残っていると考えられる．

6. まとめ

本研究では先行研究を踏まえ，耐雑音性能向上について

検討を行った．結果としてマルチコンディション音響モデ

ルを用いた場合に DNN-GOPの精度が向上し，クリーン

なモデルを sMBR基準で適応した場合にDNN-DTWの精

度が向上した．適応処理を行なうと，環境だけでなく日本

人の英語にも適応がかかってしまう． [19]では，適応時に

もとのモデルと適応後のモデルの KL-divergenceを用いた

正則化が提案されている．今後，検討していきたい．また，

今回行わなかった特徴量強調による雑音除去の手法につい

ても検討していきたい．
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