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概要：2018年 4月 15日から 20日にかけて，カナダ・アルバータ州カルガリーにて IEEE主催の国際会議
ICASSP2018が開催された．ICASSPは音声言語情報処理の分野におけるトップカンファレンスと位置づ
けられており，本分野の動向に大きく影響を与えている．本稿では，本会議における最新の研究動向や注
目すべき発表について報告する．

1. はじめに

2018年 4月 15日から 20日にかけて，カナダ・アルバー
タ州カルガリーにて IEEE 主催の国際会議 ICASSP2018

（The 43rd IEEE International Conference on Acoustics,

Speech and Signal Processing) が開催された．ICASSPは
Interspeechと並んで音声言語情報処理分野におけるトッ
プカンファレンスと位置づけられており，前者のほうが信
号処理寄りで技術色の濃い会議となっている．本年の論文
の投稿数は 2,830件あり，うち 1,406件が採択された（採
択率 49.7%）．本稿では音声言語情報処理に関する分野に
注目して，ICASSP2018における最新の技術動向および注
目すべき発表について紹介する*1． （秋田）

2. 音声強調

音声強調のセッションでも多くが深層学習，及び Neural

network（NN）に基づくアプローチを取り入れており，従
来の物理モデルに基づくアプローチを圧倒していた．一方，
一時期隆盛したスパース性に基づくアプローチはあまり
見られなかった．また，特筆すべきは画像処理の分野から
取り込まれた敵対的生成ネットワーク（GAN: Generative

Adversarial Network）を用いた音声強調である．スペシャ
ルセッション「GANs for speech enhancement」において
多くの聴講者を集めており，その関心の高さが伺い知れた．
従来の物理モデルに基づくアプローチ（音源位置と音響情
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報の同時利用）としては，音源位置推定（MCC-PHAT）／
音源分離（BF）／話者同定（pitch）の複数特徴量を取り出
し，Generalized labeled multi-Bernoulliでトラッキングと
フィルタリングを統合的に行う手法 [1]が報告された．こ
の手法は，トラッキング結果の明示的な可視化ができるた
め，原因分析がやりやすい．一方で，従来法と NNに基づ
く方法のハイブリッド手法も提案されている．例えばいく
つかの固定のビームを設計しておき，それを選択するネッ
トワークを Permutation invariant training（PIT）で学習
する手法 [2]では，ロバスト性と計算の簡易性が利点とし
て挙げられる．
音声強調における NN の学習法に関しても提案があっ
た．例えば，音声合成で注目を集めているWaveNetを音
声強調に応用した手法が提案された．この方法では，過去
の情報だけでなく未来の情報も用いて Causal convolution

を行うことにより，高品質な強調音声を得ることに成功し
た [3]．また，モデル学習を改善する Progressive learning

（FFの途中に中間ターゲットを置きながら，少しずつ目標
に近づける）に基づき，SNRを基準とした中間ターゲッ
トを導入することで性能改善が得られることが報告され
た [4]．この方法では，中間ターゲットでコンテキスト拡張
ができないことが問題であったが，LSTMを用いることで
解決を試みた． （藤本，太刀岡）

3. 音声認識

3.1 フレームワーク
近年，音響モデル，言語モデル，発音辞書などの構
成要素を一つのニューラルネットワークで表現した
End-to-End(E2E)型の音声認識の研究が活発化しており
ICASSP2018でも多くの発表が行われた．

E2E型音声認識の枠組みは，認識対象がサブワード (音
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素や文字)単位か，単語単位かで大別できる．直接単語単
位で認識を行う Acoustics-to-word (A2W)モデルは，辞書
や複雑なデコーダが不要な反面，大量の学習データが必要
であり，単語出現数の偏りや未知語の問題がある．文献 [5]

は，Connectionist Temporal Classification (CTC)[6]ベー
スの A2Wモデル [7]に対して様々な手法を用いることで，
2,000時間程度の学習データにおいて，従来のハイブリッ
ドモデルやサブワード単位 E2Eモデルと同等の性能を実現
しており，今後の E2Eモデル構築時のレシピとして，また
ベンチマークとして大いに参考となる文献である．本文献
では，モデルの初期値としてサブワード単位 CTCを用い
ること，学習データを短い発話順に並べること，Dropout

による正則化が重要としており，また単語数=ノード数の
巨大な出力層の直前に，ノード数の少ない層を挟むことで，
収束速度と性能を向上させている．さらに未知語の問題に
対して，単語と文字列 (スペル)を併記した文章を出力ラ
ベルとすることで，単語と文字列両方を出力するモデルを
学習させる手法を提案しており，従来の A2Wと同等の認
識性能を保ったまま，未知語を文字単位で認識可能にして
いる．文献 [8]や [9]でもサブワード単位 E2Eモデルと併
用することで同様の問題を解決する手法を提案しており，
A2Wモデルの重要テーマの一つになっていると言える．
サブワード単位 E2Eモデルでは上記に挙げた A2Wモ
デルの問題に対しては比較的頑健であるが，辞書や言語モ
デル，複雑なデコーダを用いない限り，スペルミスにより
WERが悪化するという問題がある．文献 [10]では，サブ
ワード単位 CTCに対して，フレーム間，ラベル間の依存
関係のモデリングを強化することで，上記の問題を抑制し
性能を改善する手法を提案している．基本的なアイディア
は，現在フレームの前後数フレームの隠れ層出力を畳み込
んだ上で識別層に渡すことであるが，単なる時間方向畳み
込みではフレーム毎の重みが時不変なのに対し，提案法で
は Attention機構 [11]を用いることで，事変の重みを得て
いる．Attention機構の改良として，識別層前後の値を入
力とした LSTM を導入し，その出力を Attention機構の
入力とすることで，擬似的な言語モデルの働きを持たせる
手法や，Attention機構の出力をベクトルへ拡張すること
でノード毎に異なる重みを持たせる手法を提案しており，
従来の CTCに対して相対的に 20%の性能向上を示してい
る．本文献はサブワード単位 E2Eモデル，特に CTCにお
いて，改良の方向性を示す文献として参考になる．（高島）

文献 [12]は様々なテクニックを包括的に検討し，Listen

Attend and Spell (LAS) [13] 型の手法で従来型 (識別学
習された DNN-HMM型音声認識)を上回る精度を達成し
たことで注目を集めた．本文献では構造上の工夫として
Word Piece Modelに基づくサブワード単位とマルチヘッ
ド Attention機構の導入で 11%の誤り削減を行った．さら

に学習面での工夫として単語誤り最小化学習，正解ラベル
の代わりに推定値を学習時に利用する Scheduled Sampling

法，正解ラベルのスムージング，及び同期型の並列学習の
導入によって 27.5%の誤り削減を行った．
なお，文献 [12]で導入された重要な技術である単語誤り
最小化学習については，本 ICASSPで（少なくとも本章著
者が把握している限り）同時に 4研究機関から類似の提案が
なされていた [14], [15], [16], [17]．特に文献 [15], [16], [17]

は強化学習の枠組みで単語誤り最小化学習を捉え，様々な
評価関数を比較している点で興味深い取組みである．また
ユーザの教示を報酬と見立て，やはり強化学習によって音
声認識率を改善する試み [18]も提案されていた．強化学
習と音声認識の組み合わせは今後の研究動向として注目さ
れる．

E2E型音声認識のもうひとつの重要な研究の方向性は，
ひとつのモデルで複数のタスクを同時に行おうというもの
である．文献 [19]では複数の言語の音声をひとつのネット
ワークに学習させることで発話途中で言語が切り替わる，
いわゆる Code-Switchingを扱うことのできる音声認識が
提案されていた．学習時に多言語文字セットに加え言語ラ
ベルも出力させるようにすることで実行時には言語識別
と音声認識が同時に行われるようになる [20]．さらに，先
に Code-Switchingのないデータでの学習を行い，その後
Code-Switchingのあるデータで学習を継続することで高
精度に Code-Switchingを扱う音声認識が可能であること
を示した．Code-Switching問題に対する一貫した定式化
を与えており，非常に価値の高い論文と言える． （神田）

3.2 教師なし学習
教師なし学習の枠組みとしては，生成モデルの隠れ変数
を利用する方法の他，オートエンコーダ (AE)を用いる方
法や特定の構成のニューラルネットを対象に triplet loss学
習や敵対的学習を行う方法がある．生成モデルとしては一
般に，GMMや HMM，AEのコードに事前分布を導入す
る変分オートエンコーダ (VAE)などがある．文献 [21]で
は，ベイジアンHMMおよびベイジアンHMMを変分オー
トエンコーダ (VAE)と組み合わせたモデルを音素の教師
なし学習に応用している．F値と正規化相互情報量 (NMI)

により評価を行い，一定程度の学習が可能であることを
示している．VAEと HMMの組み合わせは文献 [22]と類
似しているが，両者を交互にではなく同時に学習してい
る点に違いがある．文献 [23]では，階層化した VAEであ
る Factorized Hierarchical Variational Autoencoder (FH-

VAE) をドメイン非依存の特徴量の教師なし学習に応用し
ている．文献 [24]では triplet loss学習を音響イベント分
類のための特徴量学習に用いている．triplet loss学習は特
徴量抽出の教師なし学習という点でデノイジング AEと類
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似するが，decoderネットワークを用いない点に特徴があ
る．文献 [25]では認識条件の識別器のロスと敵対させる
形で Teacher-Student学習を行う方法を提案している．こ
の他，Generative Adversarial Network(GAN)についての
チュートリアル講演 *2において，サイクル GANをアライ
メントの無い音声とテキストからの認識器学習等に用いる
アイデアが紹介された． （篠崎）

3.3 耐雑音
耐雑音音声認識に関しては，スマートスピーカを中心と
する音声ホームデバイスの普及に伴い，「遠隔発声」，「複数
マイク」，「複数話者」を主なキーワードとして議論が進め
られていた．この分野の研究においては従来，MVDR-BF

等の物理モデルに基づく歪み無し音源分離をフロントエン
ド処理として用いることが主流であったが，現在では少数
派となり Neural-mask beamformer等に取って代わられた
という印象が強い．特に音声強調 NN（音源分離）と音声
認識 NN（音響モデル）を統合的に学習，最適化する Joint

trainingに関する発表が盛んであり，例えば文献 [26]では，
音源分離，音響モデルそれぞれに複数の最適化基準を導入
し，最適な組み合わせを見出すことにより性能改善を得た．
文献 [27]では，話者情報を積極的に用いて性能改善を得て
いる．また単なる遠隔音声認識の性能改善に関する発表だ
けでなく，デバイスを起動するためのアクティベーション
コマンドの識別，認識性能改善，それに伴う音声区間検出
（音響イベント検出を含む）等についても数多くの発表が
あった．アクティベーションコマンドの認識は基本的にオ
フライン（デバイス本体）で行われる処理であるため，処
理量の軽減が極めて重要であり，Teacher-student training

等を用いて，いかにコンパクトかつ高精度な NNを構築す
るかということが盛んに議論されていた [28]．

（藤本，太刀岡）

4. 話者認識

話者認識については，オーラル 1セッション (SP-L5: Neu-

ral Methods in Speaker Recognition and Verification)，ポ
スター 3セッション (SP-P4: Speaker, Dialect, and Lan-

guage ID and Multilinguality, SP-P5: Speaker Diariza-

tion & Identification, SP-P7: Deep Learning for Speaker

Recognition & Verification)において，計 27件の発表が行
われた．
話者認識では，発話から話者情報を表現するベクトル (話
者表現)を抽出したのち，2つの話者表現の同一性を評価
することで話者の照合や識別を行う枠組みが一般的であ
る．話者表現には i-vectorを，同一性評価にはProbabilistic

linear discriminative training (PLDA)を用いる手法がこ

*2 http://sigport.org/2863

れまでの主流であったが，今回の ICASSPでは i-vectorに
代わり，DNNに基づく話者表現が発表の過半数を占めた．

DNNに基づく話者表現の代表例として，d-vectorと呼
ばれる，多数の話者を含む学習データから話者分類を行
うネットワークを学習し，そのボトルネック特徴を話者
表現とする手法が挙げられる．Ericらは，LSTMによる
d-vector抽出モデルの学習にカリキュラム学習を導入する
手法を提案した [29]．具体的には，テキスト一致発話，テ
キスト部分一致発話，テキスト不一致発話，全発話の順に
d-vector抽出モデルを学習することで，一度に全データを
学習する場合に比べて話者照合誤りが 30%以上低減するこ
とが示されている．
また DNNに基づく話者表現では，同じ話者の発話 2つ
と別話者の発話 1つの組を与え，同じ話者の話者表現に対
しては距離が小さく，別話者の話者表現に対しては距離が
大きくなるようネットワークを学習する triplet lossに基づ
く手法も存在する．Liらは，この triplet lossに基づく手法
をミニバッチ学習可能な Generalized End-to-Endモデル
に拡張した [30]．テキスト依存/非依存話者照合の両タス
クにおいて，提案モデルは従来の triplet lossに基づく手法
に比べて学習時間を 60%削減しつつ話者照合誤りを 10%以
上削減している．また論文中では，対象ドメインに類似し
たドメインの大量データを補助的に利用して話者表現抽出
の学習を行う手法も提案され，話者照合誤りを 30%以上削
減することが報告されている．
さらに，新たな試みとして，発話長が長くなるほど話
者表現が正確になるように話者表現抽出を行う Collective

Network (CLNet)が提案された [31]．CLNetはRNNによ
る d-vector 抽出モデルと似た構造を取るが，話者表現を
逐次更新する，すなわち直前の話者表現と現時刻の特徴量
から求めた差分に基づいて現在の話者表現を決定する点
が異なる．CLNetは従来の CNN/RNNによる d-vectorや
i-vectorに比べて話者照合精度が高く，さらに発話長の増
加に伴う精度低下が発生しないことが実験的に示されてい
る． （安藤）

5. 感情認識

感情認識については，オーラル 2 セッション (SP-L7:

Emotion recognition and Biometrics, SS-L8: Deep Learn-

ing for Computational Paralinguistics)，ポスター 2セッ
ション (SP-P1: Emotion, Sentiment and Speech Analysis,

SP-P2: Prosody and Emotion)を中心に計 31件の発表が
あった．
感情認識における重要課題の一つとして，ラベルあり学
習データがきわめて少量である点が挙げられる．今回の
ICASSPでは，この課題を解決するための試みが数多く発
表された．
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少量のラベルあり学習データからの学習では正則化がよ
く用いられることから，感情認識においても正則化に着目
した手法がいくつか提案された．例えば Saurabhらは，入
力特徴量に微小雑音を加えた場合でも正解ラベルや識別結
果が変わらないように学習を行う Adversarial Trainingや
Virtual Adversarial Trainingを感情認識モデル学習に適用
し，同一コーパス評価およびクロスコーパス評価の両方
で感情分類精度が改善することを示した [32]．Cheらは，
畳み込み層が分岐する Residual Networkを用いて，各分
岐をランダムな重み付け和で組み合わせたものを学習す
る Shake-Shake regularizationを感情認識に応用した [33]．
さらに，感情情報は周波数帯域ごとに偏りをもって表れる
という仮説に基づき，低域/高域ごとに Shake-Shake regu-

larizationを適用することで感情分類精度が向上すること
を示した．これらの正則化に基づく手法は一定の効果が得
られたが，誤り削減率は 10%以下と限定的であった．
別のアプローチとして，表現学習の枠組みを応用し，感
情認識に有効な特徴量を教師なしで獲得する枠組みも提
案されている．Sefikらは，入力発話を低次元の潜在変数
空間に射影するエンコーダを教師なしで学習させ，その後
エンコーダ出力から感情カテゴリを推定するモデルを少
量の教師ありラベルで学習する手法を提案した [34]．潜在
変数空間への射影モデルには Variational Autoencoderや
Adversarial Variational Bayesなどの幾つかの手法が試さ
れ，いずれも一般的な CNNに基づく手法に比べて高い感
情分類精度を示したことが報告されている．Lixingらは，
Autoencoderに基づく教師なし特徴量獲得において，発話
から話者性と感情という直行する二つの潜在変数を同時
に求めることを試みる Orthogonal Autoencoderを提案し
た [35]．提案手法は幾つかの Autoencoderによる教師なし
特徴量獲得に比べて高い感情分類精度を示し，また話者
性 (男性/女性)と感情 (緊張/平常/リラックス)が潜在変
数空間において分離されたことが確認されている．
半教師あり学習によりラベル無しデータを学習に利用す
る手法も提案された．Rahulらは，文書からの感情分類に
おいて，近傍に存在するデータは同じラベルが表れるよ
うにラベル付きデータとラベル無しデータを組み合わせ
て学習するmanifold regularizationを導入し，ラベル付き
学習データが 1/1000の場合でも感情分類精度が 66%から
62%までしか低下しないことを示した [36]． （安藤）

6. 音声合成・音響信号処理・声質変換

音声合成・声質変換を中心としたセッションはオー
ラルセッションが 1 つ (SP-L2: Neural Network based

Speech Synthesis)，ポスターセッションが 2 つ (SP-P6:

Voice Transformation, SP-P14: Speech Synthesis, Gener-

ation and Coding)で 26件の講演があった．特にWaveNet

関連の発表は全体の約 1/3を占め，さらに音声符号化や音
声強調の他分野にも応用されていた．日本からは，SP-L2

が NII の 2 件とパクーシャテクノロジー 1 件の計 3 件，
SP-P6 が東大，NII，名工大，神戸大の計 4 件，SP-P14

が NICTの 2件と，日本勢は約 1/3と大貢献したと言え
る．また，音声認識も含めた今回のトレンドはやはり end-

to-end(E2E)と GANと言えるが，テキスト音声合成では
Tacotron 2(含WaveNet)の E2Eがあり，声質変換では昨
年度の Interspeechでの発表からの GANの発表が多数見
受けられ，音声認識と同様の傾向が見受けられた．以下で
は，主に海外からの発表について報告する．

6.1 sequence-to-sequence(seq2seq)音声合成
伝統的な統計的パラメトリック音声合成は，発音やアク
セントなどのコンテキストから音声パラメータを予測する
枠組みであったが，近年はテキストの文字列から音声波形
を直接合成する end-to-end音声合成の枠組みが注目を集
めている．
文献 [37]では，attentionに基づく seq2seq音声合成にお
いて後述するWaveNetをボコーダとして用いるTacotron 2

を提案し，自然音声とほぼ同等の自然性を持つ音声の合成
を実現している．また，Tacotronとの差分としてネット
ワーク構造の変更や attentionのアラインメント精度向上
のための location-sensitive attentionの導入を行っている．

seq2seq音声合成において音響特徴量列と音素列は基本
的に同じ順番で並んでいることから，attentionのアライン
メントは時間軸に対し単調に変化することが望ましい．文
献 [38]では seq2seq音声合成におけるアラインメント精度
向上に向けて，前の時刻の attentionと類似した attention

になるように強い制約を持たせた forward-attentionが提
案された．提案手法によって，合成音声における音素の欠
落や繰り返しが減少することが示された．
文献 [39]では，encoderおよび decoderの RNNを CNN

に置き換えることにより，高速な学習が可能な attention-

seq2seq音声合成が提案された．提案法では 15時間程度の
学習で，約 12日学習した Tacotronより自然性の高い音声
が合成可能であることを示している．また，この手法では
単調変化する attentionの実現を目的として，attentionが
対角線上から離れるとコストが大きくなるようなロスを導
入している． （郡山）

6.2 WaveNetの性能分析
文献 [40]では，WaveNetを始めとして近年発表された
様々な波形生成・音響モデルの比較評価を行った．実験結
果から，波形生成モデルにはWaveNetボコーダが有効であ
り，サンプリング周波数 16kHzの波形を生成するWaveNet

が 48kHzの他手法より高性能であることが示された．ま
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た，音響モデルの比較実験では自己回帰構造を持つモデル
の有効性が示された．
文献 [41] では，コンテキストから波形を直接生成する

WaveNet TTSの枠組みにおいて学習データ量や学習デー
タに含まれるエラーの影響を調査した．実験の結果，学習
データ量を 10000文 (14時間)から 2000文 (3時間)程度
まで減らしても合成音声の品質が大きく劣化しないことを
示した． （郡山）

6.3 リアルタイム波形直接生成型ボコーダ
WaveNetは上記にある通り，英語音声合成において自然
音声と同等の品質を実現できるが，1サンプルずつを巨大
なネットワークで逐次計算するために，生成に時間を要す
る問題がある．これに対して，WaveNetの dileted causal

convolutionによるダウンサンプリングがWavelet変換に
相当することに着目し，高速フーリエ変換 (FFT)に相当す
るダウンサンプリングを導入した FFTNetが提案された．
WaveNetに比べればモデルサイズは約 1/20であり，リア
ルタイム生成が可能である．しかし，音質的にはまだ課題
が残る [42]． （岡本）

6.4 WaveNetの音声符号化や音声強調への応用
従来の低ビットレート (2.4 kbps)の符号化情報 (サンプリ
ング周波数 8 kHz)を条件としてサンプリング周波数 16 kHz

の音声をWaveNet学習させることにより，WaveNetを帯
域拡張型音声復号器とする発表があり，非常に注目を集め
ていた [43]．従来の 2.4 kbpsの方式と比べて，格段に品質
の向上があった．また，音声強調への応用については 2節
で紹介された [3]があった． （岡本）

7. Human Language Technology

7.1 音声言語理解
音声言語理解の技術トレンドは，例年と変わらずニュー
ラルネットワークを用いた技術が支配的であったが，音声
認識誤りを考慮した手法が数多く見られた．音声言語理解
の技術検討は，音声認識誤りを含まない正解の書き起こし
を用いることが一般的であるが，音声認識誤りを含むテキ
ストに対しては大きく性能劣化してしまうことが知られて
いる．以下では，音声認識誤りへの対処に着目した 4つの
文献を紹介する．
文献 [44]では，スロットフィリングや発話意図推定のた
めのニューラルネットワークに，音声認識誤りを訂正する
ためのニューラルネットワークを連結し，一体で学習する
アプローチを提案している．音声言語理解に対する改善効
果に加え，4ポイント程度の単語誤り率の改善も報告して
おり，音声認識の観点においても注目されるアプローチで
ある．文献 [45] では，音声認識結果のコンフュージョン

ネットワークから発話意図推定を直接行うためのニューラ
ルネットワークを提案しており，n-bestリスト等を使う場
合と比較して高い性能が得られることを報告している．コ
ンフュージョンネットワークを扱うニューラルネットワー
クは，発話意図推定以外の様々な音声言語理解に適用可能
であり，興味深いアプローチと言える．文献 [46]では音声
認識誤りに頑健なスロットフィリングのために，スロット
フィリング用のニューラルネットワークと共に，音声認識
結果自体を再構成するニューラルネットワークを一体でモ
デル化するアプローチを提案しており，これにより，音声
認識結果が入力の場合でも頑健に動作することを報告して
いる．このアプローチの利点は，ラベル付きの音声認識結
果を準備する必要がない点であり，単語単位のラベリング
が必要なスロットフィリングにとっては，特に有望な方法
といえる．文献 [47]では，音声認識結果に左右されない処
理を行うために，音響特徴量系列から直接意図ラベルを推
定するモデル化を提案している．音響特徴量系列から単語
系列を推定するニューラルネットワークと，単語系列から
意図ラベルを推定するニューラルネットワークをそれぞれ
プリトレーニングしておくことで効率的なモデル化が可能
であり，音声認識用の学習データも間接的に利用できる点
は非常に実用的である．
これらの技術動向から，今後は音声翻訳や音声要約など
の他の音声言語処理技術についても，音声認識誤りを考慮
したニューラルネットワークベースのアプローチの検討が
進むと考えられる．

7.2 言語モデル
言語モデルにおいても，引き続きニューラルネットワー
クを用いた技術が中心であった．
文献 [48]では，分野ごとの “Expert”モデルと，それら
に対する補間重みを推定する “Mixer”モデルの組み合わせ
を提案している．Experts と Mixer は両方ともに LSTM

を利用してモデル化をされ，予測する単語ごとに補間重み
が動的に変更されることが特徴であり，YouTube ビデオ
の書き起こしタスクにおいて，認識率の改善が報告され
ている．文献 [49] では，音響モデルでよく用いられてい
る Teacher-student modeling を，言語モデルに適用して
いる．LSTM に比べて Feed-forward 型ニューラルネット
ワークは音声認識時の利用が高速化しやすいことを考慮し，
LSTM から Feed-forward 型ニューラルネットワークへの
Teacher-student modeling が提案されている．電話会話書
き起こしタスクにおいて，LSTM と同等の性能を得るため
には，10-gram までを利用した Feed-forward 型ニューラ
ルネットワークが必要であることが示されている．
通常の言語モデリングでは，一文の生起確率 P (W)を直
接求めることは困難であるため，これを単語履歴で条件付
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けられた一単語ごとの単語の生起確率の積として求めてい
た．これに対して，文を単位とする方法も提案されている．
文献 [50]では一文の構造を的確に捉えるために，P (W)を
直接求める LSTMベースの一文 (whole sentence) 言語モ
デルを提案している．一文言語モデルは，正解文と，従来
の n-gram言語モデルを用いて正解文から生成された誤り
を含む文を用いて，Noise Contrastive Estimation (NCE)

の枠組みで学習される．Switchboard音声認識タスクにお
ける n(=100)-bestリスコアリングで，着実な単語誤り率
削減を実現している．文献 [51]では，n-best 仮説対に対し
て，文全体の情報から，どちらの仮説が良いかを判断する
モデルを提案している．従来研究されてきた識別的リラン
キングと同様に，言語的情報以外に音響的情報なども柔軟
に組み込めることが特徴であり，日本語話し言葉コーパス
を対象とした実験で，大きな改善が報告されている．

（倉田，増村，小川）
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