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1 はじめに
スマートフォンの普及によりコミュニケーションの手段としてビデオ

通話が頻繁に使われるようになった．一般的に，映像データはデータ量
が大きいため，ビデオ通話の使用率の上昇は通信帯域のひっ迫を招く．本
稿では，ビデオ通話の映像トラヒックを削減する方式として，深層学習
によるモザイク復元技術を用いた手法を提案する．提案システムは送信
データサイズを 90%以上削減しつつ，SSIM による評価で 10,000 回の
学習で約 85%の復元率を達成した．

2 システムモデル
図 1に本研究で対象とする映像伝送のモデルを示す．送信側のカメラ

から受信側のディスプレイに対してネットワークを介して映像を伝送す
るモデルを考える．この時，送信側では符号化，受信側では復号化を行
うことでネットワーク上に伝送されるデータ量を減らすことができる．
現在の映像伝送では，H.264/AVCや H.265/HEVCなどの符号化技

術を用いて圧縮を行っている．本稿では，これら従来の画像圧縮方式と
共存してさらにデータ量を削減する方法を模索する．

3 提案手法
提案システムの基本的なアイディアは，送信側が映像を低解像度化し

て映像を伝送することで通信量を減らし，受信側が深層学習を用いて低
解像度の映像から元の高解像度の映像を復元することである．ビデオ通
話に特有の「同じ人の顔画像が連続して送信される」という特性を利用
する．具体的には，同じ人の顔画像のみを学習したモデルを用いること
で，モザイク復元における様々な復元パターンを減らして精度向上や学
習の効率化を測る．モザイク画像自体は既存の画像圧縮を用いて伝送で
きるため，本提案手法は既存の画像圧縮と共存できる．
モザイク復元には DCGAN (Deep Convolutional Generative Ad-

versarial Network) [1]を用いる．DCGANは生成器と判別器の２つの
ネットワークを用いた生成モデルであるGAN (Generative Adversarial
Network)[2] に CNN (Convolutional Nural Network) を利用した画
像生成モデルである．判別器は与えられたデータが生成器によって作ら
れた偽物のデータか入力された正解データかを判別する．生成器は判別
器が入力データと誤認させるような入力データとよく似たデータを生成
する．これらの２つのネットワークが交互に精度を高め合うことによっ
て，最終的に生成器は入力データと非常によく似たデータを生成するこ
とができる．
本システムは，学習通信フェーズと高解像度化通信フェーズの 2つの

フェーズから構成される．学習通信フェーズにおける受信器の学習が終
了すると，受信器は学習が終了したことを知らせる信号を送信器に送る
ことにより高解像度化通信フェーズに移行する．
図 2に学習通信フェーズを示す．学習通信フェーズでは，受信器は高

解像度の映像のディスプレイ表示と学習モデルの生成を同時に行う．送
信器は高解像度の映像をそのまま受信器に対して送信する．高解像度の
映像を受け取った受信器は，受信した高解像度の映像をそのままディス
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図 1: システムモデル

プレイに表示する．受信器はある一定時間の映像を低解像度画像に変換
し，低解像度画像と変換前の高解像度画像の対を用いて学習モデルを生
成する．
図 3に高解像度化通信フェーズを示す．高解像度化通信フェーズでは，

送信器は高解像度の映像を低解像度化したものを受信器に対して送信す
る．受信器は受け取った低解像度の映像を学習通信フェーズで生成した
学習モデルを利用して高解像度画像へ復元する．学習モデルを利用して
復元した復元画像はディスプレイで表示される．
次に学習モデルを示す．学習モデルは図 2の学習通信フェーズで生成

されて図 3 の高解像度通信フェーズで利用される．まず，生成器のモデ
ルを示す．1層のバッチ正規化層と 2層の ReLU層，3層の畳み込み層，
4層の結合層を 8層まで繰り返し，9層に 2倍の Up Scale層，10層に
バッチ正規化層，11層に ReLU層，12層に転置畳み込み層がある．こ
の 1層から 12層までをもう一度繰り返して 13層から 24層とする．さ
らに，25 層の畳み込み層と 26 層に ReLU 層をもう一度繰り返して最
後の 29層にシグモイド層がある．次に判別器のモデルを示す．1層の畳
み込み層と 2層のバッチ正規化層と 3層の ReLU層の３つの層を 18層
まで繰り返し，19 層に畳み込み層，20 層に平均を取る層がある．

4 初期的評価
提案システムの基礎的な性能を確認することを目的として画像の低解

像度化及び復元を行い，復元画像を低解像度画像と比較した．

4.1 評価環境
本評価に用いたテスト画像列は，PENTAX KS-2 を用いて撮影した

10分間の動画から取得した．撮影した動画を ffmpegを用いてフレーム
レート 30 の jpeg 画像に変換した．各 jpeg 画像の顔部分を Pillow を
用いて抽出することで解像度 80 × 80 と 160 × 160 の 2 種類の入力画
像群を作成した．解像度 80× 80と 160× 160の画像のサイズはそれぞ
れ 80 × 80 と 160 × 160 である．入力画像群は 200,000 枚作成したも
のの中から無作為に 16 枚を選択して学習に用いた．
画像の低解像度化及び復元には，srez[3] を用いた．srez の実行には

OSは Ubuntu 16.04.1，CPUはインテル Xeonプロセッサー E5-2637
v3を使用した．GPUは使用していない．srezでは，入力したテスト画
像を元にそれぞれの解像度を 1/4 にした解像度 20 × 20 と 40 × 40 の
低解像度画像を作成，DCGANを利用して画像を復元している．学習係
数の初期値は 0.0002 を用いている．重みの初期値は正規分布から取得
したランダム値，バイアスの初期値は 0 を用いている．学習パラメータ
の更新には Adam [4] を用いた．Adam の初期値は論文 [4] の奨励値を
用いている．入力画像の内，学習に用いていない画像の中からランダム
で 8 枚を評価に用いた．

4.2 主観評価
提案システムによって画像が復元できているかどうかを確認するため

に，高解像度画像，低解像度画像，復元画像を比較する主観評価を行っ
た．図 4 に主観評価に用いたテスト画像を示す．図 4 の上段は解像度
80× 80 の画像，下段は解像度 160× 160 の画像の主観評価である．そ
れぞれ左側にはテスト画像，中央にはモザイク処理をした画像，右側に
は復元画像を解像度とデータサイズと共に示している．学習は 20,000回
行った．図 4 から，復元画像は元画像と同じ人物を復元できていること
が分かる．また，表情に関しては若干差があることも分かる．

4.3 定量評価
提案システムの基本的な性能を確認するために，データ量の削減量，

画像の復元量，計算量の 3 つについて定量的に評価した．まず，提案シ
ステムによりデータ量がどの程度下げられたのか確かめるために，図 4
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図 2: 学習通信フェーズ
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図 3: 高解像度化通信フェーズ
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図 4: 主観評価に用いたテスト画像
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図 5: 学習回数とWPSNR との関係
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図 6: 学習回数と SSIM との関係 図 7: 学習回数と計算量の関係

の画像のデータサイズを調べた．図 4 における元画像と低解像度画像の
データサイズは解像度 80×80の画像でそれぞれ元画像が 13,250 bytes，
低解像度画像が 1,042 bytesであり，解像度 160× 160の画像でそれぞ
れ元画像が 46,340 bytes，低解像度画像が 3,230 bytesであった．どち
らの解像度においても画像におけるデータ量を 90 ％以上削減できてい
る．また，この学習における学習モデルのデータサイズは約 92 MB で
あった．
次に，低解像度画像と復元画像のWPSNR (Weighted Peak Signal-

to-Noise Ratio) を比較した．WPSNRとは，YCbCr色空間 (Y:輝度,
Cb:青色系統, Cr:赤色系統) のそれぞれの PSNR の真値に Y : Cb :
Cr = 8 : 1 : 1 の重み付き平均を行ってデシベル値に直したものである
[5]．YCbCr色空間ではYがCb, Crよりも多くの情報を所持しているた
め，通常の PSNRではなくWPSNRを用いて評価を行った．WPSNR
を求めるために，以下の式を用いた．ただし，(n,m) は画像の縦横のピ
クセル幅，original(i, j) は高解像度画像におけるピクセル (i, j) の階調
値，encoded(i, j) は復元後画像におけるピクセル (i, j) の階調値を表す．

PSNR = −10 log10
1

nm

n∑
i=0

m∑
j=0

MSE

2552

MSE = {original(i, j)− encoded(i, j)}2

WPSNRは復元画像 8枚それぞれについて PSNRを計算して，真値で
平均を計算してからデシベル値とした．
図 5に評価結果を示す．図 5から次のことがわかる．１つ目は，学習回

数が増えるごとに解像度 80× 80の復元画像の元画像に対するWPSNR
と解像度 160× 160 の復元画像の元画像に対するWPSNR が向上して
いることである．学習回数が画像の復元量に影響することが考えられる．
2 つ目は，復元画像の元画像に対する WPSNR が低解像度画像の元画
像に対するWPSNR よりも高い事である．
次に，SSIM (Structual SIMilarity) [6] を用いて評価を行った．同

じ位置の各画素の輝度値がどの程度変わったかを示す PSNR と比較し
て，輝度・コントラスト・構造を軸として各画素およびその周囲との相
関を考慮した SSIMの方が人間の視覚的特性を反映できることが確認さ
れている [7]．低解像度画像と復元画像の SSIM を比較するために，以
下の式を用いた．

SSIM =
(2µxµy + C1)(2σxy + C2)

(µ2
x + µ2

y + C1)(σ2
x + σ2

y + C2)

ここで，x, y はそれぞれ元の画像と符号化後の画像における各画素を要
素とするベクトル，µx, µy はそれぞれ画像 x, y の平均画素値，σx, σy

はそれぞれ画像 x, y の画素値の標準偏差，σxy は画像 x, y の共分散を
表す．また，C1 = (255K1)2, C2 = (255K2)2 と表され，パラメータ
K1,K2 は文献 [6] と同じ値 (K1 = 0.01,K2 = 0.03) を用いている．同
様に文献 [6] と同じく評価前の画像にガウジアンフィルタをかけて前処
理をしている．SSIMは 0から 1までの値をとり，全く同じ画像の時に
1 を示す．
図 6に評価結果を示す．図 6からWPSNRと同様に学習回数が増え

るに従って SSIM が増加していることが分かる．
次に，学習通信フェーズと高解像度通信フェーズのそれぞれにおける

計算量について評価を行った．図 7に学習通信フェーズにおける評価結
果を示す．図 7では，解像度 80× 80の画像と解像度 160× 160の画像
それぞれの学習回数に対する計算時間を示している．図 7から次のこと
がわかる．学習回数が 10,000回程度を達成するのに，解像度 80× 80の
画像では 50,000秒 (約 13時間)，解像度 160×160の画像では 175,000
秒 (約 48 時間) かかる．解像度 (画像サイズ) を大きくすると計算に時
間がかかるため，画像サイズの小さい画像を利用する必要があると考え
られる．尚，高解像度通信フェーズでは，画像 16 枚を生成する計算時
間が約 1.14 秒であった．

5 関連研究
本研究は単一画像の超解像技術と深層学習の生成モデルに関連する．単

一画像の超解像技術としては，A+ (Adjusted Anchored Neighborhood

Regression for Fast Super-Resolution)[8]，SRCNN (Image Super-
Resolution Using Deep Convolutional Networks)[9]，RAISR (Rapid
and Accurate Image Super Resolution)[10] が研究されている．これ
らの研究では解像度を縦横各 2 倍の計 4 倍にする試みが行われている．
それに対して本研究では，DCGANを用いてより低解像度の画像から高
解像度の画像を復元することを目指している．例えば，4 節の評価では
縦横各 4 倍の計 16 倍の高解像度化を試みている．

6 おわりに
本稿では，ビデオ通話の映像トラヒックを削減する方式として，深層

学習によるモザイク復元技術を用いた方式を提案した．提案システムに
より低解像度画像を正しく復元することができた．送信データサイズを
90%以上削減しつつ，SSIM による評価で 10,000 回の学習で 85%程度
の復元率を達成した．
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