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テクニカルノート

流れを考慮した将棋における人間の指し手との
一致率向上手法

杵渕 哲彦1,a) 伊藤 毅志1

受付日 2017年3月22日,採録日 2017年6月6日

概要：将棋 AIに不自然さを感じる要因の 1つとして，人間のように「流れ」を考慮していないことが考え
られる．本研究では，局面評価関数と探索に基づく手の予測器（既存手法）に，遷移確率関数に基づく手
の予測器（遷移確率手法）を結合することで流れの表現を試みる．結合方法は線形和とし，各予測器の重
みは人間の指し手を教師としたランキング学習によって決定する．この手法で作成された提案手法は，既
存手法，遷移確率手法に比べて有意に指し手の一致率を高めることを確認した．また，棋力の異なる 3つ
の指し手群を教師とした提案手法を用いた評価実験により，遷移確率関数の重みを大きくするほど初級者
との一致率が高くなることが示された．
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Abstract: As one factor that makes shogi AI feel unnatural, we consider that “flow” is not taken into consid-
eration like human players. In this research, we try to express “flow” by combining move predictor based on
evaluation function and searching, move predictor based on transition probability function. The combination
method is a linear sum, and the weight of each predictor is determined by learning to rank with human
moves as teacher. The constructed predictor indicated high agreement rate. In addition, it was shown that
the higher the weight of the transition probability function, the higher the agreement rate with the beginner.
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1. はじめに

ゲーム AIの研究ではこれまで強さの向上を 1つの大き

な目標として様々な技術が進歩してきた．囲碁では 2016

年にGoogleが開発した AlphaGoがトップ棋士のイ・セド

ル氏に 4勝 1敗で勝ち越し [1]，本研究で題材とする将棋で

も，2015年に将棋 AIがトップ棋士に統計的に勝ち越す可

能性が高いことが示された [2]．このように，現在では様々

なゲームでゲーム AIが人間を超える強さを獲得している．

1 電気通信大学
University of Electro-Communications, Chofu, Tokyo 182–
8585, Japan

a) kinebuchi@minerva.cs.uec.ac.jp

ゲームAIの強さの向上にともない，その過程で得られた

知見を用いて，ゲームの内容を観戦者に向けて解説するこ

とを目的とした解説文の自動生成や，対戦相手と拮抗した

好勝負を繰り広げることを目的とした接待プレイなど，強

さ以外の目標に着目した研究がなされてきている [3], [4]．

このような研究課題の 1つとして，人間にとって自然なプ

レイの実現という目標があげられる．

自然なプレイの実現については様々な考え方やアプロー

チが考えられるが，ここでは人間がプレイ中に行っている

思考方法をゲーム AIに模倣させることで，自然なプレイ

の実現を目指す．本研究で題材とする将棋においては，指

し手を選択するプロセスについては，人間も将棋 AIも似
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通っている．どちらも，ある局面で指し手を選択する際，

候補手を生成し，生成した各候補手について先読みをし，

それぞれの手を評価して比較し，最も良い手を選択する．

しかし，各プロセスにおいて，これまでの将棋 AIが行っ

ていることは人間とは大きく異なっていることが指摘され

ている [5]．

候補手の生成および先読みでは，人間は各局面で考慮す

る候補手は少なく先読みもシーケンシャルにしか行えない

ため，生成される探索木は分岐が少なく縦に長い構造の木

となる．一方，近年の将棋AIは，基本的にすべての合法手

を候補手として，網羅的に先読みをする全幅探索を行って

いる．探索の効率化のための枝刈り手法は用いられている

が，それでも生成される探索木は数千万から数億ノードか

らなる巨大な木となる．また将棋 AIの局面評価では，局

面を数百万から数千万の特徴で表し，それらの特徴量から

なる評価関数を用いて評価するという手法が用いられてい

る．また，局面評価関数については，人間の膨大な指し手

のデータ（棋譜）を教師データとした機械学習によって，

人間の感覚に近い手が選ばれるようになったといわれてい

る．しかし，このような手法で作成した評価関数を用いた

将棋 AIの指し手でも，不自然さが感じられることが指摘

されている [7]．これは，評価関数は人間の感覚に近づいた

ものの，人間のような直観的な候補手の生成や直線的な探

索を行っていないことが原因ではないかと考える．人間か

ら見て自然な指し手の選択を行うためには，候補手の生成

と先読みの手法も，人間のような分岐が少なく直線的な探

索を行う必要があるのではないかと考える．

そのような探索を実現するためには，人間が考える候補

手を高精度で予測する予測器と，人間のような先読みを実

現する探索木の展開規則を持たせる必要があると考える．

本研究では，この中で，人間が先読み中に考える候補手を

高精度で予測する予測器の作成を目的とする．

本研究では，人間が思考するときに用いている「流れ」

という概念に着目する．人間は指し手を選択する際，これ

までの経過と現在の状態をもとに候補手をあげ，直線的な

先読みを行って将来の局面を考慮して選択を行う．ここで

より良い選択をするために，人間はできるだけ様々な可能

性を考慮に入れて選択する必要がある．しかし，実際の人

間の思考では，人間の処理能力を遥かに超える探索や記憶

などの情報量を扱わなければならないことがあり，これら

の情報をすべて処理することはできない．そのようなとき

に，人間は過去の経験的知識に基づいた時系列的な「流れ」

という概念を用いることで，補っていると考えられる．

本研究で題材とする将棋でも，人間の熟達者はこの「流

れ」を用いた思考を行っており，「流れ」を用いることで，

膨大な探索を避けて，人間の処理可能な直線的な先読みを

可能としている [6]．一方，近年の将棋 AIの局面評価関数

は，基本的に一手ごとにその局面のみを入力とし，それに

対する評価値を出力する関数であり，数手前の指し手の系

列のような情報は扱っていない．これが，人間から見て将

棋 AIに「流れ」のような概念を感じない不自然さの要因

であると考えられる．このことから，人間らしい思考を実

現するためには，この「流れ」を考慮した予測器の実現が

求められる．

そこで本研究では，将棋を題材とし，既存の局面評価関

数と探索により指し手を選択する手法を 1つの予測器と見

なし，「流れ」を考慮して指し手を予測する予測器と結合さ

せることで，人間の指し手との一致率が高い予測器の構築

を目指す．「流れ」を考慮する予測器として，数手前まで

の手を考慮して次の指し手の選択傾向を推定する手法であ

る遷移確率関数を用いる．結合方法は線形和とし，重みは

人間の指し手を教師としたランキング学習を用いて決定す

る．評価実験では，結合に用いた 2つの予測器と，それら

を結合した予測器の 3つを用いて，それぞれ人間の指し手

との一致率を測定し比較することで，提案手法の有効性の

検証を行う．

2. 関連研究

将棋で人間の指し手を教師として学習した研究として，保

木のBonanza Methodがあげられる [8]．Bonanza Method

は，局面の良さを算出する局面評価関数を，人間の指し手

を教師とした機械学習によって作成する手法である．学習

では，局面評価関数と探索によって選択した指し手が，人

間の指し手と一致するように評価関数を調整していく．こ

の手法により評価関数の性能が大きく向上したことから，

多くの将棋 AIでこの手法が用いられている．本研究では，

人間の指し手を学習していること，多くの将棋AIで用いら

れている優秀な手法であることから，Bonanza Methodを

用いて作成した局面評価関数と探索によって指し手を選択

する手法を，人間の指し手を予測する予測器として用いる．

将棋における人間の指し手の選択傾向を抽出した研究と

して，鶴岡らの実現確率探索があげられる [9]．実現確率探

索は，ある局面が実現するであろう確率である実現確率を

(実現確率) = (親の局面の実現確率) × (指し手の遷移確率)

で再帰的に定義し，実現確率が閾値以上の局面を探索する

ことで，実戦で生じやすい局面を中心とした探索を行うこ

とを目的とした手法である．指し手の遷移確率は「直前の

手で当たりになったかどうか」「成る手かどうか」といった

指し手の複数の特徴からロジスティック回帰によって算出

され，その手がどの程度の確率で選択されやすいかを表す．

本研究では，遷移確率自体が，ある局面でどのような手が

選択されやすいかという人間の経験的知識を表したもので

あり，加えて「直前の手で当たりになった」といった数手

前までの手を考慮していることから，「流れ」を考慮してい

ると見なし，「流れ」を考慮して人間の指し手を予測する予

測器として，遷移確率を算出する遷移確率関数を用いる．
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図 1 提案手法の概要

Fig. 1 Outline of the proposed method.

本研究で用いる，複数の予測器を結合させることでより

精度の高い予測器を作成する手法は，アンサンブル学習

と呼ばれている．その中で Breimanが提案した手法とし

て，Standard linear regression stackingと呼ばれる手法が

ある [10], [11]．Standard linear regression stackingは，同

一の教師データから作成された複数の異なる予測器を，線

形和を取ることで結合させ，より精度の高い予測器を作成

する手法である．線形和の際に用いる各予測器の重みは，

予測器の作成に用いた教師データを教師とした機械学習に

よって定める．この重みが非負かつそれらの合計が 1であ

る場合，この手法によって作成された予測器の精度は，ほ

とんどの場合で任意の単一の予測器より高くなるとしてい

る．本研究ではこの手法を参考に，重みを定め予測器を結

合する手法を提案する．予測器の結合方法は線形和とし，

各予測器の重みは機械学習によって定めることで，高精度

の予測器を実現する．

3. 提案手法

3.1 概要

提案手法では，局面評価関数と探索を用いる手法である

「評価関数と探索」と，これまで指し手の特徴から次の指し

手の選択傾向を推定する，いわゆる流れを考慮した手法で

ある「遷移確率関数」を，人間の指し手を予測する 2つの

予測器と考える．この 2つの予測器を結合することで，よ

り精度の高い予測器の実現を試みる．結合方法は 2つの予

測器の線形和とし，それぞれの重みは，人間の指し手を教

師としたランキング学習によって定める．

提案手法による予測器の概要を図 1 に示す．任意の局面

を 2つの予測器「評価関数と探索」「遷移確率関数」に入

力することで，「評価関数と探索」から全合法手の評価値

が，「遷移確率関数」から全合法手の遷移確率が出力され

る．それらをランキング学習によって定めたランキング関

数に入力することで，全合法手に順位付けがなされ，その

順位に基づいた予測結果が出力される．

3.2 「評価関数と探索」と「遷移確率関数」

「評価関数と探索」では，人間の指し手を教師とした機

械学習によって作成された局面評価関数と探索によって，

指し手の良さを評価値で表し，それに基づいて予測を行

う．本研究ではこの評価値の算出にオープンソースの将棋

AIである Bonanza6.0を用い，探索の深さは 5とする．こ

の評価値は，Bonanza6.0を含む多くの将棋 AIで，およそ

−32,600～+32,600の間の値を取る．一方で，ゲーム中の

大部分ではおよそ −2,000～+2,000の値を取るため，単に

最小値が 0，最大値が 1となるように正規化すると，全体

のスケールに対して各合法手間の評価値の差が小さく表現

されてしまうため，その差を認識しにくくなる可能性があ

る．そこで，算出された評価値をゲインを 1/600としたシ

グモイド関数で正規化し，0付近の評価値の差が大きく表

現されるようにすることで，その差を認識しやすくする方

法をとる．

「遷移確率関数」では，人間の指し手を教師として学習

した遷移確率関数を用いて，指し手の選択されやすさを

遷移確率で表し，それに基づいて予測を行う．本研究では

この遷移確率の算出に OpenShogiLibと GPS将棋を用い

る [12]．この遷移確率関数では，「自分の駒を取った相手の

駒を取り返す手」や「取った駒をすぐに打つ手」といった

数手前の情報を扱う特徴が用いられており，これによって

流れが考慮され，遷移確率の算出が行われる．「評価関数

と探索」と違い，出力される値は 0～1の値を取るため正

規化は行わない．なお，本研究で用いる Bonanza6.0の局

面評価関数と，OpenShogiLibとGPS将棋の遷移確率関数

は，それぞれの開発者が強い人間のプレイヤの指し手を教

師として学習させ，公開されているものを用いる．

3.3 ランキング学習

ランキング学習は，与えられた集合の各要素に正しい順

位づけを行うための関数を求める手法であり，検索エンジ

ンの検索結果の提示順序を決める際などに用いられている．

また，将棋 AIの評価関数の学習で一般に用いられている

学習手法も，実際に選択された手がされなかった手より上

位に順位付けされるように学習をしていることから，ラン

キング学習とみることができる．そこで本手法でも，2つ

の予測器を線形結合する際の重みを定めるためにランキン

グ学習を用いる．

具体的には，教師データの任意の局面を 2 つの予測器

「評価関数と探索」と「遷移確率関数」に入力として与え，

その局面の全合法手の評価値と遷移確率を得る．得られた

値を用いて，指し手を評価値と遷移確率という 2つの特徴

で表す．そして，2つの特徴で表現された全合法手を入力

とし，実際に選択された手の順位が，選択されなかった手

の順位より高くなるよう順位付けを行う関数を，ランキン

グ学習によって求める．ランキング学習には様々な手法が
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あるが，本手法では，2要素間に順序付けを行う pairwise

手法であり，SVMを用いる手法である RankingSVM [13]

を用いる．この手法は将棋 AIの評価関数の学習に用いた

研究もあり，本研究で用いる学習手法として有効であると

考えられる [14]．

4. 評価実験

4.1 目的

提案手法の有効性を検証するために，結合に用いた 2つ

の予測器「評価関数と探索」と「遷移確率関数」，提案手法

によって作成した予測器の 3種類の予測器それぞれについ

て，人間の選択した指し手と各予測器が選択した指し手の

一致率を算出し，比較を行った．この際，学習およびテス

トに用いる指し手がどの棋力の人間による手であるかが各

予測器の一致率に与える影響を調べるために，初級者，中

級者，上級者の 3パターンの指し手群を用意した．

4.2 実験方法

Bonanza6.0 に基づいた予測器「評価関数と探索」と，

OpenShogiLibと GPS 将棋に基づいた予測器「遷移確率

関数」を作成し結合した．結合方法は線形和とし，各予

測器の重みの学習には RankingSVMのプログラムである

SVMrank [15] を用い，カーネルは線形カーネルとした．

SVMrankのコストパラメータの調整は 5分割交差検証に

よって行った．ランキング関数の学習およびテストに用

いるデータとして，将棋倶楽部 24万局集 [16]から初級者

（R700～800），中級者（R1450～1550），上級者（R2200～

2300）の棋譜をそれぞれ無作為に 1,100局ずつ抽出し，1,000

局分に含まれるすべての局面を教師データ，100局分に含

まれるすべての局面とそこでの指し手をテストデータと

した．

指し手一致の判定については，それぞれの予測器が各局

面で予測した上位 r位の指し手の中にテストデータの指し

手があった場合に一致と見なし，r = 1，3，5の 3つの場

合について一致率を算出した．ただし，予測器の出力値が

同じ指し手が複数あった場合は，その中で無作為に順位を

決めた．

4.3 結果

初級者，中級者，上級者の結果をそれぞれ表 1，表 2，

表 3 に示す．カイ二乗検定により，すべての棋力とすべて

の rにおいて，提案手法の一致率が他の 2つの予測器に比

べ，有意水準 1%で有意に高いという結果が得られた．ま

たすべての条件で，棋力の上昇にともなって一致率の上昇

が見られた．

次に，ランキング関数の係数を表 4 に示す．これは，提

案手法による予測器における，「評価関数と探索」と「遷移

確率関数」のそれぞれの重みを表している．ここでは簡単

表 1 初級者の指し手との一致率

Table 1 Agreement rate with beginners.

表 2 中級者の指し手との一致率

Table 2 Agreement rate with intermediates.

表 3 上級者の指し手との一致率

Table 3 Agreement rate with seniors.

表 4 ランキング関数の各項の係数

Table 4 Coefficients ranking function.

のために，「遷移確率関数」の重みを 1としている．表 4

より，棋力が高くなるにつれて，「評価関数と探索」の結果

を考慮する割合が高くなっている．

4.4 考察

表 1～表 3 より，提案手法はいずれの棋力においても既

存手法より有意に高い一致率を示したことから，人間の指

し手との一致率を向上させるという目的において，提案手

法は有効であるといえる．したがって提案手法は，「評価

関数と探索」では考慮していない「流れ」を「遷移確率関

数」によって考慮することで，一致率が向上したと考えら

れる．また，すべての条件において棋力の上昇にともなっ

てすべての予測器の一致率が上昇していたが，これは結合

に用いた「評価関数と探索」「遷移確率関数」の 2つの予

測器がともに棋力の高い人間の指し手を教師データとして

いたために，棋力が高いものほど一致率が上昇したと考え

られる．さらに提案手法の一致率の上昇については，「評

価関数と探索」，「遷移確率関数」，提案手法の 3つの予測

器の学習で用いた教師データが，棋力という基準で近いも

のであったことが考えられる．予測器を結合するうえで
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参考とした手法である Standard linear regression stacking

では，結合に用いる予測器の学習および結合する際の重み

の学習には，すべて同一の教師データを用いていた．した

がって，各学習に用いた教師データが近いものになったこ

とで，Standard linear regression stackingにより近い手法

となり，一致率が上昇したと考えられる．

そして表 4 より，2つの予測器を線形和で結合する際に

は，「評価関数と探索」の重みを大きくすると棋力の高い人

間の指し手との一致率が上がり，小さくすると棋力の低い

人間の指し手との一致率が上がると考えられる．2つの予

測器がともに棋力の高い人間の指し手を教師として作成さ

れた予測器であるにもかかわらず，「遷移確率関数」の重み

を小さくした場合に棋力の低い人間の手が予測しやすくな

ると見ることができる．この理由については，「評価関数と

探索」と「遷移確率関数」の性質や表現しているものの違

いが影響していると考えられるが，本実験では「遷移確率

関数」を「流れ」を考慮して指し手を選択する予測器とし

ていたことから，棋力の低い人間の指し手を予測する際に

は，「流れ」を重視することが効果的であると考えられる．

5. おわりに

本研究では，「流れ」を考慮させることで将棋 AIの指し

手と人間の指し手の一致率を高めることを目的とし，「流

れ」を考慮して指し手の選択を行う予測器として「遷移確

率関数」を用意し，局面評価関数と探索による予測器であ

る「評価関数と探索」と結合させることで，より高い一致率

を示す予測器を作成した．結合方法は線形和とし，各項の

重みは人間の指し手を教師としたランキング学習を用いて

決定した．初級者中級者上級者の 3つすべての棋力で，作

成した予測器の指し手と人間の指し手の一致率が，結合に

用いた 2つの予測器の一致率を上回ったことから，本手法

の有効性が示された．また，初級者中級者上級者それぞれ

の指し手を教師とした予測器から，棋力が上がるほど「評

価関数と探索」の比率が上がり，下がるほど「遷移確率関

数」の比率が上がる傾向が見られた．結合に用いた 2つの

予測器は，ともに棋力の高いプレイヤの指し手を教師とし

て作成されたにもかかわらず，比率を変えることで棋力の

低いプレイヤとの一致率が上がる傾向が見られたのは興味

深い．

今後の課題として，結合する各予測器の学習および結合

時の重みを決める学習に用いる教師データの統一があげら

れる．参考とした Standard linear regression stackingは

すべて同一の教師データを用いる手法であり，すべての教

師データが棋力という基準で近かった際の一致率が最も高

かったことからも，各学習で用いる教師データを同一のも

のにすることで，より高精度な予測器が実現できると考え

られる．また精度を上げる方法として，新たな予測器を結

合する方法が考えられる．本研究では流れを考慮して選択

を行う予測器として「遷移確率関数」を用いたが，それに

よって考慮できているのは高々数手前の情報までであり，

流れを考慮する上では十分とはいえない．そこで，より過

去の情報まで考慮して選択を行うことのできる予測器，具

体的には時系列データの認識や予測に長けた隠れマルコフ

モデルやRNNに基づく予測器を作成し，結合することが考

えられる．さらに予測精度を向上させる方法として，予測

器を結合する手法を工夫することも考えられる．Standard

linear regression stackingはスタッキングの中でも基本的

な手法であり，これを発展させた手法として，メタ情報を考

慮することで精度を向上させる Feature-Weighted Linear

Stackingがあげられる．これを用いることで，たとえばメ

タ情報として指し手の手数を考慮することで，局面の進行

度に応じた予測ができる可能性が考えられる．

本研究は，将棋における自然な指し手の選択を目的とし，

その実現に必要な，人間が考える手を高精度で予測する予

測器を作成するためのものであった．今後は予測器の高精

度化とともに，人間が行う分岐の少ない直線的な先読みを

実現するためのゲーム木の展開規則を，作成した予測器を

用いて構築していく．また，ここでは提案手法によって作

成した予測器の精度を人間の指し手との一致率によって評

価したが，本研究の最終的な目的は将棋 AIに人間にとっ

て自然な指し手を選択させることである．したがって，提

案手法によって得られた指し手が，様々なレベルの人間の

プレイヤから見て自然に感じるかどうかを主観評価実験を

通して検証する実験も行っていきたい．
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