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テキスト・音声間の双方向変換に基づく
DNN音声認識・合成のための事前学習法

曾根 健太郎1,a) 中鹿 亘1,b) 南 泰浩1

概要：統計的パラメトリック音声合成への従来のアプローチは，テキスト情報から音声パラメータを生成
するために，決定木を用いてクラスタリングされた文脈依存隠れマルコフモデル（Hidden Markov Model;

HMM）を用いる．しかし，決定木は，複雑なコンテキストの依存関係を効率的にモデル化できないこと
が知られている．その問題を解決するため，深層ニューラルネットワーク（Deep Neural Network; DNN）
を用いて決定木を代替する手法がある．この手法により，テキスト情報から音声パラメータへの依存関係
を効率的に表現することができるが，この手法では音声合成しか行うことができない．音声認識を行いた
い場合は，音声認識器をまた別に用意して学習する必要があり，その場合学習コストが余分にかかって
しまう．そこで，本研究では，学習コストの削減を目的とし，生成モデルである Deep Relational Model

（DRM）を用いてテキスト・音声間の双方向の関係性を表現することで，DNN音声認識器と DNN音声合
成器を同時に事前学習することができる手法を提案する．評価実験では，音声認識と音声合成の 2つのタ
スクにおいて，提案手法により事前学習された DNNが，パラメータの初期値をランダムに与えた DNN

よりも優れていることが示された．
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Pre-training Method for DNN-based Speech Recognition and Synthesis
Based on Bidirectional Conversion between Text and Speech
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Abstract: Conventional approaches to statistical parametric speech synthesis use context-dependent hidden
Markov models (HMMs) clustered using decision trees to generate speech parameters from linguistic features.
However, decision trees are not always appropriate to model complex context dependencies efficiently. Al-
though an alternative scheme based on a deep neural network (DNN) was presented as a possible way to
overcome the difficulty, this approach has a restriction that it is applied for only speech synthesis; for exam-
ple, this approach cannot be applied for speech recognition. Thus, systems for speech recognition requires
training cost separately. This paper proposes a pre-training method for DNN based speech recognition and
synthesis by capturing deep relationships between text and speech using deep relational model (DRM) to
reduce training costs. Experimental results show that pre-trained DNN-based systems using the proposed
method outperformed randomly initialized DNN-based systems.
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1. はじめに

これまで，音声認識では隠れマルコフモデル（Hidden

Markov Model; HMM）を用いた統計的手法 [1]が研究さ
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れている．HMMは入力となる音声信号の特徴量と，自身

の内部状態との関係を Gaussian Mixture Model（GMM）

を用いて表現し，学習を行う．また，GMMの代わりに深

層ニューラルネットワーク（Deep Neural Network; DNN）

を用いて，音声の特徴量から HMMの内部状態を推定する

方法が提案されている [2]．この手法はハイブリッド方式

と呼ばれ，従来のGMMを用いたHMM音声認識よりも高

い性能を示すことが知られている．

一方，音声合成では HMMを用いた統計的パラメトリッ

ク音声合成 [3]が盛んに研究されてきた．この手法は音声

のピッチや長さを同時にモデル化できる点 [4]や，話者適

応が可能 [5]という柔軟性から，波形接続型の音声合成 [6]

よりも優れた点をもつ．しかし，HMM音声合成では合成

音声の質が問題となる [7]．その理由のひとつとして，決

定木を用いてコンテキストクラスタリングを行う文脈依存

HMMでは，音素や言語特徴量とそれらに対応する音声パ

ラメータの依存関係を効率的にモデル化できないことがあ

げられる．そこで，Zenら [8]は決定木をDNNで代替する

ことで，合成音声の質を向上させる手法を提案した．

しかし，これらの音声認識・音声合成手法はいずれも音

声認識器・音声合成器をそれぞれ独立に学習しており，両

方のタスクに適用することができない．したがって，認識

器を構築したあとに音声合成を行う場合，別途合成器を

学習する必要があり，学習コストがかかってしまう．そこ

で，本研究では，2変数間の双方向変換を可能にする Deep

Relational Model（DRM）[9]を応用してテキスト・音声

間の双方向の関係性を表現することで，DNN音声認識器

および DNN音声合成器を同時に事前学習する手法を提案

する．

2. DNN音声合成

この章では，Zenらの DNNを用いた音声合成手法につ

いて説明する．音声合成を行う DNNは，言語特徴量に対

応する入力層と音響特徴量に対応する出力層で，いくつか

の隠れ層を挟んだ構造をもつ．入力テキストは形態素解析

器にかけられ言語特徴量wt へと変換される．ここで，wt

はフレーム tにおける言語特徴ベクトルを表し，one-hot

表現により音素を表すバイナリ値とコンテキストを表す連

続値（当該音素における当該フレームの相対的な位置，当

該音素の継続長など）からなる．

入力された言語特徴量は，DNNによって出力となる音響

特徴量 at へ変換される．ここで，at はフレーム tにおけ

る音響特徴ベクトルを表す．音響特徴量は音声のスペクト

ルとその導関数（動的特徴量）[10]からなる．DNNの重み

は，学習データの入力特徴量とそれに対応する出力特徴量

を用いて学習される．HMM音声合成同様，DNNから出力

された音響特徴量を平均，全学習データから計算した分散

を共分散行列として，Parameter generation algorithm[11]

を用いて音声パラメータを生成する．そして最後に，生成

した音声パラメータから音声波形を合成する．

本研究では，フレーム独立のモデリングに着目してい

る．したがって，特に記載がない限り，以降添え字 tを省

略する．

3. Deep Relational Model

この章では，中鹿らのDeep Relational Model（DRM）に

ついて説明する．DRMは Restricted Boltzmann Machine

（RBM）[12]やDeep Boltzmann Machine（DBM）[13]同様，

エネルギー関数に基づくモデルである．したがって，DRM

はある可視変数 x ∈ {0, 1}I と別の可視変数 y ∈ {0, 1}K，
そして隠れ変数 h(l) ∈ {0, 1}Jl(l = 1, ..., L)より与えられ

る結合確率分布で定義される．ここで，Lは隠れ層の層数

を表す．DRMは RBMや DBM同様，各ユニットは隣接

する層のユニットのみと結合をもち，同じ層のユニットと

は結合をもたない．DRMの結合確率分布は以下のように

表される．

p(x,y; θ) =
∑
∀h(l)

p(x,y,∀h(l); θ) (1)

p(x,y, ∀h(l); θ) =
1

Z(θ)
exp{−E(x,y,∀h(l); θ)} (2)

ここで，E はエネルギー関数であり

E (x,y,∀h(l); θ) = −bTx−
L∑

l=1

c(l)
T
h(l) − dTy

− xTW (1)h(1) −
L∑

l=2

h(l−1)TW (l)h(l) − h(L)TW (L+1)y

で定義される．ただし，b ∈ RI , c(l) ∈ RJl , d ∈ RK はそれ

ぞれ 1つめの可視層，隠れ層 l，2つめの可視層のバイアス

を，W (1) ∈ RI×J1 , W (l) ∈ RJl−1×Jl , W (L+1) ∈ RJL×K

はそれぞれ 1つめの可視層と隣接する隠れ層，隠れ層 l− 1

と隠れ層 l，隠れ層 Lと 2つめの可視層間の重みを表し，

学習により推定されるパラメータである．

(1)，(2)の定義より，各層の条件付き確率分布は以下で

与えられる．

p (xi = 1|h(1)) = σ(bi +W
(1)
i: h(1)) (3)

p (h
(l)
j = 1|h(l−1),h(l+1)) =

σ(c
(l)
j +W

(l)T
:j h(l−1) +W

(l+1)
j: h(l+1)) (4)

p (yk = 1|h(L)) = σ(dk +W
(L)T
:k h(L)) (5)

ただし，σ(·)はシグモイド関数を表す．また，式 (4)にお

いて h(0) = x,h(L+1) = yとしている．

DRMのパラメータ θ = {W , b, c,d}は，p(x,y; θ)の対

数尤度 L = log
∏

t p(x
t,yt; θ)が最大となるように推定さ

れる．対数尤度のパラメータ θに関する偏微分は

∂L
∂θ

= ⟨−∂E

∂θ
⟩d − ⟨−∂E

∂θ
⟩m (6)
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と計算される．ここで，⟨·⟩d, ⟨·⟩mはそれぞれデータの期待
値，モデルの期待値を表す．前者は観測データの平均を計

算することで得られるが，後者の計算は組合せ爆発の問題

が生じる．そこで，DRMの学習では，平均場近似を用いて

モデルの期待値を計算する．すなわち，観測データ (x,y)

を用いて式 (4)により隠れ層の値 h(l)を T 回更新すること

で ⟨h(l)⟩mを得る．また，得られた ⟨h(l)⟩mを用いて式 (3),

(5)により ⟨x⟩m, ⟨y⟩m を得る．
また，DRMの学習によりパラメータを推定する前に，

RBM を用いて事前学習を行う．DRM の事前学習では

Deep Belief Network（DBN）[12]同様，2層ずつ，逐次貪

欲的に学習していく．まず，最上位および最下位のパラ

メータを可視変数 x,yを用いて学習する．次に，先ほど得

られた RBMについてそれぞれ x,y が与えられたときの

隠れ変数のサンプル値を可視変数とみなして RBMを構築

し，パラメータを逐次学習していく．このように，RBM

を用いて外側の層から内側の層へと事前学習を行う．

4. DRMの音声認識・音声合成への応用

この章では，3章で説明した DRMを連続値へと拡張し

た Gaussian-Categorical DRM（GCDRM）を定義し，音

声認識・音声合成へ応用する手法について述べる．

4.1 Gaussian-Categorical DRMの定義

2章で述べたとおり，テキストを解析して得られる言語

特徴量および音声パラメータを生成するために必要な音響

特徴量はバイナリ値と連続値からなる．したがって，提案

モデルでは，従来の DRMのように Bernoulli分布だけで

なく，音素を表すカテゴリカル分布と，テキストのコンテ

キストおよび音声パラメータを表す正規分布を同時に扱う．

エネルギー関数に基づくモデルを用いて連続値を扱う手法

として Gaussian-Bernoulli RBM （GBRBM）[14]が提案

されている．しかし，この手法では分散項の影響で学習が

不安定になるため，Improved GBRBM[15]が提案された．

また，音声合成のためのDNNを事前学習する手法として，

Mixed GBRBMおよびMixed Categorical-Bernoulli RBM

（Mixed CBRBM）[16]が提案された．本研究では Mixed

GBRBM，Mixed CBRBMおよび Improved GBRBMのエ

ネルギー関数を参考に，GCDRMのエネルギー関数を次の

ように定義する．

E(xc, xg ,yc,yg, ∀h(l); θ) = −bcTxc − xcTW (1)ch(1)

− (xg − bg)T (xg − bg)

2σ(x)g2
−
( xg

σ(x)g2

)T

W (1)gh(1)

−
L∑

l=1

c(l)
T
h(l) −

L∑
l=2

h(l−1)TW (l)h(l)

−dcTyc − h(L)TW (L+1)cyc

− (yg − dg)T (yg − dg)

2σ(y)g2
− h(L)TW (L+1)g yg

σ(y)g2

ここで，xc ∈ {0, 1}Xc

, xg ∈ RXg

はそれぞれ可視変数 x

のうち，カテゴリカル分布に従うユニット，正規分布に従

うユニットを表し，yc ∈ {0, 1}Y c

, yg ∈ RY g

もそれぞれ

可視変数 yのうち，同様のユニットを表す（Xg +Xc = I，

Y g+Y c = K，x = [xgT xcT ]T , y = [ygT ycT ]T）．そして，

W (l)c ∈ RXc×J1 ,W (L+1)c ∈ RJL×Y c

, bc ∈ RXc

,dc ∈ RY c

はそれぞれ可視変数のうちカテゴリカル分布に従う

ユニットに対応するパラメータを，そして，W (1)g ∈
RXg×J1 ,W (L+1)g ∈ RJL×Y g

, bg ∈ RXg

,dg ∈ RY g

はそ

れぞれ可視変数のうち正規分布に従うユニットに対応する

パラメータを，σ(x)g ∈ RXg

,σ(y)g ∈ RY g

はそれぞれ可視

変数 xg,yg の偏差を表し，いずれも推定すべきパラメータ

である．また，式中の除算は要素ごとの除算を表す．

エネルギー関数を新たに定義したことにより，可視層の

条件付き確率分布は次のようになる．

p(xc
i = 1|h(1)) =

exp(bci +W
(1)c
i: h(1))∑

i′ exp(b
c
i′ +W

(1)c
i′: h(1))

(7)

p(xg
i = x|h(1)) = N

(
x|bgi +W

(1)g
i: h(1), σ

(x)2
i

)
(8)

p(yck = 1|h(L)) =
exp(dck +W

(L+1)cT
:k h(L))∑

k′ exp(dcd′ +W
(L+1)cT
:k′ h(L))

(9)

p(ygk = y|h(L)) = N
(
y|dgk +W

(L+1)gT
:k h(L), σ

(y)2
i

)
(10)

ここで，N (·|µ, σ2)は平均 µ，分散 σ2 の正規分布を表す．

また，1層目，L層目の隠れ層について，条件付き確率分

布はそれぞれ

p( h
(1)
j = 1|x,h(2)) =

σ(c
(1)
j +W

(1)T
:j

x

σ(x)2
+W

(2)
j: h

(2)) (11)

p( h
(L)
j = 1|y,h(L−1)) =

σ(c
(L)
j +W

(L)T
:j h(L−1) +W

(L+1)T
j:

y

σ(y)2
)

(12)

となる．ただし，簡単のため重み W (1), W (L+1)

について W (1) = [W (1)gT W (1)cT ]T , W (L+1) =

[W (L+1)gT W (L+1)cT ]T としている．また，偏差σ(x),σ(y)

について，

σ
(x)
i =

{
σ
(x)g
i (1 ≤ i ≤ Xg)

1 (Xg < i ≤ I)
(13)

σ
(y)
k =

{
σ
(y)g
k (1 ≤ k ≤ Y g)

1 (Y g < k ≤ K)
(14)

としている．2, . . . , L − 1層目の隠れ層の条件付き確率分

布は式 (4)と同様である．

b = [bgT bcT ]T , d = [dgT dcT ]T とすれば，GCDRMの

パラメータ θ = {W , b, c,d,σ(x)g,σ(y)g}は，従来のDRM

と同様に対数尤度 Lが最大となるように推定される．それ
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x

y

h(1)

h(2)

BAM

(a) RBM (b) BAM

図 1 (a) RBM のみ，(b) BAM を用いた事前学習

Fig. 1 Pre-training methods of using (a) only RBMs, and (b)

RBMs and BAM.

ぞれのパラメータに関する勾配は
∂L
∂bi

= ⟨ 1

σ
(x)2
i

xi⟩d − ⟨ 1

σ
(x)2
i

xi⟩m (15)

∂L
∂c

(l)
j

= ⟨h(l)
j ⟩d − ⟨h(l)

j ⟩m (16)

∂L
∂dk

= ⟨ 1

σ
(y)2
k

yk⟩d − ⟨ 1

σ
(y)2
k

yk⟩m (17)

∂L
∂W

(l)
ij

= (18)


⟨ 1

σ
(x)2
i

xih
(1)
j ⟩d − ⟨ 1

σ
(x)2
i

xih
(1)
j ⟩m (l = 1)

⟨h(l−1)
i h

(l)
j ⟩d − ⟨h(l−1)

i h
(l)
j ⟩m (l = 2, . . . , L)

⟨ 1

σ
(y)2
k

h
(L)
i yk⟩d − ⟨ 1

σ
(y)2
k

h
(L)
i yk⟩m (l = L+ 1)

となる．それぞれのパラメータは式 (15)から式 (18)を用

いて繰り返し更新される．また，分散パラメータについて

は，常に非負値となるように，Improved GBRBMと同様，

その対数 z
(x)
i = log σ

(x)2
i , z

(y)
k = log σ

(y)2
k を更新すること

で推定する．

4.2 BAMを用いた事前学習

3章で述べたとおり，従来のDRMの事前学習では，RBM

を用いて可視層側から隠れ層側へ，すなわち外側から内側

へと層ごとに行っていく．2つの隠れ層間のパラメータを

事前学習する際は，1つ前のステップで得られた RBMか

らサンプルした隠れ変数を擬似的な可視変数とみなす．こ

のとき，x側からの RBMと y側からの RBMが，それぞ

れ異なる隠れ変数を表すことになる（図 1 a）．それを避

けるため，2つの可視変数間の重みを学習する手法である

Bidirectional Associative Memory（BAM）[17]を用いて

事前学習を行なう（図 1 b）．

BAMのエネルギー関数は次のように定義される．

EBAM (x,y) = −bTx− dTy − xTWy (19)

ここで，W は重み，b,dはバイアス項である．Chenら [18]

は，BAMを確率密度関数として解釈し，RBMと同様，CD

（Contrastive Divergence）法を用いて学習する手法を提案

している．BAMの結合確率分布は

P (x,y) =
1

ZBAM
exp(−EBAM (x,y)) (20)

となる．ただし ZBAM =
∑

x,y exp(−EBAM (x,y)は分配

関数である．

4.3 GCDRMを用いた音声認識・音声合成

GCDRMを音声認識・音声合成へ応用する場合，言語特

徴量 w を 1つ目の可視変数 x，音響特徴量 aを 2つ目の

可視変数 yとみなす．言語特徴量は one-hot表現により音

素を表すバイナリ値と，コンテキストを表す連続値からな

る．一方，音響特徴量は連続値のみから構成されるため，

式 (9)およびエネルギー関数中の yc に関する項を無視す

ることができる．

GCDRMの学習の後，得られたパラメータを初期値と

する DNN を構築し，誤差伝播法を用いてパラメータの

fine-tuningを行う．その際，音声認識器を構築したい場合

は，入力を音響特徴量，出力を言語特徴量とする．また，

音声合成器を構築したい場合は，入力を言語特徴量，出力

を音響特徴量とする．認識器，合成器のどちらを構築する

場合でも，DNNの初期値として同じパラメータを与える．

5. 実験

5.1 実験条件

本実験では，HTSワーキンググループ [19]が公開して

いる音声コーパスであるNIT ATR503 M001を用いて，提

案手法を用いた音声認識・音声合成の精度を評価した．こ

の音声コーパスは，単一の男性話者によって，音素バラン

スがとれた文章を読み上げた音声と，読み上げた文章を形

態素解析したコンテキストラベルデータが含まれている．

コーパスはセット Aからセット Jまでの 10セットで構成

され，セット Aからセット Iまではそれぞれ 50文，セッ

ト Jは 53文を含む．このコーパス内で使用されている音

素の種類は 43種類であり，コンテキストの種類は単語の

活用形を表す IDやフレーズのアクセントタイプを表す ID

などからなる 47種類である．言語特徴量として先行，当

該，後続の 3音素を表す one-hotベクトルおよびコンテキ

ストを用いた．また，音響特徴量として，35次元のMFCC

とその一次微分，二次微分を用いた．

5.2 音声合成タスク

まず，提案手法の最適なパラメータ数を決定するため，

層数および隠れ層のユニット数を変化させ，音声合成の

精度を比較した．実験は音声コーパスからセット A，Bの

100文を用いて学習し，セット Jの 53文を用いてテスト

を行なった．言語特徴量を入力として推定された音響特徴

4ⓒ 2017 Information Processing Society of Japan

Vol.2017-MUS-115 No.40
2017/6/18



情報処理学会研究報告
IPSJ SIG Technical Report

M
CD
 [d
b]

3.4

3.5

3.6

3.7

(#layers × #units)
(3x200) (4x200) (5x200) (3x400) (4x400) (5x400)

3.60

3.51

3.54
3.55

3.62
3.63

図 2 提案手法において層数，ユニット数を変化させたときの音声合

成の精度（MCD [db]）

Fig. 2 Performance of our method when changing the numbers

of hidden layers and hidden units at each hidden layer

(MCD [db]).

量を平均，全学習データから計算した分散を共分散行列と

して，Parameter generation algorithmを用いてMFCCを

出力した．また，音声合成の精度を評価する指標として，

ターゲットとなる音声と生成した音声のMFCC間のユー

クリッド距離における近さを表すメルケプストラム歪み

（MCD）[20]を使用し，セット J53文でテストを行なった

平均を比較した．その結果を図 2に示す．例えば (3×200)

はユニット数が 200の隠れ層が 3層のモデルを示す．

図 2から，(4 × 400)のモデルが，音声合成タスクにお

いて最もMCDが低くなることがわかる．また，ユニット

数が 200 のときは層数を増やすと精度が上がることがわ

かる．しかし，ユニット数が 400のときは，層数を 5まで

増やすと精度が下がる．この理由として，推定すべきパラ

メータの増加することで，モデルがうまく学習できないた

めであると考えられる．

5.2.1 客観評価

次に，学習データ数を 50文，100文，150文，200文，

450文と変化させ，提案手法を DNN，DBNと比較した．

テストには学習データに含まれない 53文を使用した．そ

れぞれの手法について，(4×400)のモデルを用いた．DBN

および DRMは，学習したパラメータを DNNのパラメー

タの初期値として fine-tuningを行い，DNNのパラメータ

はランダムな初期値を与えて学習を行なった．実験の結果

を図 3に示す．図 3から，いずれの学習データ数におい

ても，合成精度が向上していることがわかる．学習データ

数が 450文のときは各手法についてほとんど結果の差がな

い．これは，DNNの学習において，学習データを十分に

与えればパラメータをうまく最適化することができるため

であると考えられる．したがって，提案手法は学習データ

数が少ないときに有用であるといえる．

5.2.2 主観評価

次に，提案手法の性能を評価するため，200文で学習した
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図 3 各手法による合成音声・自然音声間の平均 MCD [db] 比較

Fig. 3 Comparison of MCD [db] between the generated speech

and the target speech obtained by each method.
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図 4 各手法を用いた主観評価結果 [%]

Fig. 4 Subjective preference scores [%] of speech samples ob-

tained each method.

DNN，DBN，提案手法による合成音声の自然性を，XABテ

ストにより評価した．テストに使用した音声は，学習デー

タに含まれない 53文の中からランダムに選んだ 20文であ

る．被験者は 20代の学生 8名である．DNNと提案手法，

DBNと提案手法について，どちらの合成音声が自然音声

に近いかという基準で評価した．いずれの手法も (4× 400)

のモデルを用いた．また，音声の F0および状態継続長は，

自然音声から抽出したものを使用し，MFCCのみ，各手法

から出力されたものを使用し合成音声を生成した．

XABテストによる合成音声の自然さに関する評価結果

を図 4に示す．誤差範囲は 95%信頼区間を示す．図 4の

結果から，DNNと提案手法では，提案手法が有効であるこ

とがわかる．一方，DBNと提案手法では，わずかに提案手

法のほうが良い結果が得られているが，両手法の自然性に

5%の有意水準で有意差は認められなかった．しかし，提案

手法は DBNと違い，音声合成器と音声認識器を同時に事

前学習することができる点において有用であるといえる．
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図 5 各手法による当該音素の正解率 [%]

Fig. 5 Accuracy rate [%] of the current phoneme obtained by

each method.

5.3 音声認識タスク

次に，提案手法の音声認識精度を DNN，DBNと比較し

た．実験は，音響特徴量を入力とし，推定された言語特徴

量の中から，当該音素の正解率を評価した．評価の方法

として，学習データ数を 50文，100文，150文，200文，

450文と変化させ，提案手法を DNN，DBNと比較した．

テストには学習データに含まれない 53文を使用し，53文

の平均正解率で評価した．また，それぞれの手法につい

て，(4× 400)のモデルを用いた．5.2節の実験で学習した

DRMのパラメータを DNNの初期値とし，fine-tuningを

行い，DBNおよび DNNは 5.2.1節と同様の条件で学習し

た．実験の結果を図 5に示す．図 5から，いずれの学習

データ数においても，認識精度が向上していることがわか

る．学習データ数が 150文，200文以降は結果に大きな差

が見られない．これは 5.2節と同様の理由によると考えら

れる．

6. おわりに

本稿では，DRMを連続値を扱えるように拡張すること

で，DNN音声認識器およびDNN音声合成器を同時に事前

学習する手法について提案した．音声合成実験において，

DNNや DBNを用いた手法よりもターゲット音声に近い

音声を生成することができた．また，音声認識実験におい

て，DNNやDBNを用いた手法よりも当該音素に対する正

解率が向上した．2つの実験において，とくにデータ数が

少ないときについて精度を向上することができた．

今後は認識および合成の精度向上を目的とし，時系列を

考慮した手法について検討したい．
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