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大規模疫病データのための非線形モデル解析
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概要：本論文では，大規模疫病データのための非線形モデル解析手法である Funnel について述べる．
Funnel は，(disease, location, time)の三つ組で構成された dの疫病と l の州を含む，長さ nのテンソ
ルデータが与えられたときに，そのテンソルの中から非線形パターンや外れ値を統合的に解析，要約，表
現する．提案手法は (a)疫病の季節性，ワクチンの出現，外部要因による疫病の発生等の重要なパターン
を発見し，(b)パラメータのチューニングを必要とせず，(c)計算量は入力データのサイズに対して線形で
ある．さらに，本手法は (d)麻疹やインフルエンザ等の疫病だけでなく，コンピュータウィルスの感染パ
ターンについても同様に解析することができる．実データを用いた実験では，Funnel が大規模疫病テ
ンソルの中から (P1)病気の季節性，(P2)ワクチン効果，(P3)地域性，(P4)外因性による疫病パターン，
(P5)データ入力エラー等の重要パターンを正確に発見することを確認した．
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Abstract: Given a large collection of epidemiological data consisting of the count of d contagious diseases
for l locations of duration n, how can we find patterns, rules and outliers? For example, the Project Tycho
provides open access to the count infections for U.S. states from 1888 to 2013, for 56 contagious diseases
(e.g., measles, influenza), which include missing values, possible recording errors, sudden spikes (or dives) of
infections, etc. So how can we find a combined model, for all these diseases, locations, and time-ticks? In
this paper, we present Funnel, a unifying analytical model for large scale epidemiological data, as well as a
novel fitting algorithm, FunnelFit, which solves the above problem. Our method has the following proper-
ties: (a) Sense-making : it detects important patterns of epidemics, such as periodicities, the appearance of
vaccines, external shock events, and more; (b) Parameter-free: our modeling framework frees the user from
providing parameter values; (c) Scalable: FunnelFit is carefully designed to be linear on the input size; (d)
General : our model is general and practical, which can be applied to various types of epidemics, including
computer-virus propagation, as well as human diseases. Extensive experiments on real data demonstrate that
FunnelFit does indeed discover important properties of epidemics: (P1) disease seasonality, e.g., influenza
spikes in January, Lyme disease spikes in July and the absence of yearly periodicity for gonorrhea; (P2)
disease reduction effect, e.g., the appearance of vaccines; (P3) local/state-level sensitivity, e.g., many measles
cases in NY; (P4) external shock events, e.g., historical flu pandemics; (P5) detect incongruous values, i.e.,
data reporting errors.
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1. まえがき

大規模な疫病データの中から有用なパターンを発見し，

感染症の性質や法則を見つけ出すことは，医療分野や公衆

衛生の研究，および政策や社会活動等において非常に重要

な問題である．本研究では，大規模疫病データを対象とし，

重要なパターンを自動抽出するための非線形モデル解析手

法として Funnel を提案する [24] *1．より具体的には，以

下の問題を扱う．

d種の疫病，lカ所の地域，nの期間で構成される大規模疫

病データ集合 X が与えられたとき，以下の重要なパターン
を自動抽出する．

• 季節性や感染率等の各疫病の基本的な特徴
• 突発的な流行の外部要因
• 入力エラー等の外れ値
具体例. 本研究では，疫病に関するデータとしてTycho [43]

を扱う．Tychoは，アメリカ合衆国における 125年間にわ

たる 56 種の疫病の患者の報告件数で構成される*2．図 1

は，Funnel による解析結果の例を示している．具体的に

は，図 1 (a)において灰色の丸印は 1928年から 1982年ま

での，麻疹の感染者数を示しており，赤の実線は提案手法

の学習結果を示している．シーケンスは年の周期性があ

り，そして数年ごとに大規模な感染（1941年，1958年）と

小さな波（1940年と 1947年）が現れており [29]，これは

スキップ現象として知られている [40]．また，感染者数は

1965年において急激に減少しており，これはワクチン接

種が 1963年に開始されたことによるものである．考案手

法とモデルはこのようなパターンを高精度で表現するこ

とができる．図 1 (b)は各州の麻疹に関する感受性保持者

の潜在人口を示している．図 1 (c)は各疫病の季節性の強

さ（半径）とそのピークの時期（角度）を示したものであ

る．たとえば，1月から 2月にかけてインフルエンザの流

行のピークがあり，麻疹のような小児呼吸器疾患は春，ラ

イム病のようなダニ媒介疾患は夏がピークとなっている．

また，淋病のような性感染症（STD）には周期性がないこ

とが分かる．提案手法は，事前知識やパラメータ設定を要

せず，すなわち，ユーザの介入なしに，様々な疫病に関す

る重要な特徴を自動的に抽出することができる．

本論文の貢献. Funnel は以下の特長がある．

( 1 ) 提案モデルは，麻疹，インフルエンザ，天然痘をはじ

めとする様々な感染症の振舞いを表現し，図 1 にあげら

れるような季節性，ワクチン効果，外部要因による突発

的流行等の重要な時系列パターンを自動抽出する．

( 2 ) 計算コストは入力データサイズに対し線形である．

*1 http://www.cs.kumamoto-u.ac.jp/˜yasuko/software.html
*2 Project Tycho at University of Pittsburgh:

http://www.tycho.pitt.edu/

図 1 FunnelFit を用いたパターン発見と出力結果

Fig. 1 Modeling power of FunnelFit.

( 3 ) 提案モデルは，SIRSモデル等の既存の疫病モデルを

一般化すると同時に，コンピュータウィルスの感染パ

ターン等の様々な種類の非線形伝染過程を柔軟に表現す

ることができる．

2. 関連研究

関連研究は以下の 2つに分類される．

疫学と医療データ解析. 疫学分野において，SI モデル

（susceptible-infected model）に代表される様々な疫病感染

モデルが提案されている [2]．文献 [9], [10]では麻疹をは

じめとする疫病の拡散過程を分析し，Stoneら [40]は季節

性をともなう疫病における毎年の流行を予測するための新

たな閾値を発見した．Van Panhuisら [43]は，1888年か

ら 2013年にかけてのアメリカ合衆国内のすべての疫病患

者の報告件数を調査した．

時系列データ解析. 時系列データの解析に関する研究は様々

な分野で進められている [4], [7], [16], [28], [34], [35]．時系

列シーケンスのための類似探索，パターン発見は重要な課題

c© 2016 Information Processing Society of Japan 18
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表 1 既存手法との比較

Table 1 Capabilities of approaches.

SIRS AR/PLiF PARAFAC FunnelFit

情報圧縮
√ √ √ √

ドメイン知識
√ √

欠損値
√ √

周期性
√ √

予測
√ √

自動化
√

である [6], [8], [13], [23], [25], [27], [33], [36], [37], [41], [44]．

自己回帰モデル（AR: autoregressive model），線形動的シ

ステム（LDS: linear dynamical systems），カルマンフィ

ルタ（KF: Kalman filters）は代表的な技術であり，これ

らに基づく時系列の解析と予測手法が数多く提案されてい

る [11], [15], [42]．時系列ビッグデータの研究として，TriM-

ine [21]は大規模複合時系列イベントデータのための高速な

予測手法であり，文献 [18]では多次元時系列シーケンスの

ための特徴自動抽出手法を提案した．CompCube [20]は大

規模複合テンソルデータのための非線形解析手法であり，

RegimeCast [17]はデータストリームのリアルタイム将来予

測に焦点を当てている．Rakthanmanonらは文献 [32]にお

いて，兆単位（“trillions”）の時系列シーケンスを対象とし

た DTWの類似探索問題を扱っている．疫病の拡散過程や

ソーシャルネットワーク上の情報伝搬に関する時系列データ

解析の研究も活発に行われている [12], [14], [22], [30], [31]．

FUNNEL [24]は大規模疫病テンソルデータのための非線形

モデル解析手法であり，文献 [19]はWeb上におけるユー

ザの活動と，自然界における生態系モデルの類似性を分析

した先駆的な取り組みである．

関連研究と本研究の位置づけ. 表 1は，既存手法とFunnel

の能力の比較である．(a) SI，SIR，SIRSモデル等の既存

の疫病モデルは疫病時系列データを圧縮し，非線形性を表

現する能力を有するが，周期性，ワクチン効果やその他の

複雑な特徴を表現できず，予測の能力も不十分である．(b)

自己回帰モデル（AR: autoregressive model）や PLiF [15]

は圧縮と予測の能力を有しているが，非線形性を有する時

系列パターンを表現できない．さらにこれらの手法はドメ

イン知識を考慮しないため，より高度な疫病パターンの抽

出をすることができない．(c) 本研究で扱う疫病データは

テンソルとして表現できる．PARAFACはテンソルの圧縮

能力を有するが，外れ値や周期性，ドメイン知識を表現で

きず，予測の能力も有していない．より重要な点として，

上記の既存手法は基本的にすべて，パラメータの設定や

チューニングが必要である．

3. 提案モデル

本章では，提案モデルである Funnel について述べる．

(a) インフルエンザ（CA，TX，VA） (b) 麻疹（CA，NY，PA）

図 2 各州における気温と疫病感染者数の関係性

Fig. 2 The air temperature vs. # of cases.

3.1 FUNNEL の概要

本研究で扱うTychoデータは，1888年から現在にかけて

のアメリカ合衆国 50州における 56 種の疫病患者の報告件

数（計 87,950,807件）で構成される．本データは (disease,

location, timestamp)の三つ組で表現され，それぞれ，d種

の疫病，lカ所の地域/州，nの期間（1週間単位）から構成

される．この疫病データは，3階のテンソル X ∈ N
d×l×n

として表現することができ，X の要素 xij(t)は時刻 tにお

いて i番目の疫病（disease）が j番目の地域/州（location）

が出現した頻度を示す．たとえば，（‘measles’, ‘PA’, ‘April

1-7, 1931’; 4740）の場合，麻疹（measles）がペンシルベニ

ア州（PA）で 1931年 4月 1日から 4月 7日の間に 4740

件報告されたことを表す．ここで，i番目の疫病の j 番目

の州におけるシーケンス xij = {xij(t)}n
t=1 を，ローカル

（州）の疫病シーケンスと呼ぶ．同様に，各州のシーケンス

の合計 x̄i = {x̄i(t)}n
t=1を，グローバル（国）の疫病シーケ

ンスと呼び，x̄i(t)は i番目の疫病の時刻 tにおける出現頻

度の国内の総数（つまり，x̄i(t) =
∑l

j=1 xij(t)）とする．

疫病データの考察. ここでは，疫病データのモデル化にあ

たり重要となる要素について事前考察を行う．図 2 は，イ

ンフルエンザと麻疹の 5年間の感染者数の推移と気温の関

係を示している*3,*4．図 2 (a)のように，インフルエンザ

は気温と強い負の相関があり，気温の低い季節に活発にな

る．一方，図 2 (b)のように，麻疹は位相のずれがあり，春

に活発化する疫病であることが分かる．同様に，図 1 (c)で

示したように，疫病には季節性をともなう場合が多く，た

とえば麻疹やおたふくかぜに代表される小児呼吸器疾患は

春に，ライム病のようにダニ媒介疾患は夏がピークとなっ

ている．

知見 1（疫病の季節性） 疫病の多くは年単位の周期性を

ともない，気温や季節と強い相関を持つ．

ワクチンの導入，抗生物質の使用や公衆衛生の管理によ

*3 CA: California, TX: Texas, VA: Virginia, NY: New York,
PA: Pennsylvania.

*4 National climate data center:
http://www.ncdc.noaa.gov/cag/

c© 2016 Information Processing Society of Japan 19
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り，多くの疫病が，数十年の間に大幅に減少している．た

とえば，図 1 (a)で示したように，麻疹の感染者数はワク

チン接種が 1963年に開始されて以来，大幅な減少傾向に

ある．

知見 2（疫病減少効果） 疫病の多くは，ワクチン，抗生

物質，公衆衛生管理により，大幅に減少あるいは撲滅して

いる．

次に，各地域における傾向について述べる．図 2 に示す

ように，一般に，各州の感染者数は高い相関を持つが，同

時に，患者数の割合は異なる．これは，各州での感受性保

持者の潜在人口が異なることに起因する．たとえば，麻疹

の主な感染対象は小児であるため，小児が多い地域（州）

には，より多くの麻疹患者が見込まれる．図 1 (b)では，

ニューヨーク（NY），ペンシルベニア（PA），カリフォル

ニア（CA），テキサス（TX）に，多くの感染対象者（つま

り小児）がいることが分かる．

知見 3（地域性） 各州における感染者数の推移は正の相

関を持つが，一方で，感受性保持者の潜在人口が異なる．

最後に，外因性による傾向について述べる． 図 1 (a)の

1941年と 1958年において，図 2 (a)の 1944年と 1946年

において，それぞれ，麻疹とインフルエンザの感染者数が

大幅に増加している．

知見 4（外部要因による突発的流行） 疫病の多くには，

数年に一度現れる，外部要因に由来する大規模な流行パ

ターンが存在する．

実データの中には，予期しないエラー値や入力ミスによ

る突発的な外れ値が存在する．

知見 5（入力エラー） 疫病の感染パターンに合致しない

外れ値や入力エラーが存在する．

本研究では，大規模疫病データを対象とし，上記の重要

な要素を表現する統合モデルとして，Funnel を提案する．

具体的には，次の 5つの要素をすべて表現する．

• (P1)：季節性

• (P2)：疫病減少効果

• (P3)：地域性

• (P4)：外部要因による突発的流行

• (P5)：外れ値，入力エラー

次節では，提案モデルの詳細を示す．まず，(a) 単一の

疫病シーケンスの場合（たとえば，ニューヨーク州（NY）

の麻疹の感染者数等）についてのモデルを述べ，次に発展

として，(b)複数シーケンスの場合（つまり，d種の疫病，

lカ所の地域に対する個々のパターン）のモデルについて

述べる．

3.2 FUNNEL — 単一の疫病シーケンスの場合

まず最も簡単な場合として，単一の疫病シーケンスのモ

デル化について述べる．

表 2 主な記号と定義

Table 2 Symbols and definitions.

記号 定義

d 疫病の総数

l 州（地域）の総数

n 時系列の長さ

X 3 階の疫病テンソル（X ∈ N
d×l×n）

xij i 番目の疫病の j 番目の州における

ローカル疫病シーケンス

x̄i i 番目の疫病のグローバル

疫病シーケンス（国内総数）

Sij(t) i 番目の疫病の j 番目の州の時刻 t における

感受性保持者

Iij(t) i 番目の疫病の j 番目の州の時刻 t における

感染者

Vij(t) i 番目の疫病の j 番目の州の時刻 t における

免疫保持者

B 基本行列（d × 6） i.e., B = {b1, . . . , bd}
R 減少行列（d × 2） i.e., R = {r1, . . . , rd}
N 地域行列（d × l） i.e., N = {Nij}d,l

i,j=1

E 外部ショックテンソル i.e., E = {E(D), E(T), E(S)}
M 入力エラーテンソル i.e., M = {mij(t)}d,l,n

i,j,t=1

F Funnel の全パラメータ集合

i.e., F = {B,R,N, E , M }

図 3 Funnel の状態遷移の様子

Fig. 3 Funnel diagrams.

3.2.1 基本モデル — Funnel-base

提案モデルは以下の 3つの状態から構成される．

• Susceptible（感受性保持者）：現時点では疫病に感染

していないが，近隣の感染者から伝染する可能性のある

状態

• Infected（感染者）：すでに疫病に感染しており，他者

へ伝染させる可能性のある状態

• Vigilant（免疫保持者）：疫病から回復した状態，ある

いはワクチン接種等により疫病に感染する可能性がない

状態

図 3 (a)は，基本モデルである Funnel-base の状態遷

移の様子を示す．ここで，β(t)は感染者と感受性保持者の

間の疫病の感染率を，δは感染者の回復率を示す．γは，免

疫力の減少率を示す*5．さらに，先述の要素 (P1) を表現

するために，本研究では，感染率 β(t)は時刻 tにおける周

期性をともなう関数として表現する．

*5 γ は，出生率および死亡率も表現する．

c© 2016 Information Processing Society of Japan 20
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モデル 1（Funnel-base） S(t)，I(t)，V (t) を時刻 tに

おける感受性保持者，感染者，免疫保持者の総数とする．

Funnel-base は，次の式で構成される．

S(t + 1) = S(t) − β(t)S(t)I(t) + γV (t)

I(t + 1) = I(t) + β(t)S(t)I(t) − δI(t)

V (t + 1) = V (t) + δI(t) − γV (t) (1)

ここで，β(t) = β0 ·
(
1 + Pa · cos( 2π

Pp
(t + Ps)

))
，Pp = 52

とし*6，さらに，N = S(t) + I(t) + V (t)，S(1) = N − 1，

I(1) = 1，V (1) = 0とする．

まとめると，Funnel-base は次のパラメータ集合で構成

される：b = {N,β0, δ, γ, Pa, Ps}．
• N：疫病の潜在的人口．

• β0：感染率の年間平均値．

• δ：疫病の回復率．

• γ：免疫力の減少率．

• Pa：季節性の強さ，振幅．

• Ps：季節性の位相．

3.2.2 疫病減少効果 — Funnel-R

2つ目の要素 (P2) のために，モデルを次のように拡張

する．

モデル 2（Funnel-R） θ(t) は疫病減少効果の強さを

示す．

S(t + 1) = S(t) − β(t)S(t)I(t) + γV (t) − θ(t)S(t)

I(t + 1) = I(t) + β(t)S(t)I(t) − δI(t)

V (t + 1) = V (t) + δI(t) − γV (t) + θ(t)S(t) (2)

ここで，疫病減少効果の開始時刻を tθ とし，次のように定

義する：θ(t) =

{
0 (t < tθ)

θ0 (t ≥ tθ)
このモデルは，Funnel-base に疫病減少効果の要素 θ(t)

を加えたものである．これは，図 3 (b)に示すように，感受

性保持者が，ワクチン接種や抗生物質投与等により，直接

免疫保持者の状態に移行する．基本パラメータ bに加え，

Funnel-R は次のパラメータを要する：r = {tθ, θ0}．
• tθ：疫病減少効果の開始時刻．

• θ0：疫病減少効果の強さ，拡散率．

3.2.3 外部ショック — Funnel-RE

次に，3つ目の要素：(P4) について述べる．疫病の多く

は外部要因によって突発的に流行することがある．たとえ

ば，豚インフルエンザの流行が発生した場合には，過去の

状況よりも多くの感染者が見込まれることになる．

この現象を表現するために，本研究では一時的な感受性

変化率 ε(t) を導入する．具体的には，図 3 (b)に示すよう

に，時刻 tにおいて外部ショックによるイベントが起きた

場合，感受性保持者 S(t) の感染者数が一時的に変化する．
*6 1 年間は 52 週で構成される．

これにより，大規模な感染拡大パターンを表現する．

モデル 3（Funnel-RE） 提案モデルは次の式で表現さ

れる：

S(t + 1) = S(t) − β(t)ε(t)S(t)I(t) + γV (t) − θ(t)S(t)

I(t + 1) = I(t) + β(t)ε(t)S(t)I(t) − δI(t)

V (t + 1) = V (t) + δI(t) − γV (t) + θ(t)S(t) (3)

ここで，ε(t)は，一時的な感受性変化率を表す：

ε(t) = 1 +
k∑

i=1

f(t;e(T )
i ),

f(t;e(T )) =

{
ε0 (tμ − tσ < t < tμ + tσ)

0 (else)

kは外部ショックの回数を示す（k = 0の場合には ε(t) = 1）．

各外部ショックは次のパラメータで構成される：e(T ) =

{tμ, tσ, ε0}．
• tμ：外部ショックイベントの中心時刻．

• tσ：イベントの長さ．

• ε0：外部ショック効果の強さ．

3.3 FUNNEL — 複数シーケンスの場合

前節では，単一の疫病シーケンスについての Funnel の

振舞いについて述べた．ここからは，疫病テンソル X が与
えられたうえでの d種の疫病，lカ所の地域の個々の振舞

いを表現するモデルについて考える．まず，最も簡易的な

解決法としてあげられるのが，テンソル X を (d × l)個の

長さ nのシーケンス集合：{xij}d,l
i,j=1（つまり，ローカル

（州）の疫病シーケンス）と見なし，各シーケンスに対し

個別にモデルパラメータ集合：{b, r, e(T )}を推定する場
合である．しかしながら，これらのローカルの疫病シーケ

ンスのペア (disease, state)の中には，たとえば，アラスカ

州におけるライム病のように，感染者数が非常に少ないス

パースな時系列データを含む場合が多く，直接的に個々の

モデルパラメータを推定することが困難である．さらに，

上記の方法では，グローバル（国）の疫病の振舞いをモデ

ル化することができない．この問題を解決するために，本

研究では，lカ所のすべての州で，一部のパラメータを共

有する手法を用いる．

FUNNEL — パラメータ集合. 本研究の目的は，大規模

疫病データ X ∈ N
d×l×n の中から重要なトレンドや特徴を

抽出することである．図 4 は提案モデルの概要を示す．疫

病テンソル X が与えられたとき，提案手法は 5つの重要

な要素を発見する：(P1) B：季節性等の疫病の基本的な

振舞い，(P2) R：疫病減少効果，(P3) N：地域性，(P4)

E：外部ショックイベント集合，(P5) M：入力エラー．
ここで，(P1)と (P2)は，グローバル（国）の振舞いを表

現するパラメータ集合，(P3)はローカル（州）の個々のパ

ターン，そして，(P4)と (P5)は X の外部要因に関する
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図 4 Funnel の概要．提案手法は疫病テンソル X の中から重要なパターンを自動抽出する
Fig. 4 llustration of Funnel structure: we extract the important behavior of epidemics

from X .

パラメータ集合である．

定義 1（FUNNEL のパラメータ集合） F を疫病テン
ソルX を表現する全パラメータ集合F = {B,R,N, E , M }
とする．

次に，各パラメータの詳細を述べる．

(P1)，(P2) グローバルパラメータ集合. 次のパラメータ

集合は，グローバルな振舞いを表現し，lカ所の州で共有

する．

定義 2（基本行列 B (d × 6)） Bを d個の疫病に関する

基本パラメータ集合B = {b1, . . . , bd}とする．ここで，bi

は i番目の疫病のパラメータを表す．

たとえば，麻疹ウィルスの感染率および回復率はニュー

ヨーク州とフロリダ州で同じである．同様に，麻疹のワク

チンが導入される時期は，どの州においても同じであり，

導入されたワクチンの効果が出始める時期も一致する．

定義 3（減少行列 R (d × 2)） Rを疫病減少効果に関す

るパラメータ集合 R = {r1, . . . , rd} とする．ここで，ri

は，i番目の疫病のパラメータを表す．

(P3) ローカルパラメータ集合. 次の課題は，テンソル X
の中の地域固有のパターンの表現方法である．ニューヨー

ク州とフロリダ州それぞれの麻疹の感染者数の推移に変化

をもたらす原因はいったいなんであろうか．各州における

麻疹のウィルスに地域性や大きな個体差はない．唯一の違

いは，感受性保持者の潜在人口の差である．そこで本研究

では，lカ所の州でグローバルパラメータ集合を共有し，疫

病の潜在的人口 Nij のみを i番目の疫病，j 番目の州ごと

に導入する．具体的には，モデル 3 において，次の式を満

たす：Nij = Sij(t) + Iij(t) + Vij(t)．たとえば，小児呼吸

器疾患である麻疹について考えると，ニューヨーク州には

フロリダ州よりも多くの小児がいるため（つまり，潜在的

な麻疹感染対象者が多いため），より多くの感染者が見込

まれる．

定義 4（地域行列 N (d × l)） Nを d種の疫病，l カ所

の地域における潜在的人口を表すパラメータ：N =

{Nij}d,l
i,j=1とする．ここで，Nij は，i番目の疫病の j番目

の州における潜在的人口を表す．

(P4) 外部ショック. 本研究では，突発的に発生する疫

病の流行イベントを 3つの要素：(disease, state, time)と

して表現する．たとえば，1946年に国家規模で起きたイ

ンフルエンザの歴史的大流行の場合は，(e1) “influenza,

country-wide, 1946”として表現される．同様にして，2007

年にユタ州で起きた地域規模のクリプトスポリジウム症の

流行は，(e2) “cryptosporidiosis, Utah, 2007”として表現

される．これらの複数のイベントを表現するために，新た

にパラメータ集合として外部ショックテンソル E を導入
する．図 4 (b)に示すように，E は，k 個のイベント集合

で構成される．外部ショックテンソル E は，3つの要素行

列 {E(D), E(S), E(T)}として圧縮することもできる．さら
に，単一の外部ショックイベントは，三つ組のベクトル集

合 {e(D), e(S), e(T )}として次のように表現される．
• 疫病ベクトル e(D)：疫病の ID

• 地域ベクトル e(S)：各地域のショックの強さ

• 時間ベクトル e(T )：ショックの発生期間

ここで，3.2.3 項で示したとおり，e(T ) はグローバルなパ

ラメータであり，e(S) はローカルなパラメータ：e(S) =

{e(S)
j }l

j=1 である．これは，モデル 3 におけるパラメータ

ε0 の l カ所の州ごとの変化率を表す．より具体的には，j

番目の州での外部ショックの強さを ε0 · e(S)
j とする．

定義 5（外部ショックテンソル E） E を k 個の外部

ショックイベントで構成される 3 階のテンソル：E =

{E(D),E(S),E(T)}とする．ここで，三つ組の行列は，疫
病，州，時間の各要素を表現するパラメータである．

(P5) 入力エラー. 実データには，多くのエラー値や報告

の誤りが含まれる．提案モデルは，これらの入力エラーを

外れ値として取り除く必要がある．

定義 6（入力エラーテンソル M） M を入力エラーに関
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図 5 ジアルジア症に対する学習結果の比較

Fig. 5 External shock vs. mistake for giardiasis.

する 3階のテンソルとする．M の各要素 mij(t)は，i番

目の疫病，j 番目の州，時刻 tの値を表す．

ここで，M は非常にスパースであり，多くの場合におい

て，mij(t) = 0である．

図 5 は，ジアルジア症に対する 2種類の学習結果の様

子を示している．灰色の丸印はオリジナルデータ，赤線は

フィッティング結果を示す．図に示すように，ジアルジア

症は 2006年において大きな外れ値（およそ 10, 000）があ

る．図 5 (a)は外部ショックとして学習した結果であり，

図 5 (b)は入力エラーとして学習した結果である．(a)にお

いて，近隣の点が外れ値に大きく影響されている一方で，

(b)では外れ値が独立した点として認識され，より正しく

学習できていることが分かる．

4. 最適化アルゴリズム

本章では，モデルの学習アルゴリズムであるFunnelFit

について述べる．提案アルゴリズムの目的は，与えられた

疫病テンソル X に対し，重要なパターンを自動抽出するこ
とである．

問題 1 (disease, state, time)の三つ組で構成される疫

病テンソル X が与えられたとき，X を表現する最適なモ
デルパラメータ集合 F = {B,R,N, E , M }を発見する．
ここでの重要な課題は，(a) テンソル X の中の重要なパ
ターンを表現するための最適なパラメータをどのように推

定するか，(b) 外部ショックの最適な個数 kをどのように

決定するか，そして (c) データ X の中に含まれる 入力エ
ラーをどのように取り除くかである．

4.1 モデル化とデータ圧縮

本研究では，大規模疫病テンソルデータX を適切に表現・
モデル化するために，最小記述長（MDL: minimum descrip-

tion length）に基づく新たな符号化スキームを導入する．

直感的に，データがより圧縮できれば，より良いモデルで

あると見なす．データが与えられたときのモデルの良さは

次の式で表現できる：CostT = Cost(M) + Cost(X|M)．

ここで，Cost(M)はモデルMを表現するためのコストを

示し，Cost(X|M)は，Mが与えられたときのデータX の

符号化のコストを示す．

モデル表現コスト. Funnel のパラメータ表現コストは以

下の要素から構成される．

• 疫病の総数 d，州の総数 l，および，時系列の長さ

n：log∗(d) + log∗(l) + log∗(n)ビット*7．

• 基本行列（B），減少行列（R），地域行列（N）にそれぞ

れ d×6，d×2，d× lのパラメータを要する．まとめると，

CostM (B)+CostM (R)+CostM (N) = cF ·d(6+2+ l)．

ここで，cF は浮動小数点のコストを示す*8．

同様に，外部ショックテンソル E = {E(D), E(S), E(T)})
は次の要素で構成される．

• 外部ショックの個数 k：log∗(k)ビット．

• 外部ショック（疫病）行列 E(D)：k log(d)．

• 外部ショック（時間）行列 E(T) の中の各要素 e(T ) =

{tμ, tσ, ε0}：log(n)，log(n)，cF．

• 外部ショック（地域）行列 E(S)：cF · kl．

まとめると，外部ショックテンソルEのモデルコストは次の
ようになる．CostM (E) = log∗(k) + k

(
log(d) + 2 log(n) +

cF · (1+ l)
)
．入力エラーテンソルM は以下で構成される．

• テンソルM 内の非ゼロ要素の個数：log∗(|M |)．
• 非ゼロ要素の位置とその値 mij(t)：log(d)，log(l)，

log(n)，log∗(mij(t))．

したがって，CostM (M ) = log∗(|M |)+∑|M |
mij(t)>0(log(d)+

log(l) + log(n) + log∗(mij(t)))．ここで |M | はM 内の非

ゼロ要素の個数を示す．

疫病データの符号化コスト. ハフマン符号を用い

た情報圧縮では，モデルパラメータ集合 F が与えら
れた際の X の符号化コストを負の対数尤度を用いて
次のように表現することができる [3]：CostC(X|F) =∑d,l,n

i,j,t=1 log2 p−1
Gauss(μ,σ2)(xij(t)−mij(t)−Iij(t))．ここで，

符号化にはガウス分布を用い，xij(t)，mij(t)は，それぞ

れ，疫病テンソル X，入力エラーテンソルの要素の値を示
す．Iij(t)は，モデル 3 で示したように，感染者数の推定

値を示す．さらに，μ，σ2 はそれぞれ，オリジナルデータ

の値と，推定値の間の平均，分散を示す*9．

符号化コスト関数. まとめると，モデルパラメータ集合 F
が与えられたときの X の符号長は次のように表現される．

CostT (X ;F) = log∗(d) + log∗(l) + log∗(n)

+CostM (B) + CostM (R) + CostM (N)

+CostM (E) + CostM (M ) + CostC(X|F) (4)

したがって本論文の次の目標は，上記のコスト関数を最小

化することである．

*7 ここで，log∗ は整数のユニバーサル符号長を表す．
*8 本論文では 4 × 8 ビットとする．
*9 ここで，μ，σ2 は 2cF ビットを要するが，これらのコストは定
数であるため，モデル推定の際には除外することができる．
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Algorithm 1 FunnelFit (X )
1: Input: Tensor X (d × l × n)

2: Output: Complete set of parameters,

i.e., F = {B,R,N, E , M }
3: /* Parameter fitting for global-level sequences */

4: {FG} =GlobalFit (X );

5: /* Parameter fitting for local-level sequences */

6: {FL} =LocalFit (X ,FG);

7: return F = {FG ,FL};

4.2 多階層最適化アルゴリズム

ここまでは，パラメータ集合の候補解 F が与えられた
うえでテンソル X を表現するための方法について述べ
た．次の課題は，どのようにしてすべてのパラメータ集合

F = {B,R,N, E , M }を最適化するかである．
図 3 で示したように，Funnel は，複数のパラメータ集

合から構成され，それらは，疫病テンソル X の中のグロー
バル（国）かローカル（州）のいずれかのパターンを表現す

る．たとえば，基本行列 Bと減少行列Rは，各疫病のグ

ローバル（国）レベルの振舞いを表現し，一方で，地域行列

N は，ローカル（州）なトレンドを表現する．また，外部

ショックテンソル E = {E(D), E(S), E(T)})は，グローバ
ル (E(D), E(T))，ローカル (E(S))のパラメータとして分解

できる．同様にして，入力エラーテンソルM は，{M(D),

M(S), M(T)}として分解できる．そこで本研究では，上記
の性質を用いて，より効率的かつ効果的にパラメータの推

定を行う手法として，多階層最適化アルゴリズムを提案す

る．より具体的には，全パラメータ集合 F を，グローバ
ル，ローカルの 2つの部分パラメータ集合 FG，FLに分解

しそれらのパラメータ集合を個別に学習し，高速にモデル

推定を行う．

提案アルゴリズムは次の 2つのステップで構成される．

• GlobalFit：グローバル（国）の疫病シーケンス

{x̄i}d
i=1 に対し，最適なモデルパラメータ FG = {B,R,

E(D),E(T),M(D),M(T)}を推定する．
• LocalFit：ローカル（州）の疫病シーケンス {xij}d,l

i,j=1

に対し，最適なモデルパラメータ FL = {N,E(S),M(S)}
を推定する．

ここで，i番目の疫病に対するグローバル（国）のシーケン

ス x̄iは lカ所すべての州のローカルシーケンスの合計値と

する：x̄i(t) =
∑l

j=1 xij(t)．Algorithm 1 は FunnelFit

の概要を示す．疫病テンソル X が与えられたとき，提案ア
ルゴリズムはモデルパラメータ集合 F を自動抽出する．
4.2.1 GlobalFit

本項の目的は，与えられたテンソル X に対し，コスト
関数（式 (4)）が最小化するようなグローバルパラメータ

集合 FG を発見することである．具体的には，各疫病に関

する基本的なパラメータ（つまり，基本行列，減少行列），

そして，最適な外部ショックと入力エラーの数を推定した

い．ここで強調すべき点として，適切な外部ショックと入

力エラーを発見することは非常に重要な課題である．なぜ

なら，図 5 (a)に示したとおり，パラメータの学習は，外

れ値に対し非常に繊細であり，外部ショックと入力エラー

を適切に発見し，取り除くことが，基本パラメータの学習

のうえで重要となるからである．同時に，基本パラメータ

の適切な学習により，外部ショックと入力エラーの発見も

より適切に行うことができる．この循環依存関係を避ける

ために，本研究では，反復法を用いたパラメータ学習を行

う．具体的には，コスト関数が最小化するまで，基本パラ

メータと外部ショック，入力エラーパラメータの学習を交

互に行う．

外部ショックと入力エラー. もう 1つの重要な問題とし

て，外部ショックと入力エラーの自動判別がある．たとえ

ば，図 5 の場合には，入力エラーとして表現する方が適し

ている．本論文で提案するコスト関数を用いれば，このよ

うな判別は自動的に行うことができる．具体的な方法とし

ては，まず，データを外部ショックと入力エラーそれぞれ

の場合に分けてパラメータ学習を行い，次に，2つの学習

結果の符号化コストを比較し，適切なモデルを選択する．

図 5 の例では，(b)のコストは (a) のコストより低くなる

ため，提案アルゴリズムは，この点を入力エラーとして判

別する．

提案アルゴリズム. Algorithm 2 はGlobalFit の処理の

流れを示している．テンソル X が与えられたとき，提案
アルゴリズムは，d個のグローバル（国）の疫病シーケン

ス：{x̄i}d
i=1を作成し，基本パラメータと外部ショック, 入

力エラーをそれぞれ推定した．ここで，コスト関数の最小

化には，非線形性を有する学習に適したレーベンバーグ・

マルカート（LM: Levenberg-Marquardt）法を用いた．

ここで，外部ショックテンソル E と入力エラーテン
ソル M は三つ組 (disease, state, time) から構成される

が，GlobalFit はグローバルなパラメータ（つまり，

(disease, time)）のみを学習する．ローカルなパラメータ

集合 E(S)，M(S) は，LocalFit（Algorithm 3）において

学習する．さらに，コスト関数（式 (4)）は，N等のロー

カルなパラメータも含むが，これらのコストはグローバル

の学習とは独立であるので，定数として扱う．

4.2.2 LocalFit

d × l 個で構成されるローカルな疫病シーケンス集

合：{xij}d,l
i,j=1 ∈ X と，グローバルパラメータ集合 FG

が与えられたとき，LocalFit は，各疫病，各州の個々の

パラメータ集合：FL = {N,E(S),M(S)}を学習する．
Algorithm 3はLocalFitの処理を示す．LocalFitは

反復法に基づくアルゴリズムであり，それぞれ，(a) 地域行

列N，(b) ローカルな外部ショック E(S)，そして (c) ロー

カルな入力エラーM(S) のパラメータを最適化し，コスト
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Algorithm 2 GlobalFit (X )
1: Input: Tensor X
2: Output: Set of global-level parameters FG
3: for i = 1 : d do

4: Create x̄i from X ; /* Global sequence x̄i of i-th disease

*/

5: /* Initialize external shocks and mistakes for disease i

*/

6: E
(D)
i = E

(T)
i = M

(D)
i = M

(T)
i = ∅;

7: while improving the cost do

8: bi = arg min
b′

i

CostC(x̄i|b′
i, ri, E

(T)
i , M

(T)
i ); /* Base */

9: ri = arg min
r′

i

CostC(x̄i|bi, r′
i, E

(T)
i , M

(T)
i ); /* Reduc-

tion */

10: E
(D)
i = E

(T)
i = M

(D)
i = M

(T)
i = ∅; /* Initialize

values */

11: /* Find external shocks and mistakes for disease i */

12: while improving the cost do

13: e(T ) = arg min
e′(T )

CostC (x̄i|bi, ri, {E(T)
i

∪ e′(T )}, M
(T)
i

);

14: m(T ) = arg min
m′(T )

CostC (x̄i|bi, ri, E
(T)
i

, {M(T)
i

∪ m′(T )});

15: /* Compare external shock vs. mistake */

16: if CostT (x̄i; e(T )) < CostT (x̄i; m(T )) then

17: /* External shock wins - treat as an external

shock */

18: E
(D)
i = {E(D)

i ∪ i}; E
(T)
i = {E(T)

i ∪ e(T )};
19: else

20: /* Mistake wins - treat as a mistake value */

21: M
(D)
i = {M(D)

i ∪ i}; M
(T)
i = {M(T)

i ∪m(T )};
22: end if

23: end while

24: end while

25: /* Update parameter set of i-th disease */

26: B = B ∪ bi; R = R ∪ ri;

27: E(D) = E(D) ∪ E
(D)
i ; E(T) = E(T) ∪ E

(T)
i ;

28: M(D) = M(D) ∪ M
(D)
i ; M(T) = M(T) ∪ M

(T)
i ;

29: end for

30: return FG = {B,R,E(D),E(T),M(D),M(T)};

を最小化する．

補助定理 1 FunnelFit の計算量は O(dln)である．

証明 1 テンソルX からグローバル（国）の疫病シーケ
ンスを生成するために O(dln)の計算量を要する．Glob-

alFit の計算量はO(#iter · (k + |M |) · dn)であり，#iter

は反復回数を示し，kと |M |はそれぞれ，外部ショックの
個数，入力エラーテンソルM の中の非ゼロ要素の総数を

示す．同様に，LocalFit は O(#iter · (k + |M |) · dln)の

計算量を要する．ここで，#iter, k, |M |は非常に小さい
定数であるため，無視することができる．したがって，計

算量は O(dln)である．

Algorithm 3 LocalFit (X ,B,R,E(D),E(T),M(D),M(T))
1: Input: (a) Tensor X , (b) global-level parameter set FG
2: Output: Set of local-level parameters, i.e., FL
3: while improving the cost do

4: /* For each local sequence xij of i-th disease in j-th

state */

5: for i = 1 : d do

6: for j = 1 : l do

7: Nij = arg min
N ′

ij

CostC(xij |B, R, N ′
ij , E , M );

8: end for

9: end for

10: for each external shock (e(D), e(S), e(T )) ∈ E do

11: Update e(S) to minimize the cost /* Local participa-

tion rate */

12: end for

13: for each mistake (m(D), m(S), m(T )) ∈ M do

14: Update m(S) to minimize the cost /* Mistake value

*/

15: end for

16: end while

17: return FL = {N,E(S),M(S)};

5. 評価実験

本論文では Funnel の有効性を検証するため，実データ

を用いた実験を行った．具体的には，本章では以下の項目

について検証する．

Q1 疫病のパターン抽出に関する提案手法の有効性

Q2 提案アルゴリズムの精度の検証

Q3 パターン抽出に対する計算時間の検証

5.1 疫病データからの重要パターンの発見

本節では，大規模疫病データに対する Funnel の情報抽

出の効果を検証する．

図 6 は，15種の主要な疫病に対するモデル学習の結果

を示している． 灰色の丸印はオリジナルデータを，赤の

実線は提案手法の学習結果 I(t)を示している．各シーケン

スはそれぞれ，線形スケール（上段），対数スケール（下

段）で示しており，下段については，感染者の推定値のほ

かに，感受性保持者 S(t)と免疫保持者 V (t)の推定値も表

している．

以下では，先述の 5つの重要な疫病の要素に関して，提

案手法で得られた知見について議論する．

(P1) 季節性. 図 1 (c) においてすでに示したように，

Funnel は，季節性における次の 4 つのカテゴリを発見

した．

• インフルエンザは 1月から 2月にかけてピークを持つ．

• 麻疹，おたふくかぜ，水疱瘡等の小児呼吸器疾患は強
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図 6 主要な 15 種の疫病に対する Funnel の学習結果

Fig. 6 Fitting results of Funnel for 15 diseases (global-level counts).
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表 3 ワクチンのライセンス化 [43] と Funnel の結果

Table 3 The year of vaccine licensure [43] vs. detection.

Disease licensure detected

Measles 1963 1965

Mumps 1967 1975

Whooping cough (pertussis) 1948 1951

Rubella 1969 1972

図 7 麻疹のローカル（州）の疫病に対する学習結果

Fig. 7 Local-level fittings for measles.

い周期性を持ち，春にかけて感染者が増加する [38].

• ライム病のようなダニ媒介疾患やクリプトスポリジウ
ム症のような水媒性の疫病は，夏に強いピークを持ち，

保菌生物やヒトの行動，あるいは気候等の要素と深い関

連性を持つ [39]．

• 淋病のような性感染症（STD）には周期性が見られ

ない．

(P2) 疫病減少効果. Funnel は，大規模疫病データの中

から，自動的に疫病減少効果を発見することができる．た

とえば，図 6 (a)–(f) において，多くの小児性疾患は疫病減

少効果が見られることが分かる．表 3 は，ワクチンがライ

センス化された年と，Funnel において自動発見された疫

病減少効果の開始年を比較したものである．基本的に，ラ

イセンス化されて 2，3年後に減少効果が見られることが

分かる．これは，ワクチンプログラムの普及にラグが生じ

る影響と考えられる．一方で，インフルエンザに対する疫

病減少効果は発見されなかった．これは，インフルエンザ

ウィルスの変異が活発であり，ワクチンの効果が現れにく

いことが原因である．

(P3) 地域性. Funnel は，国家規模の疫病だけでなく，

地域固有のパターンを発見することができる．たとえば，

図 1 (b)で示したとおり，ニューヨーク州（NY）とペンシ

ルベニア州（PA）には多くの麻疹の感受性保持者が存在す

る．図 7 は，実際の感染者数とその学習結果である．図

に示すとおり，Funnel は周期的な感染パターンや疫病減

少効果を表現すると同時に，ローカルな外部ショックのパ

ターンも柔軟に表現している．

(P4) 外部ショックイベント. 図 6 に示すように，Fun-

nelFit は次にあげられるような重要な外部ショックイベ

図 8 Funnel と既存手法の精度比較

Fig. 8 Fitting accuracy for the global and local sequences.

図 9 FunnelFit の計算コスト

Fig. 9 FunnelFit scales linearly: wall clock time vs. dataset

size.

ントを自動発見した．

• 小児性疾患である (a) ジフテリア（Diphtheria）と (b)

猩紅熱（scarlet fever）は，第二次世界大戦前後に複数年

にわたる流行パターンを持つ．

• (g) インフルエンザ（Influenza）は，1929年，1941年

等に大規模な流行が確認できる [26]．

• (h)ワクチンの普及が不十分だったことにより，天然痘

（smallpox）の流行が 1937–39年にかけて発生した [5]．

• (j)水媒性の疫病であるクリプトスポリジウム症（Cryp-

tosporidiosis）が，2007年におけるユタ州の公共プール

汚染を原因として局所的に流行した [1].

(P5) 入力エラー. 提案手法である FunnelFit の強みの

1つとして，ノイズに対する頑健性があげられる．図 6 (i)

に示すとおり，FunnelFit は，腸チフス（typhoid fever）

のデータに含まれる，1940年代における欠損値を補完す

ると同時に，1953年における外れ値を取り除くことがで

きる．

5.2 提案手法の精度と学習時間

まず，提案モデルの精度を検証するため，既存手法であ

る SIRS モデルと SKIPS [40]との比較を行った．本研究

ではさらに，疫病減少効果の効果を検証するために，外

部ショックと入力エラーに関するパラメータを取り除い

た Funnel-R とも比較を行った．図 8 (a)は，オリジナ

ルデータと推定値との二乗平均誤差（RMSE: root mean

square error）を示している．ここで，(a)は，グローバル

（国）の疫病シーケンス集合 {x̄i(t)}d,n
i,t ，そして (b)はロー

カル（州）のシーケンス集合 {xij(t)}d,l,n
i,j,t についてそれぞ

れ比較している．SIRSモデルは，季節性をともなうパター

ンを表現できない．SKIPS は周期性を発見できるが，疫病

減少効果や外部ショックイベントを表現できない．図に示
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図 10 3 つの疫病に対する将来予測の結果

Fig. 10 Forecasting result: we train the model parameters using 2/3 of each sequence

(i.e., solid black lines). We then start forecasting (at the vertical dotted line).

すとおり，SIRS モデルと SKIPS が疫病の複雑なパターン

の表現に失敗したのに比べ，提案手法は高い精度でのデー

タの学習に成功した．

次に，FunnelFit の計算時間を検証する．図 9 はデー

タのサイズを変化させたうえでの提案手法の計算時間を示

している．ここでは，それぞれ，(a)疫病の総数 d，(b)州の

総数 l，(c) シーケンスの長さ nを変化させている．補助定

理 1で示したように，提案アルゴリズムであるFunnelFit

は，データの入力サイズに対し線形である．

6. ディスカッション

アプリケーション — 疫病の将来予測. Funnel は，様々

な種類の疫病データを柔軟に表現可能なため，最も重要な

アプリケーションとして，将来予測があげられる．図 10

は，3つの主要な疫病に対する予測結果を示している．具

体的には，オリジナルデータの前半 2/3の長さ（黒線）を

用いてモデルパラメータを学習し，その後の 1/3 を予測

している（赤線）．ここで，y軸は対数スケールで表示し

ている．提案モデルの精度を検証するため，自己回帰モデ

ル（AR: autoregressive model）との比較を行った．ARの

回帰係数はそれぞれ，r = 52（1年間），26（半年間），8

（Funnel の基本パラメータ数（6），および疫病減少効果パ

ラメータ数（2）の合計）とした．さらに，学習の発散を抑

えるため，ARについては対数スケールに対し予測を行っ

た．図 10 に示したとおり，提案手法は ARと比較し高精

度の予測を達成している．図中上の数値は各手法における

予測結果とオリジナルデータとの誤差（RMSE）を示して

いる．より具体的には，(a) インフルエンザ（Influenza）

と (b) クリプトスポリジウム症（Cryptosporidiosis）につ

いて，ARが突発的な外部ショックや外れ値に強い影響を

受け，将来予測に失敗しているのに対し，提案モデルは複

雑な時系列イベントを自動的に抽出することで潜在的な疫

病パターンの長期予測に成功している． 同様にして，(c)

腸チフス（Typhoid fever）のような疫病減少効果や入力エ

ラー，欠損値を多く含むデータに対しても，周期性を含む

複雑なパターンを表現し，長期的な将来予測を行うことが

できた．

一般性— コンピュータウィルスの流行パターン. Funnel

は，その一般性と柔軟性により，疫病だけでなく，コン

図 11 コンピュータウィルスにおける Funnel の学習結果

Fig. 11 Funnel is general: our model (solid lines) fits com-

puter virus data (in circles) very well.

ピュータウィルス等の流行パターンも学習することができ

る．たとえば，図 11 は，IPA *10による日本国内の企業お

よび教育機関におけるコンピュータウィルス感染数の報告

データに対する Funnel の学習結果を示している．ここ

で，丸印はオリジナルの報告件数，Funnel の学習結果は

線で表現され，期間は 2000 年から 2010 年である．たと

えば，(a) “Badtrans”，“Klez”はMicrosoft Outlookのセ

キュリティホールを利用したウィルスで，2001年から 2002

年にかけて流行した．これらのウィルスは，強い感染力を

持っていたが，アンチウィルスソフトウェアの普及により

鎮火された．(b) “Netsky”は，メールの添付ファイルとし

て拡散されたウィルスで，2004年に大規模な感染が報告さ

れた．このウィルスは，10年間にわたり，徐々に減少傾向

にあるが，依然として感染報告がある．さらに，このウィル

スには，週単位の周期性が確認され，週末の感染数が少ない

という特徴がある．(c) “Mytob”は，社内ネットワーク上

（ローカル）で伝搬するウィルスである．さらに，最近にな

り猛威をふるっているのが，“Koobface”，“Fbphotofake”

等に代表されるソーシャルネットワークサイト上でのウィ

ルスである．これらは，Facebookや Twitter等で急速に

伝搬し，潜在的な感染者数（ユーザ数）も多い．

7. むすび

本論文では，大規模疫病データのための非線形モデル解

析手法として Funnel について述べた．Funnel は，大

規模な疫病データの中から，季節性，ワクチン効果，地域

性，外部ショックイベントや入力エラー等の重要な要素を

自動抽出し，長期的な将来予測の能力を有する．様々な種

類の疫病データを用いて実験を行い，Funnel が最新の疫

病解析手法と比べてより高い精度と性能を持つことを示し
*10 IPA - IT security center:

https://www.ipa.go.jp/security/english/index.html
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た．今後の課題として，他の地域や異なる疫病のデータ，

あるいは気象をはじめとする外部要因に関するデータを統

合し，疫病テンソルデータに対するより高度なモデル学習

や解析をするための技術について検討していく予定である．
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