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1．はじめに 

人間は、視覚や聴覚のような五感から得られる様々 

な情報を用いて物体の概念を獲得している。このよう 

な物体概念の獲得を、身体性を持つロボットが得る様 

々な情報から教師なしで学習する試みが行われてい 

る [1]。こうした学習の枠組みでは、人間が行うよう 

にその物体に関する様々な情報を得るための試行を繰 

り返し、その結果の類似から試行に用いた物体のクラ 

スタリングを行う。このクラス一つ一つを、ロボット 

が獲得した物体概念として扱う。ロボットにより学習 

された物体概念には、対話システムや生活支援システ 

ムへの応用など、実世界の物体概念を扱う必要がある 

システムでの利用が考えられている。 

しかし、人間が普段の生活で扱う物体の数は膨大で、 

これらすべての物体概念を実際のロボットを用いて獲 

得することは難しい。これは、大量の学習対象の入手 

やロボットの運用などの物理的な制約が大きなコスト 

となるためである。そこで、ロボットの物体概念の獲 

得を仮想環境で行うことができれば、こうしたコスト 

を低減することができる。具体的には、ロボット実機 

で行った概念獲得の結果と仮想環境でシミュレートし 

た概念獲得の結果が一致すれば、仮想環境での学習結 

果を実機に転用することができる。 

本研究では、まず先行研究 [1] で行われているよう 

に、ロボット実機での聴覚と視覚を利用した概念獲得 

を再現する。また、同様の物体クラスに対して、聴覚 

・視覚を再現した仮想環境上での概念獲得を行う（シ 

ミュレーション）。最後に、実機とシミュレーション 

での実験の比較を行い、仮想環境上での概念獲得結果 

がどの程度実機での概念獲得結果と一致するかを確認 

する。 

 

2 ．ロボットによる概念獲得 

人間は、五感から得られる情報を用いて物体を認知 

し、その繰り返しによって同じ種類のものが同じクラ 

スに属するという概念を獲得すると考えられている [2] 

。例えばコーヒーカップを認知する場合は、コーヒー 

カップを触った時の感触や見た目など、複数の感覚器 

の情報を統合して物体の認知・学習を行っている。こ 

うした情報は単一の種類の情報ではなく、多様な種類 

の情報（マルチモーダルな情報）が用いられている。 

マルチモーダルな情報により、同じ種類のものを同じ 

クラスのものとして分類する、物体概念という物体の 

認知が形成される。 

このような物体概念の獲得を、マルチモーダル情報 

を用いてロボットにより獲得する試みがすでに研究さ 

れている [1]。ロボットにより獲得された物体概念は、 

様々な応用が考えられる。 例えば、生活支援システム 

の研究 [3, 4] では、システムは人間の身体性に基づい 

て物体の概念を理解する必要があるとされている。ま 

た対話システムの研究においては言葉だけでなく表情 

や身振り手振り、語調といった複数のチャンネルを使 

用したマルチモーダルなコミュニケーションに関する 

議論が盛んに行われている [5, 6, 8]。 

これらの研究では、人間の身体的な感覚を理解する 

うえでマルチモーダルな概念獲得が有効であるとされ 

ている。しかし、物体概念の学習・獲得のために実際 

のロボットを用いることはコストが大きい。例えば、 

学習対象が消耗品である場合や高価なものである場合 

などである。また、実ロボットを運用する費用もコス 

トを増大させる要因である。加えて、実ロボットには 

物理的な制約があり、学習に長い時間を要する。これ 

らに対して、仮想環境で物体概念の獲得を行うことが 

できれば、こうしたコストの問題を解決することが可 

能である [7]。 

そこで本研究では、ロボットによる物体概念の獲得 

に関して仮想環境上でシミュレーションを行い、学習 

のコストを低減する方法を検討する。 

  

3．ロボット実機による概念獲得 

まず先行研究同様、実機によって聴覚・視覚を用い 

た概念獲得を行う。実験に用いるロボットとして 

Aldebaran Robotics の NAO[9] を使用した。ロボットは 

４種類の物体（図 1）を握り、握った物体をカメラに 

近づけ撮影する行動と、物体を振りそれにより生じる 

音を録音する行動を各物体に対して行う（図 2）。ロ 

ボットは頭部にカメラ (CMOS 640 x 480 camera) ２台 

とマイク４台を搭載しており、これらから得られる情 

報をそれぞれ視覚情報、聴覚情報として利用する。 

 
 

これらの行動によって、得られた視覚情報・聴覚情 

報を、LDA[10] によって教師なしで分類する。LDA で 

扱う特徴量には、Bag of features モデルを用いる。 
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3.1 Bag of features モデル 

Bag of features 特徴量は各離散特徴量の出現頻度 

ヒストグラムをベクトルにしたもので、ベクトルの成 

分が各特徴量の出現回数となる [11]。この特徴量を作 

成するため、あらかじめ与えられたサンプル画像の特 

徴量ベクトルをクラスタリングし、サンプル画像を代 

表する特徴量（コードブック）を計算する。分析対象 

の画像ベクトルをこのコードブックを用いてベクトル 

量子化することで、各コードブックにおける特徴量の 

出現頻度ヒストグラムを計算することができる。 

先行研究 [1] ではこの Bag of features モデルを視覚情 

報だけでなく、聴覚情報と触覚情報にも拡張したモデ 

ルであるマルチモーダル Bag of features モデルを提案し 

ている。本研究ではこれにならい、視覚情報と聴覚情 

報を以下のように処理する。 

 

3.2 視覚情報の処理 

ロボットのカメラで撮影した画像は、SIFT 特徴量 

[12] を用いて 1 枚ごとに 128 次元の特徴ベクトル 300 

～400 個に変換する。変換された特徴ベクトルは、学 

習とは関係のない画像 10 枚から計算された 100 次元の 

代表ベクトルを用いてベクトル量子化する。つまり視 

覚情報は、100 次元のヒストグラムに変換される。こ 

のヒストグラムのインデックスが LDA で扱う特徴量と 

なる。 

3.3 聴覚情報の処理 

ロボットがマイクでとらえた音声は、MFCC(Mel- 

frequency cepstrum)[13] を用いて 13 次元の特徴量ベ 

クトルに変換する。この特徴ベクトルは白色雑音や複 

数の音楽、人間の音声を用いて計算した 30 の代表ベク 

トルによりベクトル量子化する。視覚特徴量は 30 次元 

のヒストグラムに変換され、このヒストグラムのイン 

デックスが LDA で扱う特徴量となる。 

3.4 LDAによる教師なし分類 

ベクトル量子化された視覚情報と聴覚情報を結合し、 

一つのベクトルとみなして LDA による教師なしの分 

類を行う。クラス数は 4 としてあらかじめ与えた。今 

回の実験では、4 種類の物体に対しそれぞれ 10 回ずつ 

計 40 回物体の視覚情報と聴覚情報を取得し、それら 

の情報を入力として LDA でラベルを割り当てた。この 

LDA によるラベルの割り当て結果と、実際の物体番号 

の一致率を表 1 に示す。評価には正解ラベルに対する 

適合率、再現率およびその調和平均（F 値）を用いる。 

support は各正解ラベルの個数である。全ラベルをあ 

わせた Accuracy は 78%であった。 

 

 
 

この結果から、先行研究と同様に、物体の教師なし 

分類にある程度成功しており、概念獲得が行われてい 

ることがわかる。 

4．仮想環境における概念獲得のシミュレーショ
ン 

次に、実機と同様の状況を仮想環境で再現し、概念獲 

得のシミュレーションを行う。仮想環境には Unity[14] 

を使用した。Unity 上で Aldebaran Robotics が提供す 

る 3DCG モデルを用いて実機での実験を再現した。図 

3 に実験の様子を示す。 

 
 

シミュレーションに使用する物体は blender[15] を使 

用し作成した（図 4） 

 
 

視覚のシミュレーションとしては、Unity 上でロボッ

トのカメラの位置から捉えられる画像情報を用いた。ま

た聴覚のシミュレーションとしては、物体の中の鈴のシ

ミュレーションを行い、その衝突に合わせてあらかじめ

録音した鈴の音を鳴らすことで、実機のように音声デー

タを得ることができるようにした。これらのシミュレー

ション環境で、実機と同様の試行（4 種類の物体をそ 



 

れぞれ 10 試行）を行い、獲得された特徴量に対する 

 LDA を用いたクラスタリングを行った。この結果を 

表 2 に示す。 

 

 
 

この結果から、仮想環境上であっても物体の教師な 

し分類がある程度成功しており、シミュレーションを 

用いた物体の概念獲得が行われていることがわかる。 

すべてのラベルをあわせた Accuracy は 80%で、実機 

での結果と大きく変わらないことがわかる。 

5．シミュレーションと実機の比較 

4 節では、シミュレーションにおいても実機で行う 

場合と同程度の精度で物体に対する概念獲得が可能で 

あることが示された。しかし、これを実機で利用する 

場合の概念獲得として転写する場合、この結果がどの 

程度実機での結果と一致しているかが重要となる。そ 

こで、実機とシミュレーションで得られた 40 試行のラ 

ベルの割り当ての一致率を確認した。これを表 3 に示 

す。ここでは実機で獲得されたラベルを正解とし、シ 

ミュレーションで獲得されたラベルの精度を調べたも 

のを、これまでの実験同様適合率、再現率とその調和 

平均で表す。 

 

 
 

全体の Accuracy としては 83 ％で、実機と仮想想環 

境で獲得されたラベルにはある程度の一致が見られる 

ものの、完全には一致しなかった。しかし今回は、 

実機・仮想環境双方の概念獲得結果も実際のラベルと 

一致していない部分が一部あり、素性の改善や触覚な 

どの新しいセンサー情報の付与により、これらの結果 

が近づいていく可能性がある。 

6．まとめ 

本研究では視覚と聴覚を通して得られる 2 種類の情 

報を利用してロボットによる教師なし学習での物体概 

念獲得を行った。また、同様の実験を行うことができ 

る仮想環境を構築し、仮想環境上での概念獲得のシミ 

ュレーションを行った。加えてシミュレーションと実 

機の両方の実験結果を比較した。この比較の結果、実 

機とシミュレーションの両方について結果がある程度 

一致することが示された。 

今後の課題として、特徴量の選択による教師なし学 

習でのラベルの割り当ての精度の向上、より多くの物 

体を用いた実験などがあげられる。また、視覚と聴覚 

以外に触覚のモダリティを使用した実験を行う予定で 

ある。 
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