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概要：本論文では，ニューラルネットワーク（NN）に耐故障性を獲得させる耐故障 NNの構築手法を提案

する．従来研究では，耐故障性の獲得のためにユニットの冗長化などが行われてきたが，ユニットの重要

度を考慮した冗長化はこれまでに行われていない．NNはユニット毎に出力の影響度が異なるため，適切

な制御が必要になる．本手法では，NNが故障した際の出力への影響が最も大きい中間ユニットを複製す

ることで，出力に重要なユニットを適切に冗長化する．NNにはネットワークの構造を進化計算法によっ

て自動獲得する進化型 NNを用いる．これによって，任意の構造での冗長化が可能になる．提案手法を振

り上げ倒立振子問題に適用した結果，従来研究と比較してより故障に強い NNを構築することができた．
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Evolutionary Neural Network with Improving
Fault Tolerance by Redundancy

Masato Kudo1,a) Masanori Suganuma1 Tomoharu Nagao1

Abstract: In this paper, we propose a new approach to improve fault tolerance of neural networks. There
have been many stuides to obtain fault tolerance to add redundant units. However, no studies consider im-
portance of untis. The degree of influence on the output between units is difference, therefore proper control
is required. We propose a new technique that by duplicate the hidden unit that is the largest influence on
the network, thereby we properly redundant an important unit to output. We use an evolutionary neural
network which automatically acquires structure of the network by evolutionary computation. This allows
redundancy in any structures. We apply the proposed method to the swing-up inverted pendulum problem.
The results show that the proposed method has more fault tolerance than compared methods.
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1. はじめに

ニューラルネットワーク（NN）は生物脳の構造から着想

を得て，その模倣から研究が始まり，現在様々な問題解決

に用いられている．また，並列計算の有効性を活かして，

Field Programmable Gate Array(FPGA)等を用いること

で，NNをハードウェアで実装する研究も多く行われてい
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る．NNが実際の産業や社会で利用されるようになった場

合，ユニットの故障に対して頑健であることが求められる.

そのため，NNの故障について考える必要がある．

NNの故障には，ユニットの値が異常になるものや，ユ

ニット間の断線故障などがあり，従来研究では様々な NN

の耐故障性を獲得する研究が行われてきた．Emmersonら

は，中間ユニットを複製して冗長化することで，それらに

かかる結合荷重を半分にし，NNの機能を分散させた [1]．

冗長化とは，新しくユニットを追加して結合荷重を分散さ

せることによって，ユニット故障や断線故障によるユニッ
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ト同士の影響を少なくすることである．Diasらは，中間

ユニットだけでなく，入力ユニット，バイアス，断線故障

も考慮した結合荷重の分散手法を提案した [2]．Bernierら

は，NNの教師あり学習の手法として広く知られる Back

Propagationの際に，結合荷重値の平均二乗誤差を最小化

することで，安定して耐故障性を有する NNを獲得する手

法を提案した [3]．また，ノイズを与えて学習し，NNのロ

バスト性を高めることで耐故障性の獲得を行う研究も行わ

れてきた [4], [5]．更に，結合荷重を小さくする圧をかける，

学習中にユニットを追加して冗長化する，ノイズを加えて

学習するなど様々な手法を組み合わせた研究も行われてき

た [6]．しかし，これらの手法は，NNの出力への影響は少

なくなっているが，故障の影響を完全に抑えられていない

点が問題として挙げられる．

Zhouらは，中間ユニットが故障した場合を事前に学習

することで，1つの中間ユニットのみを対象とする故障に

おいて有効性を示した [7]．西垣らは，中間層と出力層の間

の単一断線故障に対して，出力誤差が最大になる故障を考

慮することで，従来より高速な耐故障学習アルゴリズムを

提案した [8]．しかし，これらの手法は，複数箇所での故障

を考慮できていない．

また，どの程度冗長化するかを，NNの故障率とそれによ

るエラー率のグラフを考慮して，効率的な冗長化を行う手

法も提案されている [9]．しかし，一般的にNNはユニット

ごとに役割が異なり，特定のユニットが機能しなくなると

出力に多大な影響が及んでしまうことが知られている [10]．

これらの従来研究に対して，本論文では複数の中間ユ

ニットの故障を扱い，更にユニットの重要度を考慮した冗

長化を行う手法を提案する．冗長化による耐故障性の獲得

手法に関して，従来研究では NN全体の耐故障性を考慮し

た研究はあるが，NNを構成するユニットごとの役割を考

慮した研究は行われていない．ユニット故障を扱う理由と

しては，断線故障よりも NNへの影響が大きいため，研究

の意義が大きいと考えたためである．ユニット故障につい

ては，従来研究でも多く用いられてきた stuck-at-0(or 1)

fault(0または 1に固定される故障)を扱う．本手法では，

NNを学習する際に，各中間ユニットに故障を発生させ，

出力に一番影響を与えた中間ユニットを複製して冗長化を

行う．その際に，冗長化した中間ユニット同士をひとつの

まとまりとして，ユニット群と呼ぶことにする．そして，

ユニット群の出力をひとつにまとめることで，ユニット群

中の各ユニットの出力を統合する．このとき，出力をまと

める機構をフィルタと呼ぶことにする．フィルタは，MAX

フィルタとMINフィルタの 2種類を用意した．そのため，

ユニット群中から 1つでも正常なユニットがある場合なら

フィルタによって故障を完全に吸収し，正常な NNとして

機能を果たすことができる．更に，本論文では問題に応じ

た任意のネットワーク構造を自動構築する進化型 NNを用

いる．従来研究では階層型 NNを用いた研究がほとんどで

あり，耐故障性を考慮した進化型 NNの研究はない．進化

型 NNは再帰結合や相互結合などの結合関係も構築可能で

あるため，従来の階層型 NNでは解決できない問題にも対

応できる. 進化型 NNを用いることで，従来の階層型 NN

よりも表現力が高い NNを獲得でき，様々な問題に対応す

ることができる．

2. 進化型NN

進化型 NN とは，問題に応じた任意のネットワーク構

造を自動構築できる NN である．本章では代表的な進

化型 NNのひとつである NeuroEvolution of Augmenting

Topologies(NEAT)[11] と，筆者が所属する研究グループ

が提案した Real valued Flexibly Connected Neural Net-

work(RFCN)[12]について説明する．

2.1 NEAT

NEATとは，Stanleyらによって提案された進化型 NN

のひとつである．NEATの大きな特徴として，(1)ユニッ

ト情報と結合情報のリストを用いた異なる構造間の交叉，

(2)種分化の概念を用いた個体の多様性の保護，(3)中間

層のない最小構造からの進化計算の開始，が挙げられる．

一般的に進化型 NN は，異なる構造を持った個体同士の

交叉や，進化途中の個体をどうやって保護するかが問題

となっている．NEATでは，2つのリスト構造を用いた交

叉，種分化の概念による個体の保護によって，上記の問題

を解決している．NEATは XOR回路の構築問題と，倒立

振子問題へ適用し，その有用性が示されている．また，ほ

かの分野にも応用され，様々な改良手法が提案されてい

る [13], [14], [15]．

2.2 RFCN

RFCNとは，遺伝的アルゴリズム（GA）により NNの

結合荷重と構造を最適化することで，問題に応じた任意の

ネットワーク構造を自動構築する手法である．RFCNは実

数値環境下でのエージェント制御問題に適用し，高い性能

が示されている．各ユニットには応答速度という特性があ

り，応答速度の早いユニットから順番に処理することで，

全ユニットが同期的に処理するよりも複雑な状態遷移が可

能になっている．

図 1に，RFCNの構造を示す．RFCNの各ユニットは，

再帰結合と相互結合が可能である．ただし各ユニットから

入力ユニットへの信号出力はできない．RFCNの染色体は

2次元のビット配列によって構成されており，ユニット間

の結合荷重，出力関数の種類等を表している．最適化に用

いる遺伝操作には，ブロック交換交叉，中間ユニット数の

突然変異，遺伝子の突然変異の 3種類がある．ブロック交

換交叉は，染色体の行と列それぞれをランダムに決めて染

c⃝ 2016 Information Processing Society of Japan 2

情報処理学会研究報告 
IPSJ SIG Technical Report

Vol.2016-MPS-108 No.2
Vol.2016-BIO-46 No.2

2016/7/4



input unit

hidden unit

output unit

threshold +1

threshold -1

connection weight +1

connection weight -1

A~D

No.1~6

a~d

number of units

output function

parameter

1, 2 reaction speed

output signal

input signal

Input

output

No.3
No.5

No.4

No.6

No.1

No.2

1

2

Aa1

Ba2

Cd2

Ab2

図 1 RFCN の構造例

Fig. 1 An example of RFCN structure.

色体を 4分割し，そこから生成されるブロックから交叉す

る．中間ユニット数の突然変異は，突然変異率Mh によっ

て中間ユニット数を 1つ増加または減少させる．遺伝子の

突然変異は，突然変異率Mg によって遺伝子単位で突然変

異を発生させる．

NEATは最小構造から最適化を進めるため，中間ユニッ

ト数が少ないネットワークを獲得すると考えられる. 本論

文は中間ユニットの冗長化による耐故障性を検証するため，

ある程度の中間ユニット数がなければ有効性の確認ができ

ない. そのため，本手法では RFCNを用いることでネット

ワーク構造を獲得する．

3. 耐故障性を考慮した進化型NNの設計

本手法では，2つのフェーズから冗長化による耐故障性

を考慮した NNを獲得する．第 1フェーズでは，問題に対

して適切な入力と出力の関係を学習したネットワーク構造

を獲得する．第 2フェーズでは，中間ユニットを複製して

冗長化することにより耐故障性を獲得する．その際に，進

化計算を用いることで逐次的に中間ユニットを追加して冗

長化を行う．これによって，通常学習によるネットワーク

の表現力を維持したまま，任意のネットワーク規模かつ任

意のユニット数での冗長化が可能となり，より柔軟に耐故

障性の獲得を行うことができる．以降，第 1フェーズの学

習を通常学習 (normal learning)，第 2フェーズの学習を耐

故障学習 (fault tolerant learning)と呼ぶ．

3.1 ネットワーク構造

図 2に中間ユニットの複製の流れを示す．最初に通常学

習によって問題を解決するネットワーク構造を獲得する．

その後ユニットを複製して，耐故障性を有するネットワー

ク構造を新たに獲得する．

図 3と表 1および表 2に，図 2によって獲得されたネッ

トワークの構造とそのパラメータを示す．複製して冗長化

したユニット同士はひとつのまとまりとしてユニット群を

形成している．このユニット群は，どのユニットに接続し

ているかという接続関係は維持したまま，結合荷重値やし

きい値がそれぞれ異なっている．そして，ユニット群の出

0
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No.1
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1

2
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図 2 中間ユニットの複製の流れ

Fig. 2 Duplicating a hidden unit sequence.
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図 3 提案手法の構造例

Fig. 3 An example of the proposed method structure.

力をひとつにまとめるフィルタを通すことにより各ユニッ

トの出力を統合する．

フィルタの種類としては，MAXフィルタとMINフィル

タの 2種類を用意した．本手法では故障値が固定値である

ため，MAXフィルタと MINフィルタによってユニット

群中から正常なユニットを選択することができる．これに

よって，ユニット群中に正常なユニットが存在すれば正常

なネットワークとしての機能を果たすことができる．フィ

ルタの種類についても進化計算によって獲得する．

3.2 学習アルゴリズム

提案手法の学習アルゴリズムは以下の 5 ステップから

なる．

( 1 ) GAによって制御ネットワークを獲得する（通常学習）．

( 2 ) 各中間ユニットを故障させて，適応度が最も下がった

ユニットを複製し，ユニット群を生成する．

( 3 ) すべてのユニットが正常の場合と，ユニット群の各ユ

ニットがひとつ故障した場合を学習する．すべての学

習パターンにおいて，制御成功率がしきい値 Sth 以上

になるまで最適化する（耐故障学習）．

( 4 ) 中間ユニットが指定数 Hmax に達したら学習を終了

する．

( 5 ) ステップ（2）-（4）を繰り返す．

ステップ（2）において，適応度が最も下がったユニットを

複製対象とする目的は，適応度の下がり度合いがそのネッ

トワークにおけるユニットの重要度の尺度であると考えた

ためである．そのため，適応度の低下が一番大きい，つま
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表 1 ネットワーク構造パラメータ

Table 1 Network parameters.

PPPPPPPPFrom

To input hidden output

1 2 3 4 5 6 7

output function ∗ ∗ A C B D A

parameter ∗ ∗ a d a c b

reaction speed ∗ ∗ 1 2 2 2 2

threshold ∗ ∗ +1 0 -1 0 +1

input
1 ∗ ∗ +1 0 0 0 0

2 ∗ ∗ 0 0 +1 0 0

hidden

3 ∗ ∗ 0 +1 -1 +1 0

4 ∗ ∗ 0 -1 0 0 +1

5 ∗ ∗ 0 +1 0 0 +1

6 ∗ ∗ 0 +1 0 0 -1

output 7 ∗ ∗ 0 -1 0 0 0

∗：forbidden

表 2 フィルタパラメータ

Table 2 Filter parameters.

hidden 3 4 5 6

filter type MAX MIN MIN MAX

り出力に最も影響を与える重要なユニットを冗長化するこ

とで，ネットワークの主要な部分を守り，故障に強いネッ

トワークを構築する．

3.3 染色体コーディング

提案手法では，従来手法の RFCNの染色体配列に加え

て，フィルタ用の染色体配列を用意する．耐故障学習の最

適化においては，遺伝操作として交叉は行わず，突然変異

のみによって最適化を行う．耐故障学習では部分最適化を

行うため，ブロック交換交叉は向いていない．ブロック交

換交叉では遺伝子全体を変更してしまうため，維持するべ

き構造を破壊してしまうおそれがある．そのため，突然変

異のみを用いることで最適化を行う．

4. ユニットの冗長化による耐故障性を考慮し
た実験

4.1 問題設定

本論文では，提案手法を振り上げ倒立振子問題に適用す

る．図 4に振り上げ倒立振子問題のモデルを示す．振り上

げ倒立振子問題とは，台車に接続している棒を倒立させ安

定させる問題である．初期状態では棒は真下（θ = π）を向

いており，振り上げて倒立させることで真上に棒を維持す

ることを目的とする．この問題を選択した理由として，(1)

ネットワークの学習が容易である，(2)故障の発生により

制御不能判断がしやすい，という点が挙げられる．本実験

では，ハードウェア上で実装する前段階として，図 4の倒

立振子モデルを図 5のシミュレートプログラムで再現し，

実験を行った．扱う故障については，ユニットの故障値が

図 4 振り上げ

倒立振子モデル

Fig. 4 A swing-up inverted

pendulum model.

図 5 シミュレートプログラム

Fig. 5 The simulation program.

表 3 シミュレートプログラムの環境設定

Table 3 Environment settings of the simulation program.

parameter value

environment width(m) 3.0

gravity(m/s2) 9.8

cart mass(kg) 1.0

cart width(m) 0.25

pole mass(kg) 0.2

pole length(m) 0.5

friction 0.05

max force(N) 40

max speed(m/s) 16

max angular velocity(m/s2) 10

表 4 GA のパラメータ

Table 4 GA parameters.

parameter
normal fault tolerant

learning learning

num. of generation 10000 15000

max step 1000 1000

population size 150 150

children size 30 30

generation alternation model MGG∗ MGG

crossover rate 0.9 −
mutation rate Mh 0.0 0.0

mutation rate Mg 0.01 0.05

* Minimal Generation Gap[16]

0または 1に固定される stuck-at-0(or 1) faultを扱う．

4.2 実験設定

4.2.1 環境設定と実験パラメータ

表 3にシミュレートプログラムの環境設定，表 4にGA

のパラメータ，表 5および表 6に RFCNのパラメータを

示す．提案手法では通常学習によって獲得された中間ユ

ニット数に応じて，耐故障学習のユニット群の数が変わっ

てしまう．本実験ではユニット群が有効に機能しているこ

とを検証するため，通常学習時から中間ユニット数を固定

する．そのため，従来研究の RFCNにおける中間ユニッ

ト数の突然変異は行わない．

4.2.2 ネットワークの制御成功判定

獲得した RFCNが制御に成功したかどうかの判定条件
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表 5 RFCN のパラメータ

Table 5 RFCN parameters.

parameter value

output function See Table 6.

parameter 0.25, 0.5, 1.0, 2.0

reaction speed fast, slow

threshold ±1.0,±0.5,±0.25, 0.0

connection weight ±1.0,±0.5,±0.25, 0.0

表 6 RFCN の出力関数

Table 6 Output functions of RFCN.

function equation

threshold f(x) =

α (x > 0)

0 (x ≤ 0)

sigmoid f(x) =
1

exp(−αx)

linear f(x) = αx

piecewise linear f(x) =


0 (x ≤ 0)

αx (0 < x < 1
α
)

1 ( 1
α

≤ x)

∗ output unit function is sigmoid or piecewise linear.

は，「棒が上方±5◦で連続 600ステップ制御できたこと」と

する．棒の制御範囲としてこのような条件とした理由は，

ほぼまっすぐ上を向いた状態を維持すれば，安定した制御

ができているという判断ができるためである．

4.2.3 RFCNの入出力

入力は，台車の位置，台車の速度，棒の角度（cosine,

sine)，棒の角速度の 5つである．出力は，台車にかける外

力である．入力について，棒の角度に三角関数を用いた理

由は，頂点では角度が 0と 2πの値をとり，そのままでは異

なる値で同じ制御をしなくてはならないためである．その

ため，三角関数を用いることで，連続的な値の変化で入力

を制御できるようにした．出力について，出力 oの範囲は

[0, 1]である．この範囲を式 (1)によって [−Fmax, Fmax]

の範囲に変換し，台車にかける外力とする．Fmax は表 3

の最大外力と同一である．

F = 2 · Fmax · (o− 0.5) (1)

4.2.4 適応度関数

通常学習時の適応度関数 eval1 は式 (2)で計算する．

eval1 = 0.2 · (1− x) + 0.8 · (1 + cos θ) (2)

xは中心を 0とする台車の位置，θは上方を 0◦ とした棒の

角度である．つまり，台車が中心に近く，棒が上方にある

ほど適応度が高くなる．

耐故障学習時の適応度関数 eval2 は式 (3)で計算する．

eval2 =
eval1 +

∑H
i=1 eval

i
1

1 +H
(3)

H はユニット群中にあるユニットの数を表す．evali1 はユ

ニット群の i番目のユニットが故障したときの適応度関数

である．つまり，すべてのユニットが正常な場合と，対象

とするユニット群のユニットがそれぞれ 1つ故障した場合

の平均値を最終的な適応度として評価する．

4.2.5 比較手法

本実験では，耐故障性を獲得する比較手法として Em-

mersonらの手法 [1]を 3層の階層型 NN（FFNN）に適用

した手法を用いた．始めに，耐故障性を有していないネッ

トワークを，中間ユニットの数を 5個で作成した（RFCN5,

FFNN5）．その後，RFCNと FFNNの耐故障性を学習さ

せたネットワークを，中間ユニット数をそれぞれ 10，20，

40の組み合わせで行った (RFCN10, RFCN20, RFCN40,

FFNN10, FFNN20, FFNN40)．

4.3 実験結果と考察

図 6および図 7に全ユニットに占める故障ユニットの

割合（故障率）と，それによる成功率の推移グラフを示す．

成功率は 5%刻みで各 250試行分の平均値とする．故障さ

せるユニットについては，毎試行ランダムに選定した．こ

れらの結果より，提案手法が比較手法より高く成功率を維

持できていることが分かった．出力故障値が 0のとき，故

障率が 20%の場合では，提案手法では冗長化によって成功

率が最大 65%向上した．しかし，比較手法ではほとんど向

上が見られていない．これによって，提案手法による冗長

化の手法の有効性を示すことができた．また，出力故障値

が 1のとき，比較手法では故障率が 20%ですべての場合

において成功率が 30%を下回っているが，提案手法では

70%以上の成功率を維持することができた．比較手法では，

ユニット数が増えるにつれて成功率が悪化しているが，提

案手法では同等もしくはそれ以上の成功率を達成できた．

提案手法では，ユニットの重要度を考慮して冗長化を行う

ことができたため，故障の割合が増えたとしても，出力に

重要なユニットを多く冗長化することで，成功率を維持で

きたためと考えられる．

表 7に提案手法における，耐故障学習において獲得し

たフィルタの割合を出力故障値に分けて示す．出力故障値

0の場合は，通常のユニット出力は正と負の範囲にあり，

故障値がその中間にあるため，どちらの値も考慮できるよ

うにフィルタの割合がほぼ 1対 1となり，出力の表現をバ

ランスよく獲得できていることがわかる．出力故障値 1の

場合は，出力が 1を超えることがほぼないため，故障出力

を抑制するためにほぼすべてMINフィルタが獲得された．

この結果から，故障値に応じて適切なフィルタの種類を適

切に獲得できたことがわかる．

5. まとめと今後の課題

本論文では，複数の中間ユニットが 0 または 1 に固定
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図 6 出力故障値が 0 の場合

Fig. 6 Stuck-at-0 fault.
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図 7 出力故障値が 1 の場合

Fig. 7 Stuck-at-1 fault.

表 7 獲得したフィルタの割合

Table 7 Rates of acquired filters.

stuck-at-0 fault stuck-at-1 fault

MAX filter 45% 4%

MIN filter 54% 96%

される故障について，ユニットの冗長化により耐故障性を

獲得する手法を提案した．冗長化に際して，ユニットの重

要度を考慮することで，ネットワークで重要な役割を果た

すユニットを優先的に複製した．また，複製したユニット

をユニット群としてひとつにまとめ，ユニット群の出力を

フィルタを用いて統合することで，ユニットの故障を完全

に吸収した．提案手法を振り上げ倒立振子問題に適用し，

従来手法と比較して提案手法の有効性を検証した．実験に

よって，重要なユニットであるほど冗長化できているため，

故障率が増えても成功率を維持できることが分かった．さ

らに，故障値に応じて適切なフィルタの種類を獲得するこ

とができた．

今後の課題としては，本研究では NNの故障をかなり限

定したものにしている．具体的には，中間ユニットのみを

対象とし，故障値は 0と 1の 2種類のみを扱っている．NN

の故障は様々な種類が考えられるため，今後はより多くの

NNの故障を考慮し，それに対する耐故障性をどのように

獲得するか検討する必要がある．また，提案手法はユニッ

ト群にフィルタを通すことによって冗長性の獲得を行った

が，フィルタ自体の故障も検証する必要がある．またフィ

ルタについて，提案手法ではMAXフィルタとMINフィ

ルタの 2種類を用いたが，より柔軟な表現を可能にするた

めには，様々な種類のフィルタを考える必要がある．本論

文では単純な問題として振り上げ倒立振子問題に適用し，

性能評価を行った．そのため，より複雑な問題に適用する

ことによって，提案手法の有効性を示せるか確認する必要

がある．また，本実験ではシミュレータ上での実験であっ

たため，実際にハードウェア上で実装し，耐故障性が正し

く確保されているかを確認する必要がある．
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