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ディープラーニングを利用した

タンパク質天然変性領域予測

相澤 洋輔1,2,a) 石田 貴士1,2,b) 秋山 泰1,2,c)

概要：多くのタンパク質には特定の構造をとらない天然変性領域と呼ばれる区間が存在している．計算機

を用いた機械学習により，タンパク質のアミノ酸配列をもとにした天然変性領域の様々な予測手法が提案さ

れている．また，近年画像認識や音声認識で良い成果を上げたことで注目されている機械学習の手法とし

て，ディープラーニングがある．ディープラーニングを利用したタンパク質の天然変性領域予測の手法と

しては，deep belief networksを利用した DNdisorderが提案されているが，その予測精度は最良の結果で

はなかった．そこで本研究では，ディープラーニングにおけるもうひとつの手法である stacked denoising

autoencodersを利用したタンパク質の天然変性領域予測を行った．提案手法の評価として，CASP9デー

タセットをテストデータとした予測性能評価を行い，ROC曲線下面積で DNdisorderを超える性能を達成

した．
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Protein Disorder Prediction Using Deep Networks

Aizawa Yousuke1,2,a) Ishida Takashi1,2,b) Akiyama Yutaka1,2,c)

Abstract: Many proteins include flexible regions generally called disordered region. Some methods for ac-
curate prediction of disorder regions are proposed. We focus on deep learning because deep networks have
already been successful predictors in the fields of image recognition and speech recognition. DNdisorder,
which is the disorder predictor using deep learning with deep belief networks, was proposed, but its perfor-
mance was not the best in the CASP9 evaluation. Thus, we tried to apply stacked denoising autoencoder,
which is another method of deep learning, to the prediction of disordered protein regions. As a result, the
proposed method is achieved performance of over DNdisorder in the CASP9 evaluation.
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1. はじめに

多くのタンパク質では特定の構造をとらない区間が存在

し，その区間は天然変性領域（disordered region）と呼ば
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れている．天然変性領域は柔軟性を持ち，通常は水中を漂

うひものように揺れ動いている．ただし，溶媒の変化や他

のタンパク質との相互作用によって一時的に構造をとる

ものもある．天然変性領域はその性質上生物学において重

要な意味を持ち，タンパク質の機能を同定するために重

要な情報である [1]．さらに，近年ではこの柔軟性を利用

してタンパク質間での相互作用を設計する disorder-based

rational drug design（DBRDD）と呼ばれる手法も提案さ

れている [2]．そのため，タンパク質の天然変性領域が今後

の薬剤候補化合物探索の手法に大きく影響を与える可能性

もある．
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タンパク質の天然変性領域を同定するための実験手法と

しては，X線結晶構造解析や核磁気共鳴分光法（NMR）な

どの手法が存在するが，生物学的な実験には時間と費用の

面で大きなコストがかかるため，計算機による天然変性領

域予測の手法が研究されている．一般的にタンパク質のア

ミノ酸配列は，その立体構造を決定する十分な情報をもっ

ていることが知られており，タンパク質のアミノ酸配列か

ら天然変性領域を予測する手法が提案されている [3]．し

かし，依然としてその予測精度は改良の余地があり，さら

なる向上が期待されている．

近年，画像認識 [4]，音声認識 [5]などの分野で高い性能を

示したため，ディープラーニングが注目されるようになっ

ている．ディープラーニングは機械学習の手法のひとつで

あり，深い層構造のニューラルネットワークが利用される．

局所解に陥る問題や学習時間の問題，計算量の問題により

実際の応用はあまり進んでいなかったが，近年Hintonらに

よる deep belief networks（DBN）[6]をはじめとする技術

が提案され，局所解の問題を解決することで画像認識や音

声認識の分野で良い成果を挙げ広く利用されるようになっ

ている．ディープラーニングの手法のひとつである DBN

を利用したタンパク質の天然変性領域予測ソフトウェアと

して，すでに DNdisorder[7]が開発されている．しかし，

DNdisorderではDBNを弱学習器としたブースティングが

行われており，CASP9[8]データセットによる性能比較評

価では，PrDOS2[9]に劣る結果であった．その結果から，

DBNが天然変性領域予測に適していない可能性や，チュー

ニングが適切にされていなかった可能性が考えられた．

そこで本研究では，予測精度の向上のためディープラー

ニングを利用した天然変性領域予測を行った．学習には

ディープラーニングの手法のひとつである stacked denois-

ing autoencoders（SDA）[10]を利用し，ブースティング

は行っていない．また，二次構造や溶媒接触性の情報を利

用せずアミノ酸配列情報のみを入力特徴量とした．

2. 手法

本研究では，事前学習を利用したディープラーニングの

手法である stacked denoising autoencoders（SDA）を用い

てタンパク質の天然変性領域予測を行った．事前学習を利

用する手法では，greedy layer-wise trainingとよばれる教

師なし学習が行われる．1層目の事前学習が終わると結果

はニューラルネットワークの初期値として決定され，その

出力を 2層目の入力として次の層の事前学習が行われる．

それを繰り返すことにより，ネットワーク全体の初期値が

1層ずつ順番に学習される．事前学習が全ての中間層で完

了しニューラルネットワーク全体の初期値が決定すると，

ラベル付き訓練データを利用して誤差逆伝播法により fine

tuningとよばれる教師付き学習が行われる．

破壊された入力

中間層

出力層

正しい入力との比較

デコード

エンコード

図 1 Denoising Autoencoder のネットワーク図

Fig. 1 Networks of Denoising Autoencoder

2.1 事前学習

SDAでは，事前学習に denoising autoencoder（DA）[11]

が利用される．DAでは入力に対して確率的にノイズが加

えられ入力の一部が破壊された後に，エンコード，デコード

の処理が行われる．DAのモデルを図 1に示す．稲妻マー

クがノイズによる確率的な入力の破壊を表している．

エンコードおよびデコードの活性の計算式は式 1のよう

に表される．
hj = σ

(
Nx∑
i=1

C(xi)wij + bj

)

x̂i = σ

Nh∑
j=1

hjwji + di

 (1)

ただし，xi, hj , x̂i はそれぞれ入力層，隠れ層，出力層のユ

ニットの活性を，bj , diはそれぞれ隠れ層，出力層のユニッ

トのバイアスを，Nx, Nhは入力層と隠れ層のユニット数を，

σは活性化関数を，C は破壊関数を表す．本研究では，活

性化関数にはエンコードに双曲線正接関数 σ(x) = tanh(x)

を，デコードに線形関数 σ(x) = xを利用した．また，破

壊関数には確率的に入力が 0に破壊されるごま塩ノイズを

利用した．DAの学習において最小化する目的関数は xと

x̂の二乗誤差が用いられる．

2.2 Fine tuning

Fine tuningでは，全体のニューラルネットワークにお

いて誤差逆伝播法による教師付き学習を行う．本研究では

汎化性能の向上のため，さらにミニバッチ方式の勾配降下

法，慣性項，正則化項，学習率の減衰，早期停止を導入し

た．ミニバッチ方式勾配降下法は，標本をいくつか同じ個

数ずつまとめたミニバッチを作成し，重みの更新の際にミ

ニバッチ内で更新量を平均して学習を行う手法である．慣

性項は，重みの更新の際に前回の更新量をある程度反映す

る手法である．正則化項には重みの L2ノルムを利用した．
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表 1 訓練用データセットの詳細

Table 1 Detail of the training dataset

訓練用データセット

タンパク質数 5,460

アミノ酸残基数 1,002,947

天然変性領域の残基数 67,285

天然変性領域の割合 （%） 6.71

学習率の減衰には，式 2に示す焼きなまし減衰を用いた．

η = η0
τ

max(τ, t)
(2)

ただし，ηは現在の学習率，τ は減衰開始エポック，tは現

在の訓練エポック数，η0 は学習率の初期値を表している．

早期停止については，事前学習では 100エポック学習を行

い，fine tuningでは 100エポックの間確認用データセット

の誤差が減少しなかった場合に終了するように設定した．

以上のような手法に伴うハイパーパラメータはディープ

ラーニングの手法を導入する問題点として挙げられる．調

整可能なパラメータは非常に多く，全探索を行うのは難し

い．そこで，本研究では重要と考えられるパラメータのみ

探索を行い，残りのパラメータは固定した．探索は学習率，

慣性項，正則化項，学習率の減衰の順に行い，探索範囲はそ

れぞれ，10−1～10−5，0～0.9，0.00005～0.0005，0～100と

した．訓練データセットにおける 3分割交差検定の ROC

曲線下面積（AUC）の値を基準に決定した．残りのパラ

メータについては Bengioによる論文 [12]を参考に，ミニ

バッチサイズを 10，慣性項の係数は開始時に 0.06，250エ

ポック後に 0.2に，正則化項の係数は 0.0003に，学習率の

初期値は事前学習で 0.001，fine tuningで 0.01に，学習率

の減衰開始エポックは 50とした．

2.3 訓練用データセット

訓練用データセット（表 1）には，PrDOS2の訓練で実際

に使用されたものを利用した．これは，Protein Data Bank

（PDB）に登録されているタンパク質からアミノ酸配列が

完全に一致するタンパク質を除き，次の条件によって合致

するタンパク質のアミノ酸配列から作成されたものである．

• X線結晶構造において，解像度が 2.0Å以下である．

• X線結晶構造における正確性を示す，R-factorが 0.25

以下である．

• アミノ酸配列の identityが 20% 以下である．

• アミノ酸配列の長さが 50残基以上である．

また，タンパク質の PDBフォーマットのアミノ酸配列情

報において，X線結晶構造がmissing residueと定義された

ものが天然変性領域とされている．

タンパク質の天然変性領域はアミノ酸配列全体の中でも

少ない割合で存在しているが，Hinton[13]によれば，ディー

プラーニングで学習を行う際には訓練データ内のクラスご

との割合，ミニバッチ内でのクラスごとの割合は等しいほ

ランダムに

サンプリング

全て利用

訓練用データセット

早期停止の

確認用データセット

１：１

１：１

１：１

元の訓練用

データセット

非天然変性

非天然変性非天然変性

非天然変性領域

領域領域

領域

天然変性領域

天然変性領域天然変性領域

天然変性領域

標本の90% 標本の10%

図 2 訓練用データセットの作成方法

Fig. 2 Making of the training dataset

うが良いとされている．そこで本研究で用いる訓練データ

セットでは，訓練データ内の天然変性領域でないデータを

ランダムにサンプリングし，訓練データセットに元々含ま

れている天然変性領域のデータの数と合わせることで，そ

れぞれのミニバッチ内に天然変性領域とそうでないアミ

ノ酸残基が等しい割合で含まれるように調整を行った（図

2）．また，クラス均一化後の訓練用データセットから標本

の 10% を早期停止のための確認用データセットとした．

2.4 入力特徴量

本研究では，PrDOS2[9]と同一の入力特徴量を利用した．

これは，サイズ 27残基のウィンドウ方式で特徴量を構成し

たもので，予測対象となる中心の 1残基からアミノ酸鎖の

両端に向かって 13残基ずつのアミノ酸の情報が特徴量と

して含まれている．ウィンドウ内のアミノ酸残基の情報を

表す特徴量には，タンパク質の進化情報を取り入れて予測

するため位置特異的スコア行列（position specific scoring

matrix, PSSM）が利用されている．PSSMは NCBIの nr

データベースに対する PSI-BLAST[14]の検索結果が用い

られている．PSI-BLASTによる類縁タンパク質の検索は，

閾値となる E-Valueスコアの値を 10，繰り返し回数を 2回

に設定して行われた．また，ウィンドウがタンパク質の N

末端または C末端を超えてはみ出してしまった場合のため

に，1ビットのスペーサー特徴量が導入されている．ウィ

ンドウがアミノ酸配列に存在しない位置にあるアミノ酸残

基情報を参照する際には，その位置の残基にあたる PSSM

の特徴量が 0となり，代わりにスペーサー特徴量が 1とな

る．また，タンパク質の長さを表す 1個の特徴量，中心の

残基の種類を示す 20個の特徴量が利用されている．以上

の特徴量をまとめると，図 3のようになる．入力特徴量の

数は，ウィンドウ 1つあたり 588個である．

提案手法で利用する上で，PSSMの値は，[−10, 10]の範

囲に切り捨て，[0,1]の範囲に線形に正規化を行った．タン

パク質のアミノ酸鎖の長さについては，500残基以上の場
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Q:0.9

N:0.6

C:0.3

E:0.8

MNQKAVILDEQAIRRALTRIAHEMIERNKGMN…

入力：長さ27残基

00100000…

00100000…00100000…

00100000…

中心のアミノ酸

の種類

（特徴量数20）

タンパク質

全体の長さ

（特徴量数1）

A

PSI-BLASTによる

類縁タンパク質のPSSM

PSSMとスペーサー（特徴量数567）

図 3 ウィンドウ方式での特徴量

Fig. 3 An example of generated features in the window

中間層

各ユニット数：

1,000

入力特徴量：588

出力クラス数:2

図 4 提案手法のネットワーク図

Fig. 4 Networks of the proposed method

合は値を 500に切り捨て，[0,1]の範囲に線形に正規化を

行った．

2.5 ネットワークの構造

SDAでは，深い層構造のニューラルネットワークを利

用する．本研究で利用したネットワークを図 4に示す．中

間層の数やユニット数はハイパーパラメータであり，対象

となる問題に依存して最適な値は異なる．本研究ではハイ

パーパラメータ探索の簡略化のため，中間層はDNdisorder

をはじめディープラーニングで一般的に用いられている 3

層に，ユニット数は入力特徴量に対して十分多いと考えら

れる 1,000に設定した．

3. 評価実験

タンパク質の天然変性領域予測ソフトウェアとしては，

多数の手法が提案されている．本研究では，その中でも

特にディープラーニングを利用した手法である DNdisor-

der[7]，および CASP9において最高の性能を示していた

PrDOS2[9] との比較を行った．本研究で提案するネット

ワークと既存の 2つの手法を比較するため，訓練用データ

セットおよび CASP9[8]データセットの 2つに対して予測

表 2 CASP9 データセットの詳細

Table 2 Detail of CASP9 dataset

CASP9 データセット

タンパク質数 117

アミノ酸残基数 26,083

天然変性領域の残基数 2,427

天然変性領域の割合 （%） 9.30

を行った．また，機械学習アルゴリズムとしての性能を評

価するため，PrDOS2の 1段階目の予測で利用されている

サポートベクターマシン（SVM）による予測結果も比較対

象とした．

3.1 テストデータセット

3.1.1 訓練用データセット

CASP9において最高の性能を示していた PrDOS2は，

その 1段階目の予測手法に SVMを利用していた．それに

対し，提案手法ではディープラーニングの手法のひとつで

ある SDAを利用している．2つの予測手法の違いによる

性能の比較を行うため，訓練用データセットに対する 10

分割交差検定を行った．

訓練用データセットの詳細については，2.3節で示した

とおりである．SVMに関しては，石田ら [15]によりすで

に 10分割交差検定が行われている．本研究ではその論文

に記述されている結果をもとに，ディープラーニングの手

法の 1つである SDAを利用した提案手法と，SVMを利用

した手法の性能を比較した．

3.1.2 CASP9データセット

2010年に行われたタンパク質立体構造予測ベンチマー

クである CASP9の天然変性領域予測で利用されたデータ

セット（表 2）に対して予測を行った．特徴量としてはタ

ンパク質のアミノ酸配列のみが与えられ，ラベルとして天

然変性領域に含まれるか否かの 2値が紐付けられている．

CASP9には比較対象としている PrDOS2が参加している．

DNdisorderは参加していなかったものの，性能評価のため

CASP9データセットに対する予測を行っており，その論

文中 [7]で結果を公開している．提案手法と DNdisorder，

PrDOS2および SVMの性能を比較評価するため，CASP9

をテストデータセットとする予測を行った．

3.2 評価方法

機械学習による予測の評価の手法としては Accuracy，

F-measureなど様々な評価指標が使われているが，天然変

性領域の割合が少ない天然変性領域予測においては ROC

曲線下面積（AUC）が一般的に用いられている [8]．本研

究ではこの AUCを用いて予測手法を評価した．
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表 3 訓練用データセットにおける 10 分割交差検定の結果

Table 3 Results of 10-fold cross validation in the training

dataset

Predictor AUC

Value SE

Proposed 0.9075 0.0032

SVM[15] 0.881 n/a

図 5 訓練用データセットにおける 10 分割交差検定の ROC 曲線

Fig. 5 ROC curve of 10-fold cross validation in the training

dataset

3.3 実験結果

3.3.1 訓練用データセットに対する 10分割交差検定

訓練用データセットに対する 10分割交差検定での提案

手法の性能を表 3 に示す．SE は標準誤差を示している．

また，提案手法の ROC曲線を図 5に示す．SVMによる

予測の AUCの値は，石田ら [15]により求められた値では

0.881であった．それに対して提案手法の AUCは 0.91程

度となり，SVMに優る結果となった．

3.3.2 CASP9データセット

CASP9データセットを予測対象とした場合の，提案手

法と PrDOS2，DNdisorderおよび SVMの予測結果を表 4

に示す．ただし，PrDOS2[9]および DNdisorder[7]の性能

は，論文に掲載されている値を引用している．95%信頼区

間は，CASP9における評価と同様に 1,000回のギブスサ

ンプリングにより算出している [8]．また，提案手法およ

び SVM の ROC 曲線を図 6 に示す．AUC では PrDOS2

が 0.85と最高値を示しているが，それに次いで提案手法と

SVMは 0.84程度のほぼ同等の性能となった．DNdisorder

の AUCは 0.83程度に留まり，提案手法が DNdisorderを

超える性能を示した．また，ROC曲線で比較すると，FP

rateの低い部分では SVMが提案手法よりも若干良い性能

を示した．

3.4 考察

提案手法は，CASP9データセットに対する予測でDNdis-

表 4 CASP9 データセットに対する各予測器の予測結果

Table 4 Results of the prediction for CASP9

Predictor AUC

Value CI 95%

PrDOS2[9] 0.8544 ±0.005

SVM 0.8409 ±0.004

Proposed 0.8408 ±0.004

DNdisorder[7] 0.8299 ±0.005

図 6 CASP9 データセット予測における提案手法の ROC 曲線

Fig. 6 ROC curve of the prediction for CASP9

orderを超える性能を示した．DNdisorderの手法との違い

としては学習に DBNではなく SDAを用いた点が挙げら

れる．DBNと SDAは問題に対して相性があり，天然変性

領域予測に対しては SDAのほうが上手く学習が行えた可

能性がある．しかし，入力とする特徴量や学習率の減衰な

どの細かい手法の違いもあるため，直接比較することは難

しい．本研究で用いた学習率の減衰や訓練用データセット

の均一化は一般的にディープラーニングに必要な手法であ

るとされており [12]，提案手法の性能の向上に寄与したと

考えられる．

提案手法は，訓練データセットにおいて SVMを超える

性能を示していたが，CASP9データセットにおいてはほ

ぼ同等の性能を示した．本研究では訓練用データセットに

おける交差検定によりハイパーパラメータが設定されてお

り，訓練データセットに対して過学習している可能性が考

えられる．CASP9データセット予測における ROC曲線

では，AUCはほぼ同等であったが FP rateの低い部分では

SVMの方が若干良い性能を示していた．天然変性領域は

タンパク質全体の中でも少ない割合で存在しているため，

ROC曲線においては原点付近での性能が重要と考えられ

る．その点では，提案手法が SVMに対してわずかに劣る

結果となった．

CASP9データセット予測においては，PrDOS2が SVM

を超えてトップの性能を示した．その理由としては，Pr-
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DOS2の予測手法では SVMによる予測の後に相同性のあ

るタンパク質のアミノ酸配列による予測が行われる点が

考えられる．提案手法は PrDOS2に劣る結果となったが，

SVMとほぼ同等の性能を示しており，提案手法において

もその後に PrDOS2と同様の 2段階目の予測を行うこと

でさらに性能が向上する可能性がある．

4. 結論

4.1 本研究のまとめ

本研究ではディープラーニングのひとつの手法である

SDAを利用してタンパク質の天然変性領域予測を行った．

また，高精度な予測を達成するために学習率の減衰，訓練

用データセットのバランス化といった手法を取り入れ，ハ

イパーパラメータの調整を行った．本研究での提案手法の

予測性能を評価するため，既存の予測器において最高性能

を誇る PrDOS2，SDAと同じくディープラーニングの手

法である DBNを予測に取り入れた DNdisorderの 2つの

手法と比較実験を行った．

結果として，国際的ベンチマークである CASP9データ

セットに対する予測では AUCが DNdisorderを超える結

果となった．本研究で行った学習率の減衰や訓練用データ

セットの均一化が精度の向上に寄与したと考えられる．

PrDOS2に対しては，CASP9データセットに対する予

測結果において提案手法の性能が劣る結果となったが，

PrDOS2では SVMによる予測だけでなく，その後に相同

性のあるタンパク質のアミノ酸配列による予測を行ってい

た．SVMに対しては提案手法がほぼ同等の性能を示して

いたため，提案手法においても 2段階の予測を行うことで

精度が向上する可能性がある．

5. 今後の課題

本研究では，訓練用データセット内のクラス均一化のた

めに非天然変性領域の標本の大部分を破棄していた。非天

然変性領域の標本を全て利用しつつ，天然変性領域の標本

をサンプリングにより水増しすることで性能が向上する可

能性がある．

また，調整可能なハイパーパラメータの数はディープ

ラーニングにおける大きな問題点とされており，効率的な

手法は未だ開発されていない．本研究では，いくつかのハ

イパーパラメータに対象を絞ったパラメータ探索を行って

おり，より詳細なパラメータ探索を行うことで精度を改善

できる可能性がある．
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