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内点法を用いたADMMによるMRF最適化

原田　剛志1,a) 玉木　徹1,b) Bisser Raytchev1 金田　和文1

概要：本稿では内点法を用いた ADMMにMRF最適化を行う手法を提案する．MRF最適化問題を線形計
画問題に緩和する場合，変数の数が多くなるという問題がある．そこで，部分問題に分割して解くことで，
変数が多くとも内点法を用いて問題を解くことができる．本研究ではMRFに対し内点法を用いた ADMM

を適用する方法を提案する．

1. はじめに
本稿ではMarkov Random Field (MRF)にADMM[2]を
適用する場合に内点法を用いる手法を提案する．MRF最
適化には線形計画問題へと緩和するアプローチがある [10]

がその場合変数が多くなるという問題が存在する．そこ
で，問題を分割して解くDual Decomposition (DD) [6], [9]

や Alternating Direction Method of Multipliers (ADMM)

[1], [5], [8]などの手法が提案されている．ただし，問題の
分割の仕方によって収束の性質が異なることが知られてい
る．DDでは最小全域木に分割した場合よりも，ループを
含む部分グラフに分割した場合のほうが下界がよりタイト
になることが報告されている [6]．一方，ADMMでは部分
木に分割した場合が報告されている [1], [5], [8]が，ループ
を含む部分グラフに適用した例は報告されていない．そこ
で，本研究では内点法を用いて ADMMをMRF最適化に
適用する．

2. Markov Random Field

|v|個のノードからなるノード集合 v とエッジ集合 eか
らなるグラフG = {v, e}に対するMRFのエネルギー最小
化問題は以下のように定式化される．

min
x

E(θ, x) =Ed(x) + Es(x) (1)

Ed(x) =
∑
p∈v

θp(xp) (2)

Es(x) =
∑

(p,q)∈e

θpq(xp, xq) (3)

ここで Ed はデータ項，Es は平滑化項である．また，
L = {0, 1, . . . , LN} は離散ラベル集合，xp ∈ L はノー
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ド pにおけるラベルであり，θp(xp)はノード pがラベル
xpをとるときのコスト，θpq(xp, xq)はエッジ (p, q)におい
てそれぞれノード p, qがそれぞれラベル xp, xq をとるとき
のコストである．上式で定義されるコストを最小にする，
ノードへのラベルの割当 x = {x0, x1, . . . , x|v|−1} ∈ L|v| を
推定することが目的となる．

2.1 MRFの線形計画問題への拡張
MRF問題 (1)を 0-1線形計画問題として書き表すと次
のようになる．

min
x∈χIP

E(θ, x) =
∑

p∈v,a∈L

θp(a)xp;a +
∑

(p,q)∈e, a,b∈L

θpq(a, b)xpq;ab

(4)

ここで xp;a, xpq;ab は以下のような離散 01変数である．

xp;a =

{
1 xp = a

0 otherwise
(5)

xpq;ab =

{
1 xp = a & xq = b

0 otherwise
(6)

また次の χIP を整数計画問題の実行可能解集合とする．

χIP =


x

∣∣∣∣∣∣∣∣∣∣∣∣∣∣

∑
a∈L

xpq;ab = xq;b,∀(p, q) ∈ e, b ∈ L∑
b∈L

xpq;ab = xp;a,∀(p, q) ∈ e, a ∈ L∑
a∈L

xp;a = 1, ∀p ∈ v, a ∈ L

xp;a, xpq;ab ∈ (0, 1)


(7)

この整数計画問題はしばしば線形計画問題に緩和される
ことが多い．

min
x∈χLP

E(θ, x) =
∑

p∈v,a∈L

θp(a)xp;a +
∑

(p,q)∈e, a,b∈L

θpq(a, b)xpq;ab

(8)
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また次の χLP を線形計画問題の実行可能解集合とする．

χLP =


x

∣∣∣∣∣∣∣∣∣∣∣∣∣∣

∑
a∈L

xpq;ab = xq;b, ∀(p, q) ∈ e, b ∈ L∑
b∈L

xpq;ab = xp;a, ∀(p, q) ∈ e, a ∈ L∑
a∈L

xp;a = 1,∀p ∈ v, a ∈ L

xp;a, xpq;ab ∈ {0, 1}


(9)

2.2 二次計画問題を用いたMRF

一般的にはMRFは線形計画問題に緩和されるが本稿で
は二次計画問題としても定式化しておく．MRF問題を二
次計画問題として書き表すために，線形計画問題の式にお
いて xpq;ab = xp;axq;b としてエッジ変数をノード変数の積
で置き換える．

min
x∈χQP

E(θ, x) =
∑

p∈v,a∈L

θp(a)xp;a+
∑

(p,q)∈e, a,b∈L

θp,q(a, b)xp;axq;b

(10)

ここで χQP を二次計画問題の実行可能解集合とする．

χQP =

x

∣∣∣∣∣∣
∑
a∈L

xp;a = 1,∀p ∈ v, a ∈ L

xp;a, xpq;ab ∈ {0, 1}

 (11)

3. Dual Decomposition

Dual Decomposition (DD)は主問題を小さないくつかの
部分問題に分割し，それぞれの問題について最適化を行う
手法の 1つである [6], [9]．まず主問題のエネルギーを次の
ように書き換える．

min
x∈χ

E(θ, x) =
∑
p∈v

θTp xp +
∑
pq∈e

θTpqxpq =
∑

p∈v∪e

θTp xp

(12)

ここで xpはノード pに対応する変数で，xpqはエッジ (p, q)

に対応する変数，θp は xp に対応するコストで，θpq は xpq

に対応するコストである．それぞれ書き表すと次のように
なる．

xp = (xp;0, xp;1, · · · , xp;LN
)T (13)

xpq = (xpq;00, xpq;01, · · · , xpq;0LN
, xpq;10, · · ·xpq,LNLN

)T

(14)

θp = (θp(0), θp(1), · · · , θp(LN ))T (15)

θpq = (θpq(0, 0), θpq(0, 1), · · · , θpq(0, LN ),

θpq(1, 0), · · · , θpq(LN , LN ))T (16)

これを，以下のように N 個の部分問題 f i に分割する．

min
x∈χ

E(θ, x) =
∑
i

f i(θi, xi) (17)

s.t. xi ∈ χi, xi − xi = 0 (18)

ここで χiは i番目の部分問題がもつ実行可能解であり，xi

は i番目の部分問題の変数，xは部分問題同士が同じ解を
持つための制約変数，xi は i番目の部分問題の変数に対応
する制約変数である．ここで i番目の部分問題は

f i(θi, xi) = f i
p(θ

i
p, x

i
p) + f i

pq(θ
i
pq, x

i
pq) (19)

である．ここで xi
p は i番目の部分問題におけるノード p

に対応する変数，xi
pq は i番目の部分問題におけるエッジ

(p, q)に対応する変数である．また vi は部分問題 f i に対
応するグラフが含むノード集合，ei は部分問題 f i に対応
するグラフが含むエッジ集合であり，v = ∪ivi, e = ∪ieiで
ある．
この制約付き最適化問題のラグランジュ関数は次のよう
になる．

L(x, x, λ) =
∑
i

f i
p(x

i
p) +

∑
i

λiT
p (xi

p − xi
p)

+
∑
i

f i
pq(x

i
pq) +

∑
i

λiT
pq (x

i
pq − xi

pq) (20)

=
∑
i

[f i
p(x

i
p) + λiT

p xi
p]− (

∑
i

λiT
p )xi

p

+
∑
i

[f i
pq(x

i
pq) + λiT

pqx
i
pq]− (

∑
i

λiT
pq )x

i
pq

(21)

ここで λはラグランジュ乗数（双対変数）であり，以下の
実行可能解集合に属する．

Λ =

{
{λi}

∣∣∣∣∣∑
i

λi
p = 0,

∑
i

λi
pq = 0

}
(22)

λi
p などの記号は xi

p の記法にずる．
ラグランジュ関数の最小値

gi(λi) = min
xi∈χi, x

L(x, x, λ) (23)

の和

g(λ) =
∑
i

gi(λi) (24)

は主問題の下界となる．DD は下界を λ について最大化
する．

max
λi∈Λ

g(λ) (25)

分割した部分問題のコストは次のようになる．

f i(θip, x
i
p) =

∑
p∈G(p)

θTp
|G(p)|

xi
p + λiT

p (xi
p − xi

p) (26)

=
∑

p∈G(p)

(
θTp
|G(p)|

+ λiT
p

)
xi
p − λiT

p xi
p (27)

ここで G(p)は pを含む部分問題，p ∈ v ∪ eである．例え
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図 2 3× 3 グラフを分割した例

ば 3 × 3のグラフ（図 1）を，ループを含む部分グラフに
分割すると図 2のようになる．
λi
p の更新式は次のように書き表される．

xi
p, x

i
pq ← arg min

xi
p,x

i
pq

(f i(θi, xi)) (28)

xi
p ←

∑
j∈G(p) x

j
p

|G(p)|
, p = v ∪ e (29)

λi
p ← λi

p + αt(x
i
p − xi

p), p = v ∪ e (30)

4. Alternating Direction Multiplier

Method

Alternating Direction Multiplier Method (ADMM) [2]

は DDと同様に主問題を小さないくつかの部分問題に分割
し，それぞれの問題について最適化を行う手法の 1つであ
る．問題の分割方法は DDと同じ式 (17)であるが，部分
問題のコストは DDの式 (27)を拡張ラグランジュ関数に
置き換えた次式を用いる．

f i(θip, x
i
p) =

∑
p∈G(p)

(
θTp
|G(p)|

+ λiT
p

)
xi
p +

ρ

2
||xi

p − xi
p||22

(31)

ここで p ∈ v ∪ eである．xi
p, x

i
p, λ

i
p の更新式は次のように

書き表される．

xi
p, x

i
pq ← arg min

xi
p,x

i
pq

(f i(θi, xi)) (32)

xi
p ←

∑
j∈G(p) x

j
p

|G(p)|
, p = v ∪ e (33)

λi
p ← λi

p + ρ(xi
p − xi

p), p = v ∪ e (34)

5. 内点法
本研究ではADMMの二次計画問題 (32)を解くために内
点法 [3]を用いる．ここでは二次計画問題を扱う主双対内
点法を用いる．二次計画問題は以下の形式で与えられる．

min
x∈Rn

1

2
xTQx+ cTx (35)

s.t. Ax = b, x ≥ 0 (36)

　ここで Q ∈ Rn×n は正値対称行列，A ∈ Rm×n は行に
対してフルランク行列，c ∈ Rn，b ∈ Rm である．これに
対する双対問題は

max
x,z∈Rn,y∈Rm

−1

2
xTQx+ bT y (37)

s.t. −Qx+AT y + z = c, z ≥ 0 (38)

主双対内点法では主問題と双対問題を同時に解く．
以下では二つの手法を説明する．Merhotraの手法 [7]と

Curtis and Nocedalの手法 [4]を説明する．

5.1 Merhotraの予測子・修正子法
Merhotraの予測子・修正子法 [7]とは線形計画問題に用
いられる内点法である．ここではその手法を二次計画問題
へと拡張する．アルゴリズムは以下である．
まず以下の式によりアフィンスケーリング方向

(∆xk
1 ,∆yk1 ,∆zk1 )を求める． A 0 0

−Q AT I

Zk 0 Xk


∆xk

1

∆yk1

∆zk1

 = −

 Axk − b

−Qxk +AT yk + zk − c

Xkz
k


(39)

次に以下の式により最大ステップサイズ αP と αD を求め，
vに対して γ を計算する．

αP = max{α : xk + α∆xk
1 ≥ 0} (40)

αD = max{α : zk + α∆zk1 ≥ 0} (41)

γ =

((
xk + αP∆xk

1

)T (
zk + αD∆zk1

)
(xk)

T
zk

)v

(42)

µk =

(
xk
)T

zk

n
, µ = γµk (43)

次に以下の式により方向 (∆xk
2 ,∆yk2 ,∆zk2 )を求める． A 0 0

−Q AT I

Zk 0 Xk


∆xk

2

∆yk2

∆zk2

 = −

 0

0

∆Xk
1∆zk1 − µe


(44)
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そして，探索方向 (∆xk,∆yk,∆zk) = (∆xk
1 ,∆yk1 ,∆zk1 ) +

(∆xk
2 ,∆yk2 ,∆zk2 )を計算し，この方向への最大ステップサ

イズを求める．

α̃P = max{α : xk + α∆xk ≥ 0} (45)

α̃D = max{α : zk + α∆zk ≥ 0} (46)

αP = min{0.99α̃P , 1}, (47)

αD = min{0.99α̃D, 1} (48)

そして，次の点を求める．xk+1

yk+1

zk+1

 =

xk

yk

zk

+

αP∆x

αD∆y

αD∆z

 (49)

k ← k + 1として式 (34)まで戻り，繰り返す．

5.2 Curtis and Nocedalの手法
Curtis and Nocedalの手法 [4]は二次計画問題を主双対
内点法で解く場合のステップ幅の選択手法である．以下ア
ルゴリズムの手順を説明する．
まず以下の式で探索方向を計算する． Axk − b

−Qxk +AT yk + zk − c

Xkz
k


∆x

∆y

∆z

 =

 rp

rd

rc + γe

(50)
ここで rp，rd，rc，γ はrp

rd

rc

 =

 Axk − b

−Qxk +AT yk + zk − c

Xkz
k

 (51)

γ = σµ , µ =
xT z

n
, σ ∈ (0, 1) (52)

であり，e ∈ Rn は 1を要素に持つベクトルである．
次に x，zの要素がすべて正となるようなステップ幅 αx，

αz を求める．

αx = β[ max
k=1,...,n

{1,−∆xk/xk}]−1 (53)

αz = β[ max
k=1,...,n

{1,−∆zk/zk}]−1 (54)

0 < β < 1 (55)

そしてより小さい方を αとする．

α = min{αx, αz} (56)

r，s，t， uを以下のように定める．

r =

(
rp

rd

)
, s =

(
−A
Q

)
∆x (57)

t =

(
0

−AT

)
∆y , u =

(
0

−I

)
∆z (58)

以下で 2変数の二次計画問題を解き，ステップ幅 αx，αy，
αz を求める．

min
x

q(x) = c′Tx+
1

2
xTQ′x (59)

この問題を解くときには，以下の手順を踏む．
• 1つ目：αz = αx と仮定して，以下の問題を解く．

min
αx,αy∈R

q1(αx, αy) s.t. 0 ≤ αx ≤ α (60)

Q′ =

(
(s+ u)T (s+ u) + ∆xT∆z (s+ u)T t

(s+ u)T t tT t

)
(61)

c′ =

(
rT (s+ u) + 1

2 (∆xT z + xT∆z)

tT t

)
(62)

• 2つ目：もし αx ≤ αz ならば，αx = αx と仮定して，
以下の問題を解く．

min
αy,αz∈R

q2(αy, αz) s.t. 0 ≤ αz ≤ αz (63)

Q′ =

(
tT t tTu

tTu uTu

)
(64)

c′ =

(
rT t+ αxs

T t

rT + 1
2x

T∆z + αx(s
Tu+ 1

2∆xT∆z)

)
(65)

そうでなければ（αx > αz），αz = αz と仮定して，以
下の問題を解く．

min
αx,αy∈R

q3(αx, αy) s.t. 0 ≤ αx ≤ αx (66)

Q′ =

(
sT s sT t

sT t tT t

)
(67)

c′ =

(
rT s+ 1

2∆xT z + αz(s
Tu+ 1

2∆xT∆z)

rT t+ αzt
Tu

)
(68)

そして，式 (60)-(62)と式 (63)-(68)のステップ幅のうち，
以下のメリット関数をより小さくするステップ幅を採用
する．

ϕ(x+ αx∆x, y + αy∆y, z + αz∆z) (69)

=||r + αxs+ αyt+ αzu||2 + (x+ αx∆x)T (z + αz∆z)

(70)

そして．次の点を求める．xk+1

yk+1

zk+1

 =

xk

yk

zk

+

αx∆x

αy∆y

αz∆z

 (71)

k ← k + 1として式 (45)まで戻り，繰り返す．
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6. ADMMへの内点法の適用
前節で説明した内点法を用いて本節では ADMMへ適用
する方法を示す．まず，部分問題のコスト (31)を二次計画
問題形式に以下のように変形する．

f i(θip, x
i
p) =

∑
p∈G(p)

(
θTp
|G(p)|

+ λiT
p

)
xi
p +

ρ

2
||xi

p − xi
p||22

+
1

|G(p, q)|
xiT
p Θi

pqx
i
q (72)

=
∑

p∈G(p)

(
θTp
|G(p)|

+ λiT
p − ρxiT

p )xi
p

+ xiT
p

1

|G(p, q)|
Θi

pqx
i
q +

ρ

2
xiT
p xi

p +
ρ

2
xiT
p xq

(73)

=
1

2
x̂iT
p Qix̂i

p + ciT x̂i
p (74)

ここで x̂i
p は，部分問題 iに属する全てのノード pに対応

する変数 xi
pからなるベクトル，Qi, ciは対応する二次と一

次の係数である．また

Θpq = [θpq(i− 1, j − 1)]i,j (75)

である．
xi
p, x

i
p, λ

i
p の更新式は次のように書き表される．

xi
p, x

i
pq ← argmin ciT x̂i

p +
1

2
x̂iT
p Qix̂i

p (76)

xi
p ←

∑
j∈G(p) x

j
p

|G(p)|
, p = v ∪ e (77)

λi
p ← λi

p + ρ(xi
p − xi

p), p = v ∪ e (78)

また ρは [2]に従って更新する．

7. おわりに
本稿ではMRFに対し内点法を用いた ADMMを適用す
る方法を提案した．MRF最適化問題を二次計画問題に定
式化し，二次計画問題を扱う内点法の手法を二つ説明した．
今後の課題は，アルゴリズムの実装と，部分問題への分割
を最小全域木に分割した場合とループを含む部分グラフに
分割した場合の比較実験を行うことである．
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