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テクニカルノート

方向線素特徴とノイズ重畳を用いた
ニューラルネットワークによる手書き文字認識

大 山 輝 光† 黒 田 英 夫†† 宮 原 末 治††

志 久 修††† 高比良 秀彰†††

本論文では，手書き文字認識などの実問題へ階層型ニューラルネットの汎化能力を応用するために，
方向線素特徴量とノイズ重畳を併用する手法の解析的・実験的検証を行う．ノイズ重畳の効果が学習
初期の探索的な振舞いにあるとの解析的考察に基づき，ノイズ量を変えながら手書き文字認識実験を
行った結果，特に学習データが少ないときの有効性を確認した．また，学習後の出力素子の平均的な
振舞いからノイズ量と構造化との関係を調べた結果，より大規模な実験に本手法を適用するためのノ
イズ量決定法へ応用可能であることを確認した．

Handwritten Character Recognition Using Directional Element
Feature and Noise Injection into Neural Network

Terumitsu Ohyama,† Hideo Kuroda,†† Sueharu Miyahara,††
Osamu Shiku††† and Hideaki Takahira†††

To apply the generalization ability of multi-layered neural networks to handwritten char-
acter recognition, we clarify the efficacy of directional element feature learning and noise
injection into inputs by a theoretical analysis and simulation. As a result of the recognition
experiment of handwritten character database ETL9B, the efficacy of the noise injection was
confirmed. Then, we discuss an experimental consideration about outputs of output units
with noise injection.

1. は じ め に

階層型ニューラルネットを用いたパターン認識では，

未知パターンに対して適切な出力を与える汎化能力の

改善が課題となっている．階層型ニューラルネットの汎

化能力向上に関しては，学習時の入力にノイズを重畳

する方法1),2)や，位置ずれ画像を学習に用いる方法3)

などがある．また実問題にニューラルネットを適用す

る場合，限られた訓練データから有効な特徴量を抽出

し，より高い汎化能力を獲得する必要がある．本論文

では手書き文字認識などへ階層型ニューラルネットの

汎化能力を応用するために，ノイズ重畳と方向線素特

徴量とを併用する手法の解析的・実験的検証を行う．

そして，方向線素特徴とノイズ重畳を併用することで，
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特に訓練データが少ない場合において有効であること

を示す．最後に，素子の平均的な出力を調べニューラ

ルネットの構造化に対する考察を行う．

2. ETL9B認識実験

階層型ニューラルネットの学習時にノイズを重畳す

ると，学習初期にはノイズの影響を大きく受けて学習

がゆっくりと探索的に進み，最終的にはノイズの影響

が無視できることが解析的に示されている（付録 A.1

参照）．そこで実問題への応用に向け，方向線素特徴

の学習時に付加するノイズ量と学習パターン数，特徴

のオーバラップとの関係を定量的に調べるため，これ

らを変化させながら手書き文字認識実験を行う．実験

システムはノイズ除去と正規化，輪郭線抽出を行う前

処理部と，水平，垂直，±45 度の 4 種類の方向線素

特徴を算出する特徴抽出部，そしてニューラルネット

認識部の 3つによって構成される．方向線素特徴抽出

部では，64 × 64 [pixel]の文字データを 8 × 8 [pixel]

の格子状領域（以下，受容野）に分割し，受容野ごと

に 4方向の特徴量を求めることで 1文字につき 256次
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元のベクトルで構成される方向線素特徴量が求められ

る．さらに，有効な特徴を増やすため受容野を互いに

4[pixel]ずつオーバラップさせ特徴量を算出する．こ

の場合，受容野数は 15× 15 個となり方向線素特徴量

は 1文字につき 900次元となる．認識部では，入力-

中間-出力層の素子数が 256-256-100と，900-256-100

の 2種類の 3層ニューラルネットを用い，学習方法に

は一般的な誤差逆伝播学習法を用いる．

2.1 実験データ

入力データとして ETL9B手書き文字データの中か

ら 100字種 × 200パターン（200筆跡），合計 20,000

個を選んで使用する．学習データ数の変化に対する未

知データの認識率とノイズ量との関係を明らかにする

ため，200パターンの各文字について前半 20～100パ

ターンを学習用，後半 100 パターンを汎化能力評価

用の未知データとして使用する．これらに前処理を施

し，（学習パターン，未知パターン）=（前半 20パター

ン，後半 100パターン），以下（40，100），（60，100），

（80，100），（100，100）の 5種類のデータセットを作

成する．未知データは全データセットで共通である．

したがってデータセット（20，100）を用いた実験の

場合，2,000個（前半 20パターン × 100字種）の学習

を行い，共通の 10,000個（後半 100パターン × 100

字種）の未知データを提示して認識率を調べる．そし

て 5,000 回の学習を行いながら，50 回学習ごとに未

知データに対する認識率を記録する．また重畳するノ

イズは乱数によって作成し，その最大値を 0（ノイズ

なし）から 6の範囲で変化させながら中間素子の入力

へ付加する．

2.2 方向線素特徴の学習におけるノイズの効果

中間素子の入力に重畳するノイズ量を変えながら学

習を行った結果を図 1に示す．受容野のオーバラップ

は 0，受容野数は 8 × 8 個である．

データセット（20，100）に対する認識率はノイズな

しの場合 93.97%，ノイズ 2のときに最も高い 95.08%

であった．データセット（100，100）に対する認識率

はノイズなしの場合 97.24%，ノイズ 2のときに最も

高い 97.44%であった．また，図のようにノイズ 4の

場合，ノイズ 2のときに比べ認識率が低下している．

このように，ノイズによって特に学習データが少ない

ときの認識率が改善されている．解析的な考察では，

学習初期にはノイズの影響を大きく受け，学習の収束

にともなってノイズの影響が無視できるようになるこ

とが示されたが，実験の結果からさらに，学習データ

が少ないときには変動パターンを入れて認識率を向上

させる効果があることが推測できる．

図 1 中間素子の入力へのノイズ重畳による認識率の変化
Fig. 1 The relation between the directional element feature

learning and the recognition rate by using noise in-

jection into inputs of hidden units.

図 2 方向特徴のオーバラップによる認識率の変化
Fig. 2 The relation between the overlap of the directional

element feature learning and the recognition rate.

2.3 方向線素特徴のオーバラップ効果

同じ大きさの受容野を 4 [pixel]ずつ重ねて方向線素

特徴量を算出し，ノイズ量を 0から 8の範囲で変化さ

せながら学習を行った結果を図 2に示す．図中，N = 8

のグラフは N = 2のものと重なる部分が多いため省略

している．データセット（20，100）に対する認識率は

ノイズなしの場合 93.62%，ノイズ 6のときに最も高

い 95.65%であった．また，ノイズ量が 8の場合，認識

率は 95.45%とノイズ 6のときに比べ低下した．デー

タセット（100，100）に対する認識率はノイズなしの

場合 97.02%，ノイズ 6 のときに最も高い 97.86%で

あった．このように，特徴のオーバラップによる認識

率向上に加え，ノイズによって学習データが少ないと

きの性能が向上している．この実験からも，ノイズ重

畳には学習データが少ないときに変動パターンを入れ

て認識率を向上させる効果があることが示された．

3. ニューラルネットの構造化に対する考察

学習後のニューラルネットがどのように構造化され

ているかを調べるため，素子の平均的な出力を次の

ような評価基準で算出し，ニューラルネットの構造化
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図 3 ノイズ重畳による構造化度の変化
Fig. 3 The relation between the degree of

structuralization and noise injection.

に対する考察を行う（以下，この評価値を構造化度と

呼ぶ）．

W =

∑
k

g
(

γ|∑
j
bkj |
)

K
(1)

bkj は中間素子 j (j = 1, 2, . . . , J)と出力素子 k (k =

1, 2, . . . , K) 間の結合荷重，g は出力素子の入出力を

規定するロジスティック関数である．|∑
j
bkj |は，出

力素子 k と全中間素子との結合強度（出力素子の受容

野結合）の絶対値である．また，γ は微小定数で今回

は γ = 0.2とした．実験で用いるニューラルネットは，

学習開始時に平均が 0の同じ乱数値で初期化されるた

め構造化度は最小値の 0.5である．そして学習の進展

によって出力素子の平均的な出力が 0か 1になるよう

に構造化されるほど W は 1に近づく．2.2 節および

2.3 節での実験後の構造化度を図 3に示す．図中，点

線は 2.2 節の結果，実線はオーバラップした特徴を用

いた 2.3 節の結果である．図のようにノイズを重畳す

ることで構造化度Wが 1に近づいている．これは出

力素子の平均的な出力が 0か 1に確定的になるように

構造化されていることを示している．未知データの認

識率が最も高いのは 2.2 節の実験ではノイズ 2付近，

2.3節の実験ではノイズ 6付近であった．またノイズ 0

の場合，オーバラップした場合よりオーバラップなし

の構造化度が高く，認識率も良好であった．入力素子

数が異なるためオーバラップありとなしの構造化度を

直接比較することはできないが，どちらの場合もデー

タセット（20，100）の構造化度が 0.98～0.99付近で

認識率が最も高く，構造化度が大きすぎると認識率が

低下している．ニューラルネットによる文字認識シス

テムの性能を比較する場合に多く用いられるのは，学

習パターンと未知パターンを 50%ずつとしたデータ

セット（100，100）の認識率である．したがって，今

回の研究結果に基づき，構造化度 0.98～0.99を基準

にデータセット（20，100）の認識率が最大化される

ようにノイズ量を決定し，データセット（100，100）

の認識に用いることで，より大規模な実験にノイズ重

畳法を適用する場合の計算量低減が期待できる．

4. お わ り に

本論文では実問題へ階層型ニューラルネットの汎化

能力を応用するために，方向線素特徴量とノイズ重畳

を併用する手法の解析的・実験的検証を行った．また，

学習後のニューラルネットにおける出力素子の平均的

な出力を調べ，ノイズ量と構造化に対する考察を行っ

た．まずノイズ量を変えながら手書き文字認識実験を

行い，特に学習データが少ないときの性能向上に対す

る有効性を確かめた．次に，方向線素特徴量をオーバ

ラップさせて有効な特徴数を増やし機能の向上を確認

した．最後に，学習後の出力素子の平均的な振舞いを

調べてノイズ量と構造化との関係を考察し，より大規

模な実験に本手法を適用する場合のノイズ量決定法へ

の応用が期待できることを示した．

今後，位置ずれや方向特徴のメッシュサイズ変更に

よって有効な特徴を増やすなど，さらなる認識率向上

を検討したい．また，構造化度を利用した適切なノイ

ズ量決定法を確立し，より大規模な認識実験を行う予

定である．
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付 録

A.1 中間素子の入力に対するノイズ重畳の解析

入力素子 I 個，中間素子 J 個，出力素子 K 個から

構成される 3層ニューラルネットについて考える．本

論文では従来の議論をより一般化し，入力素子の入出

力を線形関数，中間素子と出力素子の入出力を微分可
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能な任意の関数 f と g によって次のように規定する．

yj = f(ξj), ξj =

I∑
i=1

ajixi + a0j (2)

zk = g(ηk), ηk =

J∑
j=1

bkjyj + b0k (3)

ξj と ηkは中間素子 jと出力素子 kへの入力，ajiと bkj

は入力～中間および中間～出力層間の結合荷重，a0j

と b0k はバイアスである．中間素子 jの入力に微小ノ

イズ mj を付加した場合の出力 ỹj は ỹj = f(ξj +mj)

となるから，ノイズがない場合と比較するために f を

ξj の回りに Taylor展開すると次のようになる．

ỹj
∼= yj +

{
f ′(ξj) +

1

2
f ′′(ξj)mj

}
mj (4)

出力素子 kへの入力は η̃k =
∑J

j=1
bkj ỹj + b0k とな

るので，式 (4)を用いて 2次の微小量までとれば，

η̃k
∼= ηk + l̃k +

1

2

J∑
j=1

bkjf
′′(ξj)m

2
j (5)

となる．

なお l̃k は 1次の微小量 l̃k =
∑J

j=1
bkjf

′(ξj)mj で

ある．ノイズ付加後の出力素子 kの出力は式 (3)より

z̃k = g(η̃k) となるから，式 (5)を用いて g を ηk の

回りに Taylor展開すると次のようになる．

z̃k
∼= zk + g′(ηk)l̃k +

1

2
g′′(ηk)l̃2k

+
1

2
g′(ηk)

J∑
j=1

bkjf
′′(ξj)m

2
j (6)

よって，

ε̃2∼= 1

2

K∑
k=1

[
(tk−zk)−

{
g′(ηk) +

1

2
g′′(ηk)l̃k

}
l̃k

−1

2
g′(ηk)

J∑
j=1

bkjf
′′(ξj)m

2
j

]2

(7)

となるので，2次の微小量まで評価すると，

ε̃2 ∼= ε2 −
K∑

k=1

(tk − zk)g′(ηk)l̃k

+
1

2

K∑
k=1

{
g′(ηk)2 − (tk − zk)g′′(ηk)

}
l̃2k

− 1

2

K∑
k=1

(tk − zk)g′(ηk)

J∑
j=1

bkjf
′′(ξj)m

2
j

となる．よってノイズの平均的な影響は

ε̃2−ε2∼=−
J∑

j=1

S̃jmj +
1

2

J∑
p=1

J∑
q=1

T̃pqmpmq (8)

となる．ただし，

Sj =

K∑
k=1

(tk − zk)g′(ηk)bkj

S̃j = f ′(ξj)Sj

Tpq =

K∑
k=1

{
g′(ηk)2−

(
tk−g(ηk)

)
g′′(ηk)

}
bkpbkq

T̃pq = f ′(ξp)f
′(ξq)Tpq − f ′′(ξp)Spδpq

である．なお，δpq はクロネッカー記号である．

ノイズ mj は独立であり確率密度関数が，

ρ(mj) =
1

σj

√
2π

exp

(
− m2

j

2σ2
j

)
で与えられるとき，ノイズ mj の期待値と分散は，

E[mj ] = 0，V [mj ] = σ2
j となるからノイズの平均的

な影響は

E[ε̃2 − ε2] ∼= 1

2

J∑
p=1

J∑
q=1

T̃pqσ
2
pδpq (9)

ε̃2 − ε2 ∼= 1

2

J∑
j=1

(
K∑

k=1

[
f ′(ξj)

2
{
g′(ηk)2

− (tk − zk)g′′(ηk)
}
b2
kj

− (tk − zk)g′(ηk)f ′′(ξj)bkj

])
σ2

j

(10)

となる．出力素子の入出力をロジスティック関数

zk = g(u) = 1/{1 + exp(−u)} で規定すると，
g′(ηk) = g(ηk) (1 − g(ηk)) となる．g′′(ηk) にも同

様に g(ηk)(1 − g(ηk)) の項が含まれる．したがって，

学習の最終局面において出力素子の出力が 0 または

1に収束していくと，g′(ηk) ∼= 0，g′′(ηk) ∼= 0 とな

るから，式 (10)は ε̃2 − ε2 ∼= 0 となり，ノイズの平

均的影響が無視できるようになることが分かる．さら

に，f ′(ξj) と g′(ηk) は，それぞれ f(ξj) = 0.5 およ

び g(ηk) = 0.5 の場合に最大となる．これは，学習初

期においてニューラルネットの出力が 0.5のように不

確定な場合，式 (10)よりノイズの影響 ε̃2 − ε2 の値も

大きくなることを示している．以上の解析により，学

習初期にはノイズの影響を大きく受けて学習がゆっく

りと探索的に進み，最終的にはノイズの影響が無視で

きることが分かる．
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