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宝くじ仮説を用いた継続学習における破滅的忘却の抑制

城居 巧†1,a) 岩村 雅一†1,b) 黄瀬 浩一†1,c)

概要：継続学習では，識別器が複数のタスクを順に学習する．識別器にニューラルネットワークを用いる
場合には，学習を重ねる度に先に学習したタスクの知識が失われる破滅的忘却が起こる．それを軽減する
従来手法が提案されているが、タスクが多い場合は精度が著しく低下する．これは従来手法ではパラメー
タが不足するためと考えられる．本稿では，宝くじ仮説を用いることで使用するパラメータを削減する．
宝くじ仮説により，従来手法の破滅的忘却を抑制する効果を維持しつつ，タスクが多い場合に精度が著し
く低下する問題を改善する．50個のタスクの継続学習の実験で，提案手法は従来手法 HATの精度を最大
14.70%改善することを確認した．

Lottery Ticket Hypothesis for Overcoming Forgetting on continual
Learning

Abstract: Catastrophic forgetting occurs when a neural network loses the information learned in a previous

task after training on subsequent tasks. Conventional methods have been proposed to mitigate catastrophic

forgetting, but their effectiveness is significantly reduced when the number of tasks is large. In this paper, we

improve this problem by using The Lottery Ticket Hypothesis. We show the proposed method improves the

accuracy of the conventional method HAT by 14.70% with experiments on continuous learning of 50 tasks.

1. はじめに

継続学習では識別器が複数のタスクを順に学習する．一
つのタスクでは一つのデータセットを学習する．つまり，
継続学習では識別器が複数のデータセットを順に学習する
ことになる．その過程で，過去に学習したデータセットの
情報が識別器から失われ，推論精度が下がる破滅的忘却と
呼ばれる現象が起こることが知られている [1, 2]．
識別器にニューラルネットワーク（以下、ネットワーク

と呼称）を用いる場合には，脳神経ネットワークにおける
忘却現象において報告されている [3, 4]ように，過去に学
習したデータセットの情報が失われるのは，それを保持す
るネットワークのパラメータ（結合重み）が上書きされる
ことが原因と考えられる [5, 6]．
破滅的忘却を抑制する手法の一つに HAT [7] がある．

HAT は簡潔ながら他の手法と比べて忘却の抑制に優れ，
比較的高い精度を達成できる手法である．HATでは，パ
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ラメータの上書きを防ぐために，タスク毎に学習に使うパ
ラメータをランダムに選択する．そして，選択されたパラ
メータのみでそのタスクを学習する．過去のタスクで学習
に使用したパラメータは保護され，次のタスク以降では更
新されない．このようなメカニズムにより，破滅的忘却を
抑制する．HATでは通常，学習するデータセット数の増
加に伴い，ネットワーク中の使用されるパラメータが増加
する．そのため，タスクが多い場合には，後に学習される
データセットでパラメータが不足し，学習の阻害により精
度の低下が生じる問題がある．
本稿では，HATでタスクが多い場合に発生するパラメー
タ不足を回避するため，タスク毎に割り当てるパラメータ
を減らすことを考える．ただし，割り当てるパラメータを
ランダムに削減する単純な方法では，各タスクの学習が十
分に行われず，精度の低下が予想される．そこで提案手法
では，データセットの学習に適したパラメータを宝くじ仮
説 [8]を用いて選択する．
宝くじ仮説は，学習に用いるデータセットとネットワー

クのパラメータの関係を論じた仮説である．ランダムに初
期化したネットワークのパラメータを「くじ」に例えて，
与えられたデータセットの学習に適したもの（当たりくじ）
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と適さないもの（外れくじ）に分けたとき，同じ初期値と
データセットで学習する限り，何度学習しても「当たりく
じ」が学習に使われることが実験により示唆された．その
ため，宝くじ仮説の「当たりくじ」を利用すれば，学習に
用いるデータセットを効率的に学習できると考えられる．
幸い，当たりくじはデータセット毎に異なるため，タスク
毎に学習するデータセットが異なる継続学習の問題設定に
相応しい．
本稿の貢献は，ニューラルネットワークの継続学習に宝

くじ仮説の考え方を導入して，与えられたデータセットの
学習に適したパラメータを選択することで，タスクが多い
場合の破滅的忘却を抑制した点にある．

2. 関連研究

Delangeらの分類 [9]によれば，継続学習に対する破滅的
忘却を抑制手法は以下の 3つのアプローチに大別される．
• 再学習によるアプローチ．（Replay methods)

• 正則化項によるアプローチ．（Regularization-based

methods)

• パラメータ分離によるアプローチ．（Parameter isola-

tion methods)

本節では 2.1節， 2.2節， 2.3節でそれぞれ再学習のアプ
ローチ，正則化項によるアプローチ，パラメータ分離によ
るアプローチの概要を述べる．また 3節で HATの概要を
述べる．

2.1 再学習によるアプローチ
再学習によるアプローチでは過去に学習したデータセッ

トの一部（サブセット）やデータセットに類似した生成デー
タを再利用する．再学習によるアプローチはさらにリハー
サル [10–16]と，疑似データの再学習 [17–21]，制約付きの
再学習 [22–24] の 3つに大別される．リハーサルによる再
学習では，過去に学習したデータセットの一部を保存し，
新たにデータセットを学習する際に保存したデータセット
を同時に学習する．先行研究では，保存するデータの選択
方法を改善する手法が提案されている．
疑似データの再学習では，過去学習したデータセットと

疑似的に同じ生成分布を持つデータを新たなデータセット
に学習する際に同時に学習する．過去学習したデータセッ
トと疑似的に同じ生成分布を持つデータは GANや，バッ
クプロパゲーションによる画像の変更によって生成する．
制限付きの再学習では，サブセットは保存せず，さらに

疑似的なサブセットの生成も行わずに再学習を行う．デー
タセットや疑似的なデータセット勾配に代表されるように
過去のデータセットでの学習時の情報を代替するものを保
存し，新たなデータセットの学習時に用いる．

2.2 正則化項によるアプローチ
正則化項によるアプローチでは損失関数に正則化項を導

入することで，過去に学習したデータセットにより獲得し
た情報を参照しつつ新たなデータセットを学習する．正
則化項によるアプローチは，過去のネットワークぼパラ
メータに注目した手法 [25–30]と過去のデータに注目した
手法 [31–34]が存在する．
過去のネットワークのパラメータに注目する手法では，

新しいデータセットを学習する際に，過去にデータセット
を学習した際のネットワークのパラメータから大きく離れ
ないようにネットワークのパラメータを拘束する．拘束は
損失関数に正則化項を導入し達成する手法や，過去のデー
タセットを学習した際のネットワークのパラメータを用い
て，新たなデータセットに適応したパラメータを生成する
手法が存在する．
過去のデータに注目した手法では，過去に学習したネッ

トワークの蒸留学習などによって，過去のデータセットを
学習したネットワークに含まれる過去のデータセットの情
報を新たなデータセットを学習するネットワークに転送す
る．これにより，データに対し，新たなデータセットを学
習するネットワークに過去に学習したデータセットの情報
が含まれるように学習し，忘却を抑制する．

2.3 パラメータ分離によるアプローチ
パラメータ分離によるアプローチでは各タスクで使用す

るパラメータを分離する．パラメータ分離によるアプロー
チはさらにネットワーク中のパラメータを再利用する手
法 [7,35–39]と，学習するデータセットの増加に伴ってネッ
トワークを動的に拡大する手法 [40–45] に大別される． 3

節で述べる HATも，パラメータ分離によるアプローチの
ネットワーク中のパラメータを再利用する手法に属する．
ネットワーク中のパラメータを再利用する方法では，デー
タセットごとに使用するパラメータを指定し，ネットワー
ク中の指定されたパラメータのみを用いて学習と推論を行
う．過去のデータセットで使用されているパラメータを固
定することで忘却を回避する．またネットワーク中に固定
されていないパラメータを適宜新たなデータセットの学習
に用いる．
ネットワーク動的に拡大する手法では，データセットの

増加に伴ってネットワークにパラメータを追加し，また
データセットごとに使用するパラメータを指定することで
忘却を回避する．前者の手法とは違い，ネットワーク中に
どのデータセットでも使用されていないパラメータを追加
できるため，精度が担保しやすいが，データセットの増加
とともにネットワークサイズが増大してしまう．

3. HAT

HATでは，図 1に示すように，データセット毎に使用す
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図 1 HATの概観．データセット毎に使用するチャネルを選択する．
一度使用したチャネルのパラメータはその後の学習では保護
され，更新しない．

Fig. 1 Overview of HAT.

るチャネルを選択する．データセット tに対する，ニュー
ラルネットワークのあるレイヤーの出力を ot とする．ot

は画像の縦横とチャネルの 3つを基底とする 3階のテン
ソルである．また，チャネル選択を表すベクトルを at と
する．at の要素は 0または 1を取り，0になったチャネル
の出力を抑制する．at の要素は，概ね確率 50%で 0 と 1

となるように初期化される*1．at を ot と同じ大きさのテ
ンソルに拡張する関数を f としたとき，HATを用いると
きのこのレイヤーの出力 o′t はアダマール積 �を用いて，
o′t = ot � f(at) で与えられる．データセットの学習時に
は，既に使用したチャネルのパラメータは更新しない．ま
た，at も誤差逆伝播法で更新される．これらのメカニズム
に加え，データセット同士で atが類似するように制約条件
を加える．これにより，新たに学習するデータセットと既
学習のデータセットでパラメータを共有する．HATは既
学習のデータセットで使用されたパラメータを積極的に再
利用することで新たなデータセットを効率的に学習する．
HATの改良手法として CAT [39]が存在する．CATは
パラメータの選択をランダムにするのでは無く，アテン
ション機構を用いる．その際，データセット同士の関連度
を考慮するため，既学習のデータセットと似ているデータ
セットでは同じパラメータが選ばれる確率が上がる．逆に，
既学習のデータセットと類似性の低いデータセットでは異
なるパラメータが選ばれる．データセット同士の類似性低
い継続学習を考えた場合，HATではデータセットの類似
度を考慮しないため，HATより，CATの方がパラメータ
不足が発生しやすいと考えられる．そのため，本研究では
従来手法として CATではなく，HATと比較を行う．

*1 厳密に言えば，標準正規分布に従って乱数を生成した後，シグモ
イド関数を掛けて 0～1 の範囲にマッピングする．

�

 

HAT 2

図 2 提案手法の概要．データセットの学習に適さないチャネルを検
出し，そのチャネルを使用しないようにチャネル選択を表すベ
クトルを更新する．

Fig. 2 Overview of the proposed method.

4. 提案手法

提案手法は，宝くじ仮説を用いてデータセットの学習に
適さないチャネルを特定し，除外する仕組みを HATに導
入する．図 2に示すように，チャネル選択を表すベクトル
at を決める際に，データセットの学習に適さないチャネル
が選ばれないようにする．その後の処理は HATと同じで
ある．データセットの学習に適さないチャネルを特定する
処理を以下に示す．
( 1 ) 最初のデータセットの学習時のみ，ネットワークのパ

ラメータをランダムに初期化する．
( 2 ) at を 3節に記載した方法でランダムに初期化する．
( 3 ) ネットワークを j エポック学習し，パラメータを更新

する（本稿では j = 1）．
( 4 ) 宝くじ仮説を用いてデータセットの学習に適さない

チャネルを特定し，マスクベクトルmを生成する．
( 5 ) マスクベクトルmを用いて at からデータセットの学
習に適さないチャネルを除外する．

( 6 ) （ 3）～（ 5）の処理を学習が終わるまで繰り返す．
ここで（ 4）のmを決める処理を説明する．（ 4）のm

を決める処理には宝くじ仮説を用いる．宝くじ仮説は枝刈
り [46, 47]の一種である．宝くじ仮説では，パラメータ毎
に「当たりくじ」か「外れくじ」が決まる．宝くじ仮説に
拠れば，絶対値の大きいパラメータが当たりである．我々
はチャネル毎に「当たり」か「外れ」かを知りたいので，
パラメータ単位の情報をチャネル単位に集約する．あるレ
イヤーへの入力とたたみ込む重み（パラメータ）をWwhc′c

と書くことにする．ここでWwhc′c は 4階のテンソルであ
り，w，h，c′，cはそれぞれ画像の横と縦の大きさ、一つ
前のレイヤーのチャネル数，このレイヤーのチャネル数を
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表す．このとき，このレイヤーの c番目のチャネルが，今
考えているデータセットの学習に適すかを表す指標 Ic を

Ic =

∣
∣
∣
∣
max
w,h,c′

(Wwhc′c)

∣
∣
∣
∣

(1)

とおく．すなわち，cに関係する whc′個の重みの値の最大
値を取る．Ic が小さい程，このデータセットの学習に適さ
ないと考えられる．そこで，この指標に基づいて，適して
いないチャネルを割合 pだけ選ぶ．もしチャネル数が 20

であり，p = 0.5であれば 10のチャネルを選ぶことになる．
そして，除外したいチャネルを表すマスクベクトル mを
定義し，除外したいチャネルに該当する要素を 0とし，そ
れ以外を 1とする．
続いて，上記の処理の（ 5）では，ãt = at �m により

ãt を求め，これを HATの at と置き換える．これにより，
チャネル選択を表すベクトルからこのデータセットの学習
に適さないチャネルを除外して，以後の学習を行う．
なお，宝くじ仮説は枝刈りに使用した例があるものの，

我々の知る限り、継続学習に使われた例は無い．

5. 実験

5.1 データセット
既存研究（例えば [48]）に習い，CIFAR-10と CIFAR-

100 [49] をベースに SplitCIFAR-10，SplitCIFAR-100，
SplitCIFAR-110 を作成して用いる．CIFAR-10 と 100 は
それぞれ 10，100クラスからなる画像分類データセットで
ある．それぞれの画像は 32 × 32 × 3ピクセルで構成され
る．CIFAR-10と 100はいずれも 50,000枚の訓練用画像と
10,000枚の検証用画像で構成される．HATを含め，既存手
法の評価には通常 10～20タスク程度が用いられる．提案
手法の良さはタスクが多いときに発揮される．そのため，
最大 50個のデータセットからなる継続学習の条件で実験を
行った．SplitCIFAR-10は，CIFAR-10の 10クラス問題を
ランダムに 5個の 2クラス問題に分割して，5個のデータ
セットから成る．同様に，SplitCIFAR-100は CIFAR-100

を 50個の 2クラス問題に分割して，50個のデータセット
から成る. SplitCIFAR-110は，CIFAR-10をデータセット
1とし，CIFAR-100をランダムに 10クラスごと分割して
データセット 2から 11として構成した．

5.2 評価基準：精度と忘却，パラメータ使用率
継続学習では，あるデータセット tの精度（ACCt）と
忘却（FGTt）を精度の指標として用いる．ACCtは全デー
タセットの学習後に測定される通常の物体認識の精度で
あり，FGTt はあるデータセットの学習直後の精度が全
データセットの学習後にどの程度下がるかを表す．データ
セット数を T とすれば，FGTt = ACCt,t − ACCt,T であ
る（1 ≤ t ≤ T）．ここで ACCt,t はデータセット t学習直
後のデータセット tの精度，ACCt,T はデータセット T 学

習直後のデータセット tの精度を表す．さらに，いずれか
のデータセットに割り当てられたパラメータの割合（パラ
メータ使用率）を |⋃1≤t≤T θt|

|θ| とする．ここで，θはネット
ワーク中のパラメータ集合を表し，θt はデータセット tに
対し使用されるパラメータ集合を表す．

5.3 実装
従来手法である HAT の実験と同様に，実験には

AlexNet [50]をベースとしたネットワークを用いた．ネッ
トワークは 64, 128, 256フィルタのサイズとカーネルサイ
ズがそれぞれ 4×4，3×3，2×2である畳み込み層と，2048
ユニットで構成される 2層の全結合層とマルチヘッド全結
合層から構成される．また，畳み込みの後に 2× 2の最大
プーリングを行い，レートが 0.2であるドロップアウトを
初めの 2層に，レートが 0.5であるドロップアウトを残り
の層に追加した．損失関数としてクロスエントロピーを用
いた．学習率の初期値は 0.05で，検証損失が改善されな
い場合，1/3倍に減衰させながら、誤差逆伝播法を用いて
最適化した．それぞれのデータセットは SplitCIFAR-10，
SplitCIFAR-100で 100エポック，SplitCIFAR-110で 200

エポック学習した．また，実験では機械学習のフレーム
ワークである Pytorch [51]と，継続学習の Pytorch拡張フ
レームワークである Avalanche [52]を用いて実装した．
従来手法 HATと提案手法との比較のために，HATの簡
単な拡張として，使用するパラメータをランダムに削減す
る方法を実装した．この手法を「ランダム」と呼ぶ．直感
的には，HATの at に 0が出る確率を 50%より増やしたも
のである．at の作成方法の制約により，以下のように実装
した．図 2のマスクベクトルmのように，ランダムに 0か
1の値を要素として持つマスクベクトルm′を作成する．こ
のとき，0が b%の確率で生成されるようにする．そして，
ãt = at �m′ により ãt を求め，これを HATの at と置き
換える．ランダムと提案手法の比較により，パラメータ削
減の方法として宝くじ仮説が有効であることを確認する．

5.4 結果と考察
まず，表 1に 3つのデータセットでの従来手法HATと提

案の精度を示す．SplitCIFAR-10，SplitCIFAR-100につい
ては 10回の平均値，SplitCIFAR-110については 5回の平
均値である．表から，SplitCIFAR-10や 110のようにデー
タセットの数が少ない場合には，提案手法の精度の向上幅
が小さいが，データセットの数が多い SplitCIFAR-100に
おいては精度の大幅な向上が見られた．また，パラメータ
使用率に注目すると，データセットの数が 50 個の場合，
HATはネットワーク中のパラメータをすべて使い切って
しまったが，提案手法はすべて使い切っていない．同様に，
従来手法より，提案手法の方が使用中のパラメータが少な
いことがわかる．以上の結果から，提案手法はネットワー
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表 1 データセット毎の精度とパラメータ使用率．
Table 1 Overview of average accuracy and using parameter rate of HAT and the pro-

posed method.

データセット タスク数 HAT 提案手法 精度の向上 HAT のパラメータ使用率 提案手法のパラメータ使用率
SplitCIFAR-10 5 0.8010 0.8436 +4.26 0.9649 0.7533

SplitCIFAR-110 11 0.6040 0.6268 +2.28 0.9996 0.8993

SplitCIFAR-100 50 0.5745 0.7215 +14.70 1.0000 0.8837
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図 3 SplitCIFAR-100 の精度とパラメータ使用率の関係．丸の点，
星の点，逆三角形の点はそれぞれ宝くじ仮説を用いたパラメー
タ削減の方法（提案手法），HAT，ランダムにパラメータを削
減する方法を表す．提案手法ではパラメータ使用率の減少とと
もに HATや比較手法ランダムより高い精度が得られた場合が
あるものの，比較手法ランダムではパラメータ使用率の減少と
ともに HATより精度が低下した．この結果からパラメータを
削減する手法として宝くじ仮説が有効であることがわかる．

Fig. 3 Average accuracy and using parameter rate obtained by

experiment using SplitCIFAR-100.

ク中のパラメータをすべて使い切る現象を軽減し，データ
セットの数が多い場合に精度を向上が確認できた．
図 3に精度とパラメータ使用率の HATと提案手法，ラ

ンダムにパラメータの削減する方法の比較を示す．精度，
パラメータ使用率は各データセット t(1 ≤ t ≤データセッ
ト数)における平均をとった．実験結果は SplitCIFAR-10，
SplitCIFAR-100においては 10回試行，SplitCIFAR-110に
おいては 5回試行の平均値である．
HATでは，学習の過程でネットワーク中のパラメータ

が全てデータセットに割り当てられ，パラメータ不足が発
生した．比較手法の「ランダム」では，ハイパーパラメー
タ bを変化させて，選択するチャネル数を徐々に減らすと，
最初はパラメータ使用率は HATのときと同様にほぼ 1で
あり，精度だけが変化した．その際，一時的に精度が向上
し HATより高い精度が得られたものの，提案手法で一番
高い精度と比べ低い精度であった．さらに選択するチャネ
ル数を減らすと，選択するチャネル数の減少に伴い精度は
低下した．そして，精度がチャンスレートである 50%に下
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図 4 SplitCIFAR-10（データセット数 5）を用いた実験のグラフ．
横軸がネットワークに対する各データセットに割り当てられる
パラメータの割合を表し，縦軸が精度を表す．青の点が HAT

を表し，赤の点が提案手法を表す．各データセットに対するパ
ラメータ使用率が低下すると精度が低下する傾向がみられる．
データセット数が 5の場合では HATでのパラメータ不足が深
刻でないため，HAT と提案手法で同程度の精度が得られた．

Fig. 4 Average accuracy and using parameter rate obtained by

experiment using SplitCIFAR-10.

がった後，その精度のままパラメータ使用率が低下した．
このことから，ランダムな削減ではパラメータ不足を軽減
するために，提案手法と比べ各データセットに割り当てら
れるパラメータを大幅に削減する必要があることが分かっ
た．また，パラメータを大幅に削減することは精度がチャ
ンスレートである 50%まで低下することにつながる．それ
に対して提案手法は，ハイパーパラメータである pを調整
することで，ネットワークのパラメータを使い切らず，か
つ HATより高い精度を達成した．そのため，宝くじ仮説
がパラメータを削減する前と比べ精度を維持したままパラ
メータを削減する方法として有効であるといえる．
図 4から 6にそれぞれ SplitCIFAR-10，SplitCIFAR-100，

SplitCIFAR-110を用いた実験における，各データセットに
割り当てられるパラメータの割合と，精度を示す．図 4か
ら 6で示すパラメータ使用率は図 3で示した全データセッ
トを通したパラメータ使用率とは異なり，それぞれのデー
タセットごとのパラメータ使用率である． また，表 2と
3に SplitCIFAR100を用いた実験において提案手法のハイ
パーパラメータである p，比較手法ランダムのハイパーパ
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図 5 SplitCIFAR-100（データセット数 50）を用いた実験のグラ
フ．横軸がネットワークに対する各データセットに割り当て
られるパラメータの割合を表し，縦軸が精度を表す．青の点が
HAT を表し，赤の点が提案手法を表す．各データセットに対
するパラメータ使用率が低い場合で精度が低下する傾向がみ
られる．SplitCIFAR-100を用いたデータセット数が 50の場
合の実験では HATで深刻なパラメータ不足が発生しているた
め，提案手法の精度のピークと比べ HATや HATのパラメー
タ使用率に近い提案手法で精度の低下が見られる．

Fig. 5 Average accuracy and using parameter rate obtained by

experiment using SplitCIFAR-100.
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図 6 SplitCIFAR-110（データセット数 11）を用いた実験のグラ
フ．横軸がネットワークに対する各データセットに割り当て
られるパラメータの割合を表し，縦軸が精度を表す．青の点
が HAT を表し，赤の点が提案手法を表す．各データセット
に対するパラメータ使用率が低い場合で精度が低下する傾向
がみられる．SplitCIFAR-110 を用いたデータセット数が 11

の場合の実験では SplitCIFAR-100 を用いたデータセット数
が 50 個の実験より HAT でのパラメータ不足が深刻でないた
め，提案手法の精度のピークと比べた HAT での精度低下は．
SplitCIFAR-100を用いたデータセット数が 50個の実験より
小さい．

Fig. 6 Average accuracy and using parameter rate obtained by

experiment using SplitCIFAR-110.

表 2 提案手法のデータセット毎の精度とパラメータ使用率．p は
HAT では HAT，提案手法についてはハイパーパラメータで
ある p を表す．各パラメータ使用率は各データセットごとの
パラメータ使用率を表す．

Table 2 Average accuracy and using parameter rate obtained

by experiment using SplitCIFAR-100 with the pro-

posed method.

p 精度 各パラメータ使用率 パラメータ使用率
HAT 0.5745 0.4947 1.0000

0.05 0.6700 0.4708 0.9815

0.10 0.6975 0.4451 0.9612

0.15 0.7044 0.4198 0.9384

0.20 0.7100 0.3955 0.9121

0.25 0.7215 0.3709 0.8837

0.30 0.6910 0.3466 0.8540

0.35 0.6933 0.3213 0.8148

0.40 0.7032 0.2972 0.7674

0.45 0.6808 0.2723 0.7265

0.50 0.6549 0.2472 0.6906

0.55 0.6315 0.2232 0.6423

0.60 0.6178 0.1984 0.5772

0.65 0.5480 0.1739 0.5265

0.70 0.4795 0.1492 0.4599

0.75 0.4935 0.1239 0.4029

ラメータ bを変化させたときの精度と，各データセットに
割り当てられるパラメータの割合，パラメータ使用率を示
す．図 4と 6からデータセット数の多い，SplitCIFAR-100，
SplitCIFAR-110を用いた実験では，各データセットに割
り当てられるパラメータの割合が少ない場合で，各データ
セットに割り当てられるパラメータの割合が多い場合と比
べ精度の低下が顕著に見られた．また，図 4 からデータ
セット数の少ない SplitCIFAR-10を用いた実験においても
SplitCIFAR-100，SplitCIFAR-110を用いた実験ほど顕著
でないものの，各データセットに割り当てられるパラメー
タの割合が少ないほど，精度の低下する傾向が見られた．
そのため，提案手法を用いた場合でもそれぞれのデータ
セットに割り当てられるパラメータが少なすぎると精度が
低下すると考えられる．提案手法はデータセットを多く学
習する場合の精度を向上させるために，それぞれのデータ
セットに割り当てられるパラメータを削減する必要がある．
そのため，提案手法では，今回実験を行った 50個のデー
タセットを大幅に超えるようなデータセットを学習させる
場合に精度が低下することが予想される．今後さらに精度
を保ちつつパラメータを多く削減できる手法が望まれる．

6. 結論

ランダムにデータセットにパラメータを割り当てる従来
手法では，データセットの数が多い際に精度が低下する問
題があり，これはパラメータ不足によって発生することが
示唆された．宝くじ仮説に基づきデータセットにパラメー
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表 3 比較手法ランダムデータセット毎の精度とパラメータ使用率．
b は比較手法ランダムのハイパーパラメータである b を表す．
各パラメータ使用率は各データセットごとのパラメータ使用
率を表す．

Table 3 Average accuracy and using parameter rate obtained

by experiment using SplitCIFAR-100 with the ran-

dom method.

b 精度 各パラメータ使用率 パラメータ使用率
0.05 0.6435 0.4758 1.0000

0.10 0.6292 0.4498 1.0000

0.15 0.6062 0.4255 1.0000

0.20 0.5898 0.4004 1.0000

0.25 0.5858 0.3755 1.0000

0.30 0.5793 0.3511 1.0000

0.35 0.5623 0.3256 1.0000

0.40 0.5675 0.3006 1.0000

0.45 0.5289 0.2753 1.0000

0.50 0.5156 0.2506 1.0000

0.55 0.5117 0.2256 1.0000

0.60 0.5021 0.2002 1.0000

0.65 0.5009 0.1756 0.9999

0.70 0.5001 0.1501 0.9997

0.75 0.5005 0.1256 0.9986

0.80 0.5000 0.1007 0.9950

0.85 0.5000 0.0754 0.9779

0.86 0.5005 0.0705 0.9713

0.88 0.5000 0.0607 0.9545

0.90 0.5000 0.0505 0.9216

0.92 0.5000 0.0404 0.8676

0.94 0.5000 0.0305 0.7758

0.95 0.5000 0.0254 0.7155

タを割り当てる提案手法では，従来手法の破滅的忘却を抑
制する効果を維持しつつ使用するパラメータを削減し，50
個のデータセットを学習した実験でパラメータ使用率を
11.63%軽減し，精度を 14.70%向上した．
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