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分類モデルの出力値間の距離に基づいた退行抑制のための
ディープニューラルネットワーク修正技術の検討

徳井 翔梧1,a) 徳本 晋1,b) 石川 冬樹2,c)

概要：ディープニューラルネットワーク（DNN）を用いたシステムの安全性を重視する要求が近年増加し
ており，DNNモデルの品質を改善する技術が研究されている．一部の動作を修正するためによく用いられ
る方法はモデルの再訓練である．しかし，再訓練は他の動作に破壊的な影響を与え，再訓練前の DNNモデ
ルで正しく処理されたデータが再訓練後に誤判定になるデグレード（退行）を引き起こす場合がある．そ
こで，訓練履歴を用いて退行を抑制しつつ誤判定を修正する方法が開発されている．従来手法では，DNN

モデルの訓練過程で成功判定から誤判定に変化したデータ（退行データ）を検出し，退行データにのみ影
響する DNNモデルのパラメータ（重み）を特定する欠陥局所化を行い，粒子群最適化を用いて退行を防
ぎつつ誤りが減少するような重みの値を探索する．しかし，DNNモデルが十分に訓練されたことで退行
データが検出されない場合や，開発者が訓練履歴を管理していない場合に従来手法を適用することができ
ない．そこで，本研究では，訓練履歴を利用せず退行を抑えるためのデータ選択方法の検討に向けて，分
類モデルの出力値を用いて退行データの特徴を分析した．従来手法が退行を抑制する要因の 1つである．
実験の結果，退行データは他の失敗データと比べて決定境界の近くに分布し，成功データから遠くに分布
することを発見した．

キーワード：ディープニューラルネットワーク，DNN修正，欠陥限局，粒子群最適化

Shogo Tokui1,a) Susumu Tokumoto1,b) Fuyuki Ishikawa2,c)

1. はじめに
近年，ディープラーニングは音声認識や自動翻訳，物体

認識，画像分類，顔認証技術などのシステムに用いられ，
医療技術や自動運転技術，航空機衝突防止装置などの産業
界のセーフティクリティカルな領域においても使われてお
り，非常に高度な信頼性や安全性を求められることが増え
ている．一方で，DNNを用いたシステムの開発・品質保
証・運用に関する工学的方法論については数年前に議論が
始まったばかりであり，特に品質やその継続的な維持・改
善に対する大きな懸念がある [1], [3], [4]．
DNNおよび他の機械学習ベースのソフトウェアはソフ
トウェア 2.0 [6]と呼ばれ，膨大な数の相互接続パラメー
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タから構成される．その挙動は訓練によるデータ駆動方式
で導出され，継続的改善における挑戦を導入する．具体的
には，再訓練による DNNパラメータの更新は DNNの動
作全体に影響する．つまり，特定の動作に限定的な影響を
与えるように局所的な変更を行う制御はない．この性質は
CACE (Changing Anything Changes Everything) と呼ば
れる [17]．
DNNは安全性や品質がより重要視されるドメインに適

用されており，DNNモデルの更新に伴うデグレード（退
行）を抑制することがますます重要になっている．例えば，
ステークホルダーは，他のステークホルダーからの不信や
重大な危険につながるような，リスクが高く受け入れがた
いミスがあるかどうかに関心を持っている．このような場
合，技術者は失敗例を確認して説明することを要求され，
退行について説明することは技術者にとって高コストな
活動につながる．これは，改善と退行の複合効果として，
DNNの全体の精度が向上した場合でも当てはまる．
従来のソフトウェア工学技術には DNN の品質管理の
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課題に対する効果的な方法を実現する可能性がある．プ
ログラムの自動修正技術は数多く提案されており，特に
“Generate and Validate (G&V)方式”はこの 10年間で大
きく進化し，単純な欠陥に対する修正について大きな成功
を収めている [9], [13], [16]．
従来手法 NeuRecoverは，画像分類問題に対して，探索

的に DNNモデルのパラメータ（重み）を変更することで，
再訓練することなく局所的に DNNモデルの誤判定を修正
する手法である [20], [24]．NeuRecover は，DNNモデル
の訓練過程で成功判定から誤判定に変化したデータ（退
行データ）を検出し，退行データにのみ影響する重みを
特定する欠陥局所化を行い，粒子群最適化 [7], [21] を用
いて誤りが減少するような重みの値を探索する．結果と
して NeuRecoverは訓練履歴を用いることで，既存手法の
Arachne [5]より退行率を抑えつつ誤判定を修正できる．
しかし，訓練履歴から退行データを検出できない場合は

NeuRecoverを適用することができない．例えば，DNNモ
デルが十分に訓練されたことで訓練終盤に重みの値が変化
しない場合や，誤判定のサンプルデータ数が少ない場合に
退行データを検出できないことがある．また，開発者が訓
練履歴を管理していないなどの理由で訓練履歴が手元に存
在しない場合にも NeuRecoverを適用できない．
そこで，我々は訓練履歴を利用せず退行を抑制するため

のデータ選択方法を検討するために，NeuRecoverが退行
抑制した要因の 1つだと考えられる退行データについて，
分類モデルの出力値を用いてその特徴を調査した．実験の
結果，退行データは他の失敗データと比べて，決定境界の
近くに分布し，成功データから遠くに分布することを発見
した．また，最適化対象の重みの個数を変動させ実験を行
い重み限局の必要性を調査した．
次章以降の本論文の構成を述べる．2章では本研究の背
景として DNN と従来手法 NeuRecover について述べる．
3章では退行データに関する分析結果と考察について述べ
る．4章では本研究の関連研究について述べる．5章では
本研究のまとめと今後の課題を述べる．

2. 背景
本章では，本研究の対象であるDNNと，DNNモデル修

正技術の従来手法 NeuRecoverについて述べる．

2.1 ディープニューラルネットワーク (DNN)

DNNとは，入力層，出力層，2つ以上の隠れ層で構成
されたニューラルネットワークである．特に，分類問題な
どを解く基本的な DNNとして順伝播型ニューラルネット
ワークが知られている．順伝播型とは，入力層，隠れ層，
出力層を順に情報が伝播し，入力に対する予測ラベルを出
力するニューラルネットワークである．
DNN モデルの訓練方法について説明する．DNN モデ

ルとは層の構成と隠れ層の各パラメータ値を指す．訓練で
は，訓練データを用いて隠れ層の各パラメータ値を調整す
る．入力層から与えられた入力 xに対して，隠れ層で 2種
類のパラメータ重み w とバイアス bを用いて o = wx + b

に変換し，活性化関数と呼ばれる微分可能な非線形関数 A

を用いて x′ = A(o)を出力する．出力層では，隠れ層の出
力の最大の要素のインデックスを求め，入力に対する予測
結果を示す．入力に対する予測結果と正解ラベルの誤差を
表す関数は損失関数 Lと呼ばれ，二乗誤差などの関数が適
用される．入力データに対する損失が小さいほど良いモデ
ルとされ，DNNモデルの訓練では損失を小さくするため
に誤差逆伝播法 [15]を用いてパラメータを調整する．誤差
逆伝播法は学習率 η を用いて，重みを w = w − η ∂L

∂w に調
整する最急降下法を行う．nエポック訓練する場合は，誤
差逆伝播法を n回繰り返す．
画像認識分野では畳み込みニューラルネットワーク

（CNN）が多く使われる．CNNとは，主に画像データを入
力とし，画像処理を行う畳み込み層などが隠れ層に追加さ
れた DNNである．畳み込み層は前段のニューロンの一部
の領域を畳み込んだ 1つの特徴量として後段に伝播するの
に対し，前段と後段のすべてのニューロンが結合されてい
る層は全結合層と呼ばれる．基本的な CNNは，入力層，
畳み込み層，全結合層，出力層の 4つで構成される．
DNNを用いたシステムはデータによって訓練すること

でモデルが構築される．DNNを用いたシステムの運用中
あるいはテスト中に誤判定を検出した場合，データを追加
して再訓練することで DNNモデルを修正する．しかし，
再訓練のために失敗データを修正するための必要なデータ
を収集する必要があり，追加したデータによって必ずしも
修正できるとは限らない．そこで，再訓練なしに DNNモ
デルを修正する手法として，直接 DNNモデルのパラメー
タを変更し失敗データを修正する手法が研究されている．

2.2 訓練履歴を用いたDNNモデルリペア技術NeuRe-

cover

探索的に DNNモデルのパラメータ（重み）を変更する
ことで，再訓練なしに局所的な修正ができる DNN修正技
術 NeuRecover が提案されている [20], [24]．NeuRecover

は，DNN モデルの訓練過程で成功判定から誤判定に退行
したデータ（退行データ）と誤判定から成功判定に改善し
たデータ（改善データ）を検出し，改善データに影響せず
退行データにのみ影響する DNNモデルのパラメータ（重
み）を特定する欠陥局所化を行い，粒子群最適化 [7], [21]

を用いて退行を防ぎつつ誤りが減少するような重みの値を
探索する．
NeuRecoverは欠陥局所化と粒子群最適化の 2段階で構
成される．欠陥局所化では，訓練履歴を用いて検出した退
行/改善データに対して，改善データに影響せず退行デー
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タに影響し，訓練過程で値が大きく変化した重みを特定す
る．粒子群最適化では，欠陥局所化で特定した重みの値を
fitness関数に基づいて，誤判定が修正されるデータ数を増
やす方向に最適化する．2.2.1節と 2.2.2節で欠陥局所化と
粒子群最適化の詳細を述べる．
2.2.1 欠陥局所化
NeuRecoverは欠陥局所化を 3つのステップで実行する．
Step i 訓練履歴を用いたデータ分類
Step ii 重み差分と影響度の計算
Step iii 集合演算による重み限局
Step iでは，訓練履歴を用いてテストデータを退行デー
タと改善データに分類する．Step iiでは，退行データ/改
善データが重みに与える影響度と重みの差分を計算する．
Step iiiでは，退行/改善データと重み差分に影響する重み
の集合を特定し，集合演算で最適化対象の重みを限局する．
Step iでは退行/改善データを検出する．nエポック訓練
後モデルMn を NeuRecoverの修正対象とするとき，訓練
履歴から kエポック前のモデルMn−kの重みとMnを取得
する．修正に用いるデータに対して，Mn−k では誤判定だ
がMn で成功判定に変化したデータを改善データ，Mn−k

で成功判定だがMn で誤判定に変化したデータを退行デー
タとする．本研究では，先行研究と同様に k = 1とする．
Step iiでは，修正すべき重みを特定するための重みの 5

つの影響度，重み差分 wdiff，退行データに対する後方影響
度 backreg および前方影響度 fwdreg，改善データに対する
後方影響度 backimp および前方影響度 fwdimp を計算する．
重み差分は，Mnの重み配列 wnとMn−kの重み配列 wn−k

に対して wdiff = wdiff = wn − wn−k とする．後方影響度
backは，修正対象の層の j 番目のニューロンとその一段前
の層の i番目のニューロンを繋ぐ重み wi,j と，ターゲット
レイヤの一段前の層の出力 oj に対して，wi,j の損失勾配
∂L

∂wi,j
= ∂L

∂oj

∂oj
∂wi,j

とする．前方影響度 fwdは，一段前の層
の出力 oi に重み wi,j を乗算した値，すなわち活性化関数
で非線形に変換される前の値 oi · wi,j とする．
Step iiiでは，5つの影響度に対して重みをソートし，それ
ぞれ上位 Ng 個の重みの集合Wdiff, Breg, Freg, Bimp, Fimp

を取得する．式 1に従って，退行データに影響し，改善デー
タに影響しない重みの集合を最適化対象の重みとする．

Wlocalized = (Breg ∩ Freg) ∩Wdiff\(Bimp ∩ Fimp) (1)

2.2.2 粒子群最適化
NeuRecoverは，欠陥局所化で限局した重みを粒子群最適
化（Particle Swarm Optimisation）を用いて最適化しDNN

モデルの誤判定を修正する [7], [21]．粒子群最適化は連続
な空間における最適化に効果的であることが知られており，
実数の範囲で制限がない重みを修正するのに適している．
NeuRecoverは，欠陥局所化で特定した重みの集合をベ
クトル x⃗として，粒子群最適化の粒子の位置を表す．現在

の粒子ベクトル x⃗tは速度ベクトル v⃗t+1を用いて更新する．
現在の速度ベクトル v⃗t は，現在の粒子ベクトル x⃗t と，そ
の粒子において過去に観測した中で最良な fitness値を取
る粒子ベクトル p⃗l と，群全体で最良な fitness値を取る粒
子ベクトル p⃗g，さらに，一様乱数 U(ϕ) (0 ≤ U(ϕ) ≤ ϕ)と
収縮係数 χを用いて更新する．χは収縮係数であり，ϕ1と
ϕ2 から計算される．ϕ1 と ϕ2 も収縮係数と呼ばれ，それ
ぞれ局所成分と大域成分に明示的な速度の境界を設定する
ことなく群内の粒子の収束を制御する．NeuRecoverは ϕ1

と ϕ2で同じ値を使用する．NeuRecoverは，粒子ベクトル
の初期値 x⃗0 を重みの分布から定めた正規分布から抽出し，
初期速度 v⃗0 を 0⃗とした．
p⃗l と p⃗g は過去に観測した粒子の中で最良の fitness 値

となる粒子を用いる．NeuRecoverの fitness関数は，失敗
データの修正されると増加し，成功データが退行すると減
少し，加えてそれぞれの損失の値が小さくなるほど fitness

が増加する関数である．Ineg は修正対象の失敗データの集
合，Ipos はランダムに一定数選択した成功データの集合と
する．Npached は Ineg のうち成功判定に変化したデータの
数であり，Nintact は Ipos のうち誤判定に変化したデータ
の数である．NeuRecoverの fitness関数を示す．ここで α

は退行を抑える度合を調節するためのハイパーパラメータ
である．

fitness =
Npatched/|Ineg|+ 1

L(Ineg) + 1
+ α · Nintact/|Ipos|+ 1

L(Ipos) + 1

2.3 NeuRecoverの課題
従来手法 NeuRecover は，評価実験で他手法より修正

時に発生する退行を抑制できることを確認した．しかし，
DNNモデルが十分に訓練されたことで退行データが検出
されない場合や，開発者が訓練履歴を管理していない場合
など，訓練履歴が無ければ NeuRecoverを適用できない．
そこで，本研究では，訓練履歴を利用せず退行を抑制する
ためのデータ選択方法を検討に向けて退行データについて
調査を行った．

3. 退行データに関する分析
本章では，従来手法において退行抑制に貢献した要素の

1つである退行データについてその特徴を分析し，訓練履
歴を利用せずデータ選択する方法を考察する．以降，入力
データに対するモデルの出力値間の距離やモデルの出力値
から決定境界までの距離を定義し，分析のための実験を行
い考察する．

3.1 定義
本節では，分類モデルの出力値を用いてデータ間の距離

と決定境界までの距離を定義する．
本研究では，データ間の近さを示す指標として訓練済
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モデルの出力値を用いる．訓練された DNNモデルは訓練
データに対して損失の値を最小にするようにパラメータが
調整されている．さらに，分類モデルの出力値はベクトル
で表現されるため，入力データ同士の距離として用いるこ
とができると考えた．
その出力値の次元数はデータセットの分類クラスの数と

一致する．分類モデルによる入力データの分類結果のクラ
スは，分類モデルの出力値の最も大きい要素のインデック
スである．データセットの各データは画像データと正解ラ
ベルのペアで構成されており，正解ラベルは One-hotベク
トル (1つの要素のみ 1，他の要素は 0のベクトル)で表現
される．データセットを用いた分類モデルの評価では，分
類モデルの出力値と正解ラベルを比較することで，モデル
の推論が誤りか成功かを判定する．
2つのデータ A,B 間の距離 d1(A,B)は，それぞれのモ

デルの出力値 YA, YB とユークリッド距離 || · ||を用いて式
2で表す．

d1(A,B) = ||YA − YB || (2)

失敗データAから最もデータ間の距離が近い成功データ
を B とする．距離 d1(A,B)を Aの最近傍成功データまで
の距離と呼ぶ．ただし，修正に巻き込まれて退行する可能
性がある成功データが近くにあるかが重要であるため，A

の正解ラベルと同一クラスの成功データは除く．我々は 1

つの仮説として，退行データは最近傍成功データまでの距
離が大きい傾向にあると考えた．
失敗データAの決定境界までの距離 d2(A)は，モデルの

出力値 YAと正解ラベル ŶA，ベクトルの最も大きい要素の
インデックスを返す関数 argmax(d)を用いて式 3で表す．

d2(A) = max(YA)− YA[argmax(ŶA)] (3)

決定境界とは一般に分類クラス間の境界線や境界面を
指す．本研究では，失敗データ Aの決定境界までの距離
d2(A)の定義は，分類クラス間のある境界面の点までのマ
ンハッタン距離を表す．ある境界面とは，A が誤判定し
た分類クラスと Aの正解ラベルの分類クラスの間の境界
面である．Aのモデルの出力値 YA の 2つのインデックス
argmax(YA)と argmax(ŶA)の要素を入れ替えると，Aの
判定結果は成功判定となる．2つの要素を入れ替えた値と
本来の出力値 YA の中点は決定境界上の点であり，その中
点までのマンハッタン距離を d2 とした．我々は 2つ目の
仮説として，退行データは決定境界までの距離が近い傾向
にあると考えた．

3.2 実験準備
本研究では，退行データと他の失敗データを比較するこ

とで退行データの特徴を調査した．本節では，実験対象で
ある 3つのデータセットと訓練モデルについて述べ，調査

Dataset ACC Pos Neg Deg

Fashion-MNIST 0.9096 10915.2 1084.8 284.4

CIFAR-10 0.9900 7763.2 78.6 43.0

GTSRB 0.7412 7412.4 2587.6 790.0

表 1 修正用データに対する訓練済みモデルのスコアの平均値

Dataset ACC Pos Neg Deg

Fashion-MNIST 0.9058 9058.4 941.6 234.4

CIFAR-10 0.9624 12154.6 475.4 175.4

GTSRB 0.7396 7396.0 2604.0 757.4

表 2 テストデータに対する訓練済みモデルのスコアの平均値

観点と分析に利用する評価指標について述べる．
3.2.1 実験対象
本実験では，特定の条件に偏った評価にならないよう

に 3 つの画像分類のデータセットである GTSRB [19] と
CIFAR-10 [8], Fashion-MNIST [22]を試した．訓練モデル
には 6つの畳み込み層と 2つの全結合層で構成されるCNN

モデルを用いた.

NeuRecoverの評価実験では，データセットの訓練デー
タを「訓練用データ」と「修正用データ」に分割した．一
般的によく用いられる機械学習の評価データセットには訓
練データとテストデータが含まれる．しかし，DNN修正
技術の評価実験では訓練済みモデルの修正に用いるデータ
が必要である．訓練データやテストデータを用いて修正す
ることを避けるために，修正のみに利用するデータを作成
した．
本研究では修正用データの退行データを分析するため，

NeuRecover の評価実験と同様に訓練データを分割する．
訓練データの分割は K-分割交差検証の要領で行う．デー
タセットの訓練データをランダムに K 個のグループに分
割し，K − 1個のグループを訓練用データとし，残りを修
正用データとする．訓練用データと修正用データの組み合
わせは K パターンあり，それぞれの平均値を実験結果と
する．NeuRecoverの評価実験と同様にK = 5とした．
モデルは訓練用データのみを用いて 10エポック訓練し，

エポックごとに訓練履歴を記録した．10エポック訓練後の
モデルを修正対象の訓練済みモデルとする．退行データは，
9エポック訓練後のモデルで成功判定となり，10エポック
訓練後のモデルで誤判定となるデータとする．表 1, 2は，
修正用データとテストデータを用いた訓練済みモデルの評
価であり，精度 (ACC)と，成功データ (Pos)，失敗データ
(Neg)，退行データ (Deg)の個数を測定し，K = 5パター
ンでの平均を表す．モデルの精度 (ACC)は，全データ中
の成功データの割合を表す．
3.2.2 研究課題
本研究では，以下の観点で退行データを分析した．

RQ1 退行データは他の失敗データと特徴が異なるか？
RQ2 最適化する重みを限定することは有効か？
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図 1 決定境界までの距離の分布

図 2 最近傍成功データまでの距離の分布

RQ1では，決定境界までの距離と最近傍成功データまで
の距離を計測し，退行データと他の失敗データについて分
布や平均差に有意差があるかどうかを調査する．RQ2で
は，NeuRecoverの欠陥局所化で選択される重みの数を調
整し，異なる数の重みで最適化を行い，修正前後のモデル
の出力値の移動距離に基づいて欠陥局所化の有効性を調査
する．NeuRecoverを用いてモデルを修正するとき，修正
前後でモデルの出力値の移動距離を計測した．

3.3 実験結果
RQ1. 退行データは他の失敗データと特徴が異なるか？
第 1の仮説として，退行データは他の失敗データより決

定境界までの距離が近くに分布していると考えられる．図
1はデータセットごとの決定境界までの距離の分布を示す．
すべてのデータセットについて退行データの分布の方が中
央値を含む代表値が小さい．実際，帰無仮説を平均差がな
いとして有意水準 0.01のもと両側 T検定を実施したとこ

ろ，表 3に示す通り，すべてのデータセットで平均差に有
意な差があると認められた．つまり，すべてのデータセッ
トについて退行データの方が決定境界の近くに分布した．
第 2 の仮説として，退行データは他の失敗データより
最近傍成功データから離れて分布していると考えられる．
図 2 はデータセットごとの最近傍成功データまでの距離
の分布を示す．最近傍成功データまでの距離の分布は，決
定境界までの距離の分布ほど，退行データと他の失敗デー
タの間で明確な分布の差は読み取れない．しかし，帰無仮
説を平均差がないとして有意水準 0.01のもと両側 T検定
を実施したところ，表 4に示す通り，Fashion-MNISTと
CIFAR-10で平均差に有意な差があると認められた．つま
り，Fashion-MNISTと CIFAR-10では退行データの方が
最近傍成功データから遠くに分布しており，GTSRBでは
退行データと他の失敗データの分布が同じ正規分布に従っ
て分布した．
図 3は，横軸を決定境界までの距離とし，縦軸を最近傍
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図 3 退行データと他の失敗データの散布図．横軸: 決定境界までの距離．縦軸: 最近傍成功
データまでの距離

Dataset Fashion-MNIST GTSRB CIFAR-10

Ave(deg) 0.2801 0.4838 0.2615

Ave(neg) 0.5212 0.5887 0.3852

P value 3.306× 10−163 0.0016 7.621× 10−169

表 3 決定境界までの距離の平均

成功データまでの距離を縦軸とした散布図である．退行
データと他の失敗データは異なるグラフに示した．散布図
に 1つずつある三角点はその分布の平均点を表す．各デー
タセットにおいて，退行データの分布の中心点は他の失敗
データの分布の中心点と比べて，決定境界までの距離が小
さい方向，または最近傍成功データまでの距離が大きい方
向にずれている．また，表 5に示した相関係数によると，
Fashion-MNISTと GTSRBは退行データの分布の方がば
らつきが大きく，他の失敗データの方が負の相関が強いと
言える．
GTSRBは他の 2つのデータと比較して決定境界までの

距離も最近傍成功データまでの距離も遠く分布している．
これはGTSRBの方がラベル数が多いことが原因だと考え
られる．Fashion-MNISTと CIFAR-10のラベル数が 10で
あり，GTSRBのラベル数は 43である．ラベル数が多い
方がモデルの出力値の次元が大きくなり，次元が大きいベ
クトル同士の距離が遠くなる傾向があるのは自然である．

RQ1の回答� �
すべてのデータセットで退行データの方が決定境界の
近くに分布しており，Fashion-MNIST と CIFAR-10

で退行データの方が最近傍成功データから遠くに分布
した．また，退行データは決定境界までの距離と最近
傍成功データまでの距離の間に相関がなかったが，他
の失敗データは比較的に負の相関が強かった．� �

Dataset Fashion-MNIST GTSRB CIFAR-10

Ave(deg) 0.0504 0.2325 0.0772

Ave(neg) 0.0386 0.1978 0.0693

P value 3.285× 10−11 0.0542 8.962× 10−20

表 4 最近傍成功データまでの距離の平均

Dataset Fashion-MNIST GTSRB CIFAR-10

Ave(deg) -0.2343 -0.4736 -0.7905

Ave(neg) -0.4818 -0.6256 -0.8044

表 5 決定境界までの距離と最近傍成功データまでの距離の相関関係

RQ2. 最適化する重みを限定することは有効か？
NeuRecoverを用いたモデル修正はモデルの出力値がど
れだけ変化させるかを調査した．モデルの修正前後それぞ
れで成功判定 (pos)か誤判定 (neg)かによって入力データ
を 4つに分類し，分類したデータごとに修正前後でのモデ
ル出力値の移動距離を計算した．実験対象はGTSRBのみ
であるが，NeuRecoverが欠陥局所化で選択する重みの個
数を，影響度が大きい順に選択する個数をいくつか試すこ
とで，欠陥局所化による重み選択の効果を調査する．
図 4 はモデルの出力値の修正前後の移動距離の分布を

示すバイオリン図である．NeuRecoverの欠陥局所化によ
り選択される重み (localized weights)の個数は 200個であ
る．より大きい影響度の重みに絞った場合は 4個の重みが
選択され，影響度が小さい重みも含めた場合は 5000個の
重みが選択された．そして，欠陥局所化による重みの選択
と比較するために，全結合層のすべての重み 284160個を
選択した場合の実験をした．
全結合層のすべての重みの場合，全てのデータのモデル

の出力値が大きく移動した．一方で，欠陥局所化により重
みの個数を限定した他の 3つの場合では，判定結果が変化
していないデータの出力値の移動距離は比較的小さく抑え
られている．つまり，局所的に重みを最適化することは，
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図 4 NeuRecover の修正前後でモデルの出力値の移動距離の分布

一部のデータのみの判定結果だけ変化させることが可能で
あると考えられる．
重みの個数を限定した場合，最適化する重みの数が少な

いほど，判定結果が変化したデータの移動距離がより大き
く分布し，判定結果が変化しなかったデータの移動距離は
より小さく分布した．モデルの出力値の最大移動距離は
√
2で，これは One-hotベクトルから別の One-hotベクト
ルへの移動を示す．できるだけ最適化の対象とする重みの
個数を絞ることが，局所的な入力データの判定結果のみを
修正することにつながると考えられる．

RQ2の回答� �
最適化する重みの個数が少ないほど，判定結果が変化
したデータの移動距離がより大きく分布し，判定結果
が変化しなかったデータの移動距離はより小さく分布
した．つまり，欠陥局所化により選択する重みの個数
を絞ることで，局所的な入力の判定結果を修正するこ
とが可能になると考えられる．� �

3.4 考察と妥当性の脅威
RQ1の実験では，退行データは他の失敗データより，最
近傍成功データが遠くにあり決定境界に近いデータが多い
ことを示した．退行データは NeuRecoverが退行抑制しつ
つ局所的なモデル修正を実現した要因の 1つだと考えられ
る．そのため，退行データの特徴がある失敗データ，すな

わち最近傍成功データが遠くにあり決定境界に近い失敗
データを用いて欠陥局所化することで，訓練履歴を利用せ
ず NeuRecoverに近いモデル修正が可能になると考えられ
る．ただし，すべての失敗データを用いる方法やランダム
サンプリングした失敗データを用いる方法，特定ラベルの
失敗データを用いる方法など容易に実現可能な他の方法と
比較実験を行う必要があり，さらに NeuRecoverと同等の
性能となるか評価実験を行う必要がある．
RQ1の実験について内的妥当性への脅威がいくつか考

えられる．1種類のモデル構造のみを実験対象としており，
VGGなどモデル構造が異なった場合に同様の結果が得ら
れるとは限らない．また，10エポックのみ訓練したモデル
を対象としており，より訓練されたモデルに対して同様の
傾向になるとは限らない．一方で，ラベルの数や入力デー
タの種類が異なる 3種類の画像データセットを実験対象と
したため，他の画像データセットに対しても退行データの
特徴が同様の傾向があると期待できる．
RQ2の実験では，最適化する重みの数を限定することが

有効であることを示した．ただし，この結果は最適化手法
に依存する可能性がある．NeuRecoverは最適化手法とし
て粒子群最適化を利用しており，最適化の対象とした重み
の値が変わり過ぎている可能性がある．他の最適化手法や
機械学習の再訓練手法を用いる場合，最適化する重みの数
を限定しない方が良い可能性があると考えられる．

4. 関連研究
DNNのテスト・デバッグの多くの研究はソフトウェア

工学技術から着想を得ている．その 1 つである自動プロ
グラム修正 (APR)は，バグを含むプログラムに対しテス
トをすべて通過するパッチを生成する．いくつかの APR

では，修正履歴を修正のヒントに使うことで，高い修正性
能を実現している [11], [16]．APRの一部として使われる
Spectrum-based Fault Localizationは，失敗テストケース
がより多く実行するコード片をより怪しいと見なし，怪し
さについてスコア付けをする．Fault Localizationにおい
ても同様に過去のコード編集履歴を用いて障害の位置特定
の精度改善を実現している [10], [18]．我々のアプローチ
は修正履歴ベースの手法の多くの成功から着想を得ている．
DNNに対する修正は，再訓練を用いる方法が主流であ
る．DNNのテストデータ生成技術の研究では，テストデー
タとして生成した敵対的な例を用いて再訓練することで，
頑健性を改善できることを示した [2]．敵対的な例だけで
はなく一般的に特定の失敗に対する修正を行う技術もいく
つか提案されている．FSGMix [14]は限られた失敗データ
のガイドで再訓練データを補強する，augmentation-based

な修正技術である．MODE [12]は失敗テストによる影響
の大きい featuresを特定し，その featuresにフォーカスし
た入力をGANで生成しDNNをデバッグする手法である．
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本研究に最も近いのは再訓練なしで修正するアプローチ
である．Arachne [5]は失敗テストデータに対する影響度に
より失敗の原因だと思われる重みを絞り込み，粒子群最適化
により多くの失敗を修正できる値を探索する．Apricot [23]

は，分割した訓練データで訓練したモデルの重みを参考に
修正する手法である．

5. まとめと今後の課題
本研究では，訓練履歴を利用しない DNN修正技術の検

討に向けて，分類モデルの出力値を用いてデータ間の距離
と決定境界までの距離を定義し，退行データの特徴を調査
した．その結果，退行データは他の失敗データと比べて，
決定境界の近くに分布し，最近傍成功データから遠くに分
布することを発見した．また，最適化の対象とする重みを
限定することは，局所的な入力データの判定の修正に有効
であることを示した．
今後の課題として以下のいくつかが挙げられる．
• 本研究と同様に従来手法の改善データの分析
• 訓練履歴なしで退行抑制する DNN修正技術の開発
• 重要な成功データを優先的に退行抑制しつつ特定の失
敗データ修正

• 画像分類問題以外を扱う DNNモデルに対する修正方
法の検討
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