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実空間のユーザ行動分析に基づく潜在的興味分析方式

大村 貴信1,a) 鈴木 健太1,b) パノット シリアーラヤ2,c) 栗 達3,d)

河合 由起子3,e) 中島 伸介3,f)

受付日 2021年6月8日,採録日 2021年10月4日

概要：携帯端末向けのWeb広告サービスは年々増加傾向にあり，検索キーワードや閲覧履歴，SNSへの投
稿内容によるユーザの操作履歴に基づく分析手法の研究開発が広く行われている．また携帯端末の GPS
から得られるユーザの位置情報を利用し，ユーザの現在地や居住地区に合わせた広告を推薦する手法の開
発も行われている．しかしながら，これら位置情報の軌跡から得られる実空間の行動とWeb閲覧や SNS
投稿の操作履歴の両データを用いた分析手法は，実空間の位置・時刻における操作履歴より抽出された特
徴語との相関に基づいた明示的興味分析にとどまっており，周辺環境の影響は十分に考慮されず，ユーザ
の潜在的興味の抽出には至っていない．そこで本研究では，実空間における時空間での行動範囲と興味範
囲を拡張することで，ユーザの潜在的興味を行動履歴とジオタグ付き SNSデータから推定する手法を提案
する．本研究では，携帯端末でのWeb広告推薦への応用を目指し，ユーザの興味対象を実空間に存在する
店舗とする．具体的には，まず，ユーザ行動ログデータとジオタグ付きツイートデータからユーザが訪問
した店舗の時間と場所に基づき，時間と位置の行動範囲を拡張する．次に，行動範囲内の店舗属性を拡張
し，それら拡張された行動範囲と興味範囲に基づき特徴を抽出し学習モデルを生成する．本稿では，拡張
した時空間の行動範囲ごとに学習モデルを生成し，特定の店舗を訪問するユーザの予測精度を検証する．

キーワード：潜在的興味分析，推薦システム，ユーザ行動分析，広告推薦

Latent Interest Analysis Utilizing User Movement History
in Real-space

Takanobu Omura1,a) Kenta Suzuki1,b) Panote Siriaraya2,c) Da Li3,d) Yukiko Kawai3,e)

Shinsuke Nakajima3,f)

Received: June 8, 2021, Accepted: October 4, 2021

Abstract: Web advertising services for mobile devices are rapidly increasing. Generally, the methods of
advertisement recommendation are according to the analysis of user behavior such as searching keywords
and keyword matching based on browsing history. On the other hand, a great number of researches also
focused on the location information which are obtained from GPS of the mobile devices. These advertisement
recommendation methods are developed based on the users’ current location and residential area. However,
both of the above two approaches did not take into account the impact of the surrounding environment,
consequently, it is difficult to extract the potential interests of users. Therefore, in this paper, we firstly
extend the range of movement and interest in the spatio-temporal real-space. Secondly, we propose a latent
interest detection method based on user movement history and the geotagged social media data. Especially,
because we focus on the application of Web advertisement recommendation for mobile devices, the aim of
user interest is defined as commercial facility in this research. Finally, we increase the commercial facility
attributes number utilizing the extended user movement range, and apply a neural network approach for
extracting user interest features. In addition, to verify the validity of our proposed method, we evaluate the
neural network models and verify the accuracy of predicting if the users will visit a particular store.

Keywords: latent interest analysis, recommendation system, user movement history, advertisement recom-
mendation
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1. はじめに

インターネット向けのWeb広告サービスは年々増加傾

向 [1]にあり，検索キーワードや閲覧履歴，SNSへの投稿

内容によるユーザの操作履歴に基づくWeb広告推薦手法

の研究開発が広く行われている．また携帯端末の GPSか

ら得られるユーザの位置情報を利用し，ユーザの現在地や

居住地区に合わせた広告を推薦する手法の開発も行われて

いる．しかしながら，これら位置情報の軌跡から得られる

実空間の行動とWeb閲覧や SNS投稿の操作履歴の両デー

タを用いた分析手法は，実空間の位置・時刻における操作

履歴より抽出された特徴語との相関に基づいた明示的興味

分析にとどまっており，周辺環境の影響は十分に考慮され

ておらず，ユーザの潜在的興味の抽出には至っていない．

そこで本研究では，実空間における時空間での行動範囲と

興味範囲を拡張することで，ユーザの潜在的興味を行動履

歴とジオタグ付き SNSデータから推定する手法を提案す

る．なお，将来的には実空間にて活動中のユーザに対する

実店舗の広告推薦への応用を検討しており，ある広告対象

店舗への訪問履歴がないユーザの行動分析を行うことで，

この広告対象店舗への訪問予測，すなわち対象店舗への潜

在的興味分析が可能な手法の開発を目的としている．

具体的な手法としては，ユーザ行動ログデータとジオタ

グ付きツイートデータから，ユーザが訪問した店舗の時間

と場所に基づき，時間と位置の行動範囲の概念を拡張す

る．次に，行動範囲内の店舗属性を拡張し，それら拡張さ

れた行動範囲と興味範囲の特徴を抽出し学習モデルを生成

する．本稿では，拡張した時空間の行動範囲ごとに学習モ

デルを生成し，特定の店舗を訪問するユーザの予測精度を

検証する．

本研究は一般にジオターゲティング [2], [3]といわれる手

法の 1つに位置付けられると考える．ジオターゲティング

とはユーザの位置情報を利用したマーケティング手法であ

る．ユーザの現在地や居住地区に合わせた広告推薦が可能

であり，Web広告を通じて実空間に存在する店舗への来店

につなげるという魅力がある．ただし，従来のジオターゲ

ティングの多くは，基本的に実空間の位置情報を利用する
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ものであるのに対して，提案手法ではユーザの実空間での

行動に対する意味的な分析をあわせて行うものであり，独

自性・新規性は高いと考えている．

本稿の構成は以下のとおりである．2章では関連研究を

紹介する．3章では提案手法について詳細を説明する．4

章では実験の条件，結果，考察について述べる．最後に 5

章でまとめを記述する．

2. 関連研究

2.1 広告の推薦に関する研究

広告の CV（コンバージョン）率を上げるために様々な

研究がなされている．ユーザが次に見たい情報を予測し，

それに関する広告を配信するシステムを開発・検証した

研究 [4]や消費者が必要とする商品情報とデザインおよび

メッセージを個人に合わせたインターネット広告の構成手

法を提案している研究 [5]，閲覧行動パターンを考慮した

購買予兆の発見モデルを提案している研究がある．また長

期的興味と短期的興味を考慮したユーザの潜在的興味分析

手法の提案・検証を行った研究 [6]や長期的な経験と直近

の経験を考慮するため，生涯シーケンシャルモデリングを

用いた研究 [7]がなされている．これらの研究は閲覧履歴

などのユーザのWeb空間の情報を用いることで CV率を

上げる研究を行っている．本研究ではユーザの実空間での

行動履歴を用いて潜在的興味を推定し広告を推薦すること

で，クリックや ECサイトでの購入といったWeb空間で

の CVに加え，実店舗への来店という CVも上げることが

できると考えている．

2.2 POI予測に関する研究

ユーザが次に訪れる Point of Interest（POI）を予測およ

び推薦する研究もさかんに行われている．ユーザの過去の

行動履歴から次の行動を予測し，POI推薦するためのジオ

トピックモデルを提案している研究がある [8]．これは食べ

ログ*1の店舗への訪問履歴（レビュー履歴）と Flickr *2の

写真のジオタグ情報を用いて行動履歴を再現し，人間が行

動するときの特徴を用いた POI推薦を行っている．また

従来の POI推薦の欠点である「ユーザベース協調フィル

タリングではユーザの好みが十分に考慮されない」，「地

理的な影響力をモデル化する場合，地理的特徴が深く検討

されていない」という 2 つの問題を解決するための新し

い POI推薦アプローチを提案している研究がある [9]．こ

れは Gowalla *3のデータを使用し，協調フィルタリングと

地理的特徴を組み合わせて POI推薦を行っている．ほか

には Location-Based Social Networks（LBSNs）のチェッ

クイン記録が疎であるため，POI予測および推薦するこ

*1 https://tabelog.com/
*2 https://www.flickr.com/
*3 https://go.gowalla.com/
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とが難しいという問題を解決するために，ユーザチェック

イン行動のシーケンシャルパターンをキャプチャするモ

デル，VANext（Variation Attention based Next）を提案

している研究 [10] や文脈的特徴（時間帯，曜日，場所の

カテゴリなど）から学習した，パーソナライズされた潜在

行動パターンを活用し，推薦の効果を向上させる 2 種類

のモデルを提案している研究 [11]もある．これらの研究

は Foursquare *4や Gowallaのデータを用いて POI推薦を

行っている．本研究では関連研究でも扱っている LBSNs

データ（ジオタグ付きツイートデータ）とユーザ行動ログ

データを用いて検証・評価を行うことで，明示的に投稿し

たかそうでないかの違いが，興味推定にどの程度影響する

のか確かめることができると考える．また関連研究では人

間が行動するときの特徴の使用や POI推薦の問題点を解

決できるモデルの作成で POI予測の精度を向上させてい

るが，本研究では移動軌跡の周辺情報も利用することで，

POI予測を精度を向上させることができ，これまで広告を

推薦できなかったようなユーザにも効果的な広告推薦を行

える可能性があると考えている．

3. 実空間のユーザ行動分析に基づく潜在的興
味分析方式

本章では，実空間のユーザ行動分析に基づく潜在的興味

分析方式の概要を解説し，特徴抽出方法，学習方法，評価

方法について説明する．

図 1 に提案システムの概要を示す．本研究では，各ユー

ザが予測対象となる店舗（予測対象店舗）に訪れるか否か

を学習し，分類器を作成する．分類器に未知のユーザ Xの

行動ログを入力したとき，ユーザ Xが予測対象店舗に訪

れるか否か判定する．ユーザ Xが予測対象店舗に訪れた

ユーザ群と類似したエリア内を行動しており，予測対象店

舗に訪れると分類器に判定された場合，予測対象店舗の広

告推薦を行うシステムの開発を将来的な目標としている．

図 2 に本研究にて将来的に開発を目指している推薦システ

ムの推薦例を示す．ユーザが，日常的に「カフェ」や「猫

がいるペットショップ」を訪問しているような場合，これ

ら実空間での行動分析に基づいて，このユーザは潜在的に

は「猫カフェ」にも興味を持つであろうと推定し，近くの

「猫カフェ」の広告を推薦することなどが可能になると考

えている．

従来の広告推薦では，頻繁に利用する店舗やアイテムを

推薦したり，性別や年齢に応じて該当しそうな店舗やアイ

テムを推薦したりといった比較的単純な手法が採用されて

いるが，広告主が購買層を広げるという意味ではその効果

が十分とはいえない．一方，提案手法では行動した周辺エ

リアの店舗カテゴリを考慮した潜在的な興味分析を行う．

*4 https://foursquare.com/

図 1 提案手法のシステム概要

Fig. 1 Overview of the proposed system.

図 2 開発を目指している推薦システムの推薦例

Fig. 2 An example of the final goal of our recommendation

system.

これにより，これまで広告を推薦できなかったようなユー

ザにも効果的な広告推薦を行える可能性があると考えて

いる．

3.1 データ収集およびポジティブ・ネガティブ分類

本研究では 2種類のデータを使用する．1つは予測対象

店舗の広告配信対象者のユーザ行動ログデータおよび予測

対象店舗の広告表示ログデータであり，匿名化されたデー

タを採用している．なお，本データはユーザ行動ログデー

タの収集を行う企業よりご提供いただいた．ユーザ行動ロ

グデータは，2019年のある 1カ月間に収集された，約 2億

件のデータであり，広告表示ログデータは，同様に 2019

年のある 1カ月間に収集された約 20万件のデータである．

該当する予測対象店舗は，幅広い年齢層が訪れる日用品・

食品なども扱う小売業態の 1店舗である．選定理由として

は，提案手法の分析結果や実験結果が限定的になることが

ないよう，幅広いユーザが訪れるような店舗を選定した．

もう 1つはジオタグ付きツイートデータであり，2016年 6

月から 2020年 6月までの 4年間に収集された約 630万件

のデータを採用している．予測対象店舗はユーザ行動ログ

データの予測対象店舗と同業態のチェーン 147店舗を使用

している．1店舗に限定するとデータ量が少なく，分析が

難しいと考えたため複数店舗を使用した．表 1 に基本統計

情報を示す．数値はすべてユーザ行動ログデータは 1カ月

間，ジオタグ付きツイートデータは 4年間のものである．

明示的に投稿するジオタグ付きツイートデータとそうでな

c© 2022 Information Processing Society of Japan 3
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表 1 本研究で採用したデータの基本統計情報

Table 1 Basic statistics of the data used in this study.

ユーザ行動ログデータ ツイートデータ

期間 1 カ月 4 年間

ユーザ数 115,434 3,414

レコード数 205,061,773 6,269,171

1 人あたり

の記録回数

平均 1,776 1,836

最大 226,779 44,091

中央 565 1,018

最小 1 1

いユーザ行動ログデータを用いて検証・評価を行うことで，

明示的に投稿したかそうでないかの違いが興味推定に，ど

の程度影響するのか確かめることができると考える．また

ジオタグ付きツイートデータという比較的入手が容易な疎

であるデータとユーザ行動ログデータという入手が困難な

密であるデータを比較することで，データの違いがユーザ

の潜在的興味推定の精度に，どの程度影響があるのかを確

認することができると考えるため，これら 2種類のデータ

を採用する．

これらのデータから学習用のポジティブデータの候補と

ネガティブデータの候補となるデータを抽出する．

ジオタグ付きツイートデータでは，あるユーザが予測対

象店舗に訪れている場合，そのユーザをポジティブユーザ

と認定し，このユーザが予測対象店舗に訪れるまでの一定

期間のデータを取得し，ポジティブデータの候補とする．

またユーザが予測対象店舗に訪れていない場合は，ランダ

ムに選択したツイートを呟くまでの一定期間のデータを取

得し，ネガティブデータの候補とした．このときユーザが

予測対象店舗に訪れたか否かは，ツイートに含まれている

“I’m at starbucks”といった内容から判断した．本研究で

使用したジオタグ付きツイートデータはすべて “I’m at○

○”，あるいは “@○○”という表現が含まれているためこ

の内容を予測対象店舗に訪れたか否かの判断に用いた．

また，ユーザ行動ログデータにはデータに予測対象店舗

に滞在しているか否かの項目，広告表示ログデータには広

告をクリックしたか否かの項目がある．そのため，少なく

とも 1回以上予測対象店舗に滞在しているユーザデータを

ポジティブデータの候補とし，逆に広告をクリックしてお

らず，予測対象店舗に滞在していないユーザデータをネガ

ティブデータの候補とする．

3.2 ユーザ行動特徴ベクトルの抽出

本節では，ユーザ行動特徴ベクトルの抽出について説明す

る．実空間でのユーザ行動特徴ベクトルの抽出において，本

研究では OpenStreetMap *5を利用する．OpenStreetMap

は，誰でも自由に編集・利用できるオープンな地理情報

*5 https://www.openstreetmap.org/

図 3 ユーザ行動特徴ベクトルの抽出方法

Fig. 3 The vector extraction method of the user movement

feature.

データである．OpenStreetMapは，無償でカバー率が高

く，近年研究に用いられる傾向にあるため本研究でもその

カテゴリ情報を用いた．

図 3 に，ユーザ行動特徴ベクトルの抽出手法を示す．本

研究では，ジオタグ付きツイートの投稿場所やユーザ行動

ログデータの位置情報検出地点である各記録地点をユーザ

ごとにとりまとめ，この投稿場所や記録地点の周辺スポッ

ト情報を OpenStreetMapから取得する．次にこれら周辺

スポットをそのカテゴリ（cafe，restaurant，collegeなど）

ごとにカウントし，このカウントした情報を基に特徴ベク

トルの作成を行う．作成した特徴ベクトルは，ユーザを識

別できる IDとカテゴリのカウント情報で構成されている．

すなわち，ツイートデータやユーザ行動ログデータに含ま

れる記録地点の特徴を，周辺に存在するスポットの数やそ

のバランスによって表現している．このように記録地点の

特徴を周辺に存在するスポットのカテゴリおよびその数で

表現することで，ユーザがどのような特徴のエリアを訪れ

たのかを推定することができる．ユーザが訪れた地点から

周辺エリアに行動範囲を拡張し，行動範囲内のスポットを

カテゴリへと興味範囲を拡張することで，ユーザ行動履歴

の特徴表現が可能になると考えている．なお，時系列処理

アルゴリズム用の特徴ベクトルでは，さらに単位時間ごと

に区切ってカウントしている．

3.3 予測対象店舗への潜在的興味分析手法

予測対象店舗への潜在的興味の分析方法としては，3.2

節で説明したユーザ行動特徴ベクトルを用いて，各種クラ

ス分類手法に基づく学習を行い，予測対象店舗を訪れる

ユーザモデルを分類器として構築する．この分類器に未知

のユーザの行動ログ（特徴ベクトル）をテストデータとし

て与えたとき，予測対象店舗を訪れるか否かを判定するこ

とが可能となる．

4. 潜在的興味分析手法に対する評価実験

本研究では，実空間のユーザ行動分析に基づく潜在的興

味分析として，過去にある特定店舗への訪問履歴がない

ユーザが，今後この店舗を訪問するか否かを推定する手法
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表 2 本評価実験で採用したポジティブ・ネガティブの候補データの

統計情報

Table 2 Statistics of bi-polarity candidate data used in our

evaluation experiment.

ユーザ行動ログデータ ツイートデータ

期間 1 カ月 4 年間

ユーザ数 847 1,485

レコード数 1,246,697 92,729

期間中の 1 人あたり

平均記録回数
1,472 62,444

期間中の 1 人あたり

平均スポット数
39,348 1,430

図 4 ユーザ行動特徴抽出のための周辺スポット（青丸）検出

Fig. 4 Peripheral spot (blue points) detection for user behav-

ior feature extraction.

を提案している．本章では，この対象店舗訪問予測手法の

精度評価として，各種非時系列処理アルゴリズムによる興

味分析と，各種時系列処理アルゴリズムによる興味分析に

よる評価実験を行った．この中で，周辺スポットを抽出す

るエリアサイズの比較や，分析期間の比較を行い，対象店

舗訪問予測を行ううえで，最も適したアルゴリズムや条件

を検証したので報告する．なおジオタグ付きツイートデー

タは同一チェーン店に対し訪問予測を行っているため各

店舗の平均を求めている．本評価実験で採用したポジティ

ブ・ネガティブの候補データの統計情報を表 2 に示す．

4.1 非時系列処理アルゴリズムによる興味分析

4.1.1 エリアサイズの比較に基づく評価

ユーザ行動特徴ベクトルの生成において，ジオタグ付き

ツイートの投稿場所やユーザ行動ログデータの位置情報検

出地点である各記録地点のスポット情報だけはなく，各地

点の周辺スポット情報を含めることで，ユーザがどのよう

な特徴のエリアを訪問したかを表現することを目指してい

る．図 4 にユーザ行動特徴抽出のための周辺スポットの検

出例を示す．ここでは，ユーザの移動履歴を表す各記録地

点を中心とした正方形エリア内に存在するスポットのカテ

ゴリを周辺スポット情報として抽出している．なお，この

エリアが広すぎるとユーザの移動地点とは関係が薄いエリ

アを含む可能性が高くなり，狭すぎるとユーザ行動範囲の

特徴を表現するに十分なデータが確保できない可能性があ

るため，適切なエリアサイズの検討は重要である．

周辺スポットを考慮するエリアサイズとしては，300メー

トル四方，200メートル四方，100メートル四方，50メー

トル四方の 4種類のエリアサイズのデータを使用した．ジ

オタグ付きツイートデータではポジティブユーザ・ネガ

ティブユーザともに 120人，合計 240ユーザの特徴ベクト

ルを使用した．これらのユーザは，1カ月に 20～100件の

ツイートを投稿している．ユーザ行動ログデータではポジ

ティブユーザ・ネガティブユーザともに 120人，合計 240

ユーザの特徴ベクトルを使用した．

ジオタグ付きツイートデータ，ユーザ行動ログデー

タともに 4 : 1 の比率で学習データとテストデータに

分割した．前処理後，Decision Tree（DT）[12]，Logis-

tic Regression（LR）[13]，Nearest Centroid（NC）[14]，

Näıve Bayes-Multinomial（NB-M）[15]，Random Forest

（RF）[16]，XGBoost（XGB）[17]，k-Nearest Neighbors [18]，

Multilayer Perceptron [19]，Näıve Bayes-Bernoulli [20] ，

Passive Aggressive Classifier [21]，Perceptron [22]，Ridge

Regression [23]，Support Vector Machine（linear）[24]，Sup-

port Vector Machine（rbf）[24]の 14種類の非時系列処理

の機械学習アルゴリズムを実装し，F値で評価を行った．

14種類のアルゴリズムの中からジオタグ付きツイートデー

タにおいて結果の良かったアルゴリズム 2つとユーザ行動

ログデータにおいて結果の良かったアルゴリズム 2つ，後

述の期間の比較において結果の良かったアルゴリズム 2つ

の計 6つのアルゴリズムの結果を図に示す．

図 5 に，非時系列処理によるジオタグ付きツイートデー

タのエリアサイズごとの F値比較を，図 6（ユーザ行動ロ

グデータ）に，同じく非時系列処理によるユーザ行動ログ

データのエリアサイズごとの F値比較を示す．図 5 のジオ

タグ付きツイートデータの結果では，XGBoostの 300メー

トル四方が最も結果が良い．また，図 6 のユーザ行動ログ

データの結果では，Random Forestの 300メートル四方が

最も結果が良い．また，ジオタグ付きツイートデータに比

べユーザ行動ログデータの方が多くのアルゴリズムで良い

結果を示している．この一因としてデータの密度の違いが

あげられる．特徴ベクトルに使用したスポット数がジオタ

グ付きツイートデータでは 1万件から 20万件であるのに

対し，ユーザ行動ログデータでは 30万件から 1,000万件

であることからジオタグ付きツイートデータはユーザ行動

ログデータに比べデータ量が少ないといえる．加えてエリ

アサイズごとのデータ量の差がジオタグ付きツイートデー

タ，ユーザ行動ログデータともに 300メートル四方が最も

良い結果を示した一因であると考えられる．ユーザ行動ロ

グデータの 300メートル四方で良い結果を示した Random

Forestと XGBoostは，200メートル四方および 100メー

トル四方でも良い結果を示していることから非時系列処理

アルゴリズムの中ではアンサンブル学習が適しているので

はないかと考える．
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図 5 ジオタグ付きツイートデータのエリアサイズごとの F 値（非

時系列処理）

Fig. 5 The results of F-score in each area size on the geotagged

tweet data (non-time series processing).

図 6 ユーザ行動ログデータのエリアサイズごとの F 値（非時系列

処理）

Fig. 6 The results of F-score in each area size on the user move-

ment log data (non-time series processing).

4.1.2 分析期間の比較に基づく評価

続いて，ジオタグ付きツイートデータの分析における分

析期間の比較を行う．分析期間が短すぎると特徴をとらえ

るために十分な情報が取得できない恐れがあり，長すぎる

とユーザの短期的な興味を分析することが困難になると考

えられる．なお，ユーザ行動ログデータは，そもそも 1カ

月間のみのデータであるため分析期間の比較は行っていな

い．分析期間は 1週間，2週間，1カ月，2カ月，3カ月の

5パターンとし，各ユーザのツイート投稿頻度のバラつき

を抑えるため，各期間中に表 3 に示すツイート数を投稿

したユーザのみを対象とした．なお，ポジティブユーザ・

ネガティブユーザともに 120人，合計 240ユーザの特徴ベ

クトルを使用し，周辺スポットを考慮するエリアサイズは

300メートル四方とした．

データは 4 : 1の比率で学習データとテストデータに分

割した．前処理後，エリアサイズの比較と同様に非時系列

処理の様々な機械学習アルゴリズムを実装し，F値で評価

表 3 本評価実験で採用したユーザのツイート投稿頻度

Table 3 Frequency of tweets posted.

各期間中に投稿されたツイート数の範囲

1 週間 5–25

2 週間 10–50

1 カ月 20–100

2 カ月 40–200

3 カ月 60–300

図 7 ジオタグ付きツイートデータの分析対象期間ごとの F 値（非

時系列処理）

Fig. 7 The results of F-score in the analysis period on the geo-

tagged tweet data (non-time series processing).

を行った．

図 7 に評価結果を示す．XGBoostの 3カ月の結果が最

も良く，Decision Tree，Nearest Centroid，Näıve Bayes-

Multinomialにおいても 3カ月が最も良い結果を示してい

る．これは，ある程度長い分析期間を確保することで，ユー

ザの興味をとらえるにあたって十分なデータ量を確保でき

たことが要因である可能性がある．しかしながら，特に分

析期間が 2カ月に比べて 1週間の方が F値が高くなって

いる傾向があり，今後他の対象店舗やデータセットに基づ

く，より詳細な評価実験を行っていく予定である．

4.2 時系列処理アルゴリズムによる興味分析

提案手法ではユーザが予測対象店舗に訪れるか否かを推

測することを目指しているが，ユーザの行動はその直前の

行動に影響を受けることがある．したがって，ユーザ行動

ログの時系列性を考慮することで推測精度を向上させられ

るかの検証と時系列の順序性の検証を行うため，本節にて

時系列処理アルゴリズムによる興味分析の評価を行う．

4.2.1 アルゴリズムの比較に基づく評価

本項では，各種時系列アルゴリズムのうち，提案手法に

適用するうえで最も性能が高くなるアルゴリズムを判定す

るため，アルゴリズムの比較に基づく評価を行う．ここで

は，ユーザ行動ログデータを使用し，エリアサイズは 300

メートル四方とした．時系列処理アルゴリズムで使用する
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特徴ベクトルの生成方法は，非時系列処理アルゴリズムの

特徴ベクトルの生成方法と基本的に同様であるが，異なる

点は一定時間のWindowサイズごとに区切って，その一定

時間内に存在する OSMのカテゴリのカウント情報から生

成したベクトルを平均化し，時系列データを作成する点で

ある．ユーザ行動ログデータの全データが 1カ月分のデー

タであるためそのすべての期間を考慮した．ここでは，時

系列データの区切るWindowサイズを 1日とし，ポジティ

ブユーザ・ネガティブユーザともに 120人，合計 240ユー

ザの特徴ベクトルを使用した．特徴ベクトルを 4 : 1の比率

で学習データとテストデータに分割し，時系列アルゴリズ

ムとしては long short-term memory recurrent neural net-

work（LSTM）[25]，bidirectional LSTM（Bi-LSTM）[26]，

attention-based bidirectional LSTM（AttBiLSTM）[27]を

用いて，F値により評価した．これらのアルゴリズムは時

系列処理アルゴリズムとしてよく利用されているため本研

究でも採用した．評価結果を図 8 に示す．

図 8 より，時系列処理アルゴリズムの中で AttBiLSTM

が最も結果が良い．そこで次節の実験では AttBiLSTMを

使用する．

4.2.2 エリアサイズの比較に基づく評価

非時系列処理アルゴリズムと同様に，エリアサイズが広

すぎるとユーザの移動地点とは関係が薄いエリアを含む可

能性が高くなり，狭すぎるとユーザ行動範囲の特徴を表現

するに十分なデータが確保できない可能性があるため，適

切なエリアサイズの判定を行うための評価を行う．

エリアサイズとしては，300メートル四方，200メート

ル四方，100メートル四方，50メートル四方の 4種類，か

つ時系列データの区切る時間（Windowサイズ）を 1分，

10分，1時間，10時間，1日とした 5種類の合計 20種類の

データを使用した．ジオタグ付きツイートデータではポジ

ティブユーザ・ネガティブユーザともに 120人，合計 240

ユーザの特徴ベクトルを使用した．これらのユーザは，1

カ月に 20～100件のツイートを投稿している．ユーザ行動

ログデータではポジティブユーザ・ネガティブユーザとも

に 120人，合計 240ユーザの特徴ベクトルを使用した．

ジオタグ付きツイートデータ，ユーザ行動ログデータと

もに 4 : 1の比率で学習データとテストデータに分割する．

前処理後，attention-based bidirectional LSTM（AttBiL-

STM）を用いて，F値で評価を行った．

図 9 に，ジオタグ付きツイートデータのエリアサイズご

との F値（時系列処理）を示し，図 10 に，ユーザ行動ロ

グデータのエリアサイズごとの F値（時系列処理）を示す．

図 9 では 300メートル四方の 1日が最も良く，図 10 で

は僅差ではあるが 300メートル四方の 10時間および 1日

が最も結果が良い．また，ジオタグ付きツイートデータ，

ユーザ行動ログデータともにエリアサイズが小さくなるに

つれて F値が下がっていることが確認できる．やはりユー

図 8 時系列処理アルゴリズムの比較

Fig. 8 Comparison of time series processing algorithms.

ザの興味をとらえるために十分なデータ量を確保できる

300メートル四方の結果が良くなった可能性があると考え

る．またジオタグ付きツイートデータにおいてはWindow

サイズは 1 日が最も良い結果となった．ジオタグ付きツ

イートデータの 300メートル四方，200メートル四方，100

メートル四方ではWindowサイズが大きくなるにつれ結果

が良くなっているが，ユーザ行動ログデータではWidow

サイズ間の結果の差がツイートデータほど顕著に見られな

かった．これはジオタグ付きツイートデータにポジティブ

ユーザが 120ユーザしかいなかったため，ランダムに 120

ユーザを選ぶことができなかった．それに対しユーザ行動

ログデータはポジティブユーザが約 350ユーザいたため，

その中からランダムに 120ユーザを選び，学習させ，評価

することを 10回繰り返し，平均を求めることができたか

らであると考える．そこでユーザ行動ログデータで 10回

繰り返したときの標準偏差を求めた．その結果を表 4 に示

す．表 4 を見ると最大でも 0.04とばらつきが少ないこと

が確認できる．120ユーザランダムに選ぶことを 10回繰り

返したことがWindowサイズ間の結果に与えた影響は少な

いといえる．このことからジオタグ付きツイートデータで

はデータ量の確保が重要であったためWindowサイズが 1

日の結果が最も良くなり，データ量が十分に確保できてい

るユーザ行動ログデータはWindowサイズ間の差が顕著に

現れなかったのではないかと考える．今後他の対象店舗に

対する評価実験などを継続しながら，引き続き考察してい

きたいと考えている．

4.3 時系列処理アルゴリズムと非時系列処理アルゴリズ

ムの比較

4.1節および 4.2節にて，非時系列処理アルゴリズムおよ

び時系列アルゴリズムによる興味分析結果について議論し

た．本節では時系列処理アルゴリズムと非時系列処理アル

ゴリズムを比較し議論する．

図 11 に，ユーザ行動ログデータのエリアサイズ 300

メートル四方の結果を，時系列処理アルゴリズムおよび非
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図 9 ジオタグ付きツイートデータのエリアサイズごとの F 値（時系列処理）
Fig. 9 The results of F-score in each area size on the geotagged tweet data (time series

processing).

図 10 ユーザ行動ログデータのエリアサイズごとの F 値（時系列処理）
Fig. 10 The results of F-score in each area size on the user movement log data (time

series processing).

表 4 ユーザ行動ログデータのエリアサイズ・Window サイズごと

の標準偏差（時系列処理）
Table 4 Standard deviations between the each area size on the

user movement log data and Window size.

1Min 10 Min 1 Hour 10 Hour 1 Day

300 0.03 0.02 0.03 0.03 0.03

200 0.03 0.03 0.03 0.02 0.03

100 0.03 0.04 0.03 0.02 0.04

50 0.02 0.03 0.03 0.01 0.04

時系列処理アルゴリズムで比較したグラフを示す．図 11

が示すとおり，非時系列処理アルゴリズムと時系列処理ア

ルゴリズムを比較した場合，非時系列処理アルゴリズムで

ある Random Forestの F値の値が良く，XGBoost，Näıve

Bayes-Multinomialと続く．このことから今回の実験条件

においては非時系列処理アルゴリズムの特にアンサンブル

学習が最も良い結果を示したことが分かる．

時系列性を考慮することで推測精度を向上させられるか

の検証と時系列の順序性の検証した結果，今回の実験条件
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図 11 時系列処理と非時系列処理の比較

Fig. 11 Comparison of time series and non-time series processing results.

においては精度を向上させることができなかった．しかし

ながら，予測対象店舗によっては，直前の行動の影響を受

けるケースや，分析するデータ量に大きな違いが出るケー

スなども考えられるため，予測対象店舗を含む各種分析条

件を変化させることで，今回とは異なる結果を示す可能性

もある．したがって，今後も様々な条件での評価実験およ

び考察を行いたいと考えている．

4.4 提案手法の評価および採用したデータに対する考察

本研究では，実空間においてユーザが行動した周辺エリ

アの店舗カテゴリを考慮した潜在的興味分析として，過去

にある特定店舗への訪問履歴がないユーザが，今後この店

舗を訪問するかどうかを推定する手法を提案しており，本

節でその評価を行った．今回の実験のエリアサイズの比較

（図 5，図 6，図 11，図 9）では，多くのアルゴリズムにお

いて考慮するエリアサイズを大きくすると予測精度が向上

している．このことから周辺エリアの店舗カテゴリを考慮

することは有効ではないかと考える．しかしながら現状は

対象店舗訪問予測であるため，実際のユーザ評価で提案手

法をもとに推薦された広告をユーザに提示した場合，広告

の店舗に訪れるのか検証が必要である．

採用したデータに対する考察としては，明示的に投稿し

たかそうでないかの違いが興味推定に与える影響は大きい

のではないかと考える．非時系列処理アルゴリズム・時系

列処理アルゴリズムともにユーザ行動ログデータの方が良

い結果を示していた．明示的に投稿する場合とそうでない

場合を比べると，明示的に投稿する方が記録回数が少なく

なるため，その記録回数の差が与える影響は大きいと考え

る．また潜在的興味を推定する場合，ふだんは自ら記録し

ないスポット情報を考慮に入れることでより精度の高い予

測ができたのではないかと考えるからである．

5. おわりに

本稿では実空間のユーザ行動分析に基づく潜在的興味分

析方式について提案し，2種類の分析データおよび種々の

学習アルゴリズムによる評価実験および考察を行った．

特徴ベクトル作成時の周辺スポットを考慮するエリアサ

イズに関しては，50メートル四方から 300メートル四方の

うち，より広い 300メートル四方のエリアサイズが良いと

いう結果が得られた．また，ジオタグ付きツイートデータ

においてユーザの潜在的興味推定に必要な分析対象期間に

ついては，1週間から 3カ月の期間のうち，今回の実験で

は 3カ月が最も結果が良かった．今回の実験では，条件に

よって分析に必要なデータ量を十分に確保することが難し

いケースもあり，分析データを確保しやすい広いエリアサ

イズや，より長い分析対象期間において良い結果を得るこ

とができた可能性がある．今後は確保できるデータ量と予

測性能の関係も含めて調査を続けるつもりである．

時系列処理のアルゴリズム比較では，AttBiLSTMが最

も良かったため時系列処理アルゴリズムによるエリアサイ

ズの比較では AttBiLSTMを使用した．エリアサイズの比

較においては多くの情報を考慮するために広いエリアの方

が良く，Windowサイズは 1日が最も良いという結果が得

られた．非時系列処理アルゴリズムと時系列処理アルゴリ

ズムを比較した結果，本実験条件においては非時系列処理

アルゴリズムである Random Forestが最も良い結果を示

した．

非時系列処理，時系列処理ともに今回の実験条件で最も

広いエリアサイズ，最も長い期間，最も長いWindowサイ

ズが良いという結果が得られたためさらに広いエリアサイ
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ズ，さらに長い期間，さらに長いWindowサイズで検証を

行う必要があると考える．

なお，提案手法による潜在的興味分析（対象店舗への訪

問予測）の結果は，今回の実験条件に対する結果であり，

予測対象店舗や各種実験条件によっては異なる結果を示す

可能性もある．

本研究は将来的には実空間にて活動中のユーザに対する

実店舗の広告推薦が可能なシステムの開発を目指している

が，このシステムの汎用性を高めるためにも，予測対象店

舗や各種実験条件の変更も行いながら，今後さらに調査を

続けたいと考えている．
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