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概要： 農業従事者の不足や技術の消失といった課題に対して，スマート農業の実現に向けた取り組みが行なわれて

いる．スマート農業の一環として栽培管理支援システムの開発が進められており，光合成速度や蒸発散速度といった
植物の生理状態を表す指標を推定する技術が期待されている．植物生理状態の既存の推定手法は設置コストの高さや
栽培管理の妨げなど実用面での弊害が存在するため，本研究では低コストかつ非接触なセンサデータから機械学習で

推定する手法を検討する．機械学習を用いる場合の問題点として栽培データの不均衡性問題があり，推定精度の低下
が危惧されるため，リサンプリング処理を適用しデータ分布を変化させることで推定精度の向上を図る．ただし，回
帰問題に対する不均衡性は議論されることが少なく，適用可能な既存のリサンプリング手法は多くない．また，既存

手法では目的変数の不均衡性のみに着目しており説明変数の分布を考慮していないため，一部の環境条件の情報を失
う可能性がある．そこで，各環境条件の情報を保持したまま不均衡性を解消するリサンプリング手法として
CREAMER(Clustering-based REsAmpling MEthod for Regression)を提案する．CREAMERは目的変数と説明変数の両方

をクラスタリングし，各クラスタにリサンプリングを適用することでクラスタ間のデータ数が均等になるように変換
される．イチゴの光合成速度と蒸発散速度について既存手法と CREAMER を適用した際の推定精度の比較検証を行
ったところ，既存手法よりも高精度に推定できることを確認でき，リサンプリングを行わない場合の結果と比較して

光合成速度では MAE を 6.25%，RMSEを 9.38%，蒸発散速度では MAE を 53.11%，RMSEを 40.74%削減できた． 
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1. はじめに 

近年，国内の農業分野では新規農業者の高い離農率が課

題とされており，それに伴う農業従事者の不足と高齢化，

熟練農家が持つ専門技術・技能の継承困難性が問題視され

ている．多くの農業従事者は長期にわたる経験の中で試行

錯誤を繰り返し，暗黙知として技術を獲得し安定した栽培

を可能としているため，十分な栽培技術を持ち合わせてい

ない新規農業者が，持続的に安定した栽培をすることは困

難であり，収支が成り立たず農業の継続困難に及んでいる．

こういった問題を解決するため，スマート農業[1]の一環と

して農家の栽培支援を行う栽培管理支援システムの開発が

行なわれている．そこで，植物の周辺情報から植物の生理

状態を推定する手法の確立が期待されている． 

本研究では，植物生理状態を示す指標として光合成速度

と蒸発散速度を機械学習で推定する手法を検討する．光合

成速度を選択した理由は，一般的に植物が光合成活動によ

り有機物を合成し内部構造を発達していくため，植物の成

長速度を把握する指標として有効だからである．蒸発散速

度を選択した理由は，植物は過剰灌水を行うと病害発生リ

スクが高まり，特に果菜類においては果実の裂果や低糖度

化といった作物品質の低下を招くため，植物体内水分量に

応じて変化する蒸発散速度は適切な灌水の制御を行う指標

として有効とされるからである．これらの指標の計測方法

は既に存在するものの，実用化に対する課題があり一般農

家の普及には至っていない．また，植物の栽培データは不

均衡な分布といった機械学習に対して推定値や予測値の精

度低下を招く課題を持つ．そこで，本研究ではデータの不

均衡性を解消する前処理手法として，CREAMER (Cluster-

ing-based REsAmpling MEthod for Regression)というデー

タのリサンプリング手法を提案する． 

以降，第 2 章では光合成速度及び蒸発散速度の従来の計

測手法と課題，第 3 章では関連研究について述べる．第 4

章では提案手法のアルゴリズムについて説明し，第 5 章で

は栽培データでの検証実験結果，第 6 章で本稿のまとめを

述べる． 

 

2. 従来の計測手法と課題 

2.1 光合成速度 

光合成速度の代表的な計測手法[2][3]として，チャンバー

1 静岡大学大学院総合科学技術研究科 

  Graduate School of Integrated Science and Technology, Shizuoka University  

2 静岡県農林技術研究所 

  Shizuoka Prefectural Research Institute of Agriculture and Forestry 

3 静岡大学学術院情報学領域 

  College of Informatics, Academic Institute, Shizuoka University 

― 850 ―

「マルチメディア，分散，協調とモバイル
(DICOMO2021)シンポジウム」 令和3年6月-7月

© 2021 Information Processing Society of Japan



（同化箱）法が用いられる．チャンバー法は，チャンバー

と呼ばれる箱型の透明な容器で植物体を覆うように設置し，

内部に取り付けたセンサで収集したCO2濃度と気温から光

合成速度を求める手法である．チャンバー下部の吸気部と

上部の排気部に CO2 センサを取り付け，光合成前後の CO2

濃度差とチャンバー内気温から光合成速度を算出する．チ

ャンバー法は外部と空間を区切るため，人の出入りや窓の

開閉による気温や風の変化を受けづらく高精度な計測が可

能である．しかし，他の植物体との成長環境に差が生じる

ことから，個別に管理する必要があり栽培が難化する恐れ

がある．また，チャンバーは一般的に大掛かりかつ高価な

機材であり，農場の規模に比例して設置コストと経済的コ

ストが増加するため，実用的な利活用には課題が残る． 

 

2.2 蒸発散速度 

蒸発散速度の代表的な計測手法[4][5]として，土壌水分減

少法，重量法および光合成速度と同様のチャンバー法が用

いられる．土壌水分減少法，重量法はテンシオメーターや

ロードセルなどの計測機器で灌水前後における土壌と植物

体の重量，水分量の変化量を計測する手法である．蒸発散

により失った水分を直接計測することで蒸発散速度を算出

できるが，土壌水分量は空間的に不均一なため正確な計測

が困難である．不均一な水分分布の土壌に対するセンサ設

置の代表地点を選出する手法は提案されている[6]が，選出

する過程で複数箇所の土壌水分量を計測する必要があり，

現状は培地の複数地点にセンサを設置して平均水分量を計

測するしかない．従って，チャンバー法と同様に設置コス

トと経済的コストの増加が考えられる．さらに，重量法は

蒸発散の微小な重量変化を捉えるため，風や農作業による

揺れが大きなノイズとなり計測に支障を生じやすい． 

 

3. 関連研究 

第 2 章で述べた課題から，設置コストが小さく，且つ農

作業によるノイズが発生しにくいセンサデータを用いて，

機械学習により推定する手法を検討する．しかし，植物の

栽培データは不均衡な分布を持っており機械学習に適して

いないことが明らかとなってきた．そこで，分布不均衡性

を解消するリサンプリング手法に着目し，推定精度の向上

を図る． 

 

3.1 分布不均衡性 

機械学習は与えられたデータから網羅的にパラメータ

探索を行うため，学習データの分布が不均衡だと偏った学

習モデルが構築される．また，不均衡データでは希少な値

への推定精度が重要な場合が多い．植物生理状態推定にお

いても，生産的活動が最大となる昼間の推定が重要だが，

半日以上を占める日没以降の推定はあまり重要でない． 

不均衡データの解決法には大別して，アルゴリズムレベ

ルの手法とデータレベルの手法がある．アルゴリズムレベ

ルの手法は，モデルの学習段階で不均衡性を考慮する方法

で，データごとにコストの与え方を変動させるコスト考慮

型学習や，複数の弱学習器を用いたアンサンブル学習によ

りバイアスの低減を図る．しかし，データや学習器に対す

る高度な理解を必要とし，新しいデータに対しても逐次修

正が必要になるという課題がある． 

一方，データレベルの手法は，不均衡データの少数グル

ープに対して新しいデータを生成（オーバーサンプリング），

または多数グループに対してデータの除去（アンダーサン

プリング）を行い，均衡な分布に変換する処理を行う方法

である．課題としては，リサンプリングするデータの対象

を誤ると，重要なデータの除去や多量の同一データが生成

され精度が低下する恐れがある． ただし，モデルの学習と

独立しており，データのみに配慮すればよいため，精度低

下時の問題の切り分けを実施しやすいという利点がある． 

分布不均衡性の問題はクラス分類問題で提起されるこ

とが多いが，本研究が対象とする回帰問題でも同様な課題

に直面しているといえる．既存のリサンプリング手法はそ

れほど多くなく[7]，またデータセットによって有効性の評

価も難しい．そこで，植物の栽培データといった不均衡性

を持つデータでの回帰問題に対し，適切な機械学習を可能

とするリサンプリング手法の検討を進めた． 

 

3.2 Random sampling 

無作為にデータを選択してリサンプリングする手法で，

アンダーサンプリングを行う Random Under Sampling[8]

（以降，RU），オーバーサンプリングを行う Random Over

 Sampling[9]（以降，RO）がある．データの多数グループ

と少数グループは，ユーザが入力するデータの希少度と閾

値によって分割されリサンプリングが適用される．単純か

つ高速で実行可能なアルゴリズムだが，無作為にデータを

選択するため，重要なデータの消失や意味のないデータが

複製される可能性がある．偏りが大きいデータでは多量の

データがリサンプリングされるため，閾値によってはリサ

ンプリング後のデータ数が大きく変動する場合もある． 

 

3.3 SMOTER 

SMOTER (Synthetic Minority Over-Sampling Technique for 

Regression)[10]は，RU や RO と同様にデータの希少度と閾

値からデータを多数グループと少数グループに分割する．

多数グループに対しては RU を適用し，少数グループに対

してはクラス分類問題のオーバーサンプリング手法の

SMOTE[11]を回帰問題向けに改良した手法を適用する．

SMOTE は k-近傍法を用いて同一クラス内のデータを 2 点

選択し，点と点を結ぶ線形上に新しいデータを内挿して生

成を行う．SMOTER では，クラス分類問題と異なり目的変
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数が連続変数で同一でないことを考慮して，選択した 2 点

と生成したデータ間の距離を重みとして，選択した 2 点の

目的変数の加重平均を新しいデータの目的変数として採用

するという処理を行なっている．SMOTER はオーバーサン

プリングとアンダーサンプリングの両方を行うため，デー

タ数の変動を抑えたまま不均衡性を改善できる．また，同

一データを生成しないため，過学習の抑制も期待できる． 

 

3.4 WERCS 

WERCS (Weighted Relevance-based Combination Strategy) 

[9]は，データの希少度に応じてアンダーサンプリングとオ

ーバーサンプリングを行う手法である．オーバーサンプリ

ングでは与えられた希少度を確率分布とみなし，確率的に

データを選択し複製する．アンダーサンプリングでは希少

度分布を反転した確率分布に基づいてデータを選択し除去

する．つまり，データの全範囲に対してアンダーサンプリ

ングとオーバーサンプリングを適用する．閾値の入力が不

要であることに加え，閾値付近の類似したデータに異なる

リサンプリングを適用されることがない．  

 

3.5 データ希少度 

3.2 節から 3.4 節で挙げた手法は，いずれもデータの希少

度の設定が必要になる．本来であればデータのドメイン知

識に基づいた希少度の決定が理想であるが困難であるため，

いずれの手法においてもRibeiroが提案した関連性関数[12]

によって設定している．この関連性関数は，データ希少度

は目的変数の分布に反比例する，という仮定に基づいたも

ので，例えば目的変数が標準正規分布の場合，0 に近いほ

ど希少度は小さく絶対値が大きくなるほど希少度は大きく

設定される． 

 

4. CREAMER 

4.1 要件 

本研究では栽培データの持つ分布不均衡性を解消し，適

切な機械学習による推定精度の向上を目指し，新たなリサ

ンプリング手法を提案する．ここで，既存手法の課題点も

含め，次の 2 つの項目について考慮すべきと考えた． 

 栽培データは収集に時間を要しデータ数が少ない傾向

にあるため，データ数の大幅な増減は不自然なデータ

セットを生成しやすい．従って，アンダーサンプリング

とオーバーサンプリングを併用し，全体的に分布を変

換すべきである． 

 植物は周囲環境に応答し，光合成や蒸散といった生理

活動を行うがその関係性は単純ではない[13][14]．つま

り，植物生理状態と環境条件は 1 対多の関係であり，デ

ータ希少度は目的変数のみから決定できない．しかし，

説明変数を含むすべての変数から希少度を設定するの

は高度な知識や分析を必要とする．そこで，収集した全

変数から自動的に希少度が決定されるとよい． 

 

4.2 提案手法の概要 

栽培データの不均衡性解消を目的としたリサンプリン

グ手法として，CREAMER (Clustering-based REsAmpling 

MEthod for Regression）を提案する．図 1 に CREAMER の

概要図，アルゴリズム 1 に疑似コードを示す．CREAMER

は既存手法と異なり，データを入力すると希少度の決定が

自動的に行われ，その希少度に従ってアンダーサンプリン

グまたはオーバーサンプリングが適用される．また，希少

度決定部では，クラスタリングアルゴリズムを用いて全て

の変数の関係性を考慮することで，植物生理状態だけでな

く環境条件との組みあわせを考慮した希少度が算出される．

以降，各ステップの詳細を述べる． 

 

4.3 クラスタリング前処理 

クラスタリングの前処理としてデータの正規化と目的

変数のスケール変換を行う．クラスタリングはデータ間距

離を用いるため，単位が大きく異なる変数を含むデータで

 

図 1 CREAMER 概要図 
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Algorithm 1: CREAMER 

Input: 
 

𝐷 = { 𝑥1, 𝑦1 , … , (𝑥𝑁 , 𝑦𝑁)} // Dataset 
 

𝑘    // Number of clusters 

 𝑡𝑠    // Target scale 

Output: 
 

𝐷𝑛𝑒𝑤     // Resampled dataset 

procedure: 
 

𝐷𝑐𝑙𝑠  ← 𝑛𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒(𝐷) 

 𝑦𝑡𝑠 ←   𝑦𝑖    𝑦𝑖 ∈ 𝐷𝑐𝑙𝑠 ) × 𝑡𝑠 

 𝐷𝑐𝑙𝑠  ←  𝑥𝑖    𝑥𝑖 ∈ 𝐷𝑐𝑙𝑠 )  ∪  𝑦𝑡𝑠  

 𝐶𝑙𝑠 ← 𝑘 − 𝑚𝑒𝑎𝑛𝑠(𝐷𝑐𝑙𝑠 ) 

 𝑚𝑠𝑖𝑧𝑒 ←  𝑚𝑒𝑎𝑛(𝑠𝑖𝑧𝑒(𝐶𝑙𝑠)) 

 𝐶𝑙𝑠𝑚𝑎𝑗𝑜𝑟𝑖𝑡𝑦 ←  𝐶𝑖    𝑠𝑖𝑧𝑒 𝐶𝑖 > 𝑚𝑠𝑖𝑧𝑒, 𝐶𝑖 ∈ 𝐶𝑙𝑠) 

 𝐶𝑙𝑠𝑚𝑖𝑛𝑜𝑟𝑖𝑡𝑦 ←  𝐶𝑖    𝑠𝑖𝑧𝑒 𝐶𝑖 < 𝑚𝑠𝑖𝑧𝑒, 𝐶𝑖 ∈ 𝐶𝑙𝑠) 

 foreach 𝐶𝑐 in 𝐶𝑙𝑠𝑚𝑎𝑗𝑜𝑟𝑖𝑡𝑦  

  𝑑𝑛𝑒𝑤 ←  𝑢𝑛𝑑𝑒𝑟𝑠𝑎𝑚𝑝𝑙𝑖𝑛𝑔(𝐶𝑐, 𝑚𝑠𝑖𝑧𝑒) 

  𝑑𝑢𝑛𝑑𝑒𝑟 ←  𝑑𝑛𝑒𝑤 ∪ 𝑑𝑢𝑛𝑑𝑒𝑟   

 end foreach 

 foreach 𝐶𝑟 in 𝐶𝑙𝑠𝑚𝑖𝑛𝑜𝑟𝑖𝑡𝑦   

  𝑑𝑛𝑒𝑤 ←  𝑜𝑣𝑒𝑟𝑠𝑎𝑚𝑝𝑙𝑖𝑛𝑔(𝐶𝑐, 𝑚𝑠𝑖𝑧𝑒) 

  𝑑𝑜𝑣𝑒𝑟 ←  𝑑𝑛𝑒𝑤 ∪ 𝑑𝑜𝑣𝑒𝑟  

 end foreach 

 𝐷𝑛𝑒𝑤 ← 𝑑𝑢𝑛𝑑𝑒𝑟 ∪ 𝑑𝑜𝑣𝑒𝑟   

 return 𝐷𝑛𝑒𝑤  
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は適切なクラスタリング結果を得られない．従って，全て

の変数を[0, 1]にスケール変換を行い，クラスタリング時の

寄与率を統一する．しかし，目的変数はモデル学習時の損

失に直接影響するため，目的変数のみ𝑡𝑠 ≥ 1 倍の重みを追

加し，[0, 𝑡𝑠]にスケール変換を行う．重み付けにより目的変

数は説明変数よりもクラスタ境界の決定に寄与しやすくな

り，より機械学習に適した希少度を設定可能にする． 

 

4.4 データ希少度決定 

4.3 項で作成したデータを用いてクラスタリングを行い，

希少度を決定する．k-means[15]によりデータを𝑘個のクラ

スタに分割する．各クラスタ内のデータ数（以降，クラス

タサイズ）を希少度とし，平均値より大きいクラスタサイ

ズを持つクラスタ群を多数グループ，平均値より小さいク

ラスタサイズを持つクラスタ群を少数グループに分割する．

クラスタリングとクラスタサイズを利用することで，全て

の変数での類似度を考慮した希少度の決定を実現する． 

 

4.5 リサンプリング 

多数グループに対してはアンダーサンプリング，少数グ

ループに対してはオーバーサンプリングを行う．この時，

クラスタサイズの平均値と同じサイズになるようにリサン

プリングすることで，リサンプリング前後でのデータ数の

変動を抑えることができる．図 2 に𝑘 = 3のときのリサン

プリング例を示す．アンダーサンプリングとオーバーサン

プリングには任意のアルゴリズムを適用でき，既存手法と

組み合わせることも可能である．以上の処理により，各環

境条件をクラスタとして保持したまま全体のデータ不均衡

性の解消が期待できる． 

 

5. 検証実験 

植物の光合成速度と蒸発散速度の推定についてリサン

プリングの有効性と CREAMER の有効性を確認するため，

実際の栽培データを用いて検証実験を行う． 

 

5.1 データセット 

イチゴの品種‘きらぴ香’を対象とし，2019 年 11 月 1 日

から 2020 年 6 月 11 日にかけて静岡県農業技術産学官連携

研究開発センター（静岡県沼津市西野）に設置された温室

内でデータセットの収集が行われた．光合成速度と蒸発散

速度の計測はチャンバー法[16]を採用し，データ収集はチ

ャンバー内にセンサを設置して実施した（図 3）．表 1 に

データセットの詳細を示す． 

説明変数は環境データ 5 次元，植物データ 1 次元，時系

列特徴量 1 次元の計 7 次元の変数を持つ．葉面積の計測で

は，葉の光の吸収率が波長によって異なる性質を利用する

イチゴ用葉面積モニタリングセンサ[17]を使用している．

また，本実験で用いるリサンプリング手法は時系列性を考

慮しておらず，RNN や LSTM[18]のような時系列データに

有効なモデルを使用できないため時系列特徴量を追加した．

具体的には，予測対象と関連のあるイベントを起点として

算出した時系列特徴が有効であるという報告[19]を参考に，

植物の生理活動と関係のある日の出からの経過時間を説明

変数に追加した． 

光合成速度と蒸発散速度は，それぞれ式(1), 式(2)に従っ

て算出した．ここで，𝐹𝑟は空気の流量[𝑚3𝑚𝑖𝑛−1 ]，∆𝐶𝑂2は

𝐶𝑂2濃度差[𝑝𝑝𝑚]，𝑇𝑖𝑛はチャンバー内気温[℃]，∆𝐻2𝑂は𝐻2𝑂

 

図 2 リサンプリングの例 

k = 3の場合

cluster size = 15 cluster size = 6

cluster size = 9 cluster size = 10

cluster size = 10cluster size = 10

 

図 3 センサ設置位置 

上
下

OUT

IN

吸気

滑車

葉面積

センサ吸気

排気
ファン

ビニル

チューブ 温湿度
センサ

PPFD
センサ

CO2/
H2O
センサ

表 1 データセット詳細 

 

説明変数

環境データ
温度[ ]，湿度[ ]，飽差[ ]，

CO2[ ]，PPFD[ ]

植物データ NIR/VR（葉面積）

時系列特徴 日の出からの経過時間[分]

目的変数
光合成速度[ ]，

蒸発散速度[ ]

収集データ数 16334

データ周期間隔 10分（目的変数），1分（説明変数）

データ収集期間 2019/11/01 ~ 2020/06/11

データ収集時間 0:00 ~ 24:00
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濃度差[𝑔𝑚−3]を示す． 

 

𝐶𝐸𝑅 =
 𝐹𝑟 ∙ ∆𝐶𝑂2  0.0224 ∙  273 + 𝑇𝑖𝑛 273⁄  ⁄

60 ∙ 6
 1  

 

𝐸𝑇𝑅 = 𝐹𝑟 ∙ ∆𝐻2𝑂/6  2  

 

目的変数は 10 分周期で算出するため，説明変数は 10 分

間の平均値に変換して使用した．機械学習を用いるにあた

り，日毎のデータは時間的依存性が大きくないと考え，訓

練データ，検証データ，テストデータは各月ごとに日単位

で 6:2:2 に分割することとした． 

 

5.2 実験方法 

栽培データに対するリサンプリングの有効性及び

CREAMER の有効性を検証するために，前処理を行わない

（以降，RAW）データと既存手法の RU，RO，SMOTER，

WERCS を適用したデータで，機械学習の推定精度につい

て比較を行った．表 2 に各手法におけるパラメータの組み

合わせを示す．ここで，SMT，WRS，CRM はそれぞれ

SMOTER, WERCS, CREAMER を指す．CREAMER のリサ

ンプリング部は任意な手法が選択可能なため，RU と RO を

組み込んだ CRM_RU_RO と，RU と SMOTER の内挿処理

部を組み込んだ CRM_RU_SMT で試行した．既存手法で入

力するデータ希少度のパラメータ’relevance’には，3.5 説で

述べた関連性関数[12]を利用した．図 4 に光合成速度と蒸

発散速度の分布と希少度を示す．どちらの指標とも 0.0 付

近にデータが集中し，値が大きくなるほど顕著にデータ数

が減少している．両指標とも 0 未満の数値はセンサのノイ

ズであることが多く，推定において重要な値でないため，

0 未満のデータ希少度を 0 に置換した． 

機械学習は MLP を用いて行い，隠れ層の数を 1，3，5 層

（各ノード数は 64），学習率を 0.1, 0.01 で変化させて試行

を行った．最終的なモデル選択は検証データに対する平均

平方二乗誤差が最も低くなるリサンプリング手法のパラメ

ータと MLP のパラメータの組み合わせを採用した．各モ

デルの推定値について平均平方誤差（MAE）と平均平方二

乗誤差（RMSE）の誤差指標で精度比較を行った． 

 

5.3 光合成速度の推定 

図 5 に光合成速度推定におけるリサンプリング手法ご

とのテストデータに対する推定誤差を示す．リサンプリン

グを行わない RAW では，MAE が 0.128，RMSE が 0.032 で

あり，既存手法と比較すると RAW の方が，誤差が小さい

という結果になった．一方で，CRM_RU_RO では MAE が

0.124，RMSE が 0.032，CRM_RU_SMT では MAE が 0.120，

RMSE が 0.029 であり，僅かながら CREAMER を用いるこ

とで，最大で MAE を 6.25%，RMSE を 9.38%削減できた． 

以上の結果より，光合成速度の推定ではリサンプリング

による恩恵は少ないことが分かったが，CREAMER を適用

することで精度の向上が確認できた．特に，SMT と

CRM_RU_SMT はリサンプリング処理が同じでありながら

推定誤差に差があることから，クラスタリングによる説明

変数も考慮したデータ希少度の設定が影響したといえる． 

 

5.4 蒸発散速度の推定 

図 6 に蒸発散速度推定におけるリサンプリング手法ご

とのテストデータに対する推定誤差を示す．RAW と比較す

ると，RO 以外ではリサンプリングを適用することで，推定

誤差が削減された．各リサンプリング手法の推定誤差を比

較すると，CRM_RU_RO は MAE が 0.0211，RMSE が 0.0014

と最も誤差が小さく，次点で CRM_RU_SMT の誤差が小さ

いという結果になった．また，CRM_RU_RO を RAW と比

較すると MAE で 53.11%，RMSE で 40.74%の誤差を削減で

きた． 

以上の結果より，光合成速度とは異なり蒸発散速度の推

定では，リサンプリングの適用が非常に有効であることが

確認できた．これは，図 4 より蒸発散速度の分布は，光合

成速度の分布より偏りが大きく，推定精度の低下に対する

表 2 パラメータ一覧 

 

手法 パラメータ

RAW (None)

RU
relevance=[rarity], relevance_threshold=[0.4, 0.5, 0.6],

under=[‘balance’]

RO
relevance=[rarity], relevance_threshold=[0.4, 0.5, 0.6],

over=[‘balance’]

SMT
relevance=[rarity], relevance_threshold=[0.4, 0.5, 0.6],

over=[‘balance’]

WRS relevance=[rarity], under=[0.5, 0.8], over=[0.5, 0.8]

CRM_RU_RO k=[3, 10, 20], ts=[3.0, 4.0]

CRM_RU_SMT k=[3, 10, 20], ts=[3.0, 4.0]

  

図 4 目的変数の分布と希少度 

（上：光合成速度，下：蒸発散速度） 
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不均衡性の影響度合いも大きくなるため，光合成速度の推

定よりもリサンプリングの効果を得られたと考える．また，

CREAMER については，試行した 2 手法とも既存手法以上

の推定精度の向上を確認した． 

 

5.5 分布変化の分析 

図 7 に各リサンプリング手法適用後の目的変数の分布，

表 3 に目的変数の尖度と歪度を示す．表 3 の赤文字箇所

は，連続一様分布の歪度 0.0，尖度-1.2 に近い上位 3 つを示

す．図 7 からリサンプリングにより目的変数の分布が変動

し，分布の不均衡性が低減していることが分かる．いずれ

の手法も両方の目的変数について 0.0 付近のデータ割合が

削減しているが，分布の形状に違いがあるように見える．

RU, RO, SMOTER は，光合成速度では 1.0 付近，蒸発散速

度では 0.4 付近のデータ割合が増加し，二峰性分布になっ

ている．多数グループと少数グループを希少度の閾値で分

割しており，閾値の前後で異なるリサンプリングが適用さ

れることが原因と考える．WERCS は，光合成速度では歪

度，尖度が非常に一様分布と近く，図 7 からも最も平坦に

近い分布であると定性的に分かるが，蒸発散速度に対して

は 0.0 付近のデータが一定割合残っている．蒸発散速度の

分布は光合成速度より不均衡度合いが大きく，WERCS は，

全体のデータ数に対してリサンプリングの対象データ数を

決定するため，十分にリサンプリングができなかった可能

性がある．CREAMER は，RAW の尖度のみを低くしたよう

な分布となり，目的変数の不均衡性解消はしきれていない

といえる．要因として，CREAMER では，希少度の設定に

説明変数も加味していることが影響している可能性がある．

ここで，前節の推定精度比較結果と表 3 を照らし合わせる

と，目的変数が理想の分布に近い分布であっても必ずしも

推定精度が向上している訳ではない．つまり，機械学習に

とって目的変数の不均衡性の解消だけが，最善策ではない

と考えることもできる．以上より，CREAMER は全ての変

数を重畳する希少度決定手法によって，不均衡性の解消だ

けでなく，機械学習に適したリサンプリングができると考

える． 

図 8，図 9 に各リサンプリング手法適用後の説明変数の

分布を示す．可視化のための次元削減として UMAP[20]を

使用した．RAW データの説明変数に対して学習を行い，7

 

図 5 光合成速度推定結果 
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図 6 蒸発散速度推定結果 
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図 7 各リサンプリングでのデータ分布 

（上：光合成速度，下：蒸発散速度） 

表 3 各リサンプリングでの歪度と尖度 

 

光合成速度 蒸発散速度

歪度 尖度 歪度 尖度

RAW 1.240 0.923 2.224 6.349 

RU -0.205 -1.585 -0.074 -1.769 

RO -0.248 -1.624 -0.014 -1.775 

SMT -0.248 -1.604 -0.049 -1.817 

WRS 0.006 -1.224 1.029 0.430 

CRM_RU_RO 0.646 -0.452 1.739 3.183 

CRM_RU_SMT 0.644 -0.477 1.758 3.177 
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次元から 2 次元に次元削減を行い 2 変量ヒストグラムで表

現した．また，図中(b)は，RAW データの目的変数の希少度

との関係を濃淡散布図で表した．図 8，図 9 から，既存手

法での説明変数の分布は，目的変数の希少度が高い部分に

データが集中した分布と類似していることが分かる．それ

に対して CREAMER は，均等にデータを分散するような分

布を形成しており，類似した目的変数を持つデータに対し

ても異なる扱いをしていることが分かる．例えば，図 8 中

(𝑔)の 𝑥2 が 15 付近のデータ群や，𝑥1 と𝑥2 がともに 0 付近

のデータ群は，𝑥1が 5 以下のデータ群と同じような目的変

数を持っているが，リサンプリング後のデータ密度が異な

っている．さらに，説明変数が密な部分に対して，目的変

数の希少度が高い部分のみのデータを残していることから，

クラスタリング時の目的変数の重みづけが有効に働いてい

るといえる．以上の結果から，CREAMER ではクラスタリ

ングによる希少度決定手法により，説明変数の偏りを防げ

ることを定性的に確認できた．説明変数のばらつきを保ち

ながら目的変数の不均衡性を解消したことで，モデル学習

時の偏りが抑制され，検証実験において既存手法を上回る

精度を得ることができたと考える．  

6. おわりに 

本研究では，植物の光合成速度及び蒸発散速度の推定に

おいて，目的変数と説明変数の両方を加味したデータ希少

度を自動的に決定し，機械学習に適した不均衡性分布の変

換処理を行う CREAMER を提案した．CREAMER の有効性

の確認を目的とし，イチゴの栽培データによる検証実験を

行なった．光合成速度の推定ではリサンプリングを行わな

い場合と比較して既存手法は逆に誤差が大きくなったが，

唯一 CREAMER は誤差を削減することに成功した．蒸発散

速度の推定では多くの手法で誤差の削減に成功したが，

CREAMER は最も誤差を削減し，リサンプリングを行わな

い場合と比較して約半分の誤差での推定を可能にした． 

今後の方針として，時系列を考慮したリサンプリングの

検討を行う．センサデータでは植物生理状態の表現に限界

があり，植物体の成長や概日リズムによる生理活動の変化

の補足は困難である．そういったトレンド成分や季節成分

といった時系列関係を表現するため，時系列情報の保持が

可能なリサンプリング手法を考案する．さらに，CREAMER

の汎用性を確かめるため，農業関連に限らず様々なデータ

セットへの適応性を検証する．株価，電気需要，通信トラ

 

図 8 説明変数の分布（光合成速度） 

 

図 9 説明変数の分布（蒸発散速度） 

rare 

rare common 

― 856 ―
© 2021 Information Processing Society of Japan



フィックなど分布が不均衡かつ少数グループの推定・予測

が重要な問題は少なくなく，活用面は多くあると考える．

多種のデータセットで検証を行い，アルゴリズムの改善を

繰り返して，汎用的に使用可能な手法の実現を目指す． 
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