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Synapse: 文脈と時間経過に応じて
推薦手法の選択を最適化するメタ推薦システム

三宅 悠介1,2,a) 峯 恒憲3

概要：ECサイトで扱う商品種類増大に伴う情報過多問題を解決するため，効果的な推薦手法を選択する

ことが重要である．推薦手法の有効性は様々な要因や時間の経過によって左右されるため，最適な推薦手

法の選択には実環境での継続的な評価が不可欠である．しかしながら，実環境での評価では機会損失が課

題となる．本研究では，この実環境での評価を，文脈と時間の経過を考慮した多腕バンディット問題とみ

なして解くことで，機会損失を抑えながら最適な推薦手法を自動かつ継続的に選択するメタ推薦システム

を提案する．評価では，実際の ECサイトから取得したデータを用いて最適な推薦手法を選択するシミュ

レーションを実施した．実験の結果，提案システムが，評価時に生じる機会損失を抑え，文脈と時間の経

過を考慮しない場合と比較して累積クリック数を約 9.7%増加させる効果があることを確認した．

1. はじめに

ECサイトの市場規模の成長 [1] に伴い，取り扱う商品の

種類は増大している．ECサイト利用者の通常の行動では

全ての商品を見て回ることは困難であるため，利用者が関

心のある商品を効率的に探せるよう，推薦システムは EC

サイトにとって不可欠となっている．推薦システムは何ら

かの方策に基づいて利用者が興味を持つ商品を選定する．

そこで採られる方策は推薦手法と呼ばれ，多くの手法が提

案されている (e.g.,[2], [3], [4], [5])．そのため，利用者の要

求を満たす効果的な推薦手法を選択することが ECサイト

の運営者にとって重要となる．

しかしながら，推薦手法の有効性は評価時点での精度や

応答速度，扱う商品特性の差異，評価者の状況といった

様々な要因に左右されるため，ECサイトにとって，どの

推薦手法が最も効果的かを予め知ることは困難である．そ

のため，各 ECサイトにとっての最適な推薦手法は，各環

境での利用者の評価に基づき選定されなければならない．

一方で，実環境における推薦手法の比較評価では，評価

の劣る推薦手法を候補として利用し続ける場合や，評価の
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見切りが早過ぎることで長期的な評価で勝る推薦手法を利

用できない場合のような，評価期間中の機会損失が課題と

なる．これらの機会損失を抑えるためには，ある時点での

評価の高い推薦手法を利用しながら，他の候補との評価を

並行して行う必要がある．

この利用と評価のトレードオフの最適な解を求める問題

は，多腕バンディット問題 [6]として知られており，この問題

を解くための解法が提案されている (e.g., [7], [8], [9], [10])．

しかしながら，これらの解法は推薦手法の以下の 3 点の

特徴の全てを考慮することができないため，機会損失を十

分に減らすことができない．第一は，推薦手法の有効性が

様々な要因によって変化する点である．推薦手法の相対的

な性能の優劣を助長する要因に関する研究が報告されてお

り (e.g., [11], [12], [13]) ，これらの要因を文脈として扱え

る解法が不可欠である．第二は，推薦手法の有効性が時間

の経過に伴って変化する点である．例えば，内容ベース型

推薦で用いる内容表現の改善や，協調型推薦で用いる利用

者の嗜好情報の蓄積による精度向上が期待できる．加えて，

ECサイトの規模変化に伴う推薦システム基盤の処理性能

の変化や，ECサイトの負荷増大による間接的な推薦の遅

延，推薦システムの不具合による部分的な推薦手法の精度

や速度の低下も発生しうる．推薦手法の精度や応答速度は

その有効性に影響を与える [4] ことから，推薦システムの

状況の変化も考慮することが望ましい．そのため，推薦手

法の有効性が非定常であることを前提とした解法が必要と

なる．第三は，推薦手法間の相対的な有効性が逆転する点

である．協調型推薦 [5] は，商品に対する利用者集団の嗜
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好情報を用いて商品を推薦する．この推薦手法では嗜好情

報が不足する状況で推薦精度が低下する，いわゆるコール

ドスタート問題 [14] が存在する．このような推薦手法は，

嗜好情報の蓄積に伴い精度を次第に向上させ他の推薦手法

に比べて有効となっていく可能性があるため，ある時点で

劣った推薦手法に対しても継続的に注意を払うような解法

が望ましい．

本研究では，多腕バンディットを用いて，ECサイトの

文脈と時間の経過に応じて推薦手法の選択を自動的かつ

継続的に最適化する推薦システムを提案する．ここで文脈

とは，推薦手法の相対的な優劣の差を助長し選択に影響を

及ぼす要因の組み合わせによって表現される状態と定義

する．加えて，同じ文脈であっても，推薦手法の有効性が

変動する状況も考慮する．文脈や時間の経過に応じて推薦

方法を選択する解法として，現在の状態の迅速かつ正確な

推定が求められる動的環境に適した TVTP（Time-varying

Thompson Sampling）[15] に着目した．しかし，推薦手法

の有効性が逆転する状況には対処できないため，提案シス

テムでは，この状況に対処可能となるよう TVTPを拡張

したAggressive Exploration TVTP (AE-TVTP)を考案し

採用する．

本研究の主な貢献を以下に示す．

( 1 ) EC サイトの文脈と時間の経過を考慮する多腕バン

ディット解法AE-TVTPを用いて，自動かつ継続的に

推薦手法の選択を最適化する推薦システムを提案する．

( 2 ) 実際の ECサイトから収集したデータを用いて，文脈

や時間の経過によって推薦手法の有効性が変化するこ

とを示す．

( 3 ) 同データによるシミュレーションの結果，提案システ

ムが評価時に生じる機会損失を抑え，文脈と時間の経

過を考慮しない場合と比較して累積クリック数を約

9.7%増加させる効果があることを示す．

本報告の構成を述べる．2節では関連研究を紹介し，EC

サイトにおける推薦手法の選択の課題を述べる．3節では

2節で述べた文脈と時間の経過に応じて推薦手法の選択を

最適化する課題を解決する提案システムを説明する．4節

では提案システムの有効性を評価し，5節でまとめる．

2. 関連研究

2.1 多腕バンディット問題

利用と評価のトレードオフの最適な解を求める問題は，

多腕バンディット問題として知られている．この問題は，

腕と呼ばれる複数の候補から得られる報酬を最大化する問

題である．プレイヤーは各試行で 1つの腕を選択し，その

腕から報酬を得る．各腕はある確率分布に従い報酬を生成

するが，プレイヤーは試行の結果からこの確率分布を推測

しなければならない．そのため，プレイヤーはある時点の

腕ごとの評価に基づき，最も評価の高い腕を用いながらも，

真に評価の高い腕の探索を並行して行う．この問題に対す

る解法では，ある時点で最も評価の高い腕を用いることを

活用，各腕の評価を行うことを探索と呼び，これらの活用と

探索，報酬による評価の見直しを繰り返し行うことで，短

期的には探索による機会損失を，長期的には腕の固定化に

よる機会損失を低減する．同問題に対する基本的な解法に

は，ϵ-Greedy [16]，UCB1 [17]，Thompson Sampling [18]

などが知られている．しかし，これらの解法では，報酬の

確率分布が常に同じであるという仮定が置かれている．文

脈と時間の経過を考慮して推薦手法を比較評価するために

は，報酬の確率分布が変化する問題設定における解法が必

要である．多腕バンディット問題では，報酬の確率分布が

変化する環境を想定した問題設定について 2種類の拡張が

図られている．

文脈付き多腕バンディット問題では，複数の要因パラ

メータからなる文脈に応じて腕から得られる報酬の確率分

布が決定される [19]．同問題の解法には UCB1を拡張し

た LinUCB [19] や Thompson Samplingを同様に拡張した

Linear Thompson Sampling (LTS) [20]が提案されている．

非定常な多腕バンディット問題は，同じ文脈においても

報酬分布が時間経過によって変化する問題である．同問題

の解法では，腕の報酬分布が変化した際に，不利な腕を使

い続ける機会損失を抑える必要がある．同問題では，大き

く 2つの課題の解決が求められる．一つ目の課題は，選定

する腕の偏りである．定常な問題設定では，試行回数の増

加に伴って評価の高い腕を選定する割合を高めるアプロー

チが採用される．一方，非定常な問題設定では，腕の評価

が逆転する可能性があるため，腕の選定に偏りがあると評

価の低い腕の変動の検出が遅れてしまう．そのため [21] や

[22] では，評価の低い腕に対しても必要な数の試行機会を

意図的に設けている．二つ目の課題は，腕の評価の更新で

ある．非定常な問題設定では，腕の報酬分布が変化するた

め，過去に観測した報酬に捉われずに腕の再評価を迅速に

実施しなくてはならない．この課題に対しては，大きく 3

つ，変化検出型 [23]，減衰型 [24]，状態空間モデル型 [25]

のアプローチが提案されている．

2.2 多腕バンディット解法を用いた推薦手法の選択

実環境での評価をもとに多腕バンディットを用いて最適

な推薦方法を選択する推薦システムの研究も行われてい

る．コールドユーザに対するモデル選定に多腕バンディッ

トを用いる推薦 [7] では，予測評価行列をクラスタリング

したものを推薦モデルとしてバンディットで選定するも

のの，推薦手法の選定において文脈を考慮しない．[8], [9]

は，腕となる推薦手法がコンテキストを扱えるが，その選

定における多腕バンディットの解法では文脈を考慮できな

い．腕の選定における文脈考慮の欠如は，文脈によって推

薦手法の相対的な優劣の差がある環境において機会損失に
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つながる．そこで，文脈に応じた最適な推薦手法を多腕バ

ンディットによって選定する推薦システム [10], [26] が提

案されている．これらはロジスティック回帰モデルを組み

込んだ多変量の回帰が可能なモデルや文脈付きの解法を用

いることで文脈を考慮することができる．しかし，これら

を含むいずれの先行研究でも，2.1項で述べた非定常な問

題に対する対策を行なっておらず，時間の経過に伴う推薦

手法の有効性の変動への追従性が充分ではない．文脈と時

間の経過を考慮した最適な推薦手法を選定するには，文脈

付き，かつ，非定常な多腕バンディット問題の解法を用い

る必要がある．2.1項で紹介した解法は，文脈または非定

常のいずれか一方のみを扱っている．

両方を考慮した解法として，[27] は利用者の嗜好傾向の

変化を扱う多腕バンディットの研究に変化検出アプローチ

を採用した．この解法では商品特徴量に対する多次元の係

数からなる利用者の評価を推定し，その変化を検出する．

[28] は，複数の文脈付き多腕バンディットの解法を腕とし

て，各腕の報酬予測の誤差の変化を検出する．これらの変

化検出のアプローチでは，検出後に変化前の試行履歴を破

棄するため，誤検出であった場合に，不要な探索が増えて

しまう．特に要因ごとの観測回数に偏りがある場合にこの

リスクが増加する．

Decay LinUCB [29] は LinUCBに割引の概念を導入し，

試行回数や平均報酬に減衰パラメータ γ ∈ (0, 1)を乗じた

結果を腕の評価に利用する．変化への追従性を高めるには

γ を小さくする必要があるが，要因ごとの観測回数に偏り

がある場合，ある文脈において活用が行われない可能性が

ある．すべての文脈で活用と探索を適切に行うために γ を

大きくすると，追従性を高めることができなくなる．

Time varying Thompson sampling (TVTP) [15] は，状

態空間モデルの一種である粒子フィルタを用いて潜在的な

状態の変化を捉える．またこのモデルの推定したパラメー

タを従来の文脈付きの解法である LTSと統合することで

文脈付き，かつ，非定常な問題を扱うことができる．これ

らと本研究で提案する手法は，文脈と時間の経過の考慮に

加え，腕の有効性が逆転する環境においても迅速に変化に

追従可能な点で異なる．

3. 提案手法

本研究では，ECサイトの文脈と時間の経過に応じて推薦

手法の選択を自動的かつ継続的に最適化する推薦システム

Synapseを提案する．提案システムの処理フローを図 1に

示す．はじめに評価対象となる任意の推薦手法がMethod

として提案システムである Synapseに登録される．提案シ

ステムでは，推薦要求 (Search)に対して登録された推薦手

法の中から，AE-TVTPを用いて，文脈と時間の経過を考

慮した最適な推薦手法を選択する．次に，提案システムは

選択した推薦手法から得られた推薦結果 (Result)を要求元

図 1 提案システムの処理フロー

に返す．最後に，推薦手法からの推薦結果とこれに対する

利用者の行動 (Show)を Activity Logとして記録する．こ

の記録は，以降の推薦手法の選択の改善に利用される．提

案システムはこれらの一連の処理を定期的に実行すること

で推薦手法の選択を自動的かつ継続的に最適化する．

3.1 推薦手法の登録

提案システムでは，共通のインタフェースを持つモジュー

ルとして実装した推薦手法を登録する．各推薦手法は共通

のインタフェースを持つことで，アルゴリズムの詳細に依

存せず提案システムにおいて等価的に扱うことができる．

提案システムでは，入力として推薦要求を行ったユーザと

閲覧中の商品の識別子を，出力として入力に対する推薦結

果である商品の識別子一覧を，インタフェースとして定義

する．図 1における Queryと Resultはこのインタフェー

スを満たす．提案システムでは，このインタフェースに沿

う任意の推薦手法を利用できる．

3.2 文脈と時間の経過に応じた推薦手法の選択

TVTP [15] は，現在の状態を素早く正確に推定する必要

がある動的な環境に適しているため，文脈や時間の経過に

応じた推薦手法の選択に利用できる．他の，変化検出や減

衰を用いる解法では，2.2項で述べたように，一定期間の

観測値を用いるため，速度と精度の間にトレードオフが生

じてしまう．一方，TVTPも 2.1項で非定常における最初

の課題として述べた「有効性が逆転する状況」への対応が

十分ではないことから，これに対処するために TVTPを

拡張する．TVTPのアルゴリズムを Algorithm1に示す．

TVTPでは腕 kの t時点における報酬 yk,tを以下のように

表す．

yk,t ∼ N (xT
t wk,t, σ

2
k) (1)

この式において，xtは t時点の試行におけるコンテキスト

情報，wk,tはそのコンテキストに対応する係数ベクトル，σ2
k

は観測誤差の分散，N はこれらを平均，分散とする正規分
布である．ここで，σ2

kの事前分布は，パラメータ αと βを
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持つ逆ガンマ分布と仮定する．また，wk,t = cwk
+θk⊙ηk,t

である．右辺の初項 cwk
は定常項，第二項は非定常項であ

り，非定常な項はスケール項 θkと変動項 ηk,tの要素毎の積

である．そして，変動項 ηk,tは ηk,t ∼ Nm(ηk,t−1, Id)のよ
うにランダムウォークに従い値が変動すると仮定する．こ

こで，Nmは多変量正規分布である．なお，Idは d次元の

対角行列であり，その対角成分は σ2
v,k である．σ2

v,k はカル

マンフィルタにおける過程誤差の分散に相当する．TVTP

では，この報酬モデルのパラメータ cwk
, θk, ηk,t, σ

2
k の事後

分布を粒子フィルタとカルマンフィルタを用いて推定する．

なお，cwk
に対する事前分布のパラメータは µc,Σcであり，

同様に θk に対しては µθ,Σθ で，ηk,t に対しては µη,Ση で

あり，σ2
k に対しては α, β である．

TVTPにおける腕の選定は，LTSと同様に，推定したパ

ラメータの事前分布からのサンプリングによって行う．ま

ず，以下の式に従い係数ベクトル w̄k,t−1 を求める．

w̄k,t−1 ∼ Nm(µ̄wk
, Σ̄wk

) (2)

ここで µ̄wk
と Σ̄wk

は各腕に紐づく p個の粒子から，以

下の式で求める．

µ̄wk
=

1

p

p∑
i=1

µ(i)
wk

,

Σ̄wk
=

1

p2

p∑
i=1

σ
2(i)
k Σ(i)

wk
.

(3)

ここで pは粒子数である．なお，µwk
,Σwk

は各粒子で推

定した結果から以下の式を用いて求めることができる．

µwk
= µc + (Σηk

+ σ2
kΣθ)

−1(Σηk
µθ + σ2

kΣθµη),

Σwk
= σ2

kΣc + σ2
kΣθΣηk

(Σηk
+ σ2

kΣθ)
−1.

(4)

このようにして求めた係数ベクトル w̄k,t−1 とコンテキ

スト xt との内積が最も大きかった腕を選定する．これは

Algorithm1の 5行目と 8から 11行目に相当する．

しかし TVTPは，試行回数の増加に伴い，式 (3)の Σ̄wk

の値が急激に小さくなることで推薦手法の選定に偏りを生

じさせてしまう．この課題の原因の一つは，式 (3)におい

て粒子数 pではなく p2 による除算がなされている点であ

る．これにより，粒子数の増加に従い急激に Σ̄wk
の値が減

少する．別の原因は，式 (3)において σ
2(i)
k で乗算がなされ

ている点である．この操作は式 (4)により各粒子に対して

既に施されているため冗長となる．そこで，式 (3)の Σ̄wk

の算出を以下のように変更する．

Σ̄wk
=

1

p

p∑
i=1

Σ(i)
wk

(5)

また，式 (4)の µwk
について，算出した値は真の係数ベ

クトルの値と異なることから，真の係数ベクトルの値とな

るよう以下のように改修する．

µwk
= µc + µθ ⊙ µη (6)

ここで，各項は式 (1)の wk,t = cwk
+ θk ⊙ ηk,t の各値に

対する事前分布の平均パラメータである．

我々は，このように TVTPを拡張して積極的な探索を

促すことで，推薦手法の選択の偏りを減らし，時間の経過

に伴う推薦手法の有効性の変化，特に有効性が逆転する状

況での追従性を改善する．また，提案システムでは，様々

な情報をコンテキスト情報 xt として扱うことができる．4

節で，商品カテゴリとして表現される商品特性の差異が，

推薦手法を選択する際のコンテキスト情報として有効な要

素であることを示す．この時，コンテキスト情報 xtは，入

力インタフェースから得た閲覧中の商品が属する商品カテ

ゴリから所属する商品カテゴリの場合に 1を，そうでない

場合に 0を値とするダミー変数にエンコードし，商品カテ

ゴリ数を次元数とするベクトルとして表現している．これ

は図 1の Contextに相当する．

3.3 継続的な推薦手法の評価

提案システムでは，利用者からの推薦要求の結果を記録

する．記録には，時刻，コンテキスト情報，選択された推

薦手法，ならびにその推薦結果である商品一覧と，その推

薦結果に対する利用者の反応が含まれる．利用者の反応

は，推薦要求の時刻以降で直近の閲覧や購入行動における

商品が，推薦結果の商品一覧に含まれたか否かで判断され

る．システムは，直近の行動の行動種別が，閲覧であれば

クリック，購入であればコンバージョンとして記録する．

そして，これら報酬についての記録を一定期間ごとに集計

し，報酬として受け取る．この報酬の反映は，Algorithm1

の 16から 20行目に従う．

4. 評価

4.1 評価データと推薦手法

本研究では，実際の ECサイトから採取した複数の推薦

手法の商品カテゴリごとのクリック率の推移実績データを

用いて，提案システムの有効性を評価する．対象の ECサ

イトの推薦システムでは，6つの推薦手法が利用でき，推

薦時にはこのうち一つの推薦手法を，CTRを指標とした

ϵ-Greedy [16]を用いて選択している．また，閲覧中の商品

の商品詳細ページにおいて ECサイトの推薦システムが選

定した関連商品のリスト（最大 12件）が合わせて表示さ

れている．なお，商品はその特性に応じて ECサイトの提

供する 18個のカテゴリのいずれかに所属している．評価

実験では集計期間中の推薦回数が著しく少なかった 2つを

除く以下の 4つの推薦手法の実績データを用いた．
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Algorithm 1: Time varying Thompson sampling

(TVTP) [15].

1 procedure MAIN(p): ▷ main entry

2 Initialize arms with p particles.

3 for t← 1, T do

4 Get xt.

5 a(k) = arg max
j=1,K

EV AL(a(j), xt)

6 Receive rk,t by pulling arm a(k).

7 UPDATE(xt, a(k), rk,t).

8 procedure EVAL(a(k), xt): ▷ get a score for a(k),

given xt.

9 Learn the parameters based on all particles’

inferences of a(k) by Equation (2).

10 Compute a score based on the parameters learnt.

11 return the score.

12 procedure UPDATE(xt, a(k), rk,t): ▷ update the

inference.

13 for i← 1, p do ▷ Compute weights for each

particle.

14 Compute weight ρ(i) of particle P(i)
k .

15 Re-sample P ′
k from P according to the weights ρ(i)s.

16 for i← 1, p do ▷ Update statistics for each

particle.

17 Update the sufficient statistics (µηk ,Σηk ) for ηk,t.

18 Sample ηk,t ∼ Nm(µηk ,Σηk ).

19 Update the sufficient statistics

(α, β, µc,Σc, µθ,Σθ) for σ2
k, cwk , θk.

20 Sample σ2
k ∼ IG(α, β).

21 Sample

(cTwk
, θTk )

T ∼ Nm((µT
c , µ

T
θ )

T,

[
Σc 0

0 Σθ

]
).

( 1 ) 閲覧導線による推薦 (browsing path)

( 2 ) 人口統計学的属性による推薦 (demographic)

( 3 ) お気に入り履歴によるアイテムベース協調型推薦 (llr)

( 4 ) 画像による内容ベース型推薦 (similar image)

評価実験のため，2019年 6月 20日から 8月 4日までの

各推薦手法による推薦回数と推薦結果の閲覧回数から，各

商品カテゴリに対する一時間ごとの各推薦手法のクリッ

ク率ならびに推薦試行回数を集計した．総推薦試行回数は

2,252,236回であった．各推薦手法のクリック率には，各

時間から 3日前までの推薦回数に対する閲覧回数の指数移

動平均を用いる．なお，クリック率の平均を安定させるた

め，初期の 7日間の集計期間については平均を算出するた

めだけに用いて以降の評価では利用しない．

利用する推薦手法の期間中のクリック率の推移を図 2に

示す．全ての商品カテゴリをまとめた場合，期間中に最

もクリック率の高い推薦手法が similar imageから brows-
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図 2 推薦手法ごとのクリック率の推移

ing pathへ切り替わった．

4.2 評価方法

評価には 4.1項で得た，各商品カテゴリに対する一時間

ごとのクリック率と推薦試行回数の推移の実績データを用

いる．評価は，この実績データの期間中に選択した推薦手

法によって得られるクリック数のシミュレーションによっ

て行う．ここで，推薦手法は多腕バンディットの解法に

よって選択され，各推薦手法は設定したクリック率のベル

ヌーイ分布に従い推薦結果がクリックされるものとする．

乱数を用いた確率の計算結果を平均化するために，異なる

乱数シードを用いてシミュレーションを 50回行い，この

平均を結果として用いた．また，各解法のパラメータ調整

のため上述とは異なる乱数シードでの予備評価を 10回実

施した．なお，選択した推薦手法とその推薦手法から得ら

れた報酬は，都度受け取ることはできず，一時間ごとの試

行回数を経過した後に各シミュレーションで用いる多腕バ

ンディットの解法へフィードバックされる．

提案システムでは，AE-TVTPを用いて文脈と時間の経

過に応じて推薦手法を選択する．そこで，文脈と時間経過

のそれぞれを考慮する場合としない場合を組み合わせた 4

つのシミュレーショングループ A，B，C，Dを設定する．

• Aグループは文脈も時間の経過も考慮しないグループ

である．これは期首の時点で全ての商品カテゴリを通

して最もクリック率の高かった推薦手法を全期間で一

貫して用いる方針に相当する．また，ベースラインと

して，全ての推薦手法を均等に用いる A/Bテストの

シミュレーションもこのグループに含める．

• B グループは文脈を考慮するグループである．A グ

ループと同様のシミュレーションを行うが，商品カテ

ゴリごとにクリック率を判断する．これは期首の時点

で各商品カテゴリで最もクリック率の高かった推薦手

法を全期間で一貫して用いる方針に相当する．

• Cグループは時間の経過を考慮するグループである．
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時間の経過に伴う推薦手法のクリック率の変化を多腕

バンディット問題の解法によって探索する方針に相当

する．各解法には常に一種類の商品カテゴリであるよ

うコンテキスト情報を指定する．

• Dグループは文脈と時間の経過の両方を考慮するグ

ループである．C グループと同様のシミュレーショ

ンを行うが，各時間に加え，商品カテゴリごとにもク

リック率を判断する．

時間の経過を考慮する Cと Dのグループでは，以下の

3つの解法を用いて評価する．

( 1 ) LTS

( 2 ) TVTP: LTSに対し，時間の経過に対する迅速な評価

の更新の効果を比較する．係数ベクトルの算出には式

(6)を用いる．

( 3 ) AE-TVTP: TVTPに対し，腕の選定の偏りの改善効

果を比較する．

なお，TVTPと AE-TVTPには，調整用パラメータと

して過程誤差 σ2
v が存在するが，予備評価において候補の

値 σv ∈ {0.01, 0.001, 0.0001}のうち最も累積報酬が多かっ
た値を結果として採用する．粒子数 pは p ∈ {1, 5, 15, 48}
に対し，予備評価では 5 以上であっても累積報酬の改善

が確認されなかったため，実行時間の最も短い p = 5 を

全てのシミュレーションで用いる．また，LTS，TVTP，

AE-TVTPの観測誤差の分散 σ2
k は各解法で推定される値

を用いる [15]．

評価指標には，利用者の推薦要求の満足度を最大化する

性能を測るため，各シミュレーションによって得られた報

酬の合計である累積報酬ならびに累積リグレットを用い

る．累積リグレットは推薦手法のうち最大の期待値と選択

した推薦手法の期待値の差を期間までに合計したものであ

る．加えて，各解法の特性を調べるため各解法による推定

クリック率も計測する．

4.3 文脈と時間経過の考慮に対する効果

4.2項の評価方法でシミュレーションを行った累積報酬

の結果を図 3に示す．また，図 4に各シミュレーションの

最終累積報酬について，Aグループの推薦手法を一貫して

用いるシミュレーションとの差を示した．図 5には，商品

カテゴリごとの推薦手法の有効性の変動の大きさと，累積

報酬の改善率との相関を示した．推薦手法の有効性の変動

の大きさには，期首に最もクリック率が高かった推薦手法

に対して，各時点で最大のクリック率との差を期間までの

合計を用いた．また，累積報酬の改善率には，Dグループ

の各解法の累積報酬と，Bグループのうち推薦手法を一貫

して用いた結果に対する比を用いた．

4.3.1 文脈の考慮

図 3の左上は文脈も時間の経過も考慮しないAグループ

の結果である．全ての推薦手法を均等に用いるシミュレー
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図 5 推薦手法の有効性の変動度合いと累積報酬の改善率の相関

ション (random)と，期首に最もクリック率の高かった推薦

手法を一貫して用いるシミュレーション (best at first time)

を行った．それぞれの累積報酬は 200053.1と 285203.6で

あった．best at first timeはクリック率の低い推薦手法の

利用を排除することで randomと比べ累積報酬が増加した．

図 3の左下は Bグループの結果である．Aグループと

同様のシミュレーションを行ったが，商品カテゴリごとに

クリック率を判断する点が異なる．それぞれの累積報酬は
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200053.1と 285174.7であった．商品カテゴリごとに期首

に最もクリック率が高い推薦手法が 1つの商品カテゴリを

除いて同じであったことから，Aグループとほぼ同じ累積

報酬となった．

4.3.2 時間経過の考慮

図 3の右上は時間の経過を考慮する一方，文脈は考慮し

ない Cグループの結果である．LTS，TVTP，AE-TVTP

の累積報酬は順に 285027.7，285029.8，286906.4であった．

なお，TVTPと AE-TVTPにおける調整用のパラメタ値

σv,kはそれぞれ 0.01, 0.001である．図 4のCグループの結

果からも分かるようにAE-TVTPの累積報酬はAグループ

と比較して改善した．一方で，LTSと TVTPは Aグルー

プと比較して累積報酬は下がった．これは，AE-TVTPと

比較して追従が遅れたことで，結果的に探索のコストを回

収できなかったことに起因する．

4.3.3 文脈と時間経過の考慮

図 3の右下は文脈と時間の経過を考慮するDグループの

結果である．LTS，TVTP，AE-TVTPの累積報酬は順に

310104.4，283546.7，312865.8であった．なお，TVTPと

AE-TVTPのパラメタ値 σv,k はそれぞれ 0.001, 0.0001で

ある．図 5から，推薦手法の有効性の変動が小さい商品カ

テゴリでは，探索のコストを回収できず，全ての解法にお

いて累積報酬は改善しないことが分かる．反対に，推薦手

法の有効性の変動が大きく，有効な推薦手法を切り替えな

いことによる損失が大きくなる商品カテゴリでは，LTSと

AE-TVTPが大きく改善する．一方で，TVTPでは累積報

酬が伸びなかった．これは，探索が少ない課題から，機首

に最もクリック率が高いと判断した推薦手法を期間中継続

して利用したためである．これに対し，AE-TVTPでは積

極的な探索によって推薦手法の選定の偏りを解消した．

以上の結果，文脈と時間の経過を考慮した多腕バンディッ

ト問題の解法を利用した Dグループの AE-TVTPでのシ

ミュレーションにより，文脈と時間の経過を考慮せずにあ

る時点で商品カテゴリを通して最もクリック率が高い推薦

手法を一貫して利用し続けたAグループと比較して累積ク

リック数を約 9.7%増加させる効果があることを確認した．

なお，各シミュレーションの累積報酬に対する χ2 検定は

有意水準 1%において有意である．

4.4 考察

図 6に，先ほどのDグループのシミュレーションのうち

二つの商品カテゴリClothing，Dollsの結果を示す．1段目

は対象の商品カテゴリにおける推薦手法ごとのクリック率，

2段目から 4段目はそれぞれ LTS，TVTP，AE-TVTPに

よる推定クリック率の推移である．5段目は累積リグレッ

トの推移である．なお，解法ごとのクリック率の推定値と

累積リグレットの推移は，各解法の挙動の特性を明確にす

るため，50回のシミュレーションの平均ではなく，各解法
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図 6 D グループの各シミュレーションにおけるクリック率，推定

クリック率，累積リグレットの商品カテゴリ間比較．縦線はク

リック率または推定クリック率が逆転した時点を示す．

の累積報酬が中央値となった回の結果を示している．

図 6の列左の商品カテゴリ Clothingでは，ある時期か

ら browsing pathが最もクリック率の高い推薦手法となっ

た．2 段目と 4 段目から，LTS と AE-TVTP では時間の

経過に伴いこの変化への追従が行えたことが分かる．特に

提案手法で採用した AE-TVTPは LTSと比較して，変化

後の browsing pathのクリック率を素早く推定できたこと

で，リグレットの増加を抑えることができている．一方で，

期首から最もクリック率の高い推薦手法に変化がない期間

では，LTSと比較してAE-TVTPのリグレットがわずかに

増加した．また 3段目では，TVTPが早急に推薦手法の評

価を確定し，期首の評価に基づき選定を判断したことでリ

グレットが一層増加したことがわかる．列右の商品カテゴ

リ Dollsでは，期間中，最もクリック率が高い推薦手法に

ほぼ変更がなかったため，全期間にわたり AE-TVTPのリ

グレットが増加した．同様の現象が他の 5つの商品カテゴ

リ（Interior，Knitting，Houseware，Toys，Aroma）でも

見られた．これらは AE-TVTPの積極的な探索機能に起

因する．本評価では，総合的には累積報酬や累積リグレッ

トの改善につながったが，今後は最もクリック率の高い推

薦手法が変化しない期間においても機会損失を低減する適

応的な探索手法の研究を進めたい．
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5. おわりに

本研究では，多腕バンディットを用いて，文脈と時間の

経過に応じて推薦手法の選択を自動的かつ継続的に最適化

する推薦システムを提案し，その有効性を示した．実験か

ら，推薦手法の選択に影響を及ぼす文脈を適切に選定する

こと，ならびに時間の経過を考慮した推薦手法の選定の最

適化によって，考慮しない場合と比較して累積クリック数

の向上に繋がることがわかった．また，推薦手法の優劣に

変化のない期間では結果が逆転する可能性が確認されたこ

とで，機会損失を低減する解法が重要であることも示唆さ

れた．今後の課題として，推薦手法の選択に影響を及ぼす

効果の高い文脈の発見，ならびに特定の文脈において評価

の高い推薦手法の確立による文脈ごとの効果向上の実現が

挙げられる．
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