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非負値行列因子分解を導入した
product of experts型音源モデルに基づく

独立深層学習行列分析による多チャネル音源分離

蓮実 拓也1 中村 友彦1 高宗 典玄1 猿渡 洋1 北村 大地2 高橋 祐3 近藤 多伸3

概要：独立深層学習行列分析（independent deeply learned matrix analysis: IDLMA）は，事前に学習し
た深層ニューラルネットワーク（deep neural network: DNN）による音源のパワースペクトログラム推定
と音源間の統計的独立性に基づく多チャネル音源分離手法である．適切に学習データを用意できれば従来
の IDLMAは高い分離性能を示しているものの，学習データとテストデータの間で対象音源の音色に乖離
がある場合に IDLMAの分離性能は低下してしまう．一方，パワースペクトログラム推定に教師なし非負
値行列因子分解（nonnegative matrix factorization: NMF）を用いる独立低ランク行列分析（independent

low-rank matrix analysis: ILRMA）では適切に学習された IDLMAに比べると分離性能は低いものの，教
師なし手法であるためテストデータにしかない音源成分も表現できる．そこで，本研究では IDLMAの学
習済み DNNによる音源生成モデルと ILRMAの教師なし NMFの音源生成モデルを product of experts

により統合した音源モデルを提案する．また，補助関数法と呼ばれる最適化原理を用いて，提案モデルに
対する効率的なパラメータ更新アルゴリズムも導出する．楽音分離実験により，IDLMAに提案音源モデ
ルを導入することで音源分離性能が向上することを示す．

1. はじめに
多チャネル音源分離は，マイクロホンアレイで観測された

多チャネル信号から混合前の音源を推定する技術である [1]．
ブラインド多チャネル音源分離の分野では，周波数領域
独立成分分析（frequency domain independent component

analysis: FDICA）[2]，独立ベクトル分析（independent

vector analysis: IVA）[3], [4]，独立低ランク行列分析（in-

dependent low-rank matrix analysis: ILRMA）[5]といっ
た音源間の独立性を最大化する手法が提案されている．こ
の中でも，ILRMAは音源モデルが低ランクであることを
仮定して，パワースペクトログラム推定に非負値行列因子
分解（nonnegative matrix factorization: NMF）[6]を適用
する手法であり，高い性能を示している．さらに，各音源
の学習データが事前に十分入手できる教師あり音源分離
の場合には，ILRMAの音源モデルを深層ニューラルネッ
トワーク（deep neural network: DNN）に置き換えた独
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立深層学習行列分析（independent deeply learned matrix

analysis: IDLMA）[7]がより高い分離性能を示している．
IDLMAでは，パワースペクトログラムを推定するため
の DNNを音源毎に学習する．そのため，学習データに近
い音源に対しては高い分離性能を示している．しかし，テ
ストデータの性質が学習データの性質と同じであるとは必
ずしも限らない．例えば，4章で扱う楽音のデータセット
である DSD100データセット [8]中のベース音は主にエレ
キベースであるため，DNNはエレキベースに基づいた音
源モデルを学習することになる．推論時にもエレキベース
の音であれば DNNが精緻な音源モデルを表現できるはず
である．しかし，シンセベースのような音色の異なるベー
スが含まれる曲の場合には，4.2節で示すように IDLMA

の DNN推論によって分離性能が低下する例が見られる．
これは，DNNがテストデータ特有の成分を表現すること
ができず，エレキベースの場合よりも音源モデルの推定が
困難になるためだと考えられる．一方，ILRMAは音源モ
デルとして教師なし NMFを用いるため，エレキベースと
シンセベースのどちらが含まれる場合でも，安定して音源
モデルを推定することができる．
そこで，IDLMAの音源モデルに教師なし NMFを導入
することによって，学習データとテストデータの不一致か
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ら生じる DNN音源モデルの分離性能低下を軽減する方策
について考える．本研究では，product of experts（PoE）
[9]と呼ばれる確率モデル統合手法を用いて，DNNに基づ
く確率モデルと NMFに基づく確率モデルの両者の性質を
兼ね備える新たな音源モデルを提案し，IDLMAに導入す
る．また，この提案モデルに対し，補助関数法 [10]と呼ば
れる最適化原理に基づき効率的な音源分離アルゴリズムを
導出する．提案法では，推論時に事前学習済み DNNのみ
の音源モデルで表現できない成分を教師なし NMFが表現
しうる．実験により，学習データにほとんど含まれない性
質を有するテストデータに対しても，分離性能がさらに向
上することを確認する．

2. 従来法
2.1 定式化
音源数，チャネル数をそれぞれN，M とし，音源信号，観
測信号，分離信号の短時間Fourier変換（short time Fourier

transform: STFT）をそれぞれ以下のように定義する．

sij =(sij1, . . . , sijN )T ∈ CN (1)

xij =(xij1, . . . , xijM )T ∈ CM (2)

yij =(yij1, . . . , yijN )T ∈ CN (3)

ただし，i = 1, . . . , I，j = 1, . . . , J，n = 1, . . . , N，
m = 1, . . . ,M はそれぞれ周波数，時間フレーム，音源，
チャネルのインデクスであり，Tは転置を表す．また，(i, j)
成分が xijm，yijn である行列をそれぞれ Xm ∈ CI×J，
Y n ∈ CI×J と定義する．混合系が時不変であり STFTの
窓長が残響時間よりも長い場合，混合行列をAi ∈ CM×N

として，観測信号 xij は

xij =Aisij (4)

と表される．チャネル数が音源数に等しく（M =

N），混合行列 Ai が正則であれば，分離行列を W i =

(wi1, . . . ,wiN )H ∈ CN×M として，分離信号 yij は

yij =W ixij (5)

と表される．ただし，H は Hermite転置を表す．分離信号
が次の平均 0，分散 rijnの円対称な複素Gauss分布に従う
と仮定する [5], [7]．

p(yijn; rijn) =
1

πrijn
exp

(
−|yijn|

2

rijn

)
(6)

式 (6) で表される生成モデルのもとで，rijn，W i に関
する最尤推定問題として定式化すると，観測信号の負対
数尤度がコスト関数に対応する．当該コスト関数は，観
測信号，分離信号のスペクトログラムの集合をそれぞれ
X = {X1, . . . ,XM}と Y = {Y 1, . . . ,Y N}として

L =− log p(X )

=− log p(Y)− 2J
∑
i

log |detW i|

c
=
∑
i,j,n

(
log rijn +

|wH
inxij |2

rijn

)
− 2J

∑
i

log |detW i|

(7)

と表される [1]．ただし，c
=は定数項を除いて等しいことを

示す．rijn を (i, j)成分に持つ行列をRn ∈ RI×J
≥0 とする．

Rn を，ILRMAでは NMFで表現し，IDLMAでは DNN

で表現する．Rn の NMFによる表現を R(NMF)
n ∈ RI×J

≥0 ，
DNNによる表現をR(DNN)

n ∈ RI×J
≥0 とし，それぞれの (i, j)

成分を r
(NMF)
ijn ，r

(DNN)
ijn とする．

2.2 独立低ランク行列分析 [5]

ILRMAでは，r
(NMF)
ijn を次のような低ランクな行列でモ

デル化する．

r
(NMF)
ijn =

∑
k

tik,nvkj,n (8)

ただし，tik,n，vkj,n はそれぞれ音源 n に関する基底行
列 T n ∈ RI×K

≥0 の (i, k) 成分，アクティベーション行列
V n ∈ RK×J

≥0 の (k, j)成分である．K ≪ min(I, J)はNMF

の基底数である．式 (8)を式 (7)に代入すると，ILRMAの
コスト関数 LILRMA は次のように表される．

LILRMA
c
=
∑
i,j,n

(
log
∑
k

tik,nvkj,n +
|wH

inxij |2∑
k tik,nvkj,n

)
− 2J

∑
i

log |detW i| (9)

式 (9)のコスト関数は，tik,n，vkj,nに関して，板倉斎藤ダイ
バージェンス基準 NMF [11]のコスト関数と定数項を除い
て等価である．板倉斎藤ダイバージェンスに基づく NMF

に対して，補助関数法 [10]と呼ばれる最適化による反復型
のパラメータ更新アルゴリズムが提案されている [11]．
補助関数法 [10]は，コスト関数を最小化するための反復

法の一種であり，反復によるコスト関数の単調非増加性が
保証されている．目的変数 θを用いて表されるコスト関数
f(θ)について，以下の条件を満たす関数 f+(θ, θ̄)を f(θ)

の補助関数と呼び，θ̄を補助変数と呼ぶ．

f(θ) ≤ f+(θ, θ̄) (10)

補助関数法では，補助変数に関する更新と目的変数に関す
る更新を以下のように繰り返す．

θ̄ ← arg min
θ̄

f+(θ, θ̄) (11)

θ ← arg min
θ

f+(θ, θ̄) (12)

式 (11)，(12)の計算が容易であれば，f(θ)を直接最小化
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(a) ILRMA の分離プロセス (b) IDLMA の分離プロセス

図 1 (a) ILRMAおよび (b) IDLMAの分離プロセス．| · |·q は行列の要素ごとの絶対値の q乗を表す．

するかわりに f+(θ, θ̄)の最小化を反復的に解くことで，明
示的に最小化することが困難なコスト関数 f(θ)の局所最
小解を求めることができる．
補助関数法を式 (9)の tik,n，vkj,nに関する最小化に適用

すると，以下の更新式を得る [5]．

tik,n ← tik,n


∑
j

vkj,n

(
∑

k′ tik′,nvk′j,n)
2 |yij |

2

∑
j

vkj,n∑
k′ tik′,nvk′j,n


1
2

(13)

vkj,n ← vkj,n


∑
i

tik,n

(
∑

k′ tik′,nvk′j,n)
2 |yij |

2

∑
i

tik,n∑
k′ tik′,nvk′j,n


1
2

(14)

式 (13)，(14)より得られる tik，vkj,nを用いて，r
(NMF)
ijn は

式 (8)で計算される．
r
(NMF)
ijn が与えられているもとでは，式 (9)はwinの 2次

形式と − log det項の和の形式となる．この形式のコスト
関数の最小化する手法の一つとして反復射影法（iterative

projection: IP）[12]と呼ばれるコスト関数が単調非増加と
なる更新アルゴリズムが知られている．IPでは周波数，音
源ごとに以下の更新をおこなう．

win ← (W iU in)
−1en (15)

win ←
win√

wH
inU inwin

(16)

U in :=
1

J

∑
j

1

r
(NMF)
ijn

xijx
H
ij (17)

ただし，en ∈ RN は n番目の要素が 1でその他の要素が 0

の単位ベクトルである．
分離フィルタ win と r

(NMF)
ijn の間にはスケールの不定性

が存在するため，projection back（PB）[13]を適用するこ
とで，この問題を解決する．PBは分離信号の総和が基準
マイクロホンの観測に一致するようにスケールを揃える．
基準マイクロホンのインデクスをmref とすると

xijmref
=
∑
n

yijn =
∑
n

wH
inxij (18)

を満たすように，yij に以下の補正をおこなう．

yij ← diag(di)yij (19)

ただし，diag(di) ∈ CN×N は di ∈ CN の成分を対角成分
に持ち，非対角成分が 0の対角行列である．diは次の式で
与えられる．

di = (W T
i )

−1emref
(20)

ILRMAの分離プロセスの概要を図 1(a)に示す．

2.3 独立深層学習行列分析 [7]

IDLMAでは，DNNで r
(DNN)
ijn をモデル化する．DNNn

は n番目の音源についての σijn =
(
r
(DNN)
ijn

)1/2
を出力す

る．つまり，IDLMAのコスト関数 LIDLMA は

LIDLMA
c
=
∑
i,j,n

(
log σ2

ijn +
|wH

inxij |2

σ2
ijn

)
− 2J

∑
i

log |detW i| (21)

で定義される．ここで，(i, j) 成分が σijn である行列を
Σn ∈ RI×J

≥0 と定義する．
学習時には，単チャネルの瞬時混合信号を音源ごとに作

成し，n番目の音源に対する DNNnを用意する．n番目の
音源信号のスペクトログラムの (i, j)成分を s̃ijn ∈ Cとし，
DNNnの出力の (i, j)成分を σ̂ijn ∈ R≥0とすると，板倉斎
藤ダイバージェンス基準で振幅スペクトルの誤差を最小化
するように DNNを学習させる．

L(DNN)
IDLMA =

∑
i,j

(
|s̃ijn|2 + δ

σ̂2
ijn + δ

− log
|s̃ijn|2 + δ

σ̂2
ijn + δ

)
(22)

ただし，δはゼロ除算を防ぐための微小な値である．式 (22)

の最小化は，学習データにおける σijn についての式 (21)

の最小化に相当する．
推論時には，事前学習済み DNNによって現在の分離信

号のスペクトログラム Y n から，

σijn ←max(
[
DNNn(|Y n|·1)

]
ij
, ε) (23)

r
(DNN)
ijn ←σ2

ijn (24)

と r
(DNN)
ijn を更新する．ただし，| · |·q は行列の要素ごとの
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絶対値の q乗を表し，[·]ij は行列の (i, j)成分を表す．εは
数値的不安定性回避のための微小な値である．DNNnは式
(22)によって学習されているため，DNNの学習は式 (21)

を σ2
ijn に関して最小化するシミュレーションに対応する．

そのため，式 (24)による DNN推定値を用いることはコス
ト関数の面で一貫性がある．
IDLMAのコスト関数 (21)は ILRMAのコスト関数 (9)

と同様に式 (7)に由来している．そのため，win の更新に
関しては，式 (17)の r

(NMF)
ijn を r

(DNN)
ijn に置き換えること

で式 (15)，(16)による IPを適用できる．
IDLMAでは DNN出力のスケールが統一されているた

め，ILRMAのような win と r
(DNN)
ijn の間のスケールの不

定性の問題は生じないが，線形歪み低減のために式 (19)に
よる PBを適用する．IDLMAの分離プロセスの概要を図
1(b)に示す．

3. 提案法
3.1 Product of experts型音源モデル導入の動機と定

式化
教師あり音源分離手法である IDLMAは，ILRMAの音
源モデルに事前学習した DNNを導入することで，NMF

が要請する対象音源のスペクトログラムの低ランク性を仮
定できない場合でも高性能な分離を実現した [7]．しかし，
DNNは事前学習が必要なため，学習時とテスト時のデー
タの性質が大きく異なる場合，性能が低下しうる．一方，
ブラインド音源分離手法としての ILRMAでは音源モデル
として教師なし NMFが用いられるため，このような場合
でも頑健に動作する．したがって，DNNが表現可能な学
習データに基づく音源の確率モデルと，テストデータに固
有な成分を表現できる教師なし NMFによる音源の確率モ
デルの両者に適合するような音源モデルを構築できれば，
DNNの高い分離性能を活かしつつデータの不一致に起因
する性能低下を軽減できるはずである．
そこで，本研究では分離信号の音源モデルを NMF と

DNNの PoE [9]で表現する方法を提案する．PoEは所望
の確率分布を expertと呼ばれる複数の確率分布の積で表
現する手法であり，expertsの論理積に対応する確率モデ
ルを実現する．r

(NMF)
ijn を用いた分離信号の確率モデルを

p(yijn; r
(NMF)
ijn )，r

(DNN)
ijn を用いた分離信号の確率モデルを

p(yijn; r
(DNN)
ijn )とすると，PoEを用いた音源モデルは以下

のように表現できる．

p(yijn; r
(NMF)
ijn , r

(DNN)
ijn )

∝
[
p(yijn; r

(NMF)
ijn )

]α [
p(yijn; r

(DNN)
ijn )

]β
(25)

ただし，α，β > 0は各確率分布の PoEに対する寄与を調
節するハイパーパラメータである．例えば，α < β であれ
ば p(yijn; r

(NMF)
ijn ) よりも p(yijn; r

(DNN)
ijn ) を重視した PoE

となる．p(yijn; r
(NMF)
ijn )と p(yijn; r

(DNN)
ijn )はどちらも複素

ガウス分布であるためそれらの積も複素ガウス分布とな
り，式 (25)を整理すると以下の生成モデルを得られる．

p(yijn; r
(NMF)
ijn , r

(DNN)
ijn ) =

1

πr̃ijn
exp

(
−|yijn|

2

r̃ijn

)
(26)

ただし，
1

r̃ijn
=

α

r
(NMF)
ijn

+
β

r
(DNN)
ijn

(27)

である．IDLMAと同様に式 (25)で表される生成モデルに
対する最尤推定問題として定式化すると，提案法のコスト
関数 Lprop は次のように表される．

Lprop
c
=−

∑
i,j,n

log

(
α∑

k tik,nvkj,n
+

β

σ2
ijn

)

+
∑
i,j,n

(
α∑

k tik,nvkj,n
+

β

σ2
ijn

)
|wH

inxij |2

− 2J
∑
i

log |detW i| (28)

提案法のコスト関数 (28)において，α = 1，β = 0とす
ると ILRMAのコスト関数 (9)と一致する．また，α = 0，
β = 1 とすると IDLMA のコスト関数 (21) と一致する．
α+ β = 1であれば，式 (27)の r̃ijn は，r

(NMF)
ijn と r

(DNN)
ijn

の重みつき調和平均であると解釈することができ，提案法
は ILRMAと IDLMAの両者の利点を併せ持つ手法である．
図 2に提案法の分離プロセスの概要を示す．図 1(a)や

(b)と比較すると，ILRMAや IDLMAと提案法の違いは，
音源モデルの部分にあると言える．提案法では DNN音源
モデルを IDLMAと同様に，NMF音源モデルを ILRMA

と同様に更新し，それらの重みつき調和平均で統合された
音源モデルを得る．得られた音源モデルに IPを適用する
ことで分離フィルタを更新し，PBをおこなうという流れ
で処理が行われる．

3.2 DNNの事前学習と分離アルゴリズム
3.2.1 DNNの学習と推論
提案法では，IDLMAと同様に DNNの事前学習をおこ
なう．DNN学習のコスト関数について考えると，NMFが
テストデータに由来する成分を表現するため，学習時には
tik,n，vkj,n に関する項を含むべきではない．したがって，
提案法の DNN学習時のコスト関数は，式 (28)で α = 0，
β = 1として設計する必要がある．3.1節で述べたように，
α = 0，β = 1の場合，提案法のコスト関数 (28)は IDLMA

のコスト関数 (21)と一致するため，提案法の DNN学習の
コスト関数も IDLMAの DNN学習のコスト関数 (22)に
一致する．推論時には事前学習済み DNNは，IDLMAと
同様に，式 (23)によって σijn を更新し，式 (24)によって
r
(DNN)
ijn を得る．
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図 2 提案法の分離プロセス．

3.2.2 NMFに関する更新則
tik,n，vkj,nは r

(DNN)
ijn を用いて，コスト関数 (28)が単調

非増加となるように更新する．式 (9)と式 (28)の第 1項に
着目すると，ILRMAの場合と異なり対数関数の中に σijn

に関する項も含まれており，式 (13)，(14)の tik,n,vkj,n の
更新アルゴリズムを用いてもコスト関数の単調非増加性は
保証されない．また，式 (28)の第 1項では対数関数の中
に，第 2項では分数関数の分母に kに関する和が含まれて
おり，tik,n，vkj,nに関する最小化問題を解析的に解くこと
は難しい．そこで，文献 [5]と同様に，補助関数法 [10]を
用いてコスト関数 (28)の補助関数を求め，コスト関数の単
調非増加性が保証された tik,n，vkj,n に関する更新アルゴ
リズムを導出する．
まず，式 (28)の第 1項について，α，β，z > 0の場合，

∂2

∂z2

[
− log

(
α

z
+

β

σ2

)]
= −ασ2(ασ2 + 2βz)

z2(ασ2 + βz)2
< 0

(29)

より，− log
(
α/z + β/σ2

)が上に凸となるので，当該項に
接線不等式を適用すると以下の上界が得られる．

− log

(
α∑

k tik,nvkj,n
+

β

σ2
ijn

)

≤
ασ2

ijn

ασ2
ijn + βcijn

1

cijn

(∑
k

tik,nvkj,n − cijn

)

− log

(
α

cijn
+

β

σ2
ijn

)
(30)

ただし，cijn > 0は補助変数である．不等式 (30)の等号成
立条件は，

cijn =
∑
k

tik,nvkj,n (31)

である．次に，式 (28)の第 2項について，1/zが z > 0で

下に凸であるから Jensenの不等式より，
1∑

k tik,nvkj,n
≤
∑
k

λ2
ijk,n

tik,nvkj,n
(32)

が成立する．ただし，λijk,n は補助変数で λijk,n ≥ 0，∑
k λijk,n = 1を満たす．不等式 (32)の等号成立条件は

λijk,n =
tikvkj∑

k′ tik′,nvk′j,n
(33)

である．
式 (30)，(32)より，Lprop の補助関数 L+

prop は

Lprop

≤ L+
prop

c
=
∑
i,j,n

ασ2
ijn

ασ2
ijn + βcijn

1

cijn

∑
k

tik,nvkj,n

+
∑
i,j,n

(
α
∑
k

λ2
ijk,n

tik,nvkj,n
+

β

σ2
ijn

)
|yijn|2

−
∑
i,j,n

[
ασ2

ijn

ασ2
ijn + βcijn

+ log

(
α

cijn
+

β

σ2
ijn

)]
(34)

で与えられる．よって，L+
propの tik,n，vkj,nに関する停留

点を求めると

tik,n =


∑
j

λ2
ijk,n

vkj,n
|yijn|2

∑
j

σ2
ij

ασ2
ijn + βcijn

vkj,n
cijn


1
2

(35)

vkj,n =


∑
i

λ2
ijk,n

tik,n
|yijn|2

∑
i

σ2
ijn

ασ2
ijn + βcijn

tik,n
cijn


1
2

(36)
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を得る．不等式の等号成立条件 (31)，(33)を式 (35)，(36)

に代入すると，以下の更新式を得られる．

tik,n ← tik,n


∑
j

vkj,n

(
∑

k′ tik′,nvk′j,n)
2 |yijn|

2

∑
j

vkj

(
∑

k′ tik′,nvk′j,n)
2 r̃ijn


1
2

(37)

vkj,n ← vkj,n


∑
i

tik,n

(
∑

k′ tik′,nvk′j,n)
2 |yijn|

2

∑
i

tik,n

(
∑

k′ tik′,nvk′j,n)
2 r̃ijn


1
2

(38)

3.2.3 分離行列の推定
提案法では，r̃ijnは r

(NMF)
ijn と r

(DNN)
ijn を用いて式 (27)に

より得られる．r̃ijn を固定した場合，提案法のコスト関数
は ILRMAや IDLMAと同様に式 (7)の形で書けるため，
式 (17)の r

(NMF)
ijn を r̃ijn に置き換えることで式 (15)，(16)

による IPを適用できる．その後，式 (19)の PBをおこな
う．ただし，提案法では，σijnの更新に比べて tik,n，vkj,n

や win の更新は収束が遅いため，1回の σijn の更新につ
き，tik,n，vkj,nおよびwinを複数回更新する．以上をまと
めて，提案法の更新アルゴリズムを Algorithm 1に示す．
ここで，R̃n ∈ RI×J

≥0 は (i, j)成分が r̃ijnの行列である．ま
た，Algorithm 1中の LはDNN音源モデルの更新回数を，
L′ は DNN音源モデル更新 1回ごとの NMF音源モデルと
空間フィルタの更新回数を表す．全体としての合計の反復
回数は LL′ となる．

4. 実験的評価
4.1 実験条件
提案法の有効性を評価するために，SiSEC2016のDSD100

データセット [8]を用いて，楽音の多チャネル音源分離実
験をおこなった．データセットは 8 kHzにダウンサンプリ
ングし，STFTは 512 msのハミング窓，256 msのシフト
長とした．テストデータとして，DSD100データセットの
testセットのうちのアルファベット順の上位 25曲の 30

秒から 60秒の区間をドライソースとして用いた．楽器の
組み合わせはボーカルとベース（Vo./Ba.），ベースとドラ
ム（Ba./Dr.），ボーカルとドラム（Vo./Dr.）の 3種類であ
り，それぞれの組み合わせに RWCPデータベース [14]の
E2Aインパルス応答（残響時間 300 ms）を畳み込むこと
で多チャネル信号を作成した．マイクロホンと音源の配置
は図 3に示す 2通りであり，各楽器の組み合わせに対して
テストデータの数はそれぞれ 50曲である．
比較手法として，ILRMA [5]，IDLMA [7]および提案法
を用いた．ILRMAでは NMF音源モデルの更新 1回につ
き空間モデルを 1回更新し，IDLMAでは DNN音源モデ
ルの更新 1回につき空間モデルを 10回更新した．提案法
では，DNN音源モデルの更新 1回につきNMF音源モデル

Algorithm 1 Iterative algorithm of proposed method

Input: X1, . . . ,XM , DNN1, . . . ,DNNN

Output: Y 1, . . . ,Y N

1: for l of number of DNN source model updates L do

2: for all source index n do

3: Update DNN source model R
(DNN)
n by Eq. (23) and

(24)

4: Update source model R̃n by Eq. (27)

5: end for

6: for l′ of number of NMF source model and demixing filter

updates (per DNN source model update) L′ do

7: for all source index n do

8: Update NMF source model R
(NMF)
n by Eq. (37) and

(38)

9: Update source model R̃n by Eq. (27)

10: end for

11: for all frequency bin i and source index n do

12: Update win by Eq. (15) and Eq. (16) with Eq. (17)

13: end for

14: for all frequency bin i and time frame j do

15: Update yij by Eq. (5)

16: end for

17: for all frequency bin i and time frame j do

18: Apply back-projection to yij by Eq. (19) with

Eq. (20)

19: end for

20: end for

21: end for

図 3 インパルス応答の録音条件．

と空間モデルを 10回更新した．いずれの手法でも全体の
更新回数は，空間モデルの更新回数が 100回となるように
揃えた．また，文献 [7]と同様に，ILRMAおよび提案法の
NMFの基底数は K = 20とし，IDLMAおよび提案法の
DNNは 5層の多層パーセプトロンとした．さらに，3.2.1

節で述べたように，提案法の DNNは IDLMAと同じ枠組
みで学習させるため，提案法と IDLMAで同一の学習済み
DNNを用いた．提案法では，α + β = 1の条件下で αの
値を 5× 10−1，1× 10−1，1× 10−2，1× 10−3，1× 10−4，
1× 10−5 の 6通りとして実験した．DNNを学習する際に
は，学習データとして DSD100データセットの devセッ
ト中の全 50曲を用い，検証用データとして testセット
中ののアルファベット順の下位 25 曲を用いた．DNN 学
習では 2.3項で述べたように単チャネルの混合信号を作成
する．本実験では入力する混合音の各音源のゲインを除
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(a) Vo./Ba. (b) Ba./Dr. (c) Vo./Dr.

図 4 α+ β = 1の制約下で αの値を変化させた場合の SDR改善量．

図 5 提案法と IDLMAの SDR改善量の変化例（Ba./Dr.）．

いて，文献 [7]と同様に混合信号を作成した．本実験では
DNNnに入力する混合信号中の n番目の目的音源のゲイン
のみ [0.05, 1]の一様分布から生成し，それ以外の妨害音に
対するゲインを形状母数が 0.1と 1のベータ分布から生成
した．妨害音に対するゲインをこのように選ぶことで，目
的音源のゲインが干渉音源よりも大きい混合音が多く生成
され，IDLMAによって分離が進行した際の DNNの入力
を模倣できる．
DNNは，バッチサイズを 128，学習率を 1.0，l2 正則化

の係数を 10−5 とした Adadelta [15]で 2000エポック学習
させた．また，勾配は l2 ノルムが最大 10となるようにク
リッピングを適用した．他のハイパーパラメータに関して
は，文献 [7]に倣い，δ = 10−5 および ε = 10−1/2 とした．

4.2 結果
BSSEval toolbox [16]を用いて評価した，楽器の組み合

わせごとのテストデータ 50曲における SDR改善量の平
均を図 4に示す．ILRMAは提案法の α = 1に，IDLMA

は α = 0にそれぞれ対応する．従来法である ILRMAと
IDLMAを比較すると，Vo./Ba.および Vo./Dr.の組み合
わせでは，IDLMAの SDR改善量は ILRMAよりも 3 dB

以上高い．しかし，Ba./Dr.の組み合わせでは 0.4 dBだけ
高く，他の楽器の組み合わせでの SDR改善量の向上より
も低かった．これは，Vo.のスペクトログラムと比較した

場合，Ba.と Dr.のスペクトログラムが低ランクであるた
めに NMFで音源モデルを表しやすいためであると考えら
れる．一方，提案法はどの楽器の組み合わせについても適
切な α，β の値を選ぶことで IDLMAを上回る SDR改善
量となり，学習時とテスト時のデータの不一致を軽減する
ことで，IDLMAの分離性能のさらなる向上が見込める．
図 5 にテストデータ中の Girls Under Glass - We

Feel AlrightのBa./Dr.分離における，提案法と IDLMA

の反復ごとの 2 楽器の平均 SDR 改善量を示す．IDLMA

では，40 反復目以降，r
(DNN)
ijn の更新を行った反復

（41, 51, · · · , 91 反復目）で SDR 改善量が低下している．
DNN学習のデータ中の Ba.の種類は主にエレキベースで
あるが，Girls Under Glass - We Feel Alrightの Ba.

はシンセベースである．このデータの性質の不一致が
r
(DNN)
ijn の更新による SDR改善量を低下させていると考え
られる．一方，提案法では 40反復目以降も SDR改善量が
安定しており，学習データとテストデータの不一致による
性能低下を，PoEを用いて NMF音源モデルを導入し軽減
できることを示している．

5. まとめ
本研究では，多チャネル音源分離において，従来の IDLMA

の DNN音源モデルでは表現するのが困難なテストデータ
特有の成分をNMF音源モデルで表現するために，NMFに
基づく音源の確率モデルと DNNに基づく音源の確率モデ
ルを PoEにより統合した音源モデルを提案した．この音源
モデルを用いたコスト関数に，NMFの基底とアクティベー
ションに関して補助関数法を適用することで，単調非増加
となる更新を導出した．評価実験から，提案法では DNN

学習のデータ中にほとんど含まれない楽器種別だった場合
でも安定して分離ができ，提案法の有効性が示された．
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