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擬似カメラ画像の内部補完学習を用いた
拡張内視鏡画像の生成

新田 潤平1 中尾 恵1 松田 哲也1

概要：内視鏡手術では視野の狭さから関心領域の三次元構造を捉えることは容易ではなく，手術支援のた
めの画像生成技術が広く研究されている．本研究では胸腔鏡下肺がん切除術を対象に，機械学習に基づく

画像補完によって内視鏡カメラ画像と 3D-CTモデルの位置合わせを達成し，臓器内部の腫瘍位置を可視

化した拡張内視鏡画像を生成する手法を提案する．学習データが少ない問題に対して，臓器変形の統計的

変位モデルから生成した擬似カメラ画像を用いて腫瘍位置の補完を学習した．さらに学習済みの画像補完

モデルを内視鏡画像に適用する枠組みを提案し，臓器の姿勢推定を行うことなく位置合わせが達成された

拡張現実画像を生成したので，結果を報告する．
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Augmented Endoscopic Image Generation by Image Completion
Learning for Virtual Images

Jumpei Nitta1 Megumi Nakao1 Tetsuya Matsuda1

Abstract: In endoscopic surgery, it is not easy to capture the three-dimensional structure of the target re-
gion due to the narrow field of view, and image generation techniques for surgical guidance have been widely
studied. In this study, we propose a method to generate an augmented endoscopic image which visualizes
the tumor position inside the organ. We achieved 2D-3D registration between endoscopic images and 3D-CT
models by machine learning-based image completion for thoracoscopic lung cancer resection. Since there was
few training data, we trained image completion model using virtual images generated from a statistical model
of organ deformation. In addition, we proposed a framework to apply the learned image completion model
to endoscopic images and generated augmented reality images in which 2D-3D registration was achieved
without organ pose estimation.
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1. はじめに

近年医療技術および手術を支援する機器などの進歩によ

り，内視鏡を用いた手術が広く行われるようになってい

る [1][2]．内視鏡手術ではカメラを体内に挿入し，モニタ

を通して手術を行うため安全性向上の観点から関心領域

の三次元構造の把握が必要である．しかし，内視鏡の狭い

術野から臓器の三次元構造を捉えることは容易ではなく，
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これを支援する研究が進められている [3][4]．例えば肝臓

は術中の体積変化が小さい臓器であり，術前に撮影した

Computed Tomography (CT)画像から作成した臓器の腫

瘍や血管構造を可視化した 3次元 CT像を手術のガイドと

して腹腔鏡画像に重畳する研究が報告されている [5]．一

方で術中の変形量が大きい臓器は，CT画像から生成され

た臓器モデルと術中の臓器形状に差が大きく，肝臓のよう

に単純に 3次元 CT像を重ね合わせることはできない．特

に肺は術中に胸郭内部の圧変化に伴って肺実質が大きく虚

脱し，その変形量も 50%以上と大きいため [6]，腫瘍の位
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置や血管構造の同定が課題となっている．

肺内部を可視化した 3次元 CT像を作成するためには，

内視鏡画像内の肺に対して変形推定と姿勢推定を同時に行

うことが必要であり，これは内視鏡画像と手術中に生じう

る臓器の変形を表現した 3次元CTモデルとの 2D-3D位置

合わせに相当する．従来研究において，内視鏡画像におけ

る臓器形状に基づいた変形推定が可能であることが示され

ているが [5]，画像中に視認できる臓器が一部のみの場合，

安定な位置合わせを達成することは難しい．肺のように一

定範囲で変形する可能性がある物体を対象とした 2D-3Dの

変形・姿勢推定に関する研究も報告されているが，シミュ

レーションモデルでの検証に留まっている [7][8]．機械学

習を用いて 2D-3D位置合わせを実現する研究も報告され

ているが [9]，機械学習には大量のデータが必要であり医

用画像においてはデータが十分に用意できないという問

題がある．内視鏡画像中の肺と肺の 3次元 CTモデルとの

2D-3D位置合わせには，姿勢推定が課題であるが肺が一部

しか写っていないことから難しく，機械学習を用いる場合

においてもデータが十分でないという問題がある．特に機

械学習による位置合わせにおいて腫瘍位置の可視化を実現

する場合，ある肺に対応した腫瘍位置を学習する必要があ

るため，複数の肺データをまとめて学習に用いることが困

難でありデータ数を増やせない大きな要因の一つとなって

いる．

本研究では，機械学習に基づく画像補完によって内視鏡

画像と 3次元 CTモデルの位置合わせを達成し，臓器内部

の腫瘍や血管構造を可視化した拡張内視鏡画像を生成する

手法を提案する．学習データとして，臓器変形のバリエー

ションが表現された統計的変位モデル [10][12]から生成し

た多数の擬似カメラ画像を用いることで，手術時に視認さ

れる臓器外形に対する臓器内部の腫瘍及び血管構造の補完

を学習する．擬似カメラ画像と内視鏡画像は見た目が異な

り，学習済みの画像補完モデルをそのまま適用することは

できないため，本研究では内視鏡画像中の肺領域を抽出し

たラベル画像を用いることで入力画像の形式を統一して適

用を可能にする枠組みを提案する．胸腔鏡下肺がん切除術

を受けた 2名の患者の 3次元 CTモデルと内視鏡画像を用

いて，提案方法による拡張内視鏡画像の生成を試みる．提

案方法の有効性を検証するために，疑似カメラ画像の真値

と生成画像間で評価値を算出する．また，画像補完モデル

を内視鏡画像に適用して得られた生成画像に対しては，手

動で位置合わせを行って得られた 3次元 CT像との間で評

価値を算出する．

2. 提案手法

2.1 対象データ

本研究では京都大学医学部附属病院呼吸器外科から提供

を受けた胸腔鏡下肺がん切除術の手術動画 2例から，術具

(a) 内視鏡画像 Ir (b) 3 次元像 Iv

図 1 内視鏡画像 Ir と 3 次元像 Iv の例

が含まれていないシーンをそれぞれ 6シーン抽出した静止

画像を用いる．これらの静止画像を内視鏡画像 Ir とよぶ．

図 1(a)に Ir の例を示す．2例の手術動画をそれぞれ case

1, 2と呼称し，Ir は手術動画のうち肺の写り方がなるべく

異なっているものを抽出した．

肺の内部構造情報としては，各症例の 3次元 CTモデル

M I を用いる．これは手術前に撮像された 3次元 CT画像

から三角形表面メッシュによって構成されたもので，肺葉，

気管支，動脈，静脈及び腫瘍の情報を保持している．しか

し，肺は術中に大きく虚脱し変形するため，M I では直接

的に術中の腫瘍位置や血管構造を表すことはできない．

また手術時の内視鏡カメラの位置と方向，焦点距離，画

角を反映させて 3次元 CTモデルM I を透視投影により

レンダリングした画像を 3次元像 Iv とよぶ．図 1(b)に Iv

の例を示す．図 1(b)において，緑が腫瘍，マゼンタが気

管支，青と赤がそれぞれ静脈，動脈を示している．Iv は肺

の実質部分を半透明とし，内部構造を可視化した画像であ

り，内視鏡画像に対応した視点で肺を観察した際の内部構

造を表す画像として用いる．なお，case 1は腫瘍が 1つの

症例であり，case 2は腫瘍が 2つの症例である．

2.2 問題設定

拡張内視鏡画像は内視鏡画像中の肺の見た目はそのまま

に，その内部構造を重畳可視化した画像であり，直接腫瘍

位置を確認できるようにしたものである．こうした画像の

作成には内視鏡画像に位置合わせされた患者個人の 3次元

CTモデルが必要であり，手術のガイドとして用いるため

にはこれを実時間で算出する必要がある．

本研究では機械学習に基づく内視鏡画像の内部補完に

よって，肺の内部構造を重畳可視化した拡張内視鏡画像を

生成することを目的とする．機械学習を用いることで内視

鏡画像と 3次元CTモデルとの 2D-3D位置合わせを行うこ

となく，内視鏡画像に位置合わせされた 3次元 CT像を直

接的に得る．本研究の提案フレームワークを図 2に示す．

提案フレームワークは以下の 3ステップに分けられる．

STEP 1 内視鏡画像 Ir に対する Semantic segmenta-

tion[11]により肺領域のラベル画像 Lr を得る

STEP 2 機械学習によって得られた画像補完モデルGを

用いて，Lr に対応する患者個人の腫瘍や血管

構造を内部補完し 3次元像 Iv を得る
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STEP 2

画像補完
モデル G
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図 2 提案フレームワーク

STEP 3 得られた Iv と Ir をブレンディングし，拡張内

視鏡画像 Ia を得る

提案フレームワークの要点は画像補完モデルによって位

置合わせ済みの 3次元像を生成することである．画像補完

モデルGは機械学習を用いて構築するが，その際学習デー

タが少ないという問題がある．ラベル画像の内部補完を行

う Gの学習にはラベル画像とそれに対応した 3次元像が

必要となる．しかし，内視鏡画像と 3次元像のペアデータ

は得られておらず，3次元 CTモデルを元にこれらを手動

で作成することも可能ではあるが，学習に十分な数を用意

するのは困難である．

そこで本研究では肺の虚脱変形のバリエーションを表現

した統計的変位モデル [10][12]を用いて手術時に想定され

る肺形状を推定し，推定された 3次元 CTモデルを多数の

視点からキャプチャすることにより 3次元像 Iv を生成す

る．同時に，生成した Iv に対するラベル画像 Lv も生成

し，これらを学習データとすることでデータの少なさに対

処する．これらの (Lv, Iv)をまとめて擬似カメラ画像とよ

び，(Lv, Iv)を用いてGの学習を行う．ここで，(Lv, Iv)を

用いて学習を行うことでGの入力がラベル画像となり，Ir

を直接入力して変換を行うことができないという問題が生

じる．そこで入力画像形式を統一する目的で，提案フレー

ムワークの STEP 1において Ir から Lr を取得し，STEP

2において Lr をGに入力して Iv を得る．このような流れ

で拡張内視鏡画像を生成することで，データが少ないとい

う問題を解決しつつ学習済みモデルを内視鏡画像に適用す

ることを可能とする．

2.3 統計的変位モデルを用いた擬似カメラ画像の生成

本節では，統計的変位モデルを用いた虚脱肺の 3次元CT

モデルの生成方法および生成した 3次元 CTモデルを用い

た擬似カメラ画像の生成について述べる．2.1節で説明し

た 3次元 CTモデルM I は含気時の肺形状を示すモデルで

あり，術中の肺の脱気変形のために虚脱時の形状とは大き

く異なっている．そのためM I から術中肺の内部構造を可

視化した 3次元像 Iv を作成することはできない．そこで

統計的変位モデルを用いて虚脱肺形状を示す 3次元 CTモ

デルMD を生成する．

統計的変位モデルは，手術時の含気肺と虚脱肺を対象と

擬似カメラ画像

生成

虚脱肺
3次元CTモデル

図 3 疑似カメラ画像 (Lv, Iv) 生成の様子

して撮像された Cone-beam CT画像からメッシュ変形位

置合わせ [10][13]によって頂点対応が取れた肺形状モデル

群を得た後，カーネル法に基づいて頂点単位で変位を学習

することによって得られる．患者個人の術前 CTモデルに

適用することで，学習データが示す平均的な虚脱変形を表

現することが可能である [12]．統計的変位モデルを用いた

MD の生成における頂点単位の変位は次式で表現される．

v′i = vi + w · ui. (1)

ここで v′iはMD の頂点位置，viはM I の頂点位置であり，

uiは統計的変位モデルによって求められた平均的な頂点の

変位である．また wは平均的な変位からどれだけ虚脱させ

るかを調整する重みであり，w < 1.0で平均変位よりもし

ぼませた形状が表現され，w > 1.0で平均変位よりも膨ら

ませた形状が表現される．本研究では wを変更することで

手術時に想定されるMD を複数生成する．

次に統計的変位モデルから生成したMDを用いた擬似カ

メラ画像 (Lv, Iv)の生成について説明する．概要を図 3に

示す．図 3に示すように擬似カメラ画像は肺内部を可視化

した Iv とその肺領域を示す Lv で構成されるもので，Lv は

Iv の背景以外の部分をピンクとした画像である．(Lv, Iv)

の生成では，あるカメラパラメータ θでMD をキャプチャ

して Iv を生成し，得られた Iv から Lv を作成する．Iv は

(θ, w)を変化させることで多数のバリエーションが生成可

能であり，図 3では様々な (θ, w)による (Lv, Iv)生成の様

子を示している．

まず θは，各 caseに対して想定される内視鏡カメラの位

置と注視点の範囲内でパラメータを変更し，多数の Iv の

生成を行う．内視鏡手術ではすべての手技が体腔内で行わ

れるため，手術時における内視鏡カメラの位置とその注視
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3次元像

画像補完
モデル

内視鏡画像

ラベル画像

学習ステップ

ラベル画像

学習済み
モデル

テストステップ

3次元像

G
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図 4 内部補完学習と内視鏡画像への適用の流れ

点は肺に対して一定の範囲内であると仮定でき，またその

範囲は患者個人の 3次元 CTモデルの座標系において事前

に算出することが可能である．なおパラメータの変更間隔

は，各 case共通に内視鏡カメラの位置については 5mm間

隔で，注視点位置は 10mm間隔で変更することとした．次

に wは，変更することで異なる虚脱状態のMD を生成し，

これに対して θ を変更して Iv を生成する．手術時の肺の

虚脱量には個人差があり，虚脱のバリエーションを学習す

るためにこれを行う．このとき w は 0.9から 1.1まで 0.1

刻みで変更することとした．

2.4 内部補完学習と内視鏡画像への適用

本研究では，内視鏡画像中の肺に対する変形推定や姿勢

推定を行うことなく位置合わせが達成された 3次元像の生

成を目指しており，機械学習に基づく画像補完モデルを用

いることでこれを達成する．ここで扱う画像補完は肺領域

を示すラベル画像に対して肺の内部構造を補完するもので

あり，学習データとして用いるのはラベル画像 Lv とそれ

に対応する 3次元像 Iv である．本研究では画像補完モデ

ルとして GANの拡張である pix2pix[14]を用いた．

pix2pixを用いてラベル画像の画像補完を学習すること

を内部補完学習とよぶ．疑似カメラ画像による内部補完学

習および内視鏡画像への適用について概要を図 4に示す．

まず学習ステップでは疑似カメラ画像を学習データとして

用いることで，ラベル画像から 3次元像を生成する画像補

完モデルGを学習する．次にテストステップでは学習済み

の Gを内視鏡画像 Ir に適用することで，内部構造を可視

化した 3次元像を生成する．このとき Ir から肺領域を抽

出したラベル画像 Lr を取得し，Lr を Gに入力すること

で学習済みモデルを内視鏡画像に適用することを可能とす

る．なお，本研究で目指す内部補完は患者個人の腫瘍位置

や血管構造を正確に補完するものであるため，学習は症例

ごとで別々に行う．このようにすることによって対象の患

者の内部構造に特化した学習となり，より正確な補完が可

能となると考えた．

次に内部補完学習について説明する．pix2pixによる内

部補完学習では，擬似カメラ画像中のラベル画像 Lv を条

件画像，3次元像 Iv を目標画像とする．学習を進めるため

に pix2pixで用いられている次の 2つの損失関数を適用す

る．1つ目の損失関数は GANの基本的な損失関数である

Adversarial lossを Conditional GAN[15]に拡張したもの

で，次の式 (2)で表される Lcgan である．

Lcgan(G,D) = ELv,Iv [logD(Lv, Iv)]

+ ELv,z[log(1−D(Lv, G(Lv, z)))]. (2)

ここで G は生成器，D は識別器，z はノイズベクトル，

G(Lv, z) は生成器に Lv を入力して得られた生成画像

を示し，D(Lv, Iv), D(Lv, G(Lv, z)) はそれぞれ (Lv, Iv),

(Lv, G(Lv, z))の正解ペアらしさを確率で表したものであ

る．Dは正解ペアと偽物ペアを正しく識別することを目的

とするため，D(Lv, G(Lv, z))が 0.0に近づくことを目指す

が，反対に Gは 1.0に近づくことを目指す．これによって

Gと D に敵対的関係が成り立つ．2つ目は生成したい目

標画像である 3次元像 Iv と Gによって生成した生成画像

G(Lv, z)の L1損失 LL1 である．式を式 (3)に示す．

LL1(G) = ELv,Iv,z[∥Iv −G(Lv, z)∥1]. (3)

L1損失はG(Lv, z)が Iv に一致することを要請する損失関

数である．これら 2つの損失関数を合わせて pix2pixの最

終的な目的関数は以下となる．

min
G

max
D

Lcgan(G,D) + λLL1(G). (4)

ここで λは LL1の影響を制御するための重みである．提案

する内部補完学習では式 (4)を解くことで Lv を Iv に変換

する生成器 Gを最適化し，学習済みの Gを用いて肺の内

部補完を行う．

3. 評価実験

3.1 擬似カメラ画像による学習

本研究では提案フレームワークの有効性を確認するため

に，胸腔鏡下肺がん切除術の手術動画から抽出した内視鏡

画像およびそれに対応する患者個人の 3次元 CTモデルを

対象として，実験 1, 2の 2通りの評価実験を行った．本

節では疑似カメラ画像の内部補完学習を複数の症例および

条件下で行い，テストデータに対して肺内部の腫瘍及び血

管構造の補完が可能であるかを確認する実験 1について述

べる．

実験 1では 2.1節で説明した case 1と case 2の症例およ

び case 1について虚脱バリエーションを表現した case 1d

の 3つのデータを用いた．これら 2つの症例については，

統計的変位モデルの重み wを 1.0として生成した平均的な

虚脱肺形状MD1つを用いて疑似カメラ画像を生成し，学

習に利用した．さらに本実験では，統計的変位モデルを用

いた虚脱バリエーションの生成が画像補完に有効か否かを

確認するため，case 1に対して wを 0.9, 1.0, 1.1として生
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図 5 テストデータに対する補完結果の評価値
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図 6 ハウスドルフ距離最大及び最小の場合の生成画像例（実験 1）

表 1 学習およびテストで用いるデータ数

case 1 case 1d case 2

学習データ数 3000 3000 3000

テストデータ数 840 840 1032

総データ数 3840 11520 4032

成した 3つのMD を用いて疑似カメラ画像を生成し，内

部補完学習を行った．これを case 1dとする．なお，疑似

カメラ画像の生成において θは 2.3節に示した範囲で変化

させた．

実験では疑似カメラ画像を学習データとテストデータに

分割して学習およびテストを行った．表 1にデータ数をま

とめる．学習データの数による内部補完の精度に偏りが出

ないようにするため，各 caseにおける学習データの数は

3000で統一した．なお case 1dについては，3通りのMD

それぞれから 3840のデータを作成し，作成したデータか

ら 1000ずつのデータを抽出して合計で 3000とし，テスト

データについても case 1と数を統一するため 280ずつ抽出

して合計で 840とした．また実験で用いる画像は RGB画

像とし，解像度は学習時およびテスト時ともに 256 × 256

で統一した．

学習は各 caseに対して，λ = 50, 100, 150の 3通りで行っ

た．ここで λは式 (4)における L1損失の重みを決定する

値であり，値を大きくすると生成画像が目標画像に近づく．

λ以外の学習に用いるパラメータは実験を通して共通とし，

エポック数 1000，バッチサイズ 4，学習率 0.0002を用い

た．また学習の各反復において，pix2pixでは学習データ

読み込み時に画像の反転および切り取りを行うが，本研究

ではこれを行わず学習した．

学習した画像補完モデルGの評価は，テストデータのラ

ベル画像 Lv をGに入力し，得られた生成画像G(Lv)に対

して目標画像である 3次元像 Iv との間で RMSE，SSIM，

および腫瘍位置に対するハウスドルフ距離の 3つの評価値

を算出して行った．生成画像において肺領域以外の背景部

分は評価の対象としないため，評価値を算出する前に背景

部分を白とする前処理を行った．評価値のうち RMSEと

SSIMは G(Lv)と Iv の画像全体の誤差を評価するために

用いた．RMSEは 2枚の画像間で同じ位置にあるピクセル

の輝度値の差を 2乗し，平均をとったものの平方根であり，

値が小さいほど画像間の輝度値の差が少ないことを表して

いる．SSIMは画像の輝度，コントラスト，構造の視覚的

影響を評価する構造的類似性の指標であり，値が 1に近い

ほど類似度が高く，0に近いほど類似度が低いことを表す．

また G(Lv)における内部構造の補完精度を評価するた

めに，腫瘍位置に対するハウスドルフ距離を用いた．ハウ

スドルフ距離は 2つの領域間のずれを定量する指標として

用いられている．本研究で扱う Iv では腫瘍をすべて緑で

描画しており，G(Lv)と Iv それぞれから抽出した緑の領

域間のハウスドルフ距離を算出することで，Gによって補

完された腫瘍位置と真値の腫瘍位置とのピクセル間距離誤

差を評価した．

学習が完了したモデルを用いてテストデータの内部補

完を行い，生成された画像に対して算出した評価値の箱
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ひげ図を図 5に示す．図 5の各箱ひげ図では左から case

1，1d，2の評価値を示しており，各 caseの中では左から

λ = 50, 100, 150の評価値を示している．RMSEと SSIM

については外れ値も含めた箱ひげ図を示しており，腫瘍位

置のハウスドルフ距離については外れ値が極端に大きな値

となるため，誤差 10ピクセル以下のプロットに限定した

箱ひげ図を示している．また図中の ×は平均値を表して
いる．図 6に各 caseの λ = 100における生成画像のうち，

腫瘍位置のハウスドルフ距離が最大のものと最小のものを

示す．図では上段にハウスドルフ距離が最大のものを，下

段に最小のものを示し，画像は左から入力した Lr，内部補

完結果の G(Lr)，Lr に対する真値の Iv を示している．い

ずれの caseでもハウスドルフ距離の最小値は 1.0であり，

正確な腫瘍位置を補完できていることが確認できた．

全体を通して λ = 50の場合は，case 2のハウスドルフ距

離を除けば評価値はいずれも λ = 100, 150に比べて悪かっ

た．RMSEと SSIMに関しては多くの場合で λ = 150の

場合の方が λ = 100の場合よりも良い値となったが，その

差は僅かであり，λ = 100の場合は RMSE，SSIM外れ値

の最大値が小さく，ばらつきが少ない．これは，λ = 150

の場合では G(Lv)と Iv との輝度値の差を小さくする方向

に過学習したことで，学習データに含まれない画像に対し

ての変換精度が低下した可能性がある．ハウスドルフ距離

について，case 1と case 1dの平均値は λ = 100の場合が

もっとも小さく，case 1と case 1dを比較すると case 1dの

方が補完精度が低い．これは疑似カメラ画像生成に用いた

wが増えたことで学習データのバリエーションが増加した

が，学習データの数は 3000と一定のために十分な学習が

行えなかったためと考えられる．case 2では λ = 150の場

合が λ = 100の場合よりもハウスドルフ距離が小さかった

が，case 2では case 1と比較して画像中の大きな部分が肺

領域であったものが多かったためであると考えられる．図

6(c)のMaxが顕著な例であるが，画像中の大半の部分が肺

領域である．こうしたラベル画像を元に学習した場合，テ

ストデータに同様のラベル画像を入力しても区別がつきに

くいため，正しい腫瘍位置の生成が困難である．しかしこ

のような場合は，肺を捉えている視点の区別がつかないた

め本提案手法の対象外であり，さらに評価値のばらつきは

λ = 100のほうがやや小さくなっている．また case 2では

λ = 50の場合が λ = 100の場合よりも平均値が小さかっ

たが，RMSEおよび SSIMでは λ = 50における評価値は

悪く，腫瘍以外の物体については正しく生成できない場合

が多いと考えられる．以上の考察を踏まえて，疑似カメラ

画像の内部補完学習においては λ = 100を用いることによ

り，ある程度の汎化性能を維持したまま腫瘍位置を正しく

補完できると考え，実験 2ではこの値を用いることとした．

3.2 内視鏡画像への適用と手動位置合わせとの比較

本節では疑似カメラ画像の内部補完学習を行って得た画

像補完モデルを内視鏡画像に適用することで 3次元像を生

成し，内視鏡画像に対する手動位置合わせによって作成し

た 3次元像と比較する実験 2を行った．実験 2では 3.1節

の実験 1と同様に case 1と case 2の症例および虚脱バリ

エーションを表現した case 1dの三つのデータを用いた．

データ数は表 1に示す通りである．内視鏡画像 Ir は case

1と case 2ともに 6枚あり，case 1dは case 1と同じ Ir を

用いた．

3つのデータに対する擬似カメラ画像の内部補完学習を

実験 1と同じ条件で行い，λの値は実験 1の考察にあるよ

うに λ = 100とした．ただし学習データとテストデータ

の分割は行わず，すべてのデータを用いて学習を行った．

次に，学習により得られた画像補完モデル Gに Ir の肺領

域を抽出したラベル画像 Lr を入力し 3次元像 G(Lr)を生

成した．疑似カメラ画像中の輪郭線に類似した輪郭線を抽

出するため，肺領域を示すラベル画像 Lr の作成は手動で

行った．

G(Lr)の評価は，手動位置合わせ結果の 3次元像 Ivmanual

と比較することで行った．手動位置合わせとは虚脱肺の

3次元 CTモデルMD を手動で回転および平行移動させ，

MD をキャプチャする際のカメラパラメータを Ir と同じ

視点から肺を捉える値に合わせることであり，これによっ

て Ir に位置合わせされた 3次元像を得る．評価は 3.1節で

説明した RMSE，SSIMおよび腫瘍位置のハウスドルフ距

離を用いて行った．なお実験 1と同様に，評価値算出の前

に背景部分を白とする前処理を行った．

各 caseごとに学習した Gを用いて Lr を変換し，生成

した G(Lr)と Ivmanual
とで RMSE，SSIM，腫瘍位置のハ

ウスドルフ距離を算出した結果を表 2に示す．各 caseの

6枚の Ir から抽出した Lr に 1から 6の番号をつけて，表

中の No.にその番号を示した．NaNと表記した画像につ

いては，生成したG(Lr)中に腫瘍が生成されなかったこと

で，ハウスドルフ距離を算出できなかったことを表してい

る．なお，最終行には平均値を示した．表 2の RMSEと

SSIMより case 1と case 2を比較すると case 1のほうがよ

り Ivmanual
に近い G(Lr)を生成できていることがわかる．

また case 1と case 1dを比較するとわずかに case 1dのほ

うが評価値が良くなっていた．表 2より，腫瘍位置のハウ

スドルフ距離が最小となったのは case 1の No. 1であり，

case 2の No. 1で最大であった．

また図 7に case 1，case 1d，case 2の三つについてハウ

スドルフ距離が最大および最小になったものの生成画像例

を示す．図中の画像は左から Ir, Lr, G(Lr), Ivmanual
, Iaで

あり，上段がハウスドルフ距離最大，下段がハウスドルフ

距離最小の例である．ここで Ia は Ir と G(Lr)を次の式

(5)で α = 0.35としてアルファブレンディングを行い合成
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表 2 3 次元像 G(Lr) と手動位置合わせ結果 Ivmanual との評価値

RMSE SSIM ハウスドルフ距離

No. case 1 case 1d case 2 case 1 case 1d case 2 case 1 case 1d case 2

1 36.13 35.31 53.36 0.807 0.801 0.777 15.23 19.42 134.62

2 25.13 22.28 28.38 0.933 0.935 0.916 63.82 52.35 22.20

3 28.59 28.22 49.77 0.910 0.912 0.788 98.86 98.86 85.00

4 24.24 24.65 39.66 0.943 0.943 0.878 27.86 28.18 91.59

5 38.86 34.58 57.44 0.824 0.834 0.722 38.95 36.06 NaN

6 39.47 38.39 61.55 0.788 0.789 0.711 47.01 48.08 NaN

Mean 32.07 30.57 48.36 0.867 0.869 0.799 48.62 47.16 83.35
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図 7 ハウスドルフ距離最大及び最小の場合の生成画像例（実験 2）
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した拡張内視鏡画像である．

Ia = (1− α) · Ir + α ·G(Lr). (5)

実験結果より，疑似カメラ画像の内部補完学習によって

得られた Gを用いて，Ivmanual
の腫瘍位置に近い位置に腫

瘍を生成可能であることが確認できた．ハウスドルフ距離

が最小であった case 1の No. 1では Ivmanual
とおおよそ同

じ位置に腫瘍を生成できている．3.1節の実験結果より，G

に入力するラベル画像が学習データ中のラベル画像に類似

した画像であれば小さい誤差で 3次元像を生成できると考

えられる．したがって Gによって生成された腫瘍位置が

Ivmanual
の腫瘍位置に近い場合は，入力したラベル画像の

肺領域の輪郭が学習データに用いた疑似カメラ画像の肺領

域の輪郭に類似しており，小さい誤差で G(Lr)を生成で

きたと考えられる．一方で多くの場合では腫瘍を Ivmanual

の腫瘍位置に近い位置に生成することはできなかった．図

7(a)中の No. 3および図 7(b)中の No. 3は腫瘍を 2つ生

成しているが，これはラベル画像の肺領域に類似した肺領

域を示すラベル画像が学習データ中に 2種類あり，それら

の結果を混合して生成したと考えられる．また図 7(c)中の

No. 1におけるG(Lr)は小さい方の腫瘍しか生成できてお

らず，生成した腫瘍も不鮮明となっている．これは元の腫

瘍が小さいことに起因すると考えられる．これらの問題を

解決するためには学習データを充実させることがもっとも

効果的であると考えられる．

4. おわりに

本研究では機械学習に基づく画像補完によって内視鏡画

像と 3次元 CTモデルの位置合わせを達成し，拡張内視鏡

画像を生成する手法を提案した．2症例の手術動画に対す

る内部補完学習を行った実験では，疑似カメラ画像を用い

たテストにおいて高い精度での内部補完が可能であった．

一方で学習したモデルを内視鏡画像に適用し，拡張内視鏡

画像の生成を行った結果を手動位置合わせと比較した実験

では，case 1dにおいて腫瘍位置のハウスドルフ距離の平

均値がもっとも小さく，47.16ピクセルでの内部補完が可

能であった．
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正誤表 

下記の箇所に誤りがございました．お詫びして訂正いたします． 

 

 

訂正箇所 誤 正 
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