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1 はじめに

自動要約の研究に置いて，要約の評価は改善の方向

性を決める重要な指標である．しかしながら，人手に

よる評価は多大な時間と労力が必要となり，研究サイ

クルを促進するためにも低コストで運用できる自動評

価手法が望まれている．そのような背景から，2004年

に Lin[1]が提案した ROUGEは，正解となる参照要

約を用意するだけでよいという簡便性から，現在，要

約の自動評価指標として広く用いられている．一方で，

ROUGE によるスコアが人間の評価の代わりとして

適切であるかどうかという議論は現在も続いており，

ROUGEの適切性に関する研究 [2]がなされている．

2013年に Mikolovら [3, 4, 5]が提案した単語分散

表現 (Word2Vec) は，その有用性から多くの分野で

広く使われるようになり，単語から文書に拡張した

Doc2Vec[6]も提案された．また，gensim[7]1などのライ

ブラリを利用することで，Word2VecやDoc2Vecを誰

もが簡単に実装できるようになっている．Camprら [8]

は，ROUGEが類義語などの単語の意味を考慮しない

ことから，文書間類似度の観点から分散表現を含む 5つ

の言語モデル（TfIdf，LSA[9]，LDA[10]，Word2Vec，

Doc2Vec）との比較を行った．彼らは，レストランの

レビューを対象として，人手で要約を作成し，また，

要約間の類似度を 5段階で人手で評価した．作成した

データに基づいて，ROUGEおよび 5つの言語モデル

を用いた結果と人手評価との相関を調査した．その結

果，ROUGE-1によるスコアが最も人出による評価と

の相関が高かった（0.7276）が，言語モデルの中では

Doc2Vecによる類似度が人手評価との相関が最も高い

（0.6614）ことを示した．

我々は，2019年7月から2020年12月にかけて行われ

た評価型ワークショップNTCIR-152において，政治課

題を解決する上で適切な情報を自然言語処理技術を用い

1https://radimrehurek.com/gensim/
2https://research.nii.ac.jp/ntcir/ntcir-15/index-ja.html

て提示することを目的としたQA Lab-PoliInfo-2タス

ク [11]3を開催しており，Stance classification，Dialog

summarization，Entity linking，Topic detectionの 4

つのサブタスクを設計した．サブタスクの一つである

Dialog summarization [12]は，議会における対話の構

造を考慮しながら自動要約することを目的としたタス

クであり，Formal runにおいて 7チームが参加して 19

の要約が提出された．そのうち 12要約に対して参加

者による人手評価がなされており，このデータセット

を用いることで人手評価との相関を調査することがで

きる．

以上から，本稿では，Dialog Summarizationのデー

タセットを用いて，ROUGEや Doc2Vecによる自動

評価スコアが人手評価とどの程度相関があるかについ

て分析する．

2 関連研究

Campr ら [8] は，TfIdf，LSA，LDA，Word2Vec，

Doc2Vecの 5つの言語モデルの中でDoc2Vecによる類

似度が人手評価との相関が高いことを示した．Doc2Vec

には，Distributed memory (DM)モデルとDistributed

bag-of-words (DBOW)モデルの 2つが存在する．両

モデルは，Word2Vec における Countinuous bag-of-

words (CBOW)モデルと Skip-gramモデルの考え方

を応用したものであり，DMはCBOWに，DBOWは

Skip-gram にそれぞれ対応する．Campr らが用いた

Doc2Vecがどちらのモデルであるかは明記されていな

い4ため，本稿ではその点を考慮した調査を行う．

3https://poliinfo2.net/
4Word2Vec の説明において Skip-gram の優位を述べているこ

とから，DBOW と思われる．
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図 1: Dialog Summarizationのイメージ

3 QA Lab PoliInfo-2

Dialog summarization

政治家の発言の信憑性を判断するためには，政治課

題に関する議論がどのように行われているのか知る必

要があり，議論をしている相手の発言や文脈を考慮し

なければならない．政治課題に関する議論は，議会に

おいて行われており，議会会議録として質問や答弁が

残されている．しかしながら，議会会議録は，発言を

書き起こした文書であり，まとめられておらず，読み

づらいという問題がある．特に，東京都議会5をはじ

めとする多くの地方議会では，一問一答方式ではなく，

一括質問一括答弁方式がとられており，質問と答弁が

離れた位置に存在する．また，質問に対して，知事が

答弁する場合と，総務部長や教育長のような知事以外

の出席者が答弁する場合がある．さらには，知事によ

る答弁を補足する形で複数の出席者が答弁することも

ある．従って，質疑（質問と答弁の組）を要約するため

には，議論の構造を考慮することが求められる．そこ

で，Dialog Summarizationでは地方議会における「議

員の質問」と「知事側の答弁」という対話構造を考慮

しながら要約することを目標としている．

東京都議会における一般質問および代表質問の概要

は都議会だより6に掲載されている．都議会だよりは，

議会で記載された内容が議会事務局の職員により作ら

れていることから，人手により作成された「正解の要

約」とみなすことができる．また，都議会だよりでは，

5https://www.gikai.metro.tokyo.jp/record/
6https://www.gikai.metro.tokyo.jp/newsletter/

質問項目ごとに質問者と答弁者が示されており，質問

とそれに対応する答弁が簡潔にまとめられている．そ

こで，都議会だよりに記された質疑の要約を Dialog

Summarization の正解として用いることとする．図 1

の例では，左側が要約前の議会会議録であり，右側に黄

色で示した範囲の文字列が正解データとなる．Dialog

Summarizationでは，東京都議会会議録（定例会）に

加えて，機械処理が容易な json形式で，要約に必要な

情報を含んだ出題ファイルを提供した．

図 2に都議会だよりの例を示す．冒頭に，質問全体

のメイントピックと質問した議員名が記述され，その

下に「東京大改革」や「子育て・女性・教育」といった

複数のサブトピックが並ぶ．各サブトピックには，議

員による質問の要約（質問要約）と，1人以上の回答者

（知事，福祉保健局長，教育長，警視総監など）による

回答の要約（回答要約）が記述される．都議会だより

では一問一答方式でまとめられているが，実際の会議

では一括質問一括答弁方式がとられている．そのため，

同じサブトピックの質問と回答の発言同士では重複す

る部分があり，都議会だよりでは，どちらか一方，例

えば回答要約のみに記述して質問要約では記述しない

といったまとめ方をする場合がある．このような場合，

質問の発言と質問要約の単語が重複せず，ROUGEス

コアが不当に低くなるという問題があった．したがっ

て，サブトピックごとの質問要約と回答要約を合わせ

て評価することで，より適切な評価になると考えた．

本稿では，サブトピックごとの質問要約と回答要約を

まとめたものを対話要約と定義し，個々の質問要約ま
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図 2: 都議会だよりの例

たは回答要約を文要約7と定義する．

4 人手評価

以下の 5つの観点から 3段階（一部 4段階）で評価

する．参照要約（都議会だより）と比較して判断する．

• Content: 参照要約との内容の合致

• Well-formed: 表現の適切さ

• Non-twisted: 話者の考えが歪曲されていない

• Sentence goodness: それぞれの発言で見た場合

の要約としての全体的な良さ

• Dialog goodness: 質問と回答のセットで見た場

合の要約としての全体的な良さ

最初の 3 つ（Content, Well-formed, Non-twisted）

は，ある観点に特化した評価であり，最後の 2つ（Sen-

tence goodnessと Dialog goodness）は総合的に見た

場合の評価である．以下は注釈時のインストラクショ

ンである．

Content

参照要約の内容が，要約にどれだけ含まれているか

の評価であり，それ以外の観点（表現の適切さ，話者
7質問要約や回答要約は必ずしも１文で表現されているわけでは

ないが，対話要約との対比として文要約と定義する．

の考えの歪曲，制限文字数など）は考慮にいれない．

以下の４段階で評価した．

○＝正解の内容をほぼ網羅している

△＝正解の内容をそこそこ含んでいる

×＝正解の内容が含まれておらず，元文書の要

約として不適切である

▲＝正解の内容とは異なるが，元文書の内容を

要約している

　基本的に，参照要約の内容が含まれているかどうか

で判断した．ただし，参照要約の内容ではないが元文

書の要約としては適切な内容であるということも考え

られるため，４番目の評価として「▲」を用意した．ま

た，制限文字数を考慮せずに判断し，制限文字数を超

えていることの影響は，Sentence goodnessや Dialog

goodnessで総合的に判断した．

Well-formed

要約の表現や文法がどれだけ正しいかの評価であり，

それ以外の観点（内容の網羅性や話者の考えの歪曲な

ど）は考慮に入れない．以下の３段階で評価した．

○＝文法的に正しい日本語である

△＝一部おかしな表現があるが理解できる

×＝日本語になっておらず理解できない
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Non-twisted

元文書を読んだときに感じる話者の考えと異なる考

えを感じさせないか，元文書では存在しなかった曖昧性

が生じていないかの評価であり，それ以外の観点（内

容の網羅性や表現の適切さなど）は考慮に入れない．

以下の３段階で評価した．

○＝話者の考えと同じ印象を受ける

△＝話者の考えとは少し異なる印象を受ける

×＝話者の考えとは違う印象を受ける

△の例� �
元文書：将来の発展のために，一時的な景気後退

もやむを得ない

要約：景気後退もやむを得ない� �
×の例� �
元文書：断固とした処置を取ることも選択肢に入

れるべきだ

要約：断固とした処置を取る� �
しかしながら，作業者が実際に Non-twistedを評価

した際に，「歪曲されているかどうか以前に，話者の考

えが分からない」という問題が発生した．この理由とし

て，(1)述べている内容が異なる（Contentが×），また

は，(2)日本語がおかしい（Well-formedが×）ことが

原因であると考えた．そこで，以下のような，そもそも

話者の考えが分からないといったものは，Non-twisted

を「×」とするように指示をした．

• 発言者が異なる（おそらく，Contentが×）

• 議題が異なる（おそらく，Contentが×）

• 意味が通じない文章（おそらく，Well-formedが

×）

Sentence goodness

発言ごとに見た場合の，内容，表現，歪曲性などを

含めて，総合的に要約が元文書の要約としてどの程度

適切かの評価であり，以下の３段階で評価した．

○＝元文書の要約として適切である

△＝元文書の要約としてまあまあである

×＝元文書の要約として不適切である

制限文字数と比較して，あまりに長すぎる（短すぎる）

といった評価も，この項目に含めた．

Dialog goodness

質問と回答のセットで見た場合の，内容，表現，歪

曲性などを含めて，総合的に要約が元文書の要約とし

てどの程度適切かの評価であり，以下の３段階で評価

した．

○＝元文書の要約として適切である

△＝元文書の要約としてまあまあである

×＝元文書の要約として不適切である

制限文字数と比較して，あまりに長すぎる（短すぎる）

といった評価も，この項目に含め，質問と回答のセッ

トで 1つの評価を与えた．

5 分析

我々は，対話要約における人手評価の値が Dialog

Summarizationにおける目標値であると考えているが，

文要約における人手評価の値も重要であると考えてい

る．そのため，文要約である Sentence goodnessと対

話要約である Dialog goodnessの値をそれぞれ人手評

価の値として相関関係を調査することとした．それぞ

れ、〇を 1点，△を 0.5点，×を 0点として平均した

値を人手評価の値として，ピアソンの積率相関係数を

求めた．

ROUGE スコアは，文献 [13] と同じく，ROUGE-

N1，-N2，-N3，-N4，-L，-W1.2，-SU4 の 7 通りの

手法を用い，各手法に対し，再現率を用いた場合と F

値を用いた場合のスコアを計算した．また，計算する

形態素列として，分割された原文の表現をそのまま用

いた場合（以下，「表層形」），原形に戻した形態素列を

用いた場合（以下，「原形」），内容語とみなした形態素

のみを用いた場合（以下，「内容語」）の 3 通りを計算

した．内容語とみなした形態素とは，(1) 品詞が「助

詞」，「助動詞」，「感動詞」，「空白」，「補助記号」，「記号-

一般」以外であること，(2) 動詞の場合は「為る」，「居

る」，「成る」，「有る」以外であること（かな表記を含

む），(3) 名詞の場合は，「所」，「為」，「くらい」，「の」，

「事」，「物」，「積り」，「訳」以外であること（かな表記

を含む），の 3 つの条件を満たした形態素とした．

文要約と対話要約におけるROUGEスコアと人手評

価との相関係数を表 1と表 2にそれぞれ示す．文要約

と対話要約のどちらにおいても，[13]と同じく，原形に

戻した形態素列を用いた場合の再現率によるROUGE-

N4が人手評価と最も高い相関 (文要約 0.991，対話要

約 0.985)を示した．ROUGEの種類による差は，文献
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表 1: 文要約における ROUGEスコアと人手評価の相関係数

N1 N2 N3 N4 L SU4 W1.2

再現率
表層形 0.979 0.979 0.982 0.981 0.984 0.983 0.987

原形 0.981 0.986 0.989 0.991 0.984 0.989 0.985

内容語 0.987 0.988 0.981 0.945 0.985 0.989 0.984

F値
表層形 0.987 0.984 0.985 0.983 0.986 0.987 0.988

原形 0.987 0.987 0.989 0.989 0.984 0.990 0.983

内容語 0.976 0.975 0.957 0.922 0.971 0.967 0.971

表 2: 対話要約における ROUGEスコアと人手評価の相関係数

N1 N2 N3 N4 L SU4 W1.2

再現率
表層形 0.969 0.979 0.981 0.982 0.970 0.979 0.972

原形 0.968 0.981 0.983 0.985 0.967 0.981 0.964

内容語 0.965 0.966 0.958 0.911 0.961 0.968 0.959

F値
表層形 0.977 0.980 0.981 0.979 0.973 0.981 0.973

原形 0.976 0.979 0.980 0.980 0.967 0.981 0.963

内容語 0.949 0.948 0.927 0.884 0.944 0.939 0.942

[13]と比較して小さく，殆どなかったが，対話要約の

値が文要約よりも全体的に低くなる傾向があった．

Doc2Vecのモデル学習には，Camprらと同じく gen-

simを利用した．学習データには，地方議会会議録コー

パス [14]から 47都道府県における平成 23年 4月から平

成 27年 3月までの 4年間の定例会（4.7GB）を用いた．

DMモデルでは，文脈となる単語ベクトルの合計を用い

た場合（DM-sum），平均を用いた場合（DM-mean），

連結を用いた場合（DM-concat）の 3つのモデルを調

査した．DBOWモデルでは，文書ベクトルの学習と同

時に単語ベクトルを学習した場合（DBOW+skip）と

しない場合（DBOW）を調査した．全てのモデルにお

いて，単語予測に用いる単語数（DMの場合）または予

測する単語数（DBOWの場合）が，5単語（window-

5），10単語（window-10），15単語（window-15）の

場合を調査した．また，要素ベクトルの次元数は 300

とし，学習率の初期値は 0.001とした．文書ベクトル

間の類似度には cos類似度を用いた．

文要約と対話要約における Doc2Vec 類似度と人手

評価との相関係数を表 3 と表 4 にそれぞれ示す．文

要約と対話要約のどちらにおいても，window-10 の

DM-mean モデルが人手評価と最も高い相関 (文要約

0.990，対話要約 0.990)を示した．ROUGEと異なり，

対話要約の値が文要約よりも低くなることはなかっ

た．DM-sumとDM-meanの間に殆ど差はなかったが，

window-10と window-15の DM-concatは人手との相

関が見られなかった．DBOWとDBOW+skipを比較

すると，DM+skipの方が高い値となった．DM-concat

を除き，全体的に Doc2Vecは ROUGEに匹敵する高

い相関を示した．これは，Camprらの結果と異なって

おり，ROUGEにおいて対話要約の値が文要約よりも

低くなる傾向があったことを考慮するとDoc2Vecの方

が適している可能性があると考えられる．

6 まとめ

本稿では，NTCIR-15 QA Lab-PoliInfo-2 Dialog sum-

marizationタスクで構築されたデータセットを用いて，

ROUGEや Doc2Vecによる自動評価スコアが人手に

よる評価とどの程度相関があるかについて分析した．

文要約と対話要約のどちらにおいても，ROUGEの中

では原形に戻した形態素列を用いた場合の再現率によ

る ROUGE-N4（文要約 0.991，対話要約 0.985）が，

Doc2Vecの中では単語予測に用いる単語数 10のベク

トル平均を用いた distributed memoryモデル（文要約

0.990，対話要約 0.990）が最も高い値を示した．Campr

らの先行研究と異なり，Doc2VecはROUGEに匹敵す

る人手評価との高い相関を示し，対話要約においては

ROUGEよりも適している可能性が示された．今後，
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表 3: 文要約における Doc2Vec類似度と人手評価の相関係数

DM-sum DM-mean DM-concat DBOW DBOW+skip

window-5 0.984 0.985 0.930 0.969 0.971
window-10 0.987 0.990 -0.490 0.896 0.969
window-15 0.989 0.987 -0.221 0.912 0.970

表 4: 対話要約における Doc2Vec類似度と人手評価の相関係数

DM-sum DM-mean DM-concat DBOW DBOW+skip

window-5 0.989 0.985 0.938 0.961 0.976
window-10 0.989 0.990 -0.539 0.875 0.972
window-15 0.988 0.987 -0.170 0.900 0.971

さらなる調査をする予定である．
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