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商品画像のための画像クラスを考慮した前景抽出

山口　智史1,a) 金森　由博1,b) 遠藤　結城1,c) 三谷　純1,d)

概要：広告制作時の商品画像の切り抜きは，手作業で行われている場合が多い．これを自動化する研究が
盛んであり，現在は教師あり学習ベースの手法が主流である．しかし切り抜き用の正解データを大量に集
めるのは容易ではない．そこで本研究では，少数の切り抜き用正解データを用いた，半教師あり学習ベー
スの手法を提案する．提案手法では，既存の画像切り抜き用ニューラルネットワークに，被写体の商品ク
ラスを分類するネットワークを追加し，商品特有の特徴を抽出する．容易に収集可能なクラス分類の正解
データを用いることで，切り抜きの正解データ不足を補い，正確な切り抜き処理の実現を目指す．

Class-Aware Image Matting for Product Images

1. はじめに

画像中の物体の切り抜きは，広告制作などで広く利用さ

れている．例えばホームセンターやスーパーマーケットの

広告には，様々な種類の商品が掲載されているが，要求品

質の高さから未だに主に手作業で切り抜きが行われている．

この切り抜き作業を自動化する研究が盛んであり，現在は

教師あり学習ベースの手法が主流である．しかしこれらの

手法において，商品ごとに大量の正解データを集めること

は容易ではなく，商品ごとの色や形状のバリエーションに

対応できずに詳細部分を綺麗に切り抜けない恐れがある．

そこで本研究では，商品ごとの色や形状を考慮した半教

師あり学習ベースの画像の切り抜き手法を提案する．収集

が困難な切り抜き用の正解画像を補うために，収集が容易

な，商品ラベルのみが付いた正解画像を追加して学習に

用いる．提案するネットワークは，既存の切り抜きネット

ワークに商品特有の色や形状を考慮するための特徴抽出を

行うネットワークを追加したものである．入力画像中の被

写体を商品クラスに分類するネットワークを学習し，その

ネットワークから得られる特徴マップが商品特有の特徴

を保持していると考え，切り抜きに利用する．また本手法
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の汎化性能を検証するため，インターネット上からダウン

ロードした画像や，実際にスマートフォンのカメラで撮影

した画像に対して本手法を適用した．

2. 関連研究

画像中の物体切り抜きは前景抽出とも呼ばれるタスクで

あり，入力画像中の前景物を切り出すことを目標としてい

る．各画素 p に対し，入力画像，前景領域，背景領域の画

素値をそれぞれ Ip, Fp, Bp とし，各画素 p での透過度を

表すアルファ値を αp ∈ [0, 1] とすると，これらは Matting

方程式と呼ばれる次式を満たす．

Ip = αpFp + (1− αp)Bp (1)

ここで pは入力画像の画素である．通常，前景抽出タスク

の出力は，各画素にアルファ値を持つグレースケール画像

(アルファマット) である．

こうした画像中の物体の切り抜き手法はすでに多くの手

法が提案されている．これらの手法は，非学習ベースの手

法 [1], [2], [3]と学習ベースの手法 [4], [5], [6], [7], [8]に分

けられる．

2.1 非学習ベースの手法

従来の切り抜き手法として文献 [1], [2], [3]などがある．

切り抜きのタスクはMatting方程式を解くという，制約の

数に比べて未知数が多い過小制約問題である．制約の少な

さを補うため，これらの手法ではユーザ入力を必要として

いる．ユーザ入力とは，前景領域と背景領域を表すスクリ
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ブルや Trimapである．Trimapとは，入力画像に対して

前景領域と未知領域と背景領域がピクセル毎に指定された

画像である．ユーザ入力で指定された領域の色情報をもと

に，切り抜き処理が行われる．本研究ではユーザ入力なし

で RGB画像 1枚のみを入力とすることを目標としている．

2.2 学習ベースの手法

切り抜きタスクを扱う手法の中で，近年主流であるのが学

習ベースの手法であり，その中でも畳み込みニューラルネッ

トワーク (CNN)ベースの手法の研究 [4], [5], [6], [7], [8]が

盛んに行われている．Xuらは CNNを含むネットワーク

を構築することで，Matting方程式を解くことなく画像の

前景のアルファマットを直接求めた [4]．Chenらは，Xu

らの手法をベースに，Matting処理にそれまで必要だった

Trimapを入力に必要としないネットワークを提案した [5]．

さらに，入力と学習どちらにも Trimap を必要としない

ネットワークが Zhangらによって提案された [8]．商品画

像の切り抜きが行われる場面では，入力に Trimapを必要

としないネットワークが望ましいが，学習時の Trimap作

成は容易であると考えたため，本研究では Chenらのネッ

トワークをベースとした．

上述のいずれの手法も，被写体の物体クラスごとに共通

の特徴は陽に考慮しておらず，本研究のようにそれを陽に

考慮することで性能を向上させられる可能性がある．

3. 提案手法

本研究では，商品画像クラスごとに特有な特徴を考慮し

た切り抜き処理を行うため，切り抜き処理のネットワークに

クラス分類ネットワークを導入し，全体として end-to-end

で前景領域を推定する．切り抜きを行う際にクラス分類

ネットワークの特徴マップを参照することで，あるクラス

に特有な特徴を考慮した切り抜き処理を目指す．

3.1 ネットワーク構造

クラス分類ネットワークには He らのネットワーク

(ResNet18) [9] を使用し，切り抜き処理のネットワーク

は Chenらのネットワーク [5]をベースとした．クラス分

類ネットワークの特徴マップは Trimapを推定する T-Net

とMatting処理を行うM-Netの両方に渡される．

図 1に本研究で使用したネットワークの構成を示す．入

力は 3チャンネルの RGB画像，出力は 1チャンネルでグ

レースケールのアルファマットである．中間出力として 3

チャンネルの Trimapが生成される．

クラス分類ネットワークから T-NetとM-Netに渡され

る特徴マップは，4 (チャンネル)×512×512である．この

特徴マップは，ResNet18の入力層から数えて 2, 3, 4, 5層

目から得られる特徴マップそれぞれに対して畳み込みおよ

びアップサンプリング処理をして，それらをチャンネル方

向に連結することで得られる．T-Netの入力チャンネル数

は，特徴マップと入力画像をチャンネル方向に連結して 7

チャンネル，M-Netの入力チャンネル数は，特徴マップと

入力画像と Trimapをチャンネル方向に連結して 10チャ

ンネルとなる．

3.2 損失関数

本研究での損失関数は，切り抜き処理に関する損失関数

とクラス分類に関する損失関数の 2種類から構成される．

切り抜き処理については，Chenらの損失関数 [5]に加え

て，切り抜き処理に有効と考えられる損失関数を 3つ使用

した．クラス分類については，クロスエントロピー誤差関

数 Lclass を使用した．

切り抜き処理に関する損失関数について述べる．式 (2)

に示す Chenらの損失関数は，Trimapについてのロスとア

ルファロス，合成ロスの３つの和で構成される．Trimapに

ついてのロスは，クロスエントロピー誤差関数 Lt である．

アルファロスは推定されたアルファマット α̃と正解のアル

ファマット αの L1ロスである．合成ロスは推定された前

景領域と背景画像が合成された画像 c̃と正解の前景領域と

背景画像が合成された画像 cについての L1ロスである．

Lchen = Lt + 0.5 ∥α̃− α∥1 + 0.5 ∥c̃− c∥1 (2)

Chenらの損失関数に加えて，式 (3,4)に示す重み付き TV

ロス [10]，式 (5)に示す Gradient Loss [6], [7], [11], [12]，

式 (6)に示すガボールロス [6]を使用した．

LwTV =
∑

u,v∈N(p)

w (I(u), I(v)) ∥I(u)− I(v)∥1, (3)

w (x,y) = exp

(
−
∥x− y∥1

σ

)
(4)

ここで N(p)は，画素 pに隣接する画素の集合を表す．

Lgrad = ∥∇α̃−∇α∥22 (5)

ここで式 (5)において，∇は画像の勾配を求めるための演
算子である．

Lgb =
∑
ϕ∈Φ

∥ϕ(α̃)− ϕ(α)∥22 (6)

ここで式 (6)において ϕ(·)はガボールフィルタによる畳み
込み処理を表し，Φはパラメータの異なるガボールフィル

タの集合である．パラメータは Liら [6]と同様のものを使

用した．

以上をまとめると，本実験で使用する損失関数 Lは式
(7)となる．

L = wchenLchen + wwTV LwTV + wgradLgrad

+wgbLgb + wclassLclass (7)

ここで w∗ はそれぞれ対応するロスの重みである．
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図 1: 我々のネットワークの構成．入力は 3チャンネルの RGB画像，出力は 1チャンネルのアルファマットである．中間

出力として 3チャンネルの Trimapが生成される．クラス分類ネットワークによって入力画像のクラス情報を含んだ特徴

マップが抽出され，特徴マップはTrimapとアルファマットを推定する際に用いられる．⊕はチャンネル方向の連結を表す．

4. データセット作成

この節では，データセットの作成方法と内容について説

明する．本研究では 1節で述べた通り，商品の意味ラベル

が付与された切り抜きのためのデータセットを新たに作成

した．前景用の商品画像は Amazonからダウンロードし

た．ダウンロードした商品画像から背景が単純な (ほとん

ど白に近い) 画像を選別し，remove.bgという商用切り抜

きサービスによって前景領域のアルファマットを抽出し

た．抽出した前景領域と，別に用意した背景用の画像を合

成して入力画像とした．背景用の画像は，商品が撮影され

る環境を想定して室内の床や壁をスマートフォンのカメラ

で撮影した．商品の種類は全部で 10種類 (自転車，椅子，

やかん，マグカップ，フライパン，ペン，ペンチ，はさみ，

トング，傘) とし，ラベルは手動で付与した．背景用に用

意した画像は 172枚である．データセットは，入力画像，

正解の Trimap，正解のアルファマット，商品クラスの意

味ラベルを 1組として構成される．学習用に 1,971組，テ

スト用に 494組を用意し，画像の解像度はすべて 512×512

画素とした．

5. 実験

5.1 実験環境

提案手法の実装には Python 言語と PyTorch ライブラ

リを使用し，NVIDIA GeForce GTX 1080 Tiを用いてモ

デルを学習した．最適化には Adamを使用し，学習率は

表 1: 本研究で用いるデータセットの分割パターン．
分割割合 切り抜き用正解データ クラスラベルのみ正解データ

10:90 197 組 1,774 組

5:95 99 組 1,872 組

0.0001，β1 は 0.9，β2 を 0.999とした．学習は 800エポッ

ク行なった．いずれの学習も 2日以内に終了した．また学

習時のみ，データ拡張としてクロップ，回転，上下左右反

転，背景画像の差し替えをランダムに行なっている．

推定結果の評価には，絶対差和 (SAD)，平均二乗誤差

(MSE)，Gradient error，Connectivity errorの 4つを用い

た．Gradient error，Connectivity errorは文献 [13]で提案

された切り抜きタスク用の評価指標である．

5.2 データセット分割

本研究では，半教師あり学習の効果を検証するため，少量

の切り抜き用正解データと大量のクラスラベルのみの正解

データを用いた学習を行う．学習に使用する切り抜き用正

解データの数が精度にどう影響するか調査するため，デー

タセットとして作成した 1,971組の正解データを表 1に示

す割合で分割する．ここで，少量の切り抜き用正解データ

にはクラスラベルの情報は含まれない．

5.3 実験結果

本研究のモデルによる推定結果とベースライン手法によ

る推定結果を比較した．本研究でのベースライン手法は，
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表 2: 本研究で作成した独自データセットにおける各手法

の定量的比較．太字はそれぞれの指標で最良の結果を示す．
分割割合 手法 SAD ↓ MSE↓ Grad ↓ Conn↓ Acc ↑
10:90 Ours (no class) 9.61 17.57 6.83 4.67 -

Ours 20.49 55.63 9.67 6.63 0.78

5:95 Ours (no class) 13.01 30.54 8.61 5.60 -

Ours 21.21 59.51 10.64 6.29 0.72

提案手法からクラス分類ネットワークを除いたものとし，

“Ours (no class)” と表記する．提案手法とベースライン手

法のいずれの手法もデータセットを 10:90および 5:95に分

割した実験を行う．ベースライン手法では切り抜き用正解

データのみを学習に用いる．定量比較結果を表 2 に示す．

表の Accとはクラス分類の正解率であり，Gradと Conn

はそれぞれ Gradient error，Connectivity errorを表してい

る．学習に使用した切り抜き用正解データが多い分割割合

である 10:90の方が精度が良い．提案手法は，全ての評価

指標でベースライン手法を上回れなかった．これは，クラ

ス分類ネットワークから抽出した特徴量が，切り抜きネッ

トワークにとってノイズとして作用してしまったためだと

考えられる．次に，定性比較結果を図 2 に示す．ほとんど

の場合で，データセットの分割割合にかかわらずクラス情

報ありの提案手法の方が悪い結果となった．

5.4 実写画像への適用

提案手法を，インターネットからダウンロード，もしく

はスマートフォンで撮影した画像に対して適用した結果を

図 3 に示す．およそ 70枚をテストしたが，1行目のはさ

みの例のように比較的成功したと言える結果は数枚程度で

あった．2～4行目の様に，切り抜き用正解データの数が少

ない 5:95の推定結果の方が物体の概形を捉えている結果

が全体の 3, 4割ほど見られた．5行目の様に 10:90の方が

良い推定結果となったのは数枚程度で，残りの結果は 6行

目の様な悪い結果であった．

6. 今後の課題

本研究では，画像中の商品クラスを考慮した切り抜き手

法を提案した．商品クラス情報の考慮のため，クラス分類

ネットワークを導入した．残念ながら提案手法は，現時点

ではクラス分類を含まないベースライン手法の性能よりも

劣る結果となった．今後の課題として，提案手法の精度向

上のためにネットワーク構造の改善，学習方法の工夫が必

要である．
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図 2: クラス情報あり，なしの定性的比較．左から入力画像，10:90のクラス情報なし，10:90のクラス情報あり，5:95のク

ラス情報なし，5:95のクラス情報あり，正解画像．

図 3: 実写画像に対する推定結果．列方向に対応する画像が並んでいる．1行目が入力画像，2行目が 10:90の分割割合で

学習したネットワークによる推定結果，3列目は同じく 5:95のネットワークによる推定結果である．
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