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施設管理支援に向けた常時型人流予測
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概要：本稿では，商業ビルをはじめとする施設における，空調制御や清掃，テナントへの支援といった管
理業務の支援を目指し，施設内における人の方向別の移動人数や速度といった人流を数日前に予測する手
法を提案する．従来の人流予測技術では主に，混雑緩和や誘導の向けた数分から数時間後の人流，または
数時間から数日後の特定エリアの滞在人数のみを予測していた．しかしながら，実際の設備管理において，
管理業務に必要な物品や人材，装置などを事前準備するために，日常において曜日や時間帯によって変化
しうる多様な人流データを，1日以上前に予測することが必要である．本稿では，過去の人流計測データ
とそれらが持つ平日・休日といった特徴に基づき，1日以上前に未来日における各時刻の人流を予測する
常時型人流予測手法を提案する．そして，提案手法を実際の施設で計測した人流データに適用することで，
その有効性を示す．
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Abstract: This paper proposes prediction method of people flow at several days later in a facility such as
shopping mall for supporting facility management including air-conditioning, cleaning, maintenance and sup-
port for tenant shops or restaurants. Existing studies have tackled to predict people flow at several minutes
or hours later, or only number of occupancy at several hours or days later. However, it is important and
necessary for facility manager to understand people flow including number of visitors, direction of them and
average of these speed until several days ago because they must plan air-conditioning control, cleaning and
maintenance with preparation of workers and so on. To support their daily facility management, we propose
a novel method to predict number of moving people and average of their speed in each defined direction
in such facility at tomorrow or later based on characteristics of past people in holiday and weekday. We
evaluated effectiveness of our proposal using measured data in the shopping mall.
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1. 緒言

近年，商業ビル，駅，地下街といった様々な人々が集う

施設は，人々にとっての目的を達成する場であるだけでな

1 日本電信電話株式会社 NTT スマートデータサイエンスセンタ
NTT Smart Data Science Center, Minato, Tokyo 108–0023,
Japan

2 日本電信電話株式会社 NTT 未来ねっと研究所
NTT Network Innovation Laboratories, Yokosuka,
Kanagawa 239–0847, Japan

a) cdep-cm-submission@hco.ntt.co.jp

く，様々な人やモノが集い，出会う機会を提供する重要な

インフラストラクチャとなりつつある．そのような施設の

管理者にとっては，稼働率や集客率の向上と同時に，入居

テナントや来場者にとって価値があり，かつ居心地の良い

空間になるような管理・運営が非常に重要である．しかし

ながら同時に近年，日本では少子高齢化や労働力の減少が

顕著であり，このような施設の管理・運営業務には，特に

ICT 技術の活用によるいっそうの効率化が求められてい

る [1]．
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本稿では，そのような施設の管理・運営を支援するため

の取り組みとして，日々，その施設の中で起こる人の流れ

である「人流」のうち，方向別通過人数やその平均速度に

着目し，それらの人流を日常業務で利用できるよう予測す

る手法について述べる．従来の人流予測技術では，イベン

ト開催時や災害時などにおける混雑情報となる数分から数

時間後の人流や，滞在人数のみに着目した数時間から数日

後の予測が試みられていた．しかしながら，施設の管理・

運営は 24時間 365日休みなく実施される必要があり，イ

ベント時のような短期間における画一的なパターンだけで

なく，管理に必要な資材や人材を確保するためにも，日付，

曜日，時間帯，場所などによって変化しうる，単なる滞在

人数だけではない様々な人流パターンを，1日以上前に予

測する必要がある．本稿では，施設の来場者の流れには場

所や方向，予測日やその前後平日，休日によってある程度

規則性があることに着目し，学習データを選択して予測モ

デルを作成して予測することで，精度良く人流を予測でき

る常時型人流予測手法を提案する．また，提案手法を商業

施設における実測データへ適用し，その有効性を示す．

2. 関連研究

2.1 人流計測

本節では，主に屋内における人流計測に関する関連研究

について述べる．屋内における人流計測手法としては，大

きく直接的な計測手法と間接的な計測手法に分類できる．

直接的な計測手法とは，人の存在や動きをセンサ機器で

直接とらえる方法を指す．代表的なものとして，カメラ画

像で人の存在や動きを検知する方法 [2]や，Laser Range

Finder [3]や LiDAR [4]といった光学的センサで人の動き

をとらえる方法があげられる．これらの手法では，単一セ

ンサではそのセンサが計測できる限られたエリアでの人の

動きのみを検知するため，設置した空間内に存在する人数

を計測することができる．また，センサを複数台設置して

それらの計測データを統合することで，より広い空間内で

の各人の動きを計測することが可能である．さらに，多く

の人が行き来する空間を対象とした人流計測では各人の動

きをすべて把握するのではなく，統計値として移動する方

向や速度，人の密度をカメラ画像から把握する技術も提案

されている [5]．

他方，間接的な計測手法とは，人の存在や動きに関連す

る情報を得ることで，人の動きや存在を推定する方法を指

す．代表的なものとして，人が持つスマートデバイスが発

信するWiFiや Bluetoothの信号を検知するもの [6]，人の

呼気に含まれる二酸化炭素（CO2）濃度を用いるもの [7]，

人の存在によるWiFi信号の伝搬の変化をとらえるもの [8]

などがあげられる．これらの手法も直接的な手法と同様，

ある空間内の存在人数を計測することは可能なうえ，ス

マートデバイスの信号を用いる場合は，その信号から人の

動きをある程度追尾することも可能である．

以上より，屋内における人流計測には直接的手法と間接

的手法があり，それぞれ長所・短所はあるものの，一般に

人流計測での把握粒度として，あるエリア内に存在する人

数の把握と，エリア内に存在する各人の移動軌跡まで把握

の 2種類があり，またエリア内における人の動きのデータ

からは，そのエリアにおける方向別の移動人数や，平均速

度といった人流の統計値も算出可能である．よって，人流

計測のレベルとしては以下 3つがあるといえる．

• 個人の振舞いレベル
• 個人の振舞いの統計値レベル
• 滞在人数レベル

2.2 人流予測

本節では，施設内における人流データの予測に関する関

連研究について述べる．

まず，各人の振舞いレベルに着目した手法として，Alahi

らは群衆の動画から人を抽出し，彼らの今後数秒の動きを

Recurrent Neural Network（RNN）で予測する技術を提案

している [9]．また，Ziebartらは人の目的地に向けた行動

をマルコフ決定過程と見なしてモデル化し，推定する技

術 [10]を提案している．これらの技術はいずれも，最長で

も数時点先のデータを予測する技術である．

各人の振舞いの統計値レベルに着目した手法として，

Uedaらは，想定外の混雑を予測するため，イベント会場

などにおいて複数地点で測定した通過人数から，各場所に

おける潜在的な特徴をとらえたうえで，数分から数十分後

の混雑する経路，すなわち地点間の総移動人数を予測する

技術を提案している [11]．Uedaらの技術は自己回帰モデ

ル [12]の拡張であり，最長で数点先の予測が可能である．

人数レベルに着目した手法として，Ericksonらは空調制

御最適化に向けた，室内人数変化パターンの抽出とそれに

基づいた数時間窓先の滞在人数の予測手法を提案してい

る [14]．Adamopoulouらは室内滞在人数変化のマルコフ

モデルと各時点のコンテキストに基づいた数時間窓先の滞

在人数の予測手法を提案している [13]．

3. 要件と課題

3.1 問題設定

本節では，本稿で目指すべき人流予測の要件の明確化に

向け，問題設定を述べる．まず，本稿での支援対象は前述

のように，商業ビルや駅をはじめとする，不特定多数の人

間が常時行きかう空間である施設の管理や運営である．こ

こでの管理や運営には，施設の清掃や補修，空調や照明の

制御およびメンテナンス，入居するテナントに対する情

報提供や運営支援が含まれる．そして，施設の管理や運営

を担当する管理者は，このような管理・運営における経費

削減や付加価値向上が急務である．そして，それらの施設
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表 1 要件と関連研究の関係

Table 1 Relatiionship between our requirements and related works.

関連研究 予測対象粒度予測対象 時間窓 予測対象時点

[9] ×（個人の振舞い） ×（数秒以下） ×（数時間窓先）

[10] ×（個人の振舞い） ×（数秒から数分） ×（数時間窓先）

[11] 〇（個人の振舞いの統計値レベル） 〇（数分から数時間） ×（数時間窓先）

[14] ×（滞在人数レベル） ×（数時間以上） 〇（数十時間窓先）

[13] ×（滞在人数レベル） ×（数分） ×（数時間窓先）

における人流は，1日を通じて一定ということはほとんど

考えられず，最短で数分，多くは数十分程度でパターンが

次々と変化すると想定される．

商業施設などにおける経費には光熱費といわれるエネル

ギーの経費があるが，商業ビルであるデパートやオフィス

ビルでは冷暖房によるエネルギー消費は全体の約 40%に

も及ぶという環境省の統計がある [15]．また，人は体温が

あるため室温へ影響を及ぼし，また刻々によって人の出入

りとともに起こる外気の流入や流出も室温へ影響する．さ

らに，空間にいる人の温熱感による快適度の指標として

Predicted Mean Vote（PMV）[16]があるが，PMVに寄与

する指標としては人の運動量，すなわち歩く人の速度が含

まれる．そのため，施設内において，空調制御の区画や出

入口などに対応して定義したエリアごとに，数十分ごとに

おける人の人数や，通過する方向および歩行速度を把握す

ることは，空調の最適制御による来館者の快適性向上や光

熱費削減につながり，価値があると考えられる．加えて，

清掃や補修にともなう一時的な通行制限を，夜間帯でなく

日中に実施することで，人的コストなどを削減することが

可能と考えられるが，この場合も特定エリアにおける，数

十分ごとの方向別通過人数や速度を前もって予測すること

は必要になると考えられる．

一方，テナントへの情報提供や運営支援は，施設の付加

価値向上につながると考えられる．管理者には原則，入居

テナントに対して不公平のないよう支援する必要があるう

え，各テナント内での運営は各テナントで実施することが

想定されることから，管理者がハンドリングできる範囲と

しては施設内の通路など共用空間における人の動きとな

る．また，テナントにとって事前に把握したい情報につい

て考えると，直前では調達が難しい，仕入れや人材配置に

関連する情報と考えられる．すると，それに対応する人流

データとは，各テナントに隣接する共用空間における，人

の量になると考えられる．さらに，人の量だけではどの程

度当該テナントに関係する人間か把握が難しく，理想的に

は各人の属性が把握できるとよいが，プライバシなどを考

慮すると困難である．しかしながら，どのような方向や速

度で何人移動しているかによって，通勤客か，買い物客か

といった多数が占めるおおまかな属性は把握できる可能性

があると考えられる．以上の点を考慮すると，現実的に管

理者が提供可能で，かつテナントにとって前日以前に把握

する価値のある人流は，数十分ごとの共用空間を移動する

人の統計値，特に方向別の移動人数や，その速度と考えら

れる．

3.2 要件

以上の問題設定より，本稿における人流予測の要件は，

以下のようになる．

予測対象粒度 人流として，空調などに対応した各エリア

内の，各時間窓における移動方向別の人数や速度が予

測できること

予測対象時間窓 数十分の時間窓の人流を予測できること

予測対象時点 数十分間隔のデータで 1日以上後，つまり

数十時間窓先の人流が予測できること

3.3 課題

上記の要件と関連技術より，本稿で解くべき課題を明確

化する．要件と関連研究の関係を表 1 に示す．表 1 から

分かるとおり，従来技術は方向や速度を含むレベルの人流

では数時間窓先の予測，数十時間窓以上先の場合は人数レ

ベルの予測にフォーカスしており，本稿での問題設定にお

ける要件を満たさないことが分かる．

以上より本稿における課題は以下のようになる．

� �
施設内の各エリアにおける数十分ごと方向別移動人数

と速度を，予測日の 1日以上前のデータのみから予測

可能か否か．
� �
4. 提案

4.1 システム全体像

本稿における提案手法を含めた全体像を図 1 に示す．ま

ずシステムは大きく，既存技術である人流計測システムと，

提案手法を含む人流予測システムからなる．前者の人流計

測システムでは，Laser Range Finder（LRF）やカメラと

いったセンサを 1つ以上用いて，あらかじめ定義されたエ

リア内での人の移動軌跡を測定し，その人の IDとともに

人流軌跡 DBに保存する．具体的な計測システムの例とし

ては LRFによる計測システム [17]があげられる．一方，
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図 1 提案システムの全体像

Fig. 1 Proposal system.

人流予測システムは，人流軌跡 DBのデータを入力として

動作する．以下，基本的な動作について説明する．

本提案システムではまず最初に，既存技術である人流計

測システムを用いて，対象となる施設における定義したエ

リアごとの人の移動軌跡を計測する．計測は複数日実施

し，それらの計測結果を人流人流軌跡 DBへ保存する．

本稿で提案する人流予測システムは，上記の人流軌跡を

入力とする．まず，人流算出部は人流人流軌跡 DB 内の

データを読み取ったうえで，設定されたエリアと期間ごと

に，人流データを算出する．ここで述べる人流データとは

要件として上述した，方向ごとの移動人数および速度で

ある．算出結果は人流 DBへ保存される．そしてそれらの

データを基に，予測部が未来の予測対象日の人流を予測す

る．この際，モデル作成部が予測対象日の特徴に基づき，

人流 DBから一部データを学習データとして選択し，予測

モデルを作成する．予測部は作成された予測モデルに基づ

き，人流を予測する．次節では，学習データ選択と予測モ

デル作成を含む常時型人流予測手法について詳しく述べる．

4.2 常時型人流予測手法

本稿では，以下の 2つの考え方に基づき，過去日のデー

タから 1日以上先の予測日における人流を予測する手法を

提案する（図 2）．

• 休日・平日による人流の違いは大きいため，統一的な
予測モデルを作るのではなく予測日の特徴に合わせて

予測モデルを都度作成する．

• 人流は予測日自体の休日・平日に加え，その前後の休
日・平日にも依存して変化しうるため，それらも考慮

する．

まず前提として，予測対象とするエリア内における人流

データ，具体的には任意方向への移動人数または平均速度

が n日分算出され，人流 DBに保存されていると考える．

つまり，第 i日における時刻 t = 1, 2, . . . mの人流データを

Xi = {Xi
1,X

i
2, . . . , X

i
m}とし，第 1～n日までの人流デー

タ X1,X2, . . .Xn が人流 DB に蓄積されているとする．

図 2 常時型人流予測の処理フロー

Fig. 2 Flow of continuous people flow prediction.

そして，各日 iは特徴量 ai を持つものとする．

予測ではまずはじめに，予測対象日 dのデータに対し，その

前後 s日を含む特徴ベクトルを算出する．予測対象日 dの特

徴ベクトルはAd = {ad−s, ad−s+1, . . . , ad, ad+1, . . . , ad+s}
となる．次に人流 DB 内の各日データに対しても同様

に特徴ベクトルを算出する．各日 i の特徴ベクトルは，

Ai = {ai−s, ai−s+1, . . . , ai, ai+1, . . . , ai+s}となる．
次に，人流 DBの各日と予測対象日の特徴ベクトルの距

離を算出する．ここで，人流 DB内の第 i日のデータと予

測対象日 dの特徴ベクトルの距離は distd,i とする．その

後，学習データとして，distd,i が最も小さい日付のデータ

を選択し，選択したデータ数を kとする．ここで，データ

の種別と sの値の大小によっては，選択されたデータ数が

極端に少なくなるケースがありうる．そのため，最低学習

データ日数 kmin を定義し，k < kmin の場合は k-Nearest

Neighbor(k-NN)法を用いて，kmin件のデータを選択する．

そして，選択した学習データにおけるすべての日付 i′ に

対し，日付 i′ のデータを結合したベクトルX′
alli を被説明

変数，残りの日付のデータ k − 1件を dに近い順としたも

のを結合したベクトルXk−i′ 説明変数とし，以下の式で

モデルとなる係数 αを算出する．

X′
alli ≈ αXl−i′ (1)

最後，選択したデータ k件の特徴ベクトルのうち，予測

対象日に近い順に k − 1日の人流データを結合したベクト

ルXk−1とし，以下の式で予測対象日 dの人流 X̂dを算出

する．

X̂d = αXk−1 (2)

本手法の特徴は，学習データを選択する際，予測対象日

とその前後 s日の特徴量を算出し，その特徴ベクトルに基

づいて予測モデルを作成したうえで予測する点である．こ
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こでの特徴量とは，予測対象日が来る前その前後 s日も含

めあらかじめ明確である必要があり，例としてはその日が

休日か否か，イベントの有無，予報を含めるのであれば天

候（雨，曇り，晴れなど）があげられる．これらの特徴が

似ている日は，人流の傾向も類似している可能性が高いた

め，このように選択的に学習データを用いて予測モデルを

作成して予測することで，1日以上前に，対象日の人流を

精度良く予測することが可能と考えられる．

5. 実データを用いた評価

5.1 評価データ

まず，評価データ準備のため，実際に商業施設において

LRFシステム [17]を用いて人流軌跡データを計測した．対

象となる施設は 3フロアあり，第 1フロアは 6，第 2フロ

アは 4，第 3フロアは 3つのエリアに分割されている．こ

のエリアは，当該施設の空調制御単位に合わせて設定され

ている．対象エリアの詳細は後述する．測定期間は 2018

年の 65日間だが，連続した 65日間でなく，途中で 1日以

上のデータ欠損期間が複数ある．測定日のうち土・日曜日

は 20日，残りの平日 45日のうち振替休日を含む祝日は 4

日である．なお，本評価における人流予測精度目標は，ビ

ル管理専門家の意見から誤差率 20%以内とする．

次に，評価データとなる，人流軌跡データからの人流

データ算出方法について述べる．人流データは要件で述べ

たように方向別の移動人数およびその平均速度とし，各測

定日の 7時から 23時の中で 30分の時間窓で算出した．さ

らに，エリア内において人は蛇行や停止といった行動をと

ることも考えられる．そこで本稿では簡略化のため，各時

間窓，エリアにおいて計測された各通行者 IDに対し，最

初に測定された点と最後に測定された点の座標のみを抽出

し，その 2点から移動ベクトルを算出する．そしてその移

動ベクトルのうち，東西南北で最も大きく動いた方向を移

動方向とした．このような手法を用いることで，大量かつ

多様な人流軌跡データに対して容易に，かつ施設管理に必

要なエリアごとの統計レベルでの人流を算出することがで

きる．算出例を図 3 に示す．上記の方法で計 34方向を予

測対象とした．各エリアの位置関係と対象とした方向の概

図 3 人流の算出例

Fig. 3 Example of people flow calcuration.

略を図 4 に示す．図 4 における青線はエリア外への開口

部であり，エリアどうしの隣接点はすべて通過可能である．

5.2 評価方法

本稿では方向別の移動人数と平均速度は独立に予測し，

評価することとした．提案手法における日ごとの特徴量と

して，商業施設では休日と平日，休日の何日目か，あるいは

休前日かといった属性で人流傾向が変わることが想定され

るため，休日か否かの 2値を採用し，考慮する前後の日数

s = 1とした．s = 1とした理由は，本評価では前述のとお

り限られた日数の実測データのみを利用しており，sが大

きくなると選択されるデータ数が極端に少なくなるか，ま

たは実際には特徴が近くないデータが最も近いデータとし

て選択されることを避けるためである．なお，kmin = 3と

した．具体的には，平日である金曜日を予測対象とした場

合は，前日が平日，次の日が休日となる平日のデータを主

に用いてモデル作成を行う．また説明変数としては，ある

エリアの方向別の移動人数または速度を予測する際は，上

記提案アルゴリズムに沿って選択された，同一エリア・方

向における移動人数または速度をそれぞれ用いた．また，

提案手法での予測モデルは多重共線性を回避できるとされ

る Partial Least Square（PLS）回帰モデルを用いた．

評価では，取得した 65 日分のデータのうち，全体の

80%にあたる最初の 52日と残り 20%となる最後の 13日に

2分割した．そして，前者を学習用データセット，後者を予

測用データセットとして，予測用データセットに含まれる

各日に対し，各日の特徴に基づいて学習用データセットか

らデータを選択して予測モデルを作成したうえで人流を予

測し，予測用データセットに含まれる当該日の人流実測値

と比較した．各データセットにおいて，提案手法で s = 1

とした際の休日（1）か否か（0）の特徴ベクトルごとの日

数（データ数）を表 2 に示す．表 2 より，提案手法におけ

る説明変数は最小で 2，最大で 19となる．

比較のため，提案手法（JIT + Context）と同様の局所

PLS回帰モデルを対象日の休日/平日のみで構築・予測す

図 4 各フロア，エリアの位置関係と対象とした方向の概略

Fig. 4 Floors, areas and target directions in this paper.
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表 2 各データセットにおける特徴ベクトルごとの日数

Table 2 Statistics of feature vector on each day in each

dataset.

特徴ベクトル 学習用データセット 評価用データセット

[0, 0, 0] 20 4

[1, 0, 0] 7 2

[0, 1, 0] 0 0

[0, 0, 1] 6 2

[1, 1, 0] 8 2

[0, 1, 1] 8 2

[1, 1, 1] 3 1

合計 52 13

る手法（JIT + 1day），対象日とその前後 1日の休日/平日

をカテゴリ変数として 1つの PLS回帰モデルを学習・予

測する手法（Single + Context），対象日の休日/平日のみ

をカテゴリ変数として 1つの PLS回帰モデルを学習・予

測する手法（Single + 1day），対象日とその前後 1日の休

日/平日をカテゴリ変数とし，カテゴリ変数を扱いやすい木

構造を持つ 1つの XGBoostモデルを学習・予測する手法

（XGB）でもそれぞれ評価を行い，結果を比較した．なお

JITとは．局所モデル構築の別名である Just-in-Timeモデ

リングの略である．比較の際，提案手法と各比較手法の予

測誤差率に対して対応ありの一要因分散分析を実施し，有

意となった場合はさらに Tukey法で各手法間の多重比較を

行った．

なお，PLS回帰を用いた全手法における次元数 cはWold’s

R Criterionを 1.0と設定し自動選択した．また，XGBに

おけるハイパーパラメータとして，学習率=0.1とし，木の

深さの最大値は [5, 10, 15, 20]，サブサンプル抽出の割合は

[0.5, 0.8]，各木を生成するための列におけるサブサンプル

の割合は [0.5, 0.8]から，グリッドサーチを用いて最適なハ

イパーパラメータを選択した．

5.3 評価結果

全予測対象日および方向の結果として，図 5 に方向別移

動人数の，図 6 に方向別平均速度の各手法における予測誤

差率の平均と標準偏差をそれぞれ示す．一要因の分散分析

および検定結果，方向別移動人数，平均速度の両方で手法

間の平均値の差は高度に有意（p < 0.01）となった．その

ため，それぞれに対し Tukey法で各手法間の多重比較を実

施し，有意差（∗ : p < 0.05，∗∗ : p < 0.01）の有無を評価

した．なお，方向別移動人数予測において，PLS回帰の次

元数 cは JIT + Contextでは最小 1，最大 9，JIT + 1 day

では最小 2，最大 10であった．また方向別平均速度予測に

おいて，PLS回帰の次元数 cは JIT + Context，JIT + 1

dayともに最小 1，最大 10であった．

予測対象日ごとの結果として，図 7 に方向別移動人数

の，図 8 に方向別平均速度の各予測対象日の予測誤差率の

図 5 全予測対象日および方向における移動人数の予測誤差率（平均

± 標準偏差）
Fig. 5 Error ratio in prediction of number of moving people

for all direction and day.

図 6 全予測対象日および方向における平均移動速度の予測誤差率

（平均 ± 標準偏差）
Fig. 6 Error ratio in prediction of speed of moving people for

all direction and day.

平均と標準偏差をそれぞれ示す．なお，対象日ごとの結果

について，対象日，手法の 2要因で分散分析を実施した結

果，移動人数，平均速度の両方において，対象日，手法の

両方において平均誤差率に高度に有意（p < 0.01）な差が

見られた．そのため，事後検定として対象日ごとに多重比

較を実施したが，移動人数，平均速度の両方おいて有意な

差は見られなかった．

また，駅とオフィスロビーの間に位置する第 1フロアと，

店舗が入居するのみの第 2，3エリアでの結果の違いを明

らかにするため，図 9 に方向別移動人数の，図 10 に方向

別平均速度の各手法における，第 1フロアと第 2，3フロ

アそれぞれでの予測誤差率の平均と標準偏差をそれぞれ示

す．なお，対象フロアごとの結果について，対象フロア，

手法の 2要因で分散分析を実施した結果，移動人数，平均

速度の両方において，対象フロア，手法の両方において平

均誤差率に高度に有意（p < 0.01）な差が見られた．その

ため，事後検定として対象日ごとに多重比較を実施し，有

意差（∗ : p < 0.05，∗∗ : p < 0.01）の有無を評価した．

具体的な予測結果として，図 11 に 2日目の第 1フロア，

エリア 1の北方向への移動人数の予測結果，図 12 に 2日
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図 7 方向別移動人数の日別予測誤差率

Fig. 7 Error ratio in prediction of number of moving people for each direction and each

day.

図 8 方向別平均速度の日別予測誤差率

Fig. 8 Error ratio in prediction of speed of moving people for each direction and each

day.

図 9 方向別移動人数のフロア別予測誤差率

Fig. 9 Error ratio in prediction of number of moving people

for each floor.

図 10 方向別平均速度のフロア別予測誤差率

Fig. 10 Error ratio in prediction of speed of moving people for

each floor.
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図 11 2日目の第 1フロア，エリア 1の北方向への移動人数の予測

結果

Fig. 11 Predicted and measured number of people going to

north direction at area 1 on 1st floor, day2.

図 12 2日目の第 3フロア，エリア 3の南方向への移動人数の予測

結果

Fig. 12 Predicted and measured number of people going to

south direction at area 3 on 3rd floor, day2.

図 13 2日目の第 1フロア，エリア 1の北方向への平均速度の予測

結果

Fig. 13 Predicted and measured average of speed of people

going to north direction at area 1 on 1st floor, day2.

目の第 3フロア，エリア 3の南方向への移動人数の予測結

果，図 13 に 2日目の第 1フロア，エリア 1の北方向への

平均速度の予測結果，図 14 に 2日目の第 3フロア，エリ

ア 3の南方向への平均速度の予測結果をそれぞれ示す．

図 14 2日目の第 3フロア，エリア 3の南方向への平均速度の予測

結果

Fig. 14 Predicted and measured average of speed of people

going to south direction at area 3 on 3rd floor, day2.

5.4 考察

5.4.1 方向別移動人数の予測

図 5 より，全体として提案手法のほうが比較手法より誤

差の少ない方向別移動人数の予測が可能であり，また比較

手法の中でも単一の PLSモデルで予測した結果（Single +

Context，Single + 1 day）より，予測日の平日・休日を考

慮してモデルを作成・予測した方が有意に精度が高いこと，

単一の XGBoostモデルで予測した結果は，単一の PLS回

帰モデルや前後日を考慮せず局所モデル構築で予測した手

法より精度が高いが，提案手法の方がさらに平均精度が高

いこと，ただし結果に有意差がないことが分かる．さらに，

精度目標である誤差率 20%以内は，提案手法のみがほぼ満

たしていることが分かる．参考までに，提案手法と XGB

の結果のみを対応あり t検定で一対比較した場合，1%の水

準で有意差が見られた．このため，本稿での評価用データ

のみでは提案手法が XGBより優れているとは結論づける

ことはできないが，後述のように今後評価用データの期間

を長くすることで，提案手法が有意に優れた手法となる可

能性があると考えられる．

次にこのような結果となった要因について考察する．

図 7 より，提案手法の効果が大きい傾向にあるのは土日

祝日，およびその前後である 1日目 (金)，2日目 (土)，3

日目 (日)，4日目 (月)，10日目 (日)，11日目 (祝)，12日

目 (火)であることが分かる．また図 9 より，駅とオフィ

スを結ぶ動線がある第 1フロアでは局所モデルを構築する

提案手法と従来手法（JIT + 1day）が同程度の精度であ

る反面，そのような動線がない第 2，3フロアについては，

JIT+1 dayより単一のモデルで予測する従来手法（Single

+ Context，Single + 1day，XGB）の方が精度が高いこと

が分かる．これは一般に，駅からオフィスへの通勤客と考

えられる動線は平日と休日の差が非常に大きいことが想定

されるが，第 2，3フロアは買い物客が主であり，平日と

休日の違いが通勤客の動線ほど大きく違いはないうえ，そ

の前後の日での違い，たとえば休日前であれば比較的混雑
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し，連休最終日であれば連休日初日などより人が少ない，

といった違いも生じうるため，このような結果になったと

考えられる．実際，図 11 における 2日目 (土)における第

1フロア，エリア 1の北方向での予測結果では，単一モデ

ルの従来手法では 9時前後に実測値より大幅に大きい値を

予測しているが，提案手法を含む局所モデルを構築した手

法での予測値は実測値に近い値となっており，通勤客が多

く休日と平日の差が極端なケースでは，有意差は見られな

かったものの，木構造を持つ XGBoostでの単一モデルの

手法と比較しても，提案手法のような局所モデル構築が有

効な可能性がある．他方，同日であっても図 12 における

第 3 フロア，エリア 3 の南方向での予測結果ではそのよ

うな違いは見られないこと，単一モデルであるが前後の休

日平日を考慮した Single+Contextも特に夜の時間帯にお

いて実測値に近い値を予測していることも，上記の考察が

正しいことを示唆していると考えられる．

まとめると，方向別移動人数の予測において，提案手法

は PLS回帰を用いた比較手法と比べ，全体としては有意

に高精度な予測ができること，XGBを用いた比較手法と

比べると有意差はなかったが，より精度が高い可能性があ

ることが分かった．その要因として提案手法は，休日と平

日で大きく変わる通勤に関する人流には局所モデル構築に

よって，通勤ほど極端な違いはないが休日・平日だけでな

くその前後も影響する買い物客の人流については，前後の

休日・平日も考慮することにより，それぞれ高精度な推定

を実現できたと考えられる．

5.4.2 方向別平均速度の予測

図 6 より，方向別平均速度は全体として提案手法のほう

が比較手法より誤差の少ない方向別移動人数の予測ができ

る可能性があるが．多重比較での有意差が見られないこと

が分かる．また，有意差は見られないものの，提案手法と

同じく局所モデルを構築した比較手法（JIT + 1day）より，

単一モデルを用いた比較手法（Single + Context，Single

+ 1day，XGB）のほうが精度が高い可能性があるといえ

る．なお，比較手法を含むすべての手法が精度目標を満た

しているが，誤差率が 10%前後と全体として方向別移動人

数より小さいのは，移動人数と比較して平均速度の変化が

小さいためと考えられる．

次にその要因について考察する．図 8 より，提案手法の

効果が大きい傾向にあるのは土日祝日である 2日目 (土)，3

日目 (日)，9日目 (土)，11日目 (祝)であることが分かる．

また図 10 より，駅とオフィスを結ぶ動線がある第 1フロ

アでは局所モデルを構築する提案手法と従来手法（JIT +

1day）で有意差はないものの平均値の差が相対的に大きい

反面，単一モデルを用いる比較手法との差は相対的に小さ

いこと，またそのような動線がない第 2，3フロアについて

は，提案手法は最も精度が良いものの，同様に他の比較手

法とは有意差がないことが分かる．これは，方向別平均速

度は移動人数と異なり，必ずしも休日・平日で大きな人流

の違いが生じず，かつ通勤，買い物といった客層による顕

著な違いもあまりなく，提案手法の効果が限定的であった

ことを示唆している．ただ，土曜日と日曜日の違い，3連

休の初日と最終日といった違いはあるため，これらを考慮

しつつ局所モデルを構築した提案手法が，全体として最も

平均的な精度が高いという結果になったと考えられる．実

際，図 13 における 2日目 (土)における第 1フロア，エリ

ア 1の北方向での予測結果では，すべての手法において予

測結果の差が小さいが，同日であっても図 14 における第

3フロア，エリア 3の南方向での結果では，手法間の結果

に差があり，かつ提案手法が他手法よりわずかであるが良

い予測結果を示していることが，上記の考察が正しいこと

を示唆していると考えられる．

まとめると，方向別平均速度の予測において，提案手法

は比較手法と比べ，全体としては高い精度の予測結果が出

たが，統計的な有意差はないことが分かった．その要因と

して，必ずしも休日・平日で大きな人流の違いが生じず，

かつ通勤，買い物といった客層による顕著な違いもあまり

なく，提案手法の効果が限定的であったことが考えられる．

5.4.3 提案手法に関するまとめ

結論を述べるため，本稿の課題を再掲する．
� �
施設内の各エリアにおける数十分ごと方向別移動人数

と速度を，予測日の 1日以上前のデータのみから予測

可能か否か．
� �
実データを用いた結果および考察より，提案手法は PLS

回帰を用いた比較手法より高精度に予測できることが明ら

かになった．これは商業施設では，平日と休・祝日，ある

いはその前後の日で，あるいは客層といったフロアが持つ

特性に違いによって，人流が大きく変わることが原因であ

り，提案手法は想定どおりの効果を発揮できたと評価する

ことができる．一方で，XGBoostを用いた比較手法より提

案手法は精度が高い傾向が見られるものの，有意差が見ら

れなかったため，今後さらなる検証が必要と考えられる．

よって，上記課題については，可能と結論づけられる．

今回は平日・休日の分類のみを特徴量として学習データ

を選択して予測モデルを作成し予測したが，今後は来場者

数に影響する各日の 1時間ごとの気温や天候（晴れ，曇り，

雨）も特徴量として扱い．時間ごとの天候が近い日のデー

タのみを選択して予測モデルを作成することで，精度の向

上が見込まれると考えられる．また，今回は用いるデータ

数が限られることもあり，s = 1として評価を行ったが，長

期連休を含む長期間のデータを用いつつ，s ≥ 2で予測モ

デルを作成することで，4連休以上の長期連続休暇の影響

を考慮した，より高精度な予測が可能になると考えられる．

さらに，本稿では学習データが 52日間のみであったた
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め，表 2 で示したように，s = 1であっても [休日，休日，

休日]の学習用データが 3日分しかないケースや，[平日，

休日，平日]のように 1日もないケースが見られた．後者

のケースについては，年によっては 1年に 1回も現れない

ケースもあるため，完全一致ではなく類似した特徴ベクト

ルによるデータ選択と学習・予測によって対応せざるをえ

ない一方，前者のケースはデータセットの拡大によって解

決する可能性がある．より具体的には，もし学習用データ

セットの日数が 2倍になれば，[休日，休日，休日]のケー

スも約 2倍の 6日となり，学習モデル作成時に特徴ベクト

ルが完全一致した 5日分のデータを説明変数として用いる

ことができ，2日分しか用いることができなかった本稿の

ケースより精度の高いモデルの作成が期待できる．よって

本手法は，100日以上の学習データがあれば，多くの特徴

ベクトルのパターンにおいて精度の高いモデル作成と予測

ができると考えられる．またそのような場合，提案手法は

より多くのデータを学習に用いることができるようになる

ためさらなる精度の向上が期待でき，従来手法であるXGB

より有意に高い精度で予測できる可能性があると考えら

れる．

6. 結言

本稿では，商業施設のような不特定多数の人間が集まる

施設の管理・運営を支援するため，日常の管理業務に役立

つよう，その施設の中で起こる人流である方向別通過人数

や速度を予測する常時型人流予測手法を提案した．本稿の

貢献は以下のとおりである．

• 施設における人流予測の要件として，設備稼働準備や
人およびモノの調達観点から，エリアごとの方向別通

過人数や速度といった予測すべきデータの粒度，時間

窓長と予測対象時点を明確化した．

• 上記の制約に加え，多くの施設では休日，平日やその
前後では人流傾向が大きく異なりうることに着目し，

予測対象日およびその前後の属性に基づき，学習デー

タを選択して局所モデルを作成後，予測する手法を提

案した．

• 提案手法を実際の商業施設において計測したデータへ
適用した結果，単一モデルを用いる比較手法や前後日

を考慮せず局所モデルを構築する比較手法と比べ，平

均速度の予測では差は見られなかったが，方向別移動

人数では高い精度で予測でき，特に休日やその前後日

によって人流が大きく異なるフロアやエリアに対して

より有効であることが明らかになった．ただし，XGB

を用いた比較手法には精度で優っているが有意差が見

られなかったため，XGBに対する優位性に関しては

より長期間のデータを用いたさらなる検証が必要で

ある．

今後の課題として，長い連休を含むようなより長期間を

学習対象としたケースや，複数日間のイベントが開催され

るようなケースにおける提案手法の追加評価および改良が

あげられる．
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