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筋肉の非活動部位を入力モダリティとして用いた
ハンドジェスチャ認識手法の提案

御手洗 彰1,a) 棟方 渚1

概要：本稿ではユーザが物を把持しながら入力可能な手法としてハンドジェスチャ列認識手法を提案する．
具体的には，複数回のハンドジェスチャを 1入力として受け付けて識別することで，把持方法に依存せず
高精度に識別可能な手法の開発を試みる．本研究では，ユーザの把持に使用されていない筋肉の筋電位を
「筋肉の非活動部位」という新たな入力モダリティとして用いることで，提案手法の実現を試みた．具体的
には，筋肉の非活動部位を入力モダリティとしたハンドジェスチャ列認識手法のプロトタイプを試作して
入力識別精度の評価を行なった．さらに，ユーザ実験として把持分類学に基づく 6種の把持条件において，
同一の認識モデルを用いて，ハンドジェスチャ列の分類精度を評価する実験を行った．その結果，提案手
法では 93.13%の精度で基本的な把持方法におけるハンドジェスチャ列の分類が可能であることがわかっ
た．最後にユーザ実験で得られた知見と実応用に向けた検討事項について考察する．
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1. はじめに
人間とコンピュータのインタラクションは，近年ますま

す多様化してきている．ウェアラブル技術や仮想現実技術
の進歩により，画面を見ずにコンピュータから情報を得た
り，コントローラデバイス（マウスやスマートフォン）を
把持せずに，ハンドジェスチャでコンピュータを操作した
りすることが可能となってきている．HCI研究においては
手や足，目，身体など人間の様々な身体部位を入力モダリ
ティとした入力手法の提案がされている．
一方で，このような入力インタラクションの大きな問題

点として，入力モダリティが占有されている状況では使用
できない点が挙げられる．例えば，料理をしながらハンド
ジェスチャを行うことや，人と会話しながら音声入力を行
うことは困難である．これは，入力モダリティである手や
声帯がユーザの他の活動（料理や会話）によって占有され
てしまうためである．従って，このような状況におけるシ
ステムとのインタラクションには，日常生活で占有されな
い入力モダリティが必要となる．本研究では，日常生活で
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使われない入力モダリティとして，「筋肉の非活動部位」に
おける筋電位に着目した．例として，図 1では，バッグを
把持する際に前腕にかかる力の強さと，バッグを把持しな
がらハンドジェスチャを行った際に前腕にかかる力の強さ
を比較している（力の強さについて図では筋電位を指標と
した百分率の値で示している）．図の青斜線部に着目する
と，バッグの把持に使われている力は 100%ではなく，前腕
部の筋肉には非活動領域が存在することを示している．そ
のため，ユーザがバッグを把持しながらハンドジェスチャ
を行うと，バッグの把持に使用されていない筋肉，つまり
筋肉の非活動部位が活動し，ハンドジェスチャをしていな
いときより強い力が発揮される（図 1赤斜線部）．本研究
ではハンドジェスチャによって発揮される余力を「筋肉の
非活動部位」における入力モダリティとして定義する．筋
肉の非活動部位における入力モダリティを用いることで，
日常生活で使われる様々な「モノ」を把持し，手の入力モ
ダリティが占有された状況下におけるハンドジェスチャ入
力手法の実現を試みる．

2. 関連研究
モノを把持しながら行うジェスチャ入力は，ユーザの主
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図 1 バッグを把持している際の筋電位と，バッグを把持しながらハ
ンドジェスチャを行った際の筋電位の比較（赤斜線部が筋肉の
非活動部位を示す）．縦軸は筋電位を指標とした力の強さを百
分率で表した値，横軸は時間（秒）を表す．

要なタスクを中断せずにコンピュータへの入力を可能とす
る手法として検討されている．これらの研究では，主に，
モノを把持する際にどのようなジェスチャがユーザにとっ
て好ましいかを調査している．Wolfら [15]は，モノを把持
している最中に，どのようなジェスチャがインタラクショ
ン手法として適しているかを調査した．Sharmaら [14]は，
モノを把持しながら行うマイクロジェスチャの体系的な調
査を行った．具体的には，Schlesinger[13]の古典的な分類
法に基づいて，6つの異なる把持タイプにどのようなマイ
クロジェスチャが適しているかを調査するための誘発調査
を実施した．これらの研究の結果，ユーザの主要なタスク
を妨げないコンピュータとのインタラクション手法が明ら
かになってきた．一方で，モノを把持しながら行うジェス
チャを認識するための技術に関する調査は，まだ初期段階
にある．
ハンドジェスチャの認識技術に関して様々な手法が研究

されている．手は身体部位の中でも細やかな制御が可能
である．そのため，自然な手の動作でコンピュータを操作
できるようにすることは，インタラクション研究の課題
となっている [6]．これまでの研究では，手首の曲げ伸ば
し [7], [8], [9]や手話のような手の形を認識する手法 [5], [10]

やデバイスが開発されてきた．また，ハンドジェスチャに
よるインタラクションの社会的受容性を考慮して，指の
ジェスチャなどを用いた微小な動作による入力を実現する
研究が行われている [1], [3]．
しかし，これらの技術は，ハンズフリーの状況を対象と

したジェスチャ入力手法であり，モノを把持するような
状況で適用することはできない．それに対して，Saponas

ら [12]は筋電センサを用いてモノを把持しているときのハ
ンドジェスチャ認識システムを実現した．彼らの研究では，
旅行用マグカップとノートパソコン用バッグの 2つの把持
条件で指のピンチジェスチャを認識する技術を開発し，高
い精度でジェスチャの分類が可能であることを示した．し
かし，実用を考えた場合，Saponasらの手法の有用性は限

定的である．その理由として，彼らのジェスチャ認識技術
は対象物を把持した状態のハンドジェスチャを学習する必
要があるためである．つまり，我々が日常生活で把持して
いる全てのモノを学習する必要があり，そのようなデータ
を収集することは現実的ではないためである．これを解決
するためには，把持の対象物に依存しない形で入力の学習
を行う必要がある．
そこで，本研究では，モノを把持しながら行うハンド

ジェスチャ認識の課題として，ハンズフリーの状況の入力
のみで機械学習により分類モデルを作成し，モノを把持し
た状況における入力の分類を試みる．そのためのアプロー
チとして，筋肉の非活動部位を入力モダリティとして用い
た入力認識手法として，ハンドジェスチャ列認識手法を提
案する．

3. ハンドジェスチャ列認識手法
我々の提案手法であるハンドジェスチャ列認識手法で

は，入力モダリティとして人間の筋肉の非活動部位におけ
る筋電位を用いる．既存の入力モダリティは，ユーザの日
常の活動においてある身体部位が使用されているかによっ
て，入力モダリティとして使用可能か不可能かが明確に分
かれる．例として，歩行中にはフットジェスチャは使用で
きない，車の運転中にはハンドジェスチャは使用できない，
などの状況が挙げられる．我々の目的は，ある入力モダリ
ティが使用可能かを 2値ではなく，連続値として捉えるこ
とで，入力モダリティがユーザの活動によってある程度占
有されていたとしても，入力可能であることを示すことで
ある．例えば，ユーザがバッグを手に把持している状況を
考える．この時の筋肉の活動を筋電位として図 1 で表し
ている．図のようにユーザはバッグの把持に 100%の力を
使っていないため，まだ力を加える余力を残している．本
研究ではこの余力をユーザがモノを把持したり，手を使っ
た活動をしたりする際に筋肉が非活動となっている部位，
つまり筋肉の非活動部位であると定義し，これを入力モダ
リティとして利用する．
本研究では筋肉の非活動部位を入力モダリティとして利

用するための入力手法として，ハンドジェスチャ列認識手
法を提案する．本章では，提案手法の実装要件について説
明し，最後に本研究で開発した提案手法のプロトタイプに
ついて述べる．

3.1 ハンドジェスチャ列
本研究の対象とする筋肉の非活動部位を入力モダリティ

として用いる場合，入力モダリティはユーザに何らかの動
作のために使用されていることが前提であるため，誤認識
に対する堅牢性が重要な要素として挙げられる．日常にお
けるユーザの動作はジェスチャやセンサを用いた入力手法
において，意図しない動作が入力と認識されることで，誤
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認識の原因となる．様々な手法において誤認識を防ぐため
の試みがなされている [11]が Fukaboriら [2]は，ユーザの
動作によっては誤認識が発生することが多く，適切に対処
することが難しいと述べている．
その中で，誤認識に対する堅牢性を高めている入力手法と

して，Whack Gestures[4]が挙げられる．Whack Gestures

は 2つのWhackジェスチャを入力するジェスチャの間に
挟む形式で 3つのハンドジェスチャによって構成されるハ
ンドジェスチャ列を入力とすることで，認識の堅牢性を高
めている．つまり，1回のハンドジェスチャの誤入力が発
生しても，ハンドジェスチャ列とはならないため，誤認識
が発生しにくいことから，通常のジェスチャ認識手法と比
較して堅牢性が高い．通常のハンドジェスチャ認識を用い
る場面を考えると，1つの操作に対して複数のハンドジェス
チャを用いることは効率が悪くユーザビリティの低下を招
くと考えられる．しかし，ユーザが何かしらの動作を行っ
ている状況下であれば，ハンドジェスチャ列を用いること
で認識の堅牢性を高めることができる有用な手法であると
いえる．そこで，本研究では，3つのハンドジェスチャか
ら構成されるハンドジェスチャ列を入力として用いること
とした．

3.2 様々な把持条件への汎用性
センサベースのハンドジェスチャ認識は主に手や前腕部

から発せられる電気信号をもとに内部構造，外部構造の変
化を学習することで実現されている．そのため，モノを把
持した状況においては，ユーザがどのような握り方でモノ
を把持するか，また重量など対象物の特性によって同じハ
ンドジェスチャを行ってもユーザの入力が異なったものに
変化する．Saponasら [12]はモノを把持しながら入力可能
なハンドジェスチャの学習手法を開発したが，学習してい
ないモノに対して認識可能ではなかった．その原因の一つ
として，人が把持する対象物は多種多様であり，全てのモ
ノを学習することは難しい．また，対象物の形状や重量，
重心などモノの特性を表すパラメータも多種多様であるた
め，「モノ」と「モノの特性」を組み合わせて学習を行うと
なると現実的ではない学習データ量が必要となる．様々な
把持条件に対して汎用的に入力を認識するためには，上述
のモノやパラメータに依存しない学習方法が必要となる．
そこで提案手法では，ハンドジェスチャ間の差分を学習す
ること手法を採用した．具体的には，2つのハンドジェス
チャを比較して，同じか異なるかを判断する学習を行う．
差分を学習することで，同じハンドジェスチャは同様の入
力が得られ，異なるハンドジェスチャは異なる入力が得ら
れるため，把持するモノやその重量が変わっても入力を正
しく認識できる．提案手法では，3つのハンドジェスチャ
を入力として使用し，1番目と 2番目のハンドジェスチャ，
2番目と 3番目のハンドジェスチャの連続したハンドジェ

表 1 3つのハンドジェスチャからなる列の並び順（表中の A，Bは
異なるハンドジェスチャを表す）．

1 番目 2 番目 3 番目 ハンドジェスチャ列

A

A
A AAA

B AAB

B
A ABA

B ABB

スチャ間の差分からどのようなハンドジェスチャ列が入
力されたかを特定する．本研究では，表 1に示す AABや
ABAのようなモールス信号に似たハンドジェスチャ列を
定義して用いることとした（Aと Bはそれぞれ任意の異な
るハンドジェスチャを表す）．

3.3 ハンドジェスチャの分割
ハンドジェスチャ列を入力として認識するためには，連

続して入力されるハンドジェスチャを区切る必要がある．
提案手法では，2つの閾値を設定することで連続したハン
ドジェスチャから，3つのハンドジェスチャに分割する．2

つの閾値を決定するために，2名の協力者にハンズフリー
の状況とモノを把持した状況（傘，バッグ，箱を把持）に
おいて，ハンドジェスチャを行ってもらい，その筋電位を
計測した．その後，自身の最大限の力を前腕に入れてもら
い，その筋電位も計測した．これらを用いて，随意収縮強
度（筋肉の収縮度合い，力を入れている度合いを百分率で
示した指標．以後，%MVCとする）を計算し，ハンドジェ
スチャを行った際，またはモノを把持している際に%MVC

がどの程度となるかを評価した．その結果，ジェスチャを
行っている際は 70%MVC以上，ジェスチャを入力してい
ない（モノの把持などは含まれる）時には 40%MVC以下
であることがわかった．結果より，この 2つの値を閾値と
して 70%MVC以上であればハンドジェスチャが入力され，
40%MVC以下となれば，ハンドジェスチャの入力がされ
ていないとして，この 2値を閾値として設定した．

3.4 ハンドジェスチャ列認識手法のインタラクションシー
ケンス

本研究では，提案手法であるハンドジェスチャ列認識手
法の実現可能性を検証するために，プロトタイプを実装し
た．図 2に提案手法のインタラクションシーケンスを示す．
提案手法は以下の流れでハンドジェスチャ列の入力を認識
し，識別する．1) ユーザは入力としてハンドジェスチャを
3回行う．それぞれのハンドジェスチャは，筋電位が 40%

以下から 70%以上の%MVCに遷移したい時点で入力とし
て認識される．次のハンドジェスチャ入力は筋電位が 40%

以下になるまで認識されない．2) ハンドジェスチャ間の差
分をユークリッド距離によって計算する．計算で得られた
2つの距離（1番目と 2番目のハンドジェスチャ，2番目と
3番目のハンドジェスチャからそれぞれ計算された距離）
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図 2 ハンドジェスチャ列認識手法

を機械学習の特徴量として用いる．3) k-NNアルゴリズム
により，ハンドジェスチャ列の識別を行う．4) 識別結果に
応じて，特定の操作（音楽の再生など）を行う．
図 2の例では，ユーザが「親指を立てる」ハンドジェス

チャを 2回行い，次に「こぶしを握る」ハンドジェスチャを
行っている．この場合，識別されるべきハンドジェスチャ
列はAABとなり，AとBはそれぞれ「親指を立てる」，「こ
ぶしを握る」ハンドジェスチャを表す．ただし，提案手法
は上記のハンドジェスチャのみを A，Bとするわけではな
く，例えば「手首を背屈*1させる」，「手首を背屈させる」，
「手首を掌屈*2させる」のハンドジェスチャ列も AABと識
別される．これは，提案手法が特定のハンドジェスチャを
学習しているのではなく，連続したハンドジェスチャ間の
差分を学習しているからである．その結果，提案手法は未
学習のモノを把持した状況においてハンドジェスチャ列を
正しく識別可能である．

4. 実験 1: ジェスチャ組の選定
提案手法では，ハンドジェスチャ列の認識のために 2種
のハンドジェスチャ（ここではジェスチャA, Bとおく）を
要する．そこで，我々は予備実験として提案手法に適した
ハンドジェスチャの組み合わせ（以後，ジェスチャ組とす
る）の選定を実施した．まず，ハンドジェスチャを行った
際の筋電位をハンズフリーの状況とモノを把持している状
況から収集した．次に，12種類のジェスチャ組からハンド
ジェスチャ列を作成し，それらの識別精度を比較すること
で，最も精度の高いジェスチャ組を決定した．

4.1 実験手法
我々は，ハンドジェスチャ列の作成にシミュレーション

による手法を用いた．具体的には，ハンドジェスチャを収
集し，それらを後で組み合わせることで擬似的なハンド
ジェスチャ列とした．通常，データ収集では実験参加者は
ジェスチャの種類 × 状況の種類 × 反復回数 の数だけ入

*1 手の甲側に曲げること
*2 手のひら側に曲げること

力を実行する必要があるため，多くの時間を要し，かつ実
験参加者に負担をかける．さらにハンドジェスチャ列の収
集では，一回の入力に三回のハンドジェスチャを実行する
必要があるため，三倍の時間と負担がかかる．そこで，な
るべく実験参加者に負担をかけない形式で少しでも多くの
入力を得るために，ハンドジェスチャ列ではなく，ハンド
ジェスチャを収集し，それを後から組み合わせることでハ
ンドジェスチャ列を作成した．結果として，320回のハン
ドジェスチャを実験参加者ごとに収集した（4 種のジェス
チャ × 4 種の状況 × 20 回）．
筋電位の測定のため，我々は 8chの筋電位を測定可能な

筋電センサであるMyoを使用した．我々は筋電位および
ハンドジェスチャ測定システムを Prosessing 3を用いて開
発した（筋電位の取得には，Myo for Processingライブラ
リ*3の “myoOnEmgData”メソッドを使用した）．結果と
して得られたデータを 200Hzでサンプリングされた 8bit

の筋電値として扱った．

4.2 実験参加者
12名の実験参加者（男性 7名，女性 5名，平均年齢 23.5

歳，全員右利き）がデータ収集に参加した．全ての実験参
加者は事前に実験内容，測定内容，公開内容について説明
を受けたうえで，実験実施に同意した者が参加した．実験
参加者には金属アレルギーの有無を確認した後（Myoの
電極部が金属のため）に利き腕（右前腕部）に装着した．
次に実験参加者に利き腕に可能な限り力を入れてもらい
100%MVCを計測した．その後，図 3に示すハンズフリー
とモノを把持した状況（傘，バッグ，箱を把持の 3状況）で
利き腕を使って 4種のハンドジェスチャを行った．データ
収集は休憩も含めて一人あたり約 1.5時間の時間を要した．

4.3 特徴量と機械学習
次に，作成したハンドジェスチャ列から機械学習のため

の特徴量を生成した方法について記す．まず，取得したハ
ンドジェスチャの筋電位からそれぞれのチャンネルのRMS

*3 https://github.com/nok/myo-processing
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図 3 データ収集実験で用いた 4 つの状況におけるハンドジェス
チャ．

値を次の計算式によって得た．

RMSi =

√√√√ 1

N

N∑
j=1

EMG2
ij , (1)

RMS = [RMS1, RMS2, ..., RMS8] , (2)

ここで，EMGは筋電位の値，iはチャンネル数，N はサン
プル数を表す．以上のようにして 8chの筋電位から 8次元
の RMS値のベクトルを得た．
次に，3つのハンドジェスチャからなるハンドジェスチャ

列から，2つユークリッド距離を計算する．まず，ハンド
ジェスチャ同士の距離は以下の式によって計算した．

d (RMSp,RMSq) =

√√√√ 8∑
i=1

(RMSpi −RMSqi), (3)

ここで，RMS は上で計算した 8次元の RMS値のベクト
ル，iはチャンネル数，pと q はハンドジェスチャの入力
順を表す．3章で述べたように提案手法の特徴量は 1番目
と 2番目のジェスチャ間の距離，2番目と 3番目のジェス
チャ間の距離からなるため，以下の式によって特徴量は以
下のようになる．

feature = [d (RMS1,RMS2) , d (RMS2,RMS3)] .

(4)

次に，上の特徴量を用いて機械学習を行う方法について
述べる。提案手法では k近傍法（以後，k-NN）によって学
習することでハンドジェスチャ列の分類を行った．まず，
学習に用いるデータは全てハンズフリーの状況のハンド
ジェスチャ列から作成した特徴量である．学習方法として
我々は 10分割交差検証によって，最も精度の高い k-NNの
パラメータである k値と分類モデルを得た．具体的には，
グリッドサーチと交差検証を組み合わせて，k値を 5～30

の範囲でそれぞれの分類モデルの精度を検証し，最も精度
の高い k値と分類モデルを評価に用いた．この学習は実験
参加者ごとに独立して行われたため，それぞれの k値は異

表 2 ジェスチャ組におけるハンドジェスチャ列の平均識別精度
HHHHHHA

B
DE PF OH MF 平均

DE – 90.0% 73.4% 73.9% 79.1%

PF 89.4% – 78.2% 74.9% 80.8%

OH 72.5% 82.0% – 75.0% 76.5%

MF 72.2% 78.4% 77.4% – 76.0%

平均 78.0% 83.4% 76.3% 74.6% 78.1%

なり，k値の平均値は 12.9であった（標準偏差は 10.7）．
この分類モデルを用いて，12種のジェスチャ組における，
モノを把持した 3状況（傘，バッグ，箱を把持）のハンド
ジェスチャ列における精度を評価した．

4.4 結果
12種のジェスチャ組における平均識別精度を表 2に示

す．ジェスチャ A, Bは表 1のハンドジェスチャの並び順
を示す．平均識別精度はモノを把持した 3 状況における
表 1の 4種のハンドジェスチャ列，つまり 12種のハンド
ジェスチャ列の平均値を表す．表より最も精度の高いジェ
スチャ組は識別精度 90.0%の A=DE, B=PFであった．こ
の結果から提案手法のジェスチャ組として A=DE, B=PF

を用いることを決定した．

5. 実験 2: ハンドジェスチャ列認識手法の精
度評価

前章では，未学習のモノを把持した状況において最も精
度の高いジェスチャ組 (A=DE, B=PF)を選定し，90.0%

の平均識別精度でハンドジェスチャ列が識別可能であるこ
とを示した．しかし，前章では擬似的にハンドジェスチャ
列を作成しており，異なるハンドジェスチャ列であって
も同じハンドジェスチャのデータが使用されているなど，
データの均質化が生じているため過度に高い精度となって
いる懸念がある．さらにモノを把持した状況としては 3種
類と限られた条件で行われていた．そこで，提案手法であ
るハンドジェスチャ列認識をさらに検証するために，より
多くの把持条件とモノを用いてより実用に近い形式で識別
精度を評価する．
具体的には，ハンズフリーの状況におけるハンドジェス

チャ列を用いて分類モデルの学習を行った後に，様々な把
持条件において，実験参加者にハンドジェスチャ列を入力
してもらい，その識別精度を評価するユーザ実験を実施し
た．加えて，ハンドジェスチャ列の入力時間を計測し，実
用時における妥当性を評価した．実験条件として，我々は
6つの把持条件におけるモノを用いた．実験参加者はそれ
ぞれ順番にモノを把持してもらいその条件下でハンドジェ
スチャ列の入力を行った．なお，本実験は COVID-19パン
デミックの最中に実施されていたため，感染対策を行った
上で実施された．
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図 4 ユーザ実験で用いた把持条件とハンドジェスチャ（ジェスチャ A，B はそれぞれ DE，
PF ジェスチャを表す）．

5.1 実験参加者
12名（8名男性，4名女性，平均年齢 23.2歳）の実験参
加者がユーザ実験に参加した．全ての実験参加者は事前に
実験内容，測定内容，公開内容について説明を受けたうえ
で，実験実施に同意した者が参加した．実験参加者には金
属アレルギーの有無を確認した後）に利き腕（10名が右前
腕部，2名が左前腕部）に装着した．ユーザ実験には実験
参加者 1人あたり，休憩含めて約 1.5時間を要した．

5.2 把持条件
図 4に本実験で実験参加者が把持するモノを示す．これ
らのモノは Schlesinger[13]の把持分類学を基に選定した．
また図ではジェスチャ組 A=DEと B=PFが各把持条件に
てどのように行われたかを示している．我々は，実験参加
者にこれらの条件において，表 1にある 4種のハンドジェ
スチャ列を入力させ，その識別精度を評価した．

5.3 実験手順
初めに，ハンズフリーの状況におけるハンドジェスチャ

列の入力をトレーニングデータとして収集した．次に 6つ
の把持条件におけるハンドジェスチャ列の入力をテスト
データとして収集した．ハンドジェスチャ列の実行による
疲労による識別精度への影響を考慮して，把持条件の順番
は実験参加者ごとに無作為に決定した．実験参加者がハン
ドジェスチャ列を行う際は，3章に示した手法で，入力を
分割することで記録した．収集したハンドジェスチャ列は
ジェスチャ組の選定時と同様の特徴量と機械学習の手法に
よって評価を行った．また，Myoデバイスは無線通信で筋
電位の測定を行うが，実験時に無線通信や入力の識別処理
による遅延は生じなかった．

5.4 結果
表 3にそれぞれの把持条件における実験参加者ごとの平

均識別精度を示す．まず，全体の平均識別精度は 93.13%

であった．これより，未学習の把持条件にて，高い精度で
ハンドジェスチャ列を識別可能であることが理解できる．
次に，識別精度における一要因参加者内分散分析（要因：
把持条件）の結果，Box条件が他の条件より有意に低い識
別精度であることがわかった (F(5, 55) = 9.67, p < .05)．
Box条件は他の把持条件において精度が劣るものの，精度
低下の要因は 4 人の実験参加者に起因するものであった
（表 3 下線部）．この原因についての詳細は，後の章で議
論する．次に，表 4にそれぞれの把持条件におけるハンド
ジェスチャ列の平均入力時間を示す．全体の平均入力時間
は 3.96秒であり，入力時間における一要因参加者内分散分
析（要因：把持条件）の結果，条件間で入力時間に有意な
差は認められなかった (F(5, 55) = 1.31, n.s.)．
ユーザ実験の結果より，実装したプロトタイプがハンド

ジェスチャ列をほぼ全ての把持条件において，ハンズフ
リーのハンドジェスチャ列で学習した分類器で正しく識
別可能であることがわかった．また，入力時間について把
持条件間で有意な差は認められなかったことから，ハンド
ジェスチャ列による入力は把持の形式に依らず，平均値で
ある 3.96秒から大きく乖離せず入力可能であることが理
解できた．最後に，ハンドジェスチャ列入力による疲労に
ついて，実験参加者は実験の合間に平均 0.86回（6人が休
憩を取らなかった）の休憩を取り，ハンドジェスチャ列入
力の継続が困難なほどの疲労感を訴えた実験参加者はいな
かったことから，ハンドジェスチャ列入力には，実行困難
なほどの高い負荷はかからないことがわかった．
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表 3 実験参加者ごとの各把持条件におけるハンドジェスチャ列の識別精度の平均値（列の P

は実験参加者を示す）．
# P1 P2 P3 P4 P5 P6 P7 P8 P9 P10 P11 P12 平均
Bag 96.30% 71.30% 93.80% 82.50% 97.50% 82.50% 97.50% 83.80% 98.80% 73.80% 91.30% 97.50% 88.88%

Ball 98.80% 98.80% 100.00% 100.00% 100.00% 98.80% 98.80% 98.80% 98.80% 97.50% 100.00% 100.00% 99.19%

Box 6.30% 8.80% 7.50% 97.50% 97.50% 87.50% 87.50% 91.30% 100.00% 78.80% 80.00% 1.30% 77.00%

Card 97.50% 98.80% 100.00% 100.00% 98.80% 95.00% 98.80% 97.50% 100.00% 97.50% 98.80% 100.00% 98.56%

Pen 100.00% 98.80% 98.80% 98.80% 97.50% 98.80% 100.00% 96.30% 100.00% 98.80% 100.00% 98.80% 98.88%

Umbrella 100.00% 93.80% 97.50% 100.00% 95.00% 95.00% 100.00% 97.50% 100.00% 80.00% 98.80% 97.50% 96.26%

平均 93.15% 86.72% 87.93% 96.47% 97.72% 92.93% 97.10% 94.20% 99.60% 87.73% 94.82% 89.18% 93.13%

表 4 各把持条件におけるハンドジェスチャ列の平均入力時間と標準偏差 (S.D.)．
把持条件 Umbrella Box Bag Card Pen Ball

平均 S.D. 平均 S.D. 平均 S.D. 平均 S.D. 平均 S.D. 平均 S.D.

入力時間（秒） 4.00 0.82 4.13 0.98 4.00 0.79 3.81 0.68 3.99 0.84 3.81 0.90

6. 議論
ユーザ実験では識別精度と入力時間の観点において提案

手法であるハンドジェスチャ列認識手法の実現可能性を示
した．一方で，実用化にはさらなる性能の向上が必要であ
るため，本研究で得られた結果に関する考察と実用化に向
けて必要な事項について議論する．

6.1 ジェスチャと識別精度の関係
ユーザ実験では，提案手法が未学習のモノを把持した状

況において 93.13%の精度で識別可能であることを示した．
ここでは，Box条件において低い精度となった 4人の実験
参加者について分析する．図 5は 4人の実験参加者の Box

条件におけるハンドジェスチャ列の識別精度の混合行列を
示している．この混合行列からハンドジェスチャ列 AAB,

ABA, ABBが AAAと誤認識されたことがわかる（AAA

は 3 回同じハンドジェスチャを繰り返す）．この図より，
箱を把持する条件では手や手首が固定されることから，十
分に動かすことができず，その結果，2種の異なるハンド
ジェスチャをうまく表現できなかった（異なる筋肉を収縮
できなかった）ことが誤認識の原因ではないかと考えられ
る．この問題は，手首が固定された状態でも筋電位の変化
がより明確なハンドジェスチャの組み合わせを用いること
や，圧力センサのように微細な変化に敏感なセンサを組み
合わせることで識別精度を向上できると考えられる [9]．

6.2 入力時間の妥当性
ハンドジェスチャ列の入力のために必要な時間はユーザ

ビリティに大きな影響を与える．そのため，3つのハンド
ジェスチャ列の妥当な入力時間について議論する必要があ
る．1つのハンドジェスチャ入力と比較してハンドジェス
チャ列入力はより多くの時間を要する．そのため，我々は
ユーザ実験によって計測したハンドジェスチャ列の入力時
間の妥当性を分析する．
ユーザ実験より，ハンドジェスチャ列の入力にかかる時

間は平均 3.96秒であった．ハンドジェスチャ入力と比較す
るとこの入力時間は長い．しかし，モノを把持した状況で

AAA AAB ABA ABB
AA

A
AA

B
AB

A
AB

B

100.0% 0.0% 0.0% 0.0%

65.0% 35.0% 0.0% 0.0%

66.2% 0.0% 32.5% 1.2%

53.8% 6.2% 3.8% 36.2%
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図 5 ユーザ実験の Box 条件時に識別精度が低かった 4 名のハンド
ジェスチャ列識別精度の混合行列

はハンドジェスチャ入力は利用できないことを考えると，
音声入力のような同様の状況で入力可能な手法と比較する
ことが適切であると考えられる．音声入力はウェイクワー
ド（声による操作を開始するためにあらかじめ設定された
特定の単語）を含めて約 3-5秒程度の入力時間を要する．
提案手法と音声入力による操作の種類やその多様性などが
異なるため，提案手法が音声入力同等のユーザビリティを
示すことはできないが，入力時間の観点ではハンドジェス
チャ列入力は音声入力と同等であり，十分に妥当なもので
あると考えられる．

6.3 ハンドジェスチャ列入力による疲労の影響
ハンドジェスチャ入力と比較して，ハンドジェスチャ列

入力は多くの動作を必要とするため，ユーザの疲労は重要
な検討項目である．ユーザ実験では，実験参加者一人あた
り 560回のハンドジェスチャ列入力 (1 ハンズフリーの状
況 × 80 反復回数 + 6 把持条件 × 80 反復回数)を 90分
間に行った（1680回のハンドジェスチャ入力に相当）．実
験中，実験参加者は平均して 0.86回の休憩を取り，疲労
によって入力の継続が困難となった実験参加者はいなかっ
た．一方で，全ての実験参加者が実験中に疲れを感じたと
述べた．また，全ての実験参加者が重量のあるモノ（Bag

条件）や不安定なモノ（Umbrella条件）において他のモノ
より疲れを感じたと述べた．この結果より，ハンドジェス
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チャ列入力は，タイピングのような頻繁な入力を要するタ
スクよりも，音楽プレイヤの操作のような少ない入力で操
作可能なタスクに適していると考えられる．また，把持す
る対象物について，モノの重量や安定性が疲労に影響を及
ぼすことがわかっており，この点についてはさらなる調査
が必要であることがわかった．

7. おわりに
本研究では，モノを把持している状況下で用いるための

ハンドジェスチャ列認識手法を提案した．提案手法は，連
続して入力された 3つのハンドジェスチャからその差分を
学習し，分類する．本研究では，ユーザの筋肉の非活動部
位を入力モダリティとして用いたプロトタイプを開発し，
モノを把持した状況下におけるプロトタイプの入力の識別
精度，ユーザビリティを評価した．具体的には，ハンズフ
リーの状況における入力で作成された分類モデルを用いて，
古典的な把持の分類学に基づいて，6つのモノを把持した
状況において評価を行った．その結果，全体の識別精度と
して，93.13%の精度で分類可能であることがわかった．一
方で，把持したモノの種類が識別精度に大きく影響するこ
とがわかった．把持条件における識別精度の低下を抑える
ため，今後の課題として筋電位以外のセンサとの組み合わ
せによる改善を検討する．
謝辞 本稿の執筆にあたり，実験にご参加いただいた実
験参加者の皆様に厚く御礼申し上げます．
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