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深層学習を用いた脳血腫拡大マーカーの分類: モバイル医療
情報アプリを目指して

大北剛1 平野北斗1

概要：モバイル医療情報アプリケーションとして,バイタル情報やストレス情報を記録して,それを用いて
簡単な推論を行なわせる形のサービスは実用化されている. 遠隔診療や病院連携を必要とするような場合,
脳画像などの診療情報も共有され始めており、診断のようなアプリも,現在、医療情報アプリケーションと
して実現されることが考えられる. 本論文では,若干重い部類の医療情報アプリケーションとしての脳画像
診断の資源的な制約も含めた形での性能などについて論じる. この脳血腫マーカーの分類問題においては,
単純な VGGなどの CNNを用いた分類においては精度を出すことが難しいことが判っており、そのために
必要なある程度複雑な部類の分類器を必要とする. たとえば、正例が少ない分類問題であること,血腫の形
状が不定であること、その他,不均衡分類問題,共変量シフト,少量データ問題,疑似相関問題などを解決す
る形の分類問題である必要がある. そこで,本論文においては,血腫のセマンティックセグメンテーション
と分類とのジョイント学習を行う方法を提案して,性能を評価した.

Classification of Hematoma Expansion Markers by Deep Learning

1. はじめに

急性脳内出血（ICH）の 5分の 1は、24時間以内に血腫

拡大（HE）に成長する。血腫拡大として成長する可能性

が高い血腫のクラスを検出するいくつかのマーカーが知ら

れている。本論文では、非造影 CTに基づいてそのような

マーカーを検出するための分類器を構築することを目指

す。脳血腫には急成長をする型と急成長に至らない型の 2

通りが存在し,マーカーとなる血腫を分類できれば、その

脳血腫が成長する形の血腫か否かわかる. このようなマー

カーとなる血腫は非造影の CTに基づいて判定することが

可能であり、これは町中のクリニックでも可能なものであ

る. (つまり、この課題はどこでもクリニックという意味で、

ユビキタス計算の材料となり得るのではないかと考える.)

しかし、急成長をする型の脳血腫であることを判定するに

は通常の医師には難しく,専門の脳外科医が判定を行う必

要のあるケースが多く存在する. CTは脳血腫が存在する

かないかの簡便な検査方法として広く知られており、しか

も、大きい病院だけでなく,小さな病院においても検査が

可能となる. このため,われわれのターゲットとするシナリ

1 九州工業大学
Kyushu Institute of Technology

オは,小さな病院において CTで撮影を行ない,この CT画

像を人工知能で分析し,もし疑わしければ,大学病院などの

脳外科の専門医に患者を運び込むというシナリオである.

このシナリオに従って, CTでの撮像画像を与えられ,急

成長する可能性のある血腫のどのクラスに属するかを判定

するタスクを本論文では扱う. この急発達の予測は典型的

に頻度の少ない事象を学習する困難な問題となるだけでな

く,形状が動的な変化をしているかのようにフレキシブル

な形状を取る. なお、このマーカーとなる血腫のクラス自

体が確立したものではないため,そのようなマーカーとな

る血腫を同定することも研究目的とされている.

このようなマーカーを分類する分類器の構築は,を構築

するためのいくつかの困難には、クラスの不均衡の問題、

共変シフトの問題、欠損値の問題、疑似相関の問題など、

MLの仮定に関連する問題の処理方法が含まれる。

本論文の構成は以下の通りである. 第 2節では, 血腫の

分類の歴史的なコンテクストと急成長のための分類法をレ

ビューする. 第 3節ではセグメンテーションと分類のジョ

イント学習法を提案し,性能を評価する. 第 4節では,結論

と今後の課題について述べる.
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2. 関連手法

3. 血腫分類タスク

3.1 血腫分類の歴史的コンテクスト

急性脳内血腫 (ICH)は脳小血管病 (SVD)が発展したもの

で,このうち 3分の 1の患者においてはさらに出血が持続

する. 臨床的にこの脳内血腫の増大の可能性を初期に検知

できることは患者の治療に非常に役立つと考えられている.

脳血腫の増大の最も単純なモデルにおいては、まず,初期

症状において小血管の一つが血腫を形成する. 次に,二次的

な機械的な剪断損傷などを原因として出血が持続して広が

る. さらに,ヘマトクリット値と蛋白質により密度が個々の

ケースにより異なる形で凝集する. このとき,見た目は柔組

織の傷害、出血による脳浮腫、脳室系の拡大などの隣接す

る構造に依存し,呈する形状はこれらに依存してかなり異

なる. このモデルからも示唆されるように,脳血腫の形成は

以下のような特徴をもつ. 1つ目は時系列で血腫拡大が形

成されることである. 2つ目は最終的な出血の体積は周辺

部の損傷した血管の個数によることである. 3つ目は拡大

する方向は軸の向き通りではなく,拡大した血腫の形状は

非定型となることである.

脳血腫の分類にはさまざまな方式が考えられてきた. 1

つ目,マージンの形状の分類を記述する初期の論文は形状

の分類を題材とし,出血の拡大の影響を直接の題材として

いないが,後の研究により関係が報告されている. これらは

以下の 3つの論文である. [8]は脳血腫の形状による分類を

試みた. 丸形状 (丸形状のスムーズなマージン),非定型形状

(非定型形状のマルチノードのマージン),分離した形状 (定

型と非定型を二分するフルイドレベル)の 3つである. [3]

は急性脳内血腫 (ICH)の形状を定型から非定型までの 5段

階で分類した. [1]は同じスケールを用いて,非定型なマー

ジンと出血の拡大は独立な関係にあることを考察した. 2つ

目,血腫拡大がヘテロな出血から来ることを示唆する最初

の率直な証拠は, [5]のスワールサインの分類による. 3つ

目, [4]はスワールサインにさらなる条件を課し,ブラック

ホールサインを定義した. このブラックホールサインは高

い特異値において出血拡大に関係していることを示した.

本論文においては,出血拡大に関係性が高いと考えられる

ハイポデンシティー (hypodensities),マージンイレギュラー

サイン (margin irregularity),ブレンドサイン (blend sign),フ

ルイドレベル (fluid levels)の 4つのクラスに対して分類を

行なう [2].

3.2 ICH拡張に焦点を絞った血腫分類
図 2は Boulouisら [2]の以下の 4つのクラスへの分類を

示す.

• A:ハイポデンシティー (hypodensities, swirl sign/black

hole sign/central hypodensity)

• B: マージンイレギュラーサイン (Intracerebral hemor-

rhage with irregular margins and ICH with heterogeneous

densities)

• C:ブレンドサイン

• D:フルイドレベル

この分類に従って血腫分類タスクを上記 4つのクラスに分

類するタスクとして考える. つまり,与えられた時刻 tにお

ける患者 hi の脳 CT画像列に対して,ハイポデンシティー,

マージンイレギュラーサイン,ブレンドサイン,フルイドレ

ベルの 4つのクラスに対して分類を行なうタスクである.

血腫をこれら 4クラスに分類をする Boulouisらの目的の

一つは,これらのそれぞれの血腫の分類の型の ICHの拡張

率の違いである. つまり,ハイポデンシティー: 20.2%,マー

ジンイレギュラーサイン: 14.0%,ブレンドサイン: 35%,フ

ルイドレベル: (記述なし)という拡張率となるからである.

なお,これらの 4クラスは重複可能である. 血腫は複数のク

ラスに同時に属するモデルを考え,各々のクラスを独立と

みなし二値分類問題と考える. つまりマルチクラスの分類

ではない.

ハイポデンシティー (図 3参照)は出血の中にハイポデ

ンスな構造が存在することを総称する. 具体的にはスワー

ルサイン, ブラックホールサイン, ヘテロな密度スケール

(density heterogeneity scale)という,いずれも同じ現象を捉

えていると考えられているサインがあるかないかで判断さ

れる. スワールサインは飲み込むような見え方,ブラック

ホールサインはブラックホールが中心に存在するかのよう

な見え方,ヘテロな密度スケールはヘテロな出血かホモジ

ニアスな出血かを１から５までのスケールで評価する指標

をさす.

ブレンドサイン [4]は血腫の中に, ハイパーアテニュエ

イトな領域と隣接するハイパーアテニュエイトな領域が混

ざったものをいう. 17%の患者から,このブレンドサインの

存在は出血拡大を示唆するという報告もある.

マージンイレギュラーサインは,出血の形状が丸型の形

状や分離した形状ではなく非定型な形状をいう [8]. このサ

インは出血が成熟していないことを視覚的に捉えながら,

周辺部における血腫の境界における二次的な出血に影響さ

れている可能性はある.

ハイポデンシティーは球状で,中心が一つで,その形状で

一度だけ拡張して収縮する. 中心に黒い点 (ブラックホー

ル)があれば,拡張率は高い. イレギュラーマージンの形状

は (複数の中心を持ち)丸ではなく,若干ひしゃげている. ブ

レンドサインはハイポデンシティーと類似するが,形状は

若干小さく,白みがかっている. 拡張率は高い. フルイドレ

ベルは血腫が (黒みがかって)液状化する図となる.

なお、血腫の形状は実際には 3D空間にこれが存在する.

このため,血腫の形状が球である場合, CT画像で丸である
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ことと同時に CT画像と直行する方向においても, 球程度

である必要がある.

また,それぞれ 4種類の分類は排他的関係にある. つまり

重複を許す. したがって,目標としては,これらの重複を考

慮したクラスを増設した. つまり, CT画像において, ハイ

ポデンシティーとブレンドサインの両方に当て嵌るクラス

であれば,これをクラスとして設定した. このやり方で用い

て分類すると,ほとんどのブレンドサインのみ,フルイドレ

ベルのみという分類は非常に少なく, 大半の CT画像は他

のクラスとの混合クラス、もしくは,血腫なしという分類

となる. ただ、血腫の形状がハイポデンシティーが球状で,

マージンイレギュラーサインが楕円状であるという違いか

らこれらが同時に起こるというのはあまりない.

3.3 血腫 ICH拡張タスク
ICHが拡大するか否かは,現実的な問題として非常に重

要である. また,脳血腫には IVHという指標も関係するが,

本論文では CT撮影時の体積を測定し, それに基づいた時

間間隔において, ICHが 30%以上拡大したか否かを判定す

る. 他に 30ml以上増加したなどが議論されることもある

が,ここでは ICH30%以上の拡大のみを論ずる.

このプロトコルはいくつかの機械学習的な困難さを伴う.

1つ目,この間隔は実際の患者の撮影条件によるため,まち

まちである. これは正確には時間ごとに変化するはずだが,

ここではこれを議論しない. これを突き詰めると欠損値問

題になるが,ここでは単純な教師あり学習として扱う. 2つ

目, ICH30%以上拡大するか否かという 2値分類のみの形で

論ずる. 3つ目,本来,個体毎に ICHが 30%以上拡張するか

否かということを議論しているが,スライスで見た場合に

はあるスライスでは ICH30%以上するかもしれないが, 他

のスライスでは拡張する必要はない. 画像のみの情報に基

づき拡張性を議論する場合,スライスに拡張があるかない

かはどちらかといえば,ないように思える. 血腫はある部位

で異常が起こったとしても,その部位以外の所で起こる事

象とは独立であることが多いと考えられる. 一方,血腫があ

る場合,その血腫が一定時間後に拡張するかどうかは画像

内に表われる可能性がある.

4. 手法

4.1 データセットと前処理

CTスキャンは、12の施設から収集した。各被験者の情

報は匿名化した。CTスキャンにおける血腫の範囲や位置、

状態などのアノテーションは、12の施設の専門医でそれぞ

れ別で行われた。

CTスキャンのスライス画像のサイズは、512×512であ

る。CTスキャンのデータは、DICOM形式で保存されてお

り、ピクセル値の単位はハウンズフィールド単位（HU）で

ある。1つ目の前処理として、式 1のように、対象の HU

範囲を選択してコントラストを調整した。

I(i, j) =


0 ifIHU (i, j) < a
IHU (i,j)−a

b−a × 255 ifa ≤ IHU (i, j) ≤ b

255 ifIHU (i, j) > b

(1)

ここで、I(x)は、位置 xでのコントラスト調整後の強度

である。a = 0と b = 80は、脳の CT画像を可視化するた

めに一般的に使用される。本研究では、CTスキャンを収

集したそれぞれの施設の専門医が決定したパラメータ a,b

を用いており、おおよそ a = 0と b = 80であった。

さ ら に 、CT 画 像 の 前 処 理 の 記 事

（https://vincentblog.xyz/posts/

medical-images-in-python-computed-tomography）

に従って、ノイズ除去、骨除去、中央への位置合わせの前

処理を行った。ノイズ除去では、CTスキャンの際に映る

アーイファクトを除去した。骨除去では、頭蓋骨部分を除

去した。これは、コントラスト調整後の CT画像において

骨の部分が白く映り、情報が強くなる（白は最大のピクセ

ル値 255）と考えたためである。中央への位置合わせでは、

脳を画像の中央に平行移動する作業を行った。

4.2 セグメンテーションと分類のためのジョイントモデル

図 1は、本研究で提案するセグメンテーションと分類の

ためのジョイントモデルのアーキテクチャを示している。

提案するモデルは、1つのモデルでセグメンテーションと

分類の 2つのタスクを行う。具体的に、U-Net（図 1の上

のパス）でセグメンテーションのタスクを行い、Wavelet

CNN（図 1の下のパス）で分類のタスクを行う。ここで

分類のタスクでは、U-Netのエンコーダより得られる特徴

と、Wavelet CNNより得られる特徴の 2つを用いて分類を

行う。提案するモデルへの入力は前処理後の 2Dの CT画

像であり、セグメンテーションタスクの出力は確率マップ

（[0,1]）、分類タスクの出力は確率ベクトル（[0,1]）である。

ここで、確率マップの各位置の値は対応するピクセルが属

する確率を示す（血腫領域の場合は 1、それ以外は 0）。確

率ベクトルの各要素の値は、対応する血腫状態である確率

を示す。

U-Net
血腫領域のセグメンテーションタスクには、エンコーダ/

デーコーダ構造の CNNを採用している。ダウンサンプリ

ングのエンコーダには、Efficientnet-b3モデルを用いてい

る。また、U-Netに従い、エンコーダとデーコーダの対応

するレイヤ間にスキップ接続を追加している。

Wavelet CNN
血腫にはテスチャにも情報を持っている。そのため、血

3ⓒ 2021 Information Processing Society of Japan

Vol.2021-HCI-195 No.36
Vol.2021-UBI-72 No.36

2021/12/1



情報処理学会研究報告
IPSJ SIG Technical Report

図 1 提案するセグメンテーションと分類のためのジョイントモデル

のアーキテクチャ

腫状態の分類タスクには、一般的なCNNではなく、Wavelet

CNNを採用している。Wavelet CNNの中心的なアイデア

は、ウェーブレット変換を CNNアーキテクチャに組み込

んで、画像のテクスチャ情報を保持することである。一般

的な CNNでは、受容野を拡大するために用いられるプー

リング処理の際に、エッジ情報が保持され、テクスチャ情

報は損失する可能性がある。本研究では、VGG16モデル

のプーリング層をウェーブレット変換に変更した CNNを

Wavelet CNNとして扱う。

マルチラベルの分類

血腫状態の分類タスクは、各 CT画像が 1つずつのクラ

スに属する多クラス分類ではなく、いくつかのクラスに属

するマルチラベルの分類タスクである。一般的な多クラス

分類では、出力層の活性化関数として softmax関数を用い

る。一方で、マルチラベルの分類タスクでは sigmoid関数

を用いる。これは明確で、softmax関数の定義が、sigmoid

の和で割ったものだからである。softmax関数の出力 yi の

合計は必ず 1になるが、sigmoid関数の出力 yi の合計が 1

になる保証はない。sigmoid関数の出力 yi は、yi のそれぞ

れが [0,1]の範囲の値になる。

また、一般的な多クラス分類では損失関数として多クラ

ス交差エントロピーを用いることが多い。一方で、マルチ

ラベルの分類では二値交差エントロピーを用いる。本研究

では、血腫状態のラベル分布が不均衡なため、式 2のよう

な重み付きの二値交差エントロピーを用いる。

L(x, y) =

− 1

NC

N∑
n=1

C∑
c=1

[wcyn,c · log(xn,c)

+ (1− yn,c) · log(1− xn,c)]

weight(c) =
sum(negativeexamples(c))

sum(positiveexamples(c))

(2)

学習手順

提案するモデルは、2段階の学習手順を採用している。

第 1段階では、セグメンテーションを行う U-Netを学習す

る。第 2段階では、分類を行うWavelet CNNを学習する。

この際、U-Netのエンコーダより得られる特徴も使用する

が、U-Netの重みは固定している。

5. 実験

5.1 血腫領域のセグメンテーション

5.1.1 データセットの分割方法や前処理の影響

データセットの分割方法や前処理の影響を評価した。CT

画像を訓練用とテスト用に分割する方法として、ランダム

に分割する場合と、患者ごとに分割する場合の 2つを考え

た。また、CT画像の前処理がセグメンテーションの精度

に対してどのような影響を与えるのかを評価した。

データセットを患者ごとに分割する場合よりも、ランダ

ムに分割した場合の方が精度が低かった（表 x）。この結

果は、ランダムに分割した場合には、訓練データセットと

テストデータセット間で似た画像が含まれる可能性がある

ためである。つまり、ランダムに分割すると同じ患者から

得られる複数枚のスライス画像が、訓練データセットとテ

ストデータセットに含まれる可能性がある。また、CT画

像の前処理を行うことで、精度が向上することを確認した

（表 x）。

dice loss iou fscore

ランダム分割 0.1367 0.7809 0.8633

患者分割 0.1609 0.7573 0.8390

患者分割

+ノイズ除去

+骨除去

+中央への位置合わせ

0.1464 0.7660 0.8536

5.1.2 血腫位置を考慮した学習

血腫の位置を考慮してモデルを学習させることで、精度

が向上するのかを評価した。具体的には、まず初めに、血

腫の位置を考慮せずにモデルの学習を行い学習済みモデル

を作成する。その後、血腫の位置 xのデータセットのみを

用いて、学習済みモデルをファインチューニングさせる。

データセットは患者ごとで分割を行い、前処理は行なって

いない。

血腫の位置に従ってファインチューニングを行なった

が、精度の向上は見られなかった。具体的には、血腫の位

置を考慮せずに学習を行なったモデルの、「位置 a. 被殻」

のデータセットに対する精度は 0.9094であり、「位置 a. 被

殻」のデータセットのみを用いてファインチューニングを

行なったが、精度は 0.88904と低下した。同様に他の血腫

の位置についても、ファインチューニングを行うことによ

る精度の向上は見られなかった。

5.2 血腫状態の分類

5.2.1 Wavelet CNNの影響
Wavelet CNNによって分類の精度が向上するかを評価し
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条件
位置 a.

被殻

位置 b.

視床

位置 c.

皮質下

全データで学習 0.9094 0.8524 0.8726

位置 a. 被殻に従って

ファインチューニング
0.8904

位置 b. 視床に従って

ファインチューニング
0.8364

位置 c. 皮質下に従って

ファインチューニング
0.8607

た。データセットは 12つの施設から得られた CT画像を

用い、患者ごとに訓練用とテスト用に分割した。データ

セットの前処理は行っていない。ジョイントモデルの条件

として次の 4つを考慮した；1. VGG16、2. 重み付き損失

の VGG16、3. Wavelet VGG16、4. 重み付き損失のWavelet

VGG16。結果として、重み付き wavelet vgg16の場合、特

に hypodensityや irregularで高い aucが得られた（表 xxx）。

条件 hypodensity irregular blend

vgg16 0.692 0.337 0.524

重み付き vgg16 0.699 0.471 0.545

wavelet vgg16 0.650 0.608 0.613

重み付き wavelet vgg16 0.702 0.684 0.576

5.2.2 血腫領域に絞った血腫状態の分類

本研究では血腫領域のセグメンテーションを行ってい

る。そこで、血腫状態の分類タスクにおいてWavelet CNN

の入力の際に、元の CT画像の血腫領域のみを与えること

で、血腫状態の分類精度が向上するかを評価した。具体的

に、Wavelet CNNの学習の際は、元の CT画像に血腫領域

の正解マスクをかけて得られた血腫領域のみの画像を使用

する。テスト時は、元の CT画像に、セグメンテーションモ

デルの出力マスクをかけて得られた画像を使用する。デー

タセットは 4つの施設から得られた CT画像を用いた。結

果として、マスクをかけて血腫領域を絞ることで、irregular

の分類精度は下がったが、hypodensityの分類精度は向上し

た（表 x）。

条件 hypodensity irregular blend

重み付き wavelet vgg16 0.655 0.790 0.559

重み付き wavelet vgg16

+マスク
0.676 0.732 0.559

5.2.3 Grad Camの一例
Wavelet CNNモデルより計算される Grad Camを示す。

Grad Camでは、モデルが見ているであろう箇所が強調さ

れる。

図 2 重み付き wavelet vgg16

図 3 重み付き wavelet vgg16 +マスク

6. 敵対的生成ネットワークを用いたロバスト
な分類

ロバストな分類器を構築するために,敵対的生成ネット

ワークを用いる方法が考えられる. この方法は, 敵対的生

成ネットワークを用いてデータ拡張により事例を拡張した

と考えることもできる. 条件つき敵対的生成ネットワーク

を用いる. 敵対的生成ネットワークを作成した後、生成器

を用いてサンプルし、評価のために生成器を動作させる.

ここでは,敵対的生成ネットワークを作成した後、識別器

を用いて画像を識別させる形で用いる. 敵対的生成ネット

ワークにおいて,識別器は本物と見間違えるほど本物に近

い偽物を識別する。この識別器を条件つき敵対的生成ネッ

トワークで構築すると、データ拡張として使えるさまざま

な偽物を生成でき,この識別器をロバストにすると考えら

れる. なお,ここでは、前節とは異なりスコープを絞り、ハ

イポデンシティーのクラスに対する精度に影響を及ぼすか

について考察を行ないたい.

True/False

Discriminator

Generator

Generated Image

z

Class Label

True Image

図 4 条件つき敵対的生成ネットワーク

図 5や図 6で見られるように条件つき敵対的生成ネット

ワークを構築した後,生成器を用いるとクラスを指定した
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形で、サンプルを生成する. つまり,ハイポデンシティのク

ラスとしてサンプルを生成する (図 5に示され、一方,ハイ

ポデンシティでないクラスを図 6に示す).

図 5 条件つき敵対的生成ネットワークで生成したハイポデンシ

ティーの画像

図 6 条件つき敵対的生成ネットワークで生成したハイポデンシ

ティーでない画像

実験においては,条件つき SNGANを用いて,偽のデータ

を生成して,それを用いてデータ拡張した. 結果は 3%性能

を向上した 72.1%を得ることができた.

条件 hypodensity

重み付き wavelet vgg16 0.702

conditional SNGAN によるデータ拡張 0.721

7. おわりに

脳血腫は 6-24時間に急成長を遂げ,予測を誤り脳外科医

が手術しなければ命を落とす. しかし,脳血腫には急成長を

する型と急成長に至らない型の 2通りが存在し, CTなどに

よる検査を用いて急成長にいたる脳血腫か否かを人工知能

で分析する技術の開発を行う. この脳血腫の分類問題にお

いては,正例の少ない分類問題であること,血腫の形状が不

定であること、その他,不均衡分類問題,共変量シフト,少

量データ問題,疑似相関問題などさまざまなものが存在す

る. このため,単純な VGGなどの CNNを用いた分類にお

いては精度を出すことが難しい. そこで, 本論文において

は,血腫のセマンティックセグメンテーションと分類との

ジョイント学習を行う方法を提案して,性能を評価した. さ

らに、条件つき SNGANを導入してデータ拡張を行うこと

により, 3%の性能向上を行なわせることができた.
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