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学習効果と学習失敗リスクの両方を提示して
教材を選択するUI

江原 遥1,a)

概要：教育において、何かの教材を学習する際には、教材ごとに学習効果も難しさも異なる。例えば、外
国語学習において、テキストを読むことでの学習効果を、テキストを読むことで文意から語の意味を推測
して覚えられる語数で測る場合を考える。この時、覚えられる語数とテキストの難しさはトレードオフの
関係にある。テキストが簡単すぎれば、最初から語の意味を知っている単語ばかり出てきて新しい語の学
習にはならない。一方、テキストが難しすぎて読みこなせなければ、そもそも、そのテキストで文意から
語の意味を推測する事ができず、新しい語義が覚えられない。このような学習効果と学習失敗リスクのト
レードオフの関係は随所にある。本研究では、こうした学習効果と学習失敗リスクのトレードオフを学習
者に提示する事で、学習者が適切な教材を選択する事を可能にするための、学習効果・学習失敗リスクの
可視化と選択 UIについて考察する。

1. はじめに
応用言語学分野において，外国語の語彙獲得における付

随的学習 (incidental learning)とは，「語彙習得が主目的で
はない活動の中で，偶発的に語彙が習得されること」([1]，
p.21）である．例えば，テキスト中に出てきた分からない
単語の意味を推測しながら外国語の語彙を学習する手法が
これにあたる．付随的学習に対して，「語彙習得を主目的
とする活動の中で，語彙を学習すること」（[1]，p.21）を
「意図的学習」（intentional learning）と呼ぶ．例えば，い
わゆる単語帳を利用する方法など，単語リストを記憶する
ことで外国語の語彙を獲得する方法がこれにあたる．付随
的学習は意図的学習に比べ，外国語の語彙量を増加させる
には非効率である一方，文脈の中の語の使われ方など深い
理解を促すとされている．
効率的な付随的学習のためには，学習者にあったテキス

トを用いることが重要である．既習語のみからなるテキス
トでは，新たな語彙習得は起こらない．一方，理解できな
い単語が多すぎれば，テキストの読解そのものに失敗する
リスクが高く，付随的学習そのものが起こりづらい．[1]で
は [2]を参考に，「目安として、テキスト中の単語のうち、
95%～98%が既知語であれば、文脈から自然に語彙を学習
することが可能になると言われています」と報告されてい
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る（p.22）．言い換えれば，既知語比率が 95%～98%に入っ
ていれば，テキスト中の既知語以外の語（未習語）を効率
的に付随的学習できることが応用言語学分野における知見
として示されている．この結果は，自然言語処理分野で応
用言語学分野の成果として引用されることの [3]ことの多
い「既知語比率がこの範囲に入っていればテキストが読解
できる」[4]という結果よりも，さらに踏み込んだ語彙習得
に直結する結果である．
応用言語学分野でのこの結果は，効率的な付随的学習の

ためのテキスト選択が投機的な性質を持つ問題である事を
示している．既知語比率の小さいテキストを選べば付随的
学習による習得語彙量は増えるだろうが，既知語比率が閾
値を下回ると，学習者がテキストを読み進めることができ
ず，付随的学習が起こらず，習得語彙量が著しく低くなる．
従って，戦略としては，学習者が読解に失敗するリスクを
一定に抑えながら，その中で，習得語彙量が最も多そうな
テキストを選択する事が求められる．
応用言語学分野では，この戦略を，学習者やテキストの

全体的な傾向に基づいて実現している：具体的には，「学習
者は均衡コーパスでの単語頻度の高い順に語を知っている」
という仮定を置くことによって，学習者やテキストをレベ
ル分けし，学習者に合ったテキストを選択している．こう
した手法は全体的な傾向はつかめてはいるものの，個々の
学習者やテキストの特性を考慮できない．また，習得語彙
量がどの程度になるかの予測もできない．
一方，自然言語処理分野やデータマイニング分野では，
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こうしたテキスト選択の問題はあまり扱われていない．し
かし，語学学習者の既知語判定の問題については，読解支
援やテキスト簡単化の観点から，「レベル」という一次元的
な尺度に頼らず，個々の学習者の特性を考慮した精緻な数
理モデル化がなされている [5], [6], [7], [8], [9]．例えば，ど
の学習者がどの単語をどの程度の確率で知っているかを，
個々の学習者の得意分野，単語の意味，人間の記憶の長さ，
といった様々な点を考慮して，かなり正確に予測できるよ
うになってきている [10], [11], [12], [13]．
本稿では，前述の戦略を機械学習の観点から数理的に定

式化し，ある学習者があるテキストを読んだときの付随的
学習による習得語彙量の確率分布を求める手法を提案す
る．これにより，学習者の特性やテキストの特性を考慮し
得る，付随的学習のためのテキスト選択を可能にする．
本研究の貢献は，テキストのリーダビリティ（難しさ）

を提示するだけの既存研究とは異なり，語彙習得のために
外国語テキストを読むシチュエーションを想定し，習得語
彙量の予測値とテキストを読みとおすのに失敗するリスク
を可視化して学習者に提示できる数理的な仕組みを作った
こと，また，学習者が，こうした予測結果とテキストの内
容の確認をしながら，数理的に効率的に外国語の語彙習得
ができるテキストを選択できるシステム・UIを提案したこ
とである．

2. 問題の例
動機づけのため，例を挙げることで，できるだけ平易に

解こうとしている問題を説明する．[a,b,c,d]の 4種の単語
からなるテキストを考える．頻度は，それぞれ [93, 3, 3, 1]

とする．また，今，ある学習者に注目して，この学習者に
対する過去の成績情報などから，[a,b,c,d]の各単語を知っ
ている確率を機械学習などを使って予測し，入手できるも
のとし，それぞれ [0.9,0.6,0.5,0.2]とする．
この時，応用言語学のテキストカバー率の考え方によれ

ば，テキスト中の 95%以上の単語を知っていれば，テキス
トを読むことで知らない単語を学習することができる．具
体的に，テキストカバー率が 95%を超える場合を列挙し
てみよう．この例では，単語 aが圧倒的に多いが，単語 a

だけで 95%を超えることはできない．閾値を超えるのは，
例えば，{a,b}を知っていて，{c,d}を知らない場合があげ
られる．知っている単語をだけに注目して書くと，閾値を
超える場合は，{a,b},{a,c}，{a,b,d}, {a,c,d}, {a,b,c,d}の
場合である．
さて，この学習者が知っている単語が {a,b} になる場
合に注目しよう．{c,d}については知らないと考えている
ことに注意すると，{a,b}になる確率は，0.9× 0.6× (1−
0.5)× (1− 0.2)と計算できる．この時，前述の応用言語学
の知見 [1], [2]は，この学習者がこのテキストを読むこと
で，知らない単語 {c, d}を自然に習得できるということを

示している．したがって，知らない側の単語に注目してい
けば，このテキストを読むことで，この学習者が単語 {c,d}
を新たに習得できる確率が，0.9×0.6× (1−0.5)× (1−0.2)

であるとも考えることができる．他の場合についても同様
に考えられる．学習者が知っている単語が {a,c}である確
率は，学習者がこのテキストを読むことによって新たに習
得できる単語が {b,d}である確率とも読み替えられる．
こうして，すべての場合について考え，この学習者がこ

のテキストを読むことで [a,b,c,d] の各単語を習得できる
確率を集計していくと，[0,0.18,0.27,0.576]になる．このう
ち，単語 aについては習得できる確率が 0になっているが，
これは，単語 aを知らなければそもそもテキストが読めず
付随的学習が起こらないので，付随的学習によって単語 a

が習得できることはあり得ないことを示している．
さらに，この集計した確率値から，この学習者がこのテ

キストを読むことで習得できる語数の分布も求めることが
できる．例えば，3単語を習得できる確率は，単語 {b,c,d}
をすべて習得する場合であるから，0.18× 0.27× 0.576の
ように計算できる．こうして習得できる語数の分布が求め
られれば，そこから，習得できる語数のブレ（分散）も計
算できる．習得できる語数のブレが大きいということは，
確率的には習得できる語数が少なくなることがあり得ると
いうことである．すなわち，同程度の語数が習得できるテ
キストなら，より習得できる語数のブレが少ないもの（分
散が小さいもの）を選ぶ方が，確実に語数を増やせる分，
学習者にとっては得になる．すなわち，習得できる語数の
分布における分散の値は，学習者にとっての「リスク」と
考えることができる．このように，習得できる語数の分布
が求まれば，習得できる語数の平均値のみならず，分散を
考慮することで，確実に習得できる語数を増やせるように
「リスク」を考慮したテキスト選択が可能となる．

3. 提案する定式化
前節の内容を定式化する．今，I 種類の語彙 {v1, . . . , vI}
を考え，注目しているテキスト中の viの個数を niとする．
また，注目している学習者が vi を知っている確率を pi で
表す．この時，テキストカバー率の閾値を τ とする（前節
の例では τ = 0.95）．この時，テキストカバー率が閾値を
超える確率は，次のように表せる．まず，テキスト中の総
単語数は N =

∑I
i=1 ni と表せる．また，学習者が単語 vi

を知っている場合に 1，そうでなければ 0になる次の確率
変数を考える．ただし，{Z1, . . . , ZI}は互いに独立とする．

Zi ∼ Bernoulli(pi) (1)

この時，学習者が知っている単語のテキスト中の出現数は∑I
i=1 Zini であるから，テキストカバー率は

∑I
i=1 Zini

N と
表せる．したがって，テキストカバー率が閾値を超える確
率は P (

∑I
i=1 Zini ≥ Nτ)と表せる．
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学習者がテキストを読む付属的学習により語 vi を新た
に習得する確率は，次のように定式化できる．テキストを
読む付属的学習が起こるためには，テキストが読める必要
があるので，テキストカバー率が閾値を超えていなければ
ならない．さらに，語 viが新たに習得されるためには，学
習者は語 viを知らないことが必要である．したがって，こ
の確率は，P (Zi = 0,

∑I
i=1 Zini ≥ Nτ)と表せる．この確

率を qi とおく．
さらに，このテキストからの付属的学習による習得語数

の分布を求めたい．

Ai ∼ Bernoulli(qi) (2)

とすると，習得語数の確率変数Aは，A =
∑I

i=1 Aiと表せ
る．したがって，Aの確率分布を求めれば，習得語数の分
布も求まる．ただし，{A1, . . . , AI}は互いに独立とする．

4. 解法
前節において，テキストカバー率が閾値を超える確率

P (
∑I

i=1 Zini ≥ Nτ)や，習得語数の分布 A =
∑I

i=1 Ai を
求めるためには，異なる成功確率を持った互いに独立な二
項分布の和からなる確率変数の分布を求める必要がある．
成功確率が等しければ二項分布の和は再生性を持つが，成
功確率が異なるため，この和は二項分布にはならない．こ
うした分布は，ポアソン二項分布と呼ばれる．
P (

∑I
i=1 Zini ≥ Nτ)については，動的計画法を解くこ

とで求める方法を過去に提案した [3], [14]. 簡潔に言えば，∑I
i=1 Zini が整数であることを利用して，Nτ 以上という

条件を，「{n1, . . . , nI}の部分和が丁度いくつ」という部分
和問題に帰着させる．この部分和問題を，「{n1, . . . , ni}ま
での数で丁度いくつになるものを作れる確率」からなるDP

テーブルによる動的計画法で解ける．今回は，それに加え
て，P (Zi = 0,

∑I
i=1 Zini ≥ Nτ)を求める必要がある．こ

ちらは，動的計画法のDPテーブルの各セルに，そのセル時
点での {Z1, . . . , ZI}の確率値の集計値を記録する拡張を施
すことで計算した．なお，ポアソン二項分布は，平均と分
散を求めるだけであれば，∑I

i=1 piが平均，
∑I

i=1 pi(1−pi)

が分散となる．後述の図 5を書く際には，この性質を用い
て平均と分散を求めた．

5. 実験
学習者が知っている単語については，著者がクラウドソー

シングを用いて過去に公開したデータがある [11]．具体的
には，クラウドソーシング上の学習者（TOEICの受験経験
があるものに限定）100人に，100問からなる語彙サイズ計
測用の単語テスト Vocabulary Size Test(VST) (VST)[15]

を受けてもらった結果のデータセットである．VSTは多
肢選択型のテストであり，英文中に埋め込まれた単語の言
い換えとして適切な選択肢を 4つの選択肢の中から選択す

るテストである．語形などから答えが分かってしまわない
ように，選択肢はすべて文中の文字列をそのまま選択肢に
置き換えても文法的には問題がない選択肢になるように工
夫されている．
単語テストの結果を使って，各学習者が所与の単語を

知っているかどうかを判別する確率的識別器を作成し，こ
の確率値を (1)における pi として用いた．二値判別問題
であるため，ニューラルな識別器を用いることもできる
が，今回は識別性能を向上させることが目的ではないの
で，単純なロジスティック回帰を用いて識別器を構成した．
素性としては，COCAコーパスの頻度，British National

Corpus (BNC)コーパスの頻度を用いた．ただし，頻度は
− log(ΓΓ)の形に直して素性として用いた．テキストとし
ては，Brown Corpusを用いた．テキスト長さが実験結果
に影響しないように，Brown Corpusの 500件の各テキス
トのうち，先頭から 300語を切り出し，実験に用いた．こ
の 500件のテキストから，ある学習者の付属的学習に適し
たテキストを選択することが，我々の目的である．
付随的学習はテキストを読める必要があるので，好成績

の学習者に起こりやすい．まずは，最も成績の良かった学
習者（VSTで 96問正解）を対象に実験を行った．図 1に
この学習者があるテキストを読んだ時の習得語彙量の分布
を 1つ示す．図 1より，習得語彙量の分布には幅があり，
単純に期待値が高いテキストを選べばよいわけではないこ
とがわかる．
最も成績の良かった学習者は VSTで 96問正解であった

ので，ここから，VSTで正解問題数が 80問台の学習者（厳
密には 83問），70問台の学習者（厳密には 75問），60問
台の学習者（厳密には 60問）の分布をそれぞれ見ていく．
80問台の学習者の分布は，96問正解した学習者の分布
より，明らかに広がっていることが分かる（図 2）．これ
は，96問正解した学習者は，語を多く知っているため，ど
のテキストを読んでも語が習得されない可能性があるが，
80問台の学習者は，96問正解した学習者よりは語を知ら
ないため，テキストを読むことによって低い確率ながら多
くの語を習得できる可能性があることを示している．
では，語を知らない学習者ほど，予測される習得語彙量

が大きくなるかというとそんなことはなく，語を知らなす
ぎると，今度はそもそもテキストが読めず，付随的学習で
は語彙を増やせなくなる確率が高まる．現に，70問台の学
習者の分布（図 3）は，80問台の学習者の分布（図 2）よ
り，わずかに左側に寄っており，習得語彙量が 0.0である
確率も高まっている．これは，付随的学習では語彙を増や
せなくなる確率が高まったことを示している．
そして，正解問題数が 60問台の学習者では，そもそも

テキストが読めない確率が高まるので，付随的学習では語
彙を増やせなくなる確率が大半になる（図 4）．これは，こ
の程度の語彙力では，テキストが読めないので，テキスト
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図 1 予測される習得語彙量の分布の例．96 問正解のユーザ．

図 2 予測される習得語彙量の分布の例．83 問正解のユーザ．

を読み理解することで語も学習する「付随的学習」がそも
そも起こりえない確率が高いことを示している．

5.1 習得語彙量の期待値と分散
各テキストを読む際に予測される習得語彙量の期待値と

分散を同時に考慮するため，前節の最高点の学習者が各テ
キストを読んだときの習得語彙量の期待値・分散を図 5に
図示した．各点は Brown Corpusの各テキストである．習
得語彙量を学習者にとっての利得と考えると，習得語彙量
の期待値が同じであれば，できるだけ習得語彙量の分散が
少ないテキストを選択する方が，確実に語彙を増やせるの
で，学習者にとっては得となる．すなわち，図 5の左上部
分が，この学習者にとって最も効率的に付随的学習を行え

図 3 予測される習得語彙量の分布の例．75 問正解のユーザ．

図 4 予測される習得語彙量の分布の例．60 問正解のユーザ．

る文書群である．このように，図 5の縦軸は利得，横軸の
習得語彙量の分散はリスクとみなせ，図 5は，経済分野で
多用されるリスクとリターンの関係図とみなせる．
図 5のようなリスクとリターンの関係図においては，左

上部分が最も低リスクで利得を増やせる選択であり，この
部分を効率的フロンティアという．図 5では，500件あっ
た選択肢の中から，凸包を用いて効率的フロンティアに属
するテキスト 5件が選択された．すなわち，学習者の付随
的学習に適したテキストを 1/100に絞ることができた．こ
の 5件の中でどのテキストを選択するかは，学習者がどの
程度のリスクをとって語彙量を増やしたいかによって変わ
るので学習者に任せる方法が一案である．
効率的フロンティアに含まれるテキストは学習者によっ
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図 5 各テキストの習得語彙量分布の期待値と分散．

てどの程度変わるのだろうか？ 100人のうち，成績の良い
30人に対して，同様に各学習者が各テキストを読んだ場合
に予測される習得語彙量の分布から効率的フロンティアを
求めた．その結果，10人以上で，効率的フロンティアに選
ばれたテキストが 7件あり，最も多いもので 14人の効率
的フロンティアに含まれたテキストがあった．この結果か
ら，効率的フロンティアに含まれるテキストは比較的安定
していることが見て取れる．

6. テキスト選択ユーザインターフェース
具体的に，ユーザがどのようにテキストを選択していく

のか，その手順を，図 6と図 7に示す．
まず，ユーザは，語彙テストを受けていることを前提と

する．語彙テストは，前述のように，[15]を用いた多肢選
択式のテストであり，回答に要する時間は約 30分程度であ
る．各設問が，試験したい単語に対応している．文中の試
験したい単語を含む部分に下線が引かれた文が提示され，
下線部の言い換えとして適切な選択肢を 4つの選択肢の中
から選ぶ形式である．下線部は「試験したい単語」を知っ

ていれば，被験者は通常は理解できるように設計されてい
る．また，選択肢中の単語が下線部に用いられる単語より
難しくならないようにも設計されている．さらに，文法的
な知識を用いて問題を解くことができないように，選択肢
と下線部は単純に文字列として入れ替えても文として成立
するように設計されている．このテストは一般に公開され
ているため，詳細はそちらを参照されたい．
このテストを受けたあるユーザが，次にあるテキストを

読むことを考える．この時，このユーザがテキストを読
むことによる習得語彙量の期待値が「教育効果」であり
Returnに相当する．一方，この習得語彙量の分散が「リス
ク」であり，Riskに相当する．当然，習得語彙量の期待値
が同じであれば，習得語彙量の分散が小さい方がよい．そ
の方が確実に習得語彙量を増やせるからである．すなわち，
縦軸が習得語彙量の期待値（Return），横軸が習得語彙量
の分散（Risk）を表すように各テキストを散布図にした場
合（Risk-Returnプロット），Returnがある値であるとき
には，もっとも向かって左側の点，すなわち分散（Risk）が
最も小さい点が，望ましいという事になる．これを言い換
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えれば，直感的には，図中で左上の点が学習に望ましいと
いう事になる．この図中で左上の点を「効率的フロンティ
ア上の点」と呼ぶことにする．
図 6では，実際に，語彙テストを受けたあるユーザに対
して，実際にこの図を計算して表示した結果が表示されて
いる．横軸が習得語彙量の分散，縦軸が習得語彙量の期待
値，各点が今回対象とする Brown Corpus上のテキストで
ある．赤い点が効率的フロンティア上の点であり，青い点
が効率的フロンティアに属さない点である．
まず，学習者は付随的語彙学習により，習得語彙量をど

の程度確保したいか，平たく言えば，何語覚えたいかを決
める．これを，ユーザのその時々の状況によって選択でき
るようにしたことそのものが本研究のUI上の貢献の１つ
である．従来は，テキストの難しさ（リーダビリティ）を
示して，そのテキストが自分の力量にあっているかどうか
を示すシステムはあっても，「そのテキストを読むことに
より，自分が付随的学習で何語覚えられるか」という観点
で，具体的に習得語彙量の予測を提示してくれるシステム
は，著者が知る限り存在しなかった．
図 6からは，習得語彙量を増やすと，分散も大きくなっ

ていく傾向がはっきりと見て取れる．図からは，この傾き
が 1.0を少し超えている程度であることが分かる．これは，
ある語数覚えようと思って読むテキストを選択したとして
も，実際には 1語も習得できない可能性もあることを示し
ている．このように，リスクも併せて学習者に提示するこ
とで，学習者はその時々に許容できる負荷に合わせてテキ
ストを選択できる．具体的には，時間や労力に余裕があれ
ばリスクを取って最も習得語彙量の大きいテキストを読ん
でもいいし，逆に，テキストの内容に興味があり，語彙を
増やすことは副次的なのであれば，テキストの内容がしっ
かり理解できるリターンの低いテキストの中からテキスト
を選択してもよいだろう．
図 6で分かるように，この例では，効率的フロンティア

上の点は 4点しかないものの，効率的フロンティアに近い
効率を持つテキスト（この 4点を結んだ直線（効率的フロ
ンティア曲線）に近いテキスト）が多数存在していること
が分かる．したがって，効率的フロンティア上のテキスト
を選ぶことはもちろん，効率的フロンティアに近い左上側
のテキストを付随的学習のためのテキストとして選択する
事は十分に合理的であり，学習者は，実際にはかなり幅広
いテキスト集合から読みたいテキストを選ぶことができる
ことが分かる．
具体的に学習者が少しはテキストが読めないと，内容が

わからず，適切な選択をすることが難しいと考えられる．
そこで，現在は図 7のように，点の上にマウスを置くだけ
で，テキストの冒頭部分が表示されるように設計している．
以上の仕組みにより，ユーザはテキストの内容を確認し

ながら，付随的語彙習得に適したテキストを選択すること

ができる．単にテキストの難しさ（リーダビリティ）を提
示して読みたいテキストを選択するのではなく，具体的に
テキストを読むことで習得できる語彙量を提示できる仕組
み・UIを構築したことが，本研究の貢献である．

7. 関連研究と展望
学習者が各単語を知っている確率 pi については，本稿

では単語テストを用いて推測する方法を用いたが，スマー
トフォンの語彙学習アプリなどからも推測することが可能
である．例えば，語彙学習と関係が深い忘却曲線を考慮し
て，時間によって忘却する度合いをもモデル化する研究が
近年複数なされている [12], [13]．こうした研究では，例え
ば最後に単語を学習してからの時間などを pi のモデルに
組み入れ，時間がたつと piが低くなるようにモデル化して
おり，実データとうまくフィットしたという報告もなされ
ている．こうした手法を組み入れれば，語彙学習アプリの
ログから直接学習途中の各単語に対して，各単語を知って
いる確率 pi が算出できる．
また，今回の文書選択では，「次に付随的学習に用いる

テキスト」を選択したが，将来的な利得の総和を考慮する
アプローチも考えられる．このアプローチは強化学習で
うまく記述できる．今回のようなリスクを考慮した選択
も，累積報酬の期待値だけではなく分布全体の形を考慮し
て強化学習を行う分布強化学習の理論面で研究されてい
る [16], [17]．

8. おわりに
本研究では，付随的学習による語彙習得に適したテキス

トを選択するため，応用言語学の知見に基づき，個々の学
習者・個々のテキストに対して付随的学習によって習得さ
れる語彙量の推定値を算出する手法を提案した．習得語彙
量を学習者にとっての利得と考えることで，金融工学など
で使われる効率的フロンティアの考え方を語彙学習支援の
研究に導入した．多くの学習者の効率的フロンティアに含
まれる，付随的学習に適した「お得」なテキストが存在す
ることを実験的に示した．さらに，ユーザが内容を確認し
ながら，付随的語彙学習に適したテキストを選択できるよ
うにするための UIを提案した．
今後の課題としては，単語習得アプリのログなどを用い

た経時的な評価実験，将来的な利得分布を考慮できる分布
強化学習の導入，単語埋め込みベクトル空間上の領域の考
慮した多義語対応，一度に複数のテキストを読む場合の複
数テキストの選択を現代ポートフォリオ理論 [18]や整数計
画問題を絡めて行うことなどが挙げられる．
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図 6 テキスト選択 UI。ユーザは、提示された学習効果（Return）と学習失敗リスク（Risk）
の両方を見ながら、テキストを選択することができる。

図 7 テキスト選択 UI。各点の上にマウスカーソルを合わせると、テキストが表示される。
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