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物体検出とセマンティックセグメンテーションによる
車道上に限定した未知物体検出手法の提案

別宮 広朗1,a) 河崎隆文2,b) 中澤 仁1,c)

概要：現在, 道路上の廃棄物は, 国や県といった道路の管理責任者に報告することで除去される. 道路の利
用者に報告を大きく委ねているため, 長期的に廃棄物が放置される可能性があり, 責任者が日常的に街全体
の調査をするのは費用が莫大となってしまう. 本研究では, 道路上の異状の中でも, 車道上の廃棄物に注目
し, 車道上の未知の物体を自動で検出するシステムの構築手法を提案する. 交通に影響のある車道上の廃棄
物などを自動で検出後, 通知するシステムを構築し, 町全体を日常的に徘徊するゴミ収集車などに設置する
ことで, 廃棄物の長期的な放置されることを防ぎ, 調査する費用を削減することが可能である. 本研究の手
法は複数の機能によって実現する. 一つ目の機能は, 物体と思われるものを全て検出するものであり, 学習
データに存在しない未知の物体に対しても検出することを可能にする. 二つ目の機能は, 車道上に限定した
物体検出を行うために, セマンティックセグメンテーション技術を用いて, 全ての物体を無視して車道だと
思われる領域を予測する. 物体を検出し, 予測された車道領域に含まれない物体を取り除くことで, 車道上
にのみ存在する物体の検出を可能とする. 上記の提案手法は, 領域に限定した未知の物体のデータセットの
作成の困難さを回避しているため, 容易に実装が可能である. 本研究では, 各機能と提案手法の性能の評価
を独自に作成したデータセットなどを用いて行い, 各機能と提案手法の有効性を示す.

1. 序論
道路上には, 日常的に異状が存在する可能性があり, 道路

の穴や廃棄物, 道路の汚れなど様々である. 管理責任者が
日常的に街全体の道路を調査するには費用が莫大になって
しまうため, 国や県といった道路の管理責任者に報告する
ことで除去されるのが一般的である. しかし, 報告がない
場合, 管理責任者が道路の異状に対応することができない
ため, 道路の利用者に解決を大きく委ねることになる. そ
のため, 道路上の異状を検知して, 自動で道路管理責任者に
通知するシステムがあれば, 上記の問題が解決される. [1]

では, 物体検出技術を用いて, 画像から道路の損傷検出を行
なっており, 車載カメラや監視カメラによって道路を監視
して, 特定の道路上の損傷を検出する. 将来的に, 町を徘徊
するゴミ収集車やバスなどに取り付けることで, 自動で町
全体の道路の損傷を検出するシステムを作成することが可
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能である. 我々の研究は, 道路異状の中で車道上の廃棄物
に注目しており, 上述した構想と同様に, 通知システムを徘
徊するゴミ収集車やバスなどに取り付けることで, 廃棄物
が長期的に放置されることを防ぎ, 町全体を調査する費用
を削減することが可能である.

本研究では, 車道上の廃棄物などの未知の物体を自動で
検出するシステムの構築手法を提案する. 提案する手法は,

複数の機能に分解することができる. 廃棄物は, 定めるこ
とのできない多様な物体であり, 事前に全てを網羅する廃
棄物を学習データとして用意するのは困難である. そのた
め, 一つ目の機能は, 物体と思われるものを全て検出するこ
とである. また, 歩道や車道以外の場所に廃棄物や未知の
物体が存在することは許容する必要があるため, 二つ目の
機能は, 車道上に限定した物体検出を行うことである. 本
研究の目的は, 未知の物体に対して注目しているため, 既知
物体を検出対象から取り除く必要がある. そのため, 三つ
目の機能は, 検出された車道上の物体に対して, 車, 人, 自
転車, バス, トラックなどの既知の車道に存在していても問
題のない物体を分類して取り除くことである.

一つ目の機能は, 物体らしさを検出することであり, 既
知の物体に対するラベルによって学習される従来の物体検
出とは目的が異なる. 本研究では,学習データに存在しな
い未知の物体に対しても検出することを可能にする手法と
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して, PascalVOCデータセットのラベルを全て一つのオブ
ジェクトとして学習することで実現する.

二つ目の機能は, 領域に限定した物体を検出することで
あり, 提案する上で主に二つの手法が考えられる. 車道上
の物体と車道外の物体を分類して検出する手法と, 車道を
セマンティックセグメンテーションによって領域を検出し,

車道上に存在する物体のみを検出対象とする手法である.

前者に比べると後者は, 処理が多く非効率なシステム構造
であるといえる. しかし, 前者は, 車道上の物体と車道外の
物体のデータをそれぞれ用意する必要がある. 更に, その
物体は未知の物体検出を可能にするために多様なものであ
る必要がある. このようなデータセットを作成することは
極めて困難であり, 道路や車道に限ったデータセットでは
ない PscalVOCなどのデータセットの適用もできない. 未
知の検出領域を広げるために新しい物体の画像データを用
意する上でも, 車道上と車道外の画像データを用意する必
要があるため, 柔軟性も低い. そのため, 本研究では, 後者
の手法を採用する. セマンティックセグメンテーション技
術を用いて, 全ての物体を無視して車道だと思われる領域
を予測する. 物体を検出し, 予測された車道領域に含まれ
ない物体を取り除くことで, 車道上にのみ存在する物体の
検出を可能とする.

三つ目の機能は, 一つ目の機能で検出された物体から既
知物体を検出対象から排除することである. 本研究では, 物
体検出モデルを用いて既知か未知かどうかを分類する. こ
の処理に関しては, 分類するためのデータセットを作成す
ることで, 画像分類問題として扱え, 物体検出モデルよりも
軽量な分類モデルを適用することが可能である.

上記の提案手法の検出性能を, 独自に作成した車道上の
未知の物体のデータセットで評価することで, 手法の有効
性を確認する. 本研究の貢献は以下の通りである.

• 領域上における物体のデータセットが存在しな
い場合でも, 領域上の物体検出を実現するための
手法を提案した.

• 提案した手法の各機能である, 物体らしさの検出
と車道を検出するためのセマンティックセグメ
ンテーションの有効性を検証した. また, 物体ら
しさの検出に関しては, 考察において提案手法の
モデルが通常の学習モデルよりも適しているこ
とを示す.

• 車道上に限定した未知の物体を検出するための
提案手法の有効性を独自によって作成したデー
タセットによって検証した.

本論文の構成は, 2章では物体検出や未知の物体の検出
などの関連研究を述べ, 3章では, 提案手法の各機能におけ
る詳細な手法を解説する. 4章では, 提案手法の各機能にお
ける性能の評価を様々なデータセットを用いて行う. 5章
では, 実験結果や実験によって得た知見に対して考察し, 6

章では, 提案手法の課題や展望をまとめ, 7章では, 本研究
の結論を述べる.

2. 関連研究
物体検出は画像を入力として受け取り, 数種類の学習さ

れた物体に対して, バウンディングボックスと呼ばれる物
体を四角く囲うような座標を出力する技術であり, 様々な
分野で活用されている. 特に本研究の目的に類似する, 道
路上の異状を検出するために物体検出を応用している研究
も少なくない. [1][2]では, 道路上の損傷画像のデータセッ
トを作成し学習された物体検出モデルに対して, スマート
フォン画像を入力とし, 道路損傷検出と分類を行なってい
る. これらの研究は, 車道上のような領域に限定した物体
検出を行えているわけではないため, 本研究の目的に対す
る手法としてそのまま応用することはできない.

ある領域に限定した物体検出の研究では [3]があり, モバ
イル環境の運用コストの削減を目的に, 道路上における危
険な注意すべき領域をクラス活性化マッピングを通して取
得し, その領域にのみ物体検出を行なっている. 複数のモ
デル構造を要することなく出力できているが, 注意領域の
出力には, 既知の物体に定義した危険度というような概念
によって領域が抽出されているため, 領域が物体と関連性
の低い場合や, 物体そのものが未知である時, 別の領域推定
機構が必要となる.

未知の物体検出は非常に難しい課題であり, 既知のクラ
スと未知のクラスの両方の物体を検出できることを目的と
することをオープンセット認識と呼ばれる. [4]では, 物体
の確信度による閾値を学習して, 閾値以下の確信度の物体
を未知の物体と分類することで, 既知と未知の物体を同時
に検出することを実現させている. [5]では, 検出した物体
の分類に成功した時に限りペナルティを与えることで, 学
習データのクラスへの依存を軽減し, 学習データに存在し
ない物体らしさを学習することを目標としている. 結果的
に, 未知の物体の検出の精度を向上させ, 手法の有効性を示
している. 検出以外の研究では [6]があり, 未知の物体と既
知の物体のラベル空間に対して, 敵対的学習を用いて分類
を可能にし, ドメインアダプテーションの分野に適用して
いる. [7]では, LiDAR点群のための既知のクラスと未知
のクラスの両方の物体に対して, 深層学習によって不確か
な点を識別することで, オープンセット認識を可能として
いる.

3. 提案手法
3.1 物体らしさの検出
本研究での物体検出は, 学習データのラベル上に存在し

ないような未知の物体に対しても検出を行うことが目標で
ある. そのため, PascalVOCデータセットの様々なラベル
を一つのオブジェクトとしてラベル付けした学習データを
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利用する. これは, 既知の物体から, 全ての物体に通じるよ
うな物体らしさを広く学習することを目的としており, 特
徴量が分類される様々なラベルの領域を一つのオブジェク
トというラベル領域に広げることで, 従来では属さなかっ
た各ラベルの中間の空間に対しても, オブジェクトという
広いラベル領域に属すことを期待している.

本研究では, 物体らしさの検出モデルは CenterNet[8]で
あり, バックボーンモデルは 101 層の ResNet[9] である.

CenterNetは, 最新のモデルではなく, 最先端の性能とは言
い難い. 物体らしさの検出においては, 高性能のモデルで
なければ機能しないということはなく, 提案手法を検討す
る上でのベースラインとして CenterNetを利用している.

3.2 セマンティックセグメンテーションによる車道領域
の検出

本研究では, 物体検出を行いたい領域は, 車道上に限定し
ている. 通常の物体検出モデルは, 領域に拘っていないた
め, ある領域上に限定した検出は不可能である. 画像にお
けるピクセル毎の領域の分類は, 出力をピクセル毎の分類
問題として扱うセマンティックセグメンテーションモデル
によって実現できる. そのため, 物体検出とセマンティッ
クセグメンテーションの二つの技術を用いることで, 領域
上の物体検出が可能そうである.

物体検出モデルと併用する場合, このセマンティックセ
グメンテーションモデルは物体を認識する必要はない. 車
道上に物体が存在していた場合, 画像上では車道の上に被
さるように表示されるため, セグメンテーションされる物
体の画像部は車道外と出力される. その場合, 検出される物
体のバウンディングボックスの座標と同じ座標のセグメン
テーションモデルの出力を確認しても, 物体の位置が車道
外と判断されてしまう. 期待される機能は, 物体が被さる
位置が本来車道であるかどうかの判別であるため, ここで
のセマンティックセグメンテーションは, 物体を無視して
車道か車道外を判別する機構である. そのため, このセマ
ンティックセグメンテーションモデルは, 図 1のように物
体を無視して, 車道らしい場所をアノテーションしたデー
タセットによって学習される.

本研究での, セマンティックセグメンテーションモデル
は, segmentation models pytorch の UNet++[10] であり,

エンコーダー部分のモデルは efficientnet-b7[11]である. こ
こでのセマンティックセグメンテーションにおいても, 物
体らしさの検出と同様に, 機能する上で高性能なモデルで
ある必要はないため, 提案手法を検討する上でのベースラ
インとして Unet++を利用している.

3.3 領域上の物体の検出
3.1と 3.2の技術を用いることで, 限られた領域上の物体

の検出を行える. 3.1の物体検出によって得られるバウン

図 1 物体を無視して車道らしい場所をアノテーションした, 本研究
におけるセマンティックセグメンテーションモデルの学習用
の画像である.

ディングボックスの座標と車道だと思われるセグメンテー
ションの座標を比較して, 図 2のように車道領域であれば
検出対象とし, 車道領域でない場合は, 検出対象から取り除
く. 比較する座標は, バウンディングボックスの右下と左
下の座標である. これは, 座標の右上と左上の場合は, 吊る
された旗や信号機などの座標が車道領域と被さっていたと
しても車道領域に存在していない場合が考えられるためで
ある.

物体を無視せずに車道と車道外の領域のセグメンテー
ションを行えば, 物体が写る画像ピクセルは車道外として
分類されるため, 物体検出を用いずにセグメンテーション
のみで検出することが可能そうである. しかし, この検出
の場合, 物体であることではなく車道外であるということ
に注目して検出しているため, 車道外に分類されたものが
物体としての確証を得られるわけではない. 更に複雑な車
道の形状の場合, 車道上に密接した車道外の部分を物体と
して捉えかねない. また, 車道と車道外, 物体の 3種類の
アノテーションされたデータセットによって学習すること
でセグメンテーションモデルのみで未知の物体の検出も可
能そうである. しかし, 物体らしさを検出する上では多様
な物体のデータセットから学習する必要がある一方で, 自
然に車道上に存在する物体というのは限られる. そのため,

PascalVOCデータセットのような多様な物体を車道上に
配置した画像を取得し, アノテーションを行う必要があり,

データセットの作成が非常に困難である. よって本研究手
法では, 車道上に限定した物体検出のために, 物体検出とセ
グメンテーションの併用をしている.

図 2 左図が物体検出の画像であり, 中央図が座標比較のイメージ図
である. 右図は車道領域外に存在する物体を取り除いている.

3.4 既知物体の検出の除外
本研究の目的は, 車道上の未知の物体の検出であり, 3.1
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の物体検出モデルでは, 物体らしい物体を総じて検出して
しまうため, 更に改良が必要である. 我々はそこに検出さ
れた物体の画像を切り取り新たな画像とし, 学習済みの高
精度な物体検出モデルを経由し分類することで, 3.3の検出
対象から車や人, 自転車などの既知の物体を取り除く. こ
の時, 確信度が 0.5以上の物体のみを取り除いており, 低い
確信度の場合は既知であるとは言えないとしている. ここ
では, 必ずしも物体検出モデルである必要はないが, 性能が
低いと 3.3の出力に悪影響を与えてしまうため, 高性能で
ある必要がある. 人や車, 自転車などを含むデータセット
の学習済みの高精度なモデルとして, COCOデータセット
によって事前に学習された Yolov5[12]を利用している.

3.5 提案手法の全体の構造
画像を入力として受け取り, CenterNetによって物体ら

しいものを検出し, Unet++によって画像の車道と車道外
の領域をセグメンテーションする. 二つのモデルの出力結
果から車道領域外に存在する物体は検出対象から除外し,

既知物体検出器として機能する Yolov5によって物体を分
類し既知の物体は取り除くことで, 車道上に限定した未知
の物の検出を実現することが本研究で提案する手法の全体
の構造である. 図 3は, 本研究の提案手法の全体の構造を
表したものである.

図 3 車道上に限定した未知の物体検出を目的とした, 本研究の提案
手法の全体像である.

4. 実験
本章では, 提案手法の有効性を実験を通して, 検証する.

4.1では, 物体らしさの検出の性能を評価する. テストに
用いるデータセットは, ラベルをオブジェクトに統一した
COCOデータセットを利用する. 学習データとして用いた
PascalVOCデータセットのクラス数は 20であり, COCO

データセットのクラス数は 80である. personや carのよ
うな PascalVOCデータセットとCOCOデータセットの両
方に含まれるクラスも存在するが, COCOデータセットの
方が検出対象のオブジェクトクラスが多様である. そのた
め, PascalVOCデータセットのみで物体らしさを検出する
モデルが多様なオブジェクトを持つ COCOデータセット
に対する検出性能から, どの程度物体らしさを検出できて

いるかを評価する. また, PascalVOCデータセットに存在
しないクラスのみに注目した COCOデータセットを用い
て, 未知の物体における検出性能を評価する. COCOデー
タセットをテストデータとする場合, 未知のみならず既知
の物体の検出性能も評価するため, 性能評価の評価指標は,

mAPを用いる. 既知の物体の検出性能を評価する理由は,

提案手法が全ての物体を一通り検出することを想定してい
るためである. PascalVOCデータセットに存在しないクラ
スのみに注目した COCOデータセットをテストデータと
する場合は, 未知の物体をどの程度検出しているかを評価
するため, 性能評価の評価指標は Recallを用いる. 未知の
物体の検出は, ラベルを超えた物体を検出するため, COCO

データセットの正解ラベルによって mAPで評価してしま
うと存在しないクラスの物体の出力は偽陽性と判断されて
評価が低下してしまう. そのため, 偽陽性に寛容な Recall

で評価を行う.

4.2では, 物体を無視した車道と車道外の領域のセマン
ティックセグメンテーションの性能を確認する. データ
セットは, 車載カメラの動画を独自にアノテーションした
ものであり, 329枚の訓練データから学習され, 141枚のテ
ストデータによって検証される. 性能評価の評価指標は, F

値と IOUスコアを用いる.

4.3では, それぞれ個別に学習されたモデルを併用し, 3.5

で紹介したような提案手法による, 車道上に限定した未知
の物体の検出性能を評価する. テストデータは, 独自に作
成した 45枚の車道や車道外の領域に物体が存在するデー
タセットを用いる. 性能評価の評価指標は, mAPを用いる.

4.1 物体らしさの検出の性能評価
PascalVOCデータセットのラベルをオブジェクトに統一

して学習したモデルの COCOデータセットのテストデー
タに対する性能を表 1に示す. PascalVOCデータセット
にはアノテーションされていないような物体を多数含む
COCOデータセットの物体を検出することは困難である
にも関わらず, IOUの閾値を 0.5の時の mAPは 0.722で
あり, 異なるデータセットに対しても物体をある程度検出
できていると言える. 本研究の実験では, 物体検出のモデ
ルとして CenterNetを使用しているが, 性能の良いモデル
にすることで mAPの値は向上していくと考える.

　　
表 1 物体らしさの検出の性能

検出モデル mAP0.25 mAP0.5 mAP0.75

CenterNet 0.786 0.722 0.538

また, PascalVOCデータセットに存在しないクラスのみ
に注目した COCOデータセットのテストデータに対する,

性能を表 2に示す. IOUの閾値を 0.5の時のRecallの値は,
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0.104であり, 通常の学習では見過ごされるようなクラスの
物体を検出することが可能となっていることがわかる.

　　
表 2 PascalVOCデータセットに存在しないクラスのみに注目した

COCO データセットのテストデータによる, 未知の物体の検
出の性能

検出モデル R0.25 R0.5 R0.75

CenterNet 0.146 0.104 0.058

4.2 物体を無視した車道と車道外の領域のセマンティッ
クセグメンテーションの性能評価

独自にアノテーションした 141枚のテストデータに対す
る, 物体を無視した車道と車道外を分類するセマンティッ
クセグメンテーションモデルの性能を表 3に示す. F値は
0.976, IOUスコアは 0.964であり, 非常に高い精度でセグ
メンテーションができていると言える. 図 4は実際に, 出
力される画像の一例であり, 物体を無視した車道と車道外
の領域のセグメンテーションが高い精度で実現している.

　
表 3 車道と車道外の領域のセマンティックセグメンテーションの

性能
検出モデル F 値 IOU スコア
Unet++ 0.976 0.964

図 4 テストデータに対するセグメンテーションの実行例である. 左
図が入力画像であり, 中央図がアノテーション画像であり, 右
図が Unet++による予測画像である.

4.3 提案手法による, 車道上の未知の物体検出の性能評価
独自にアノテーションした 45枚のテストデータに対す

る, 車道上に限定した未知の物体検出の性能を表 4に示す.

テストデータに含まれる物体は, 人, ペットボトル, 木片,

リュックサック, 靴, バケツ, 三角コーン, コーンバーなど
が含まれる. 閾値が 0.5程度までは, mAPは 0.7を保って
いるものの, 閾値が 0.75を超える場合, mAPは 0.223と性
能が大きく下がっている.

図 5は, 車道上に限定した未知の物体検出の実験に用い

　
表 4 車道上に限定した未知の物体検出の性能

mAP0.25 mAP0.5 mAP0.75

提案手法 0.780 0.720 0.223

たテストデータに対する, 提案手法による, 検出結果の一例
である.

図 5 4.3 の実験の提案手法による, 検出結果の一例である.

5. 実験や結果による考察
実験を通して得た知見とともに考察をまとめる.

5.1 実験結果からの考察
PascalVOCデータセットに存在しないクラスの COCO

データセットをテストデータとしたとき, IOUの閾値を 0.5

とした Recall の値が 0.104 というのは, 一見低く見える.

これは, COCOデータセットの難易度によるものなのか,

物体らしさを検出する能力を得ていないのか判断する必
要がある. COCOデータセットの内，PascalVOCデータ
セットに存在するクラスのみを対象としてテストした時の
性能を評価したものが表 5である. 既知のクラスの COCO

データセットをテストデータとしても, IOUの閾値を 0.5

とした Recallの値は 0.273と低く, COCOデータセットの
物体を検出する難しさがわかる. 未知の物体の検出性能は,

既知の物体の約 4割の評価値を記録しており, 物体らしさ
を検出する能力は十分習得していると言える.

　
表 5 PascalVOC データセットに存在するクラスのみに注目した

COCOデータセットのテストデータによる, 物体の検出の性能
検出モデル R0.25 R0.5 R0.75

CenterNet 0.322 0.273 0.169

物体を無視したセマンティックセグメンテーションは非
常に高い精度を実現している. これは, 物体が存在し, 画像
上で背景に被さっていたとしても, 背景がどんな領域であ
るかの推定を十分行えることを示しており, 提案した学習
手法は, 様々な分野へと応用できる可能性がある.

図 5からわかるように,セマンティックセグメンテーショ
ンによる領域の推論の性能が良いため, 車道上に限った物
体検出は高い精度で行えている. 検出としての誤りは, 物
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体らしさの検出の困難さから, 未知の物体を見過ごす場合
が殆どである. 一方で, 偽陽性によっての誤りは, 偽陰性に
比べて非常に少ないため, 検出による見過ごしを軽減する
ように, モデルの学習過程で調節することで性能の向上が
期待できそうである.

5.2 性能の低い通常の物体検出モデルによる, 未知の物体
の検出の可能性

本研究の提案手法は, 最後に既知物体かどうかの分類す
るモデルを組み込むことで, 車道上に存在しても問題ない
車や人を検出対象から取り除いている. これは, 最初の物
体らしいものを検出する物体検出モデルが一つのオブジェ
クトとしてしか検出することができないことが原因である.

物体らしいものを検出することが, 通常の物体検出モデル
で可能であるならば, 確信度が高い人や車を取り除けば良
いだけなので, 既知物体かどうかを検出するモデルが必要
なくなる. PascalVOCデータセットを 20種類のラベルを
変更することなく学習した, 物体らしさを検出した同モデ
ルの CenterNetを用いて, 4.1と同様の実験を行なった結
果が表 6である. 今回の場合, ラベルをオブジェクトに統一
した COCOデータセットをテストデータにした場合, 通常
の物体検出モデルの方が性能が良い. これは, 本研究の提
案手法にとっては残念な事実であるが, COCOデータセッ
トと PascalVOCデータセットは人や車の物体が大量であ
り, PascalVOCデータセットを適用させやすいような類似
するデータセットであることが要因だと予想される. その
ため, 未知のみの物体のデータセットを用いて, 性能を正当
に評価する必要がある.

　
表 6 通常の物体検出モデルとラベルをオブジェクトに統一して学

習したモデルによる, 物体らしいものの検出の性能比較
検出モデル mAP0.25 mAP0.5 mAP0.75

通常 CenterNet 0.807 0.755 0.566

提案 CenterNet 0.786 0.722 0.538

4.1の実験でも未知の物体の検出性能を評価するために
使用した, PascalVOCデータセットに存在しないクラスの
みに注目した COCOデータセットのテストデータを用い
る. 未知の物体の検出性能を比較したものが表 7である.

未知の物体の検出の性能では, ラベルをオブジェクトに統
一したモデルが全ての閾値において優れた. 未知の物体の
データセットでも性能が通常の物体検出モデルの方が性能
が良い場合, 提案手法でも通常の物体検出モデルを採用す
るが, 本研究では未知の物体の検出を目的としているため,

未知の物体のデータセットに対して優れた, ラベルをオブ
ジェクトに統一したモデルを提案手法として採用した.

また, 他の例として学習時のクラスに含まれない未知の
物体であるマンホールのデータセットを作成し,テストデー

　
表 7 通常の物体検出モデルとラベルをオブジェクトに統一して学

習したモデルによる, PascalVOC データセットに存在しない
クラスのみに注目した COCOデータセットのテストデータを
用いた, 未知の物体の検出性能の比較

検出モデル R0.25 R0.5 R0.75

通常 CenterNet 0.125 0.090 0.049

提案 CenterNet 0.146 0.104 0.058

タ 263枚に対する, 検出の性能を比較したものが表 8であ
る. ラベルをオブジェクトに統一したモデルは, 通常の物
体検出モデルと比較して,全ての閾値に対して, 優れること
はなかったが, 評価値の Recallが高い傾向にある.

　
表 8 通常の物体検出モデルとラベルをオブジェクトに統一して学

習したモデルによる, マンホールという未知の物体の検出の性
能比較

検出モデル R0.25 R0.5 R0.75

通常 CenterNet 0.007 0.004 0.001

提案 CenterNet 0.009 0.005 0.000

また, 通常の物体検出モデルによる未知の物体の検出性
能が提案手法に競合する要因の一つに, CenterNetの性能
が良くないことがある.ラベル通りに学習したモデルがマ
ンホールを検出しているのは, 偽陽性な出力であり, 本来は
誤りである. 性能が良いモデルほど, 偽陽性も減るため, 性
能が良くないモデルにおいては, 未知の物体の検出が実現
できる可能性を示す.

5.3 未知の物体の苦手なラベル分野
本研究の提案手法の物体検出モデルは, PascalVOCデー

タセットの 20クラスの画像データから物体らしさを抽出
していると言える. しかし, PascalVOCデータセットも多
様ではなく, 実世界の様々な物体と比較すると偏りがある
と言える. 図 6は, 4.3での実験に用いたテストデータの
物体らしさの検出結果である. 図 6では, 人に対するオブ
ジェクトの確信度は 0.70, 0.66, 0.48と高いが, その他の物
体に関してはリュックサックの確信度の 0.46以外では, 確
信度が 0.3を上回ることなく低く出力されている. これは
PascalVOCデータセットの学習データに大量の人のデー
タが存在し, その他の物体に関しては, PascalVOCデータ
セットに存在しないクラスであることが原因だと考えられ
る. 5.1でのマンホールのデータセットに対する, 検出結果
もかなり低い. また, 他のテストデータにも同様のことが言
え, 未知の物体に対する確信度は低くなる傾向がある. 本
研究は, 未知の物体の検出を目的にしているため, 検出する
上で, 物体として認識する閾値は低く設定する必要がある.

しかし ,低く設定することで偽陽性も増えるため, 適用さ
せたい要件に適した物体として認識する閾値を各自設定す
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る必要がある.

本研究では, PascalVOCデータセットによって物体らし
さを学習したが, COCOデータセットのような物体の種類
が多様で膨大なデータセットを活用することで物体らしさ
を検出するモデルの性能の向上が期待できる.

図 6 4.3 の実験に使用したテストデータによる, 物体らしさの検出
結果の一例である.

6. 展望
本研究の展望は, 主に 3つ存在する. 1つ目は, モデルの

簡素化である. 本研究の提案手法では, 複数のモデルによっ
て検出結果を得ており, 処理の量や煩雑さが問題視できる.

この問題は, 古い物体検出モデルと似た問題であり, ワン
ショットの物体検出モデルが出現した時と同様の発展が期
待できる. 古い物体検出モデルは, 領域を決める構造と分
類する構造の二つに分けて検出を行なっていたが, SSD[13]

のような全て一つのニューラルネットワークモデルで推論
を行えるワンショットの物体検出モデルが登場し, モデル
の高速化や簡素化を実現した. そのため, 本研究では独立
して処理を行なっていた, セグメント部分と物体検出部分,

既知かどうかの分類を同時に処理できる構造を作り出すこ
とで, 上記の問題が改善することを期待できる. 計算処理
の量が改善されると, 高速化や計算資源の限られたデバイ
スでも問題なく実行できるため, リアルタイム処理や IoT

デバイスでの処理が可能となり, 活用の幅が広がる.

2つ目は, 関連研究で紹介したような敵対的学習などを
用いることで物体らしさを検出する性能を向上させること
である. 車道のセグメンテーションは高い精度で行えてお
り, 既知の物体に関しても学習済みの Yolov5を用いている
ため高い精度で取り除くことができている. 提案手法の性
能面において, 最もボトルネックになっているのは未知の
物体を検出するモデル部分である. 未知の物体の精度を向
上させることでシステム全体の精度を向上が期待できるた
め, 本研究の応用や発展させていく上で, 最も注目するべき
点だと言える.

3 つ目は, 領域を制限しているため, 処理コストを減少
することが期待できる. 本研究の提案手法では, 画像全体
に対して検出を行い, セグメンテーション結果による領域
によって検出対象が取り除かれているが, 事前にセグメン
テーション処理を行い, その領域上での物体検出を考える

と, 検出するべき画像領域は元画像よりもサイズが小さく
なる. 入力画像によって, 画像の形状やサイズは異なるの
で, シンプルな物体検出モデルでは対処できないが, 様々な
形状の画像を処理できる物体検出モデルを実現させること
ができれば, 入力のサイズが小さくなることから処理コス
トを大きく削減できる. この展望は, 本研究の目的以外に
も領域を限定した物体検出を求められる課題においては,

実現すると利点が非常に大きい.

7. 結論
本研究では, 日常的に起こりうる車道上の異状を問題視

し, 未知の物体の自動通知システムを目指す上での, 車道
上に限定した未知の物体の検出するための手法を提案し
た. 本研究の目的である, 未知の物体を検出する性能は,

mAP0.5では 0.720の評価値であり, 提案手法の有効性を示
した. 提案手法は, 作成が困難である領域上にある未知の
物体のデータセットを必要としないため, 容易に実装が可
能である. また, 車道上に限らず様々な課題へと応用が可
能である. 今後の展望では, モデルの簡素化, 未知の物体の
検出精度の向上, 推論時の計算コストの削減などがあり, 取
り組んでいく必要がある.
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