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スポーツ映像における視線集中を利用したボール検出

中谷 千洋1,a) 川嶋 宏彰2,b) 浮田 宗伯1,c)

概要：コンピュータビジョンを用いたスポーツ映像解析において重要な要素の一つであるボール検出の精
度向上のために，人群の視線がボールに集中しやすい事実を利用した手法を提案する．バレーボールやバ
スケットボールなどのスポーツ映像では，ボールは小さく高速に動くために検出が難しい．また，一般的
なスポーツ映像では，視線を推定できるほど人物頭部が高解像度撮影されていない．しかし，ボール検出
と比べて，人体の一部である頭部の検出や方位推定は容易であり，かつ，目線だけでボールを追うような
ケースでなければ頭部方位によって視線を近似できる．さらに，ボールはシーン中に一つしかないのに対
してプレーヤーは複数人存在するため，数人の頭部方位推定にミスがあったとしても多数決的にボールの
位置を特定しやすい．そこで，この「頭部集合の方位群によって近似した視線集中領域」を「一般的な物体
検出によるボール検出の結果」と統合することで，ボール検出精度を向上する手法を提案する．人群の頭
部方位を用いない場合に比べ，提案手法によってボール検出の精度を向上できることを実験的に検証した．

1. はじめに
スポーツ動画解析はコンピュータビジョンにおいて重要

な話題のひとつであり，戦術解析やシーン検索などの応用が
ある．スポーツ動画解析のためには，プレーヤーのそれぞ
れの行動を認識する個人行動認識 [1], [2], [3], [4]，複数人が
協調した行動を認識するグループ行動認識 [5], [6], [7], [8]，
ボール検出 [9], [10], [11]などが重要な技術である．本研究
ではその中でもボール検出に注目する．
バレーボールやバスケットボールなどのスポーツ映像

では，ボールは小さく早く動くために検出が難しい．よっ
て，一般的な物体検出によるボール検出の結果にはミスが
多い．そこで，そのような検出ミスを減らすためにスポー
ツ映像中の人群の視線がボールに集中しやすいという事実
を利用する．例えば，図 1に示したバレーボールシーンの
ように，一般的なスポーツ映像では人群の視線がボールに
集中している場合が多い．しかし，一般的なスポーツ映像
では人群の視線を推定できるほど人物頭部が高解像度撮影
されていない．一方，ボール検出と比べると人体の一部で
ある頭部の検出や方位推定は容易である．その上，目線だ
けでボールを追うようなケースでなければ頭部方位によっ
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図 1 スポーツ映像におけるボールへの視線集中．バレーボールやバ
スケットボールなどのスポーツ映像では，プレーヤー群の視線
がボールに集中しやすい．ボールの正解バウンディングボック
スは緑色の四角形で示した．

て視線を近似できる．そこで，本研究では「頭部集合の方
位群によって近似した視線集中領域」を「一般的な物体検
出によるボール検出の結果」と統合することで，ボール検
出精度を向上する手法を提案する．
本研究の貢献は，以下の 3点である．
• 頭部集合の方位群により近似した視線集中領域による
ボール検出手法を提案する．

• 頭部集合の方位群を表現する方法として，頭部方位分
布の 2 次元マップ表現を提案する．全頭部方位を固
定チャネル数のマップで表現することによって，各フ
レームに写っている対象人数が動的に変化するスポー
ツ映像に対しても適用可能な表現となっている．

• 「視線集中領域によるボール検出」と「一般的な物体
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視線集中領域推定ステージ
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図 2 一般的な物体検出と視線集中領域を統合する提案ネットワーク．一般物体検出ステージ
で得られる一般物体検出によるボール検出の結果と，視線集中領域推定ステージ 2 で得
られる視線集中領域を統合ステージで統合することでボール検出をする．

検出」をそれぞれを独立なサブネットワークで実行し
て，それらの結果を統合するフュージョンネットワー
クによって，ボール検出の精度を向上させる．

2. 関連研究
2.1 視線推定
視線推定とは，人の画像から視線方向を推定するタスク

である．画像中の眼球姿勢から 2次元視線方位を推定する
手法 [12], [13]や，3次元視線方位を推定する手法 [14], [15]

がある．また，人の姿勢を用いて 2次元視線方位を推定す
る手法 [16]や，画像中の人と物体位置の関係を考慮して 2

次元視線方位を推定する手法 [17]や，時系列情報を考慮し
た 3次元視線方位を推定する手法 [18]などがある．これら
の手法では人物頭部が高解像度撮影されている一方で，本
研究で扱う一般的なスポーツ映像では視線を推定できるほ
ど人物頭部が高解像度撮影されていないため，頭部方位を
視線に近似することで視線推定をする．

2.2 頭部方位推定
頭部方位推定とは，人の画像から頭部方位を推定するタ

スクである．顔のランドマークから 3次元頭部方位を推定
する手法 [19], [20]や，顔のランドマークを用いずに顔画像
から直接 3次元頭部方位を推定する手法 [21]などがある．
これらの手法では高解像度撮影された人物頭部画像を用い
ている一方，本研究で扱う一般的なスポーツ映像では人物
頭部が高解像度撮影されていないため，低解像度頭部画像
を扱った手法 [22]のように，2次元頭部方位を推定する．

2.3 視線集中領域推定
視線集中領域推定に関する研究として，単一人物の視線

方位から注視領域を推定する手法 [23]や，単一人物の視
線方位と顕著性マップを統合することで視線推定をする手
法 [17]がある．また，人群の視線と視線集中領域を同時最
適化する手法 [24]もある．この手法は事前に得られた人群
の視線と未知の視線集中領域を EMアルゴリズムにより同
時最適化することで，人群の視線方向の精度を向上させて
いる．この手法とは異なり，本研究では深層学習を用いる
ことで学習ベースの視線集中領域推定をする．学習ベース
のデータドリブンな手法を使うことで，スポーツ映像に特
化した視線領域推定が可能である．

2.4 一般物体検出
一般物体検出とは画像中にある任意の物体を検出する

タスクであり，盛んに研究されている．物体候補領域を
検出した後に，そのクラスを推定する Faster-RCNN [25]

や，物体候補領域の検出とそのクラス推定を同時にする
YOLO [26]，物体のクラスと大きさをヒートマップで推定
する CenterNet [27]などの手法がある．本研究では，視線
集中領域をヒートマップとして推定することから，様々な
一般物体検出手法と組み合わせることが容易である．提案
手法では，CenterNetを一般的な物体検出手法の一例とし
て使う．

2.5 マルチモーダルフュージョン
マルチモーダルフュージョンとは複数のモダリティを

統合する手法である．RGB画像を深度画像を統合する手
法 [28]や，RGB画像と人物姿勢を統合する手法 [29]など
様々なモダリティの統合について研究されている．本研究
では，共にヒートマップ形式であるボール検出結果と視線
集中領域を統合する．ヒートマップは RGB画像と比べて
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図 3 CenerNet [27] を用いたボール検出．CenterNet は RGB 画
像を用いて，各ピクセルにおける物体の存在確率，サイズ，サ
イズのオフセットをヒートマップで予測する．物体の存在確率
のヒートマップは 1 枚出力し，サイズとサイズのオフセット
のヒートマップは画像座標上の x 軸と y 軸の両方についてを
2 枚ずつ出力する．

情報量が少ないため，様々なフュージョンネットワークの
中でも比較的シンプルである Early fusion，Late fusion [30]

を利用する．

3. 提案手法
我々が提案した 3 つのステージから構成されるネット

ワークを図 2に示す．一般物体検出ステージでは，RGB

画像を入力にして一般的な物体検出によるボール検出をす
る．視線集中領域推定ステージでは，最初に頭部集合の方
位群を推定し，その推定された頭部集合の方位群を 2 次
元マップ形式に変換する．そのマップを入力にして，視線
集中領域を推定する．統合ステージでは，一般物体検出ス
テージで得られたボール検出結果と，視線集中領域推定ス
テージで得られた視線集中領域を統合することで，最終的
なボール検出結果を得る．

3.1 一般物体検出
一般物体検出によるボール検出には，CenterNet [27]を
用いる．CenterNetは図 2に示すように，RGB画像を用い
て，各ピクセルにおける物体の存在確率，サイズ，サイズの
オフセットをヒートマップで予測する．物体の存在確率の
ヒートマップは物体のクラス数だけ出力する一方で，サイ
ズとサイズのオフセットは全クラスで共通であり，画像座
標上の x軸と y 軸の両方についてを出力する．CenterNet

は focal loss [31]を用いて学習される．
本研究において物体のクラス数はボールの１クラスのみ

であるため，図 3に示すように物体の存在確率のヒート
マップは１枚出力され，サイズとサイズのオフセットの
ヒートマップはそれぞれ 2枚ずつ出力される．提案手法で
は，このようにして得られた 5枚のヒートマップと，視線
集中領域推定ステージで得られる視線集中領域のヒート
マップ 1枚を統合ステージで統合する．

3.2 頭部方位推定
図 2に示した視線集中領域推定ステージの入力は頭部集
合の方位群であり，図 4のように 3段階の処理で求められる．
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図 4 プレーヤーの頭部方位推定．（a）Openposeを用いて各プレー
ヤーの姿勢を推定する．（b）推定された姿勢を基に，各プレー
ヤーの頭部領域をクロップする．（c）頭部姿勢推定ネットワー
クを用いて，クロップされた頭部領域画像から頭部方位を推定
する．

1段階目（図 4（a））では，OpenPose [32]を用いてRGB画像
上における人群の姿勢推定をする．2段階目（図 4（b））では，
推定された人の姿勢を使って頭部領域をクロップする．使う
キーポイントは鼻と首であり，それぞれの画像座標での位置
をKnose = (Knose

x ,Knose
y )，Kneck = (Kneck

x ,Kneck
y )とす

ると，求めたい顔領域H = (Hxmin,Hymin,Hxmax,Hymax)

は鼻と首のキーポイントの距離Disを用いて以下のように
計算される．

Dis = ((Knose
x −Kneck

x )2 + (Knose
y −Kneck

y )2)0.5,

Hxmin = Knose
x −Dis,Hxmax = Knose

y +Dis,

Hymin = Knose
y −Dis,Hymax = Knose

y +Dis,

(1)

このようにしてクロップされた頭部領域画像を入力に，
3段階目（図 4（c））では頭部方位推定ネットワークを用い
て頭部方位を推定する．頭部方位推定ネットワークには，
最初に畳み込み層 3 層による特徴量抽出を行い，Global

Average Pooling（GAP）を適用し，最後に全結合層 1層
で頭部方位を推定するネットワーク 1と，最初に ResNet

による特徴量抽出を行い，その後 GAP を適用し，最後に
全結合層 1層で頭部方位を推定するネットワーク 2を用
いた．頭部方位は 2つのスカラー値で推定され，それぞれ
画像座標における頭部方位の x軸方向成分と y 軸方向成
分である．この頭部方位推定ネットワークは以下の Mean

Squared Error loss により学習される．

Lh =
1

2

(
(Gx − Ex)

2 + (Gy − Ey)
2
)

(2)

Gx と Gy は，正解頭部方位ベクトルの画像座標における
x軸方向と y軸方向の成分を示しており，Ex と Ey は，推
定頭部方位ベクトルの画像座標における x軸方向と y軸方
向の成分を示している．
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図 5 推定された頭部集合の方位群の画像への埋め込み方法．（a）頭
部方位情報を対応する頭部の中心座標にのみに埋め込む方法．
（b）頭部方法情報を対応する頭部の中心から一定範囲に値を
埋め込む方法．
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図 6 視線集中領域推定ネットワーク．頭部集合の方位群が埋め込
まれた 2 枚のマップを用いて視線集中領域を推定する．Conv

の後に続く 4 つの数字は，出力チャネル数，カーネルサイズ，
dilation, padding の値を示す．

3.3 人群の頭部方位を用いた視線集中領域推定
このように 3.2節で推定された頭部集合の方位群を用い

て視線集中領域を推定する．頭部集合の方位群を用いた視
線集中領域は，2段階の処理により推定される．
1段階目では， 3.2節で得られた頭部集合の方位群を，2

枚のマップに埋め込む．1枚目のマップの検出頭部座標に
は，推定頭部方位ベクトルの x軸方向成分を，2枚目のマッ
プの検出頭部座標には，推定頭部方位ベクトルの y軸方向
成分を埋め込む（図 5（a））．ただし，この x，y軸方向成
分を検出頭部座標の１座標にだけ埋め込んでしまっては，
頭部座標が少しずれただけでも完全に異なる表現になって
しまう．そこで，頭部座標のずれを許容するためのデータ
拡張として，検出頭部座標を中心とした一定範囲内に推定
頭部方位ベクトルを埋め込む方法（図 5（b））を提案する．
このように，頭部集合の方位群を 2次元マップ上に埋め込
むことで，認識対象人数が動的に変化するようなスポーツ
映像にも適用可能な手法となる．
このようにして得られた 2枚のマップを入力にし，2段

階目では図 6に示す視線集中領域推定ネットワークを用い
て視線集中領域をヒートマップで推定する．視線集中領域
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図 7 ボール検出と視線集中領域の統合ネットワーク．Convの後に
続く 4つの数字は，出力チャネル数，カーネルサイズ，dilation,
paddingの値を示す．（a）ボール検出結果と視線集中領域を連
結し，その後畳み込む Early fusion ネットワーク．（b）ボー
ル検出結果と視線集中領域をそれぞれ畳み込んだ後，element-

wise addition もしくは element-wise multiplication により
統合する Late fusion ネットワーク．

推定ネットワークは以下の Binary Cross Entropy loss に
より学習される．

Lb =
∑

i (−Gx,ylog(s(Ex,y))

−(1−Gx,y)log(1− s(Ex,y))) (3)

Ex,y と Gx,y は，推定された視線集中領域のヒートマップ
と正解ヒートマップの画像座標 (x, y)でのピクセル値を示
している．s(·) はシグモイド関数である．視線集中領域の
正解ヒートマップは，ボールの正解バウンディングボック
スを基に生成する．ボールの正解バウンディングボックス
座標を P = (pxmin, pymin, pxmax, pymax)とし，その中心
座標を (pxmid, pymid) = ( pxmin+pxmax

2 ,
pymin+pymax

2 ) と表
すと，視線集中領域の正解ヒートマップは以下のガウス分
布状の分布から生成する．

Gx,y = exp

(
− (x− pxmid)

2 + (y − pymid)
2

2σ2

)
, (4)

σ は分布の分散を決めるパラメタであり，本研究では実験
結果から 0.1と定めた．

3.4 ボール検出と視線集中領域の統合
図 2に示した統合ステージでは， 3.1節で得られた一般
的な物体検出によるボール検出の結果と， 3.3節で得られ
た頭部集合の方位群によって近似した視線集中領域を統合
し，最終的なボール検出結果を得る．統合のためには，図 7

に示した 2種類のネットワークを提案する．図 7（a）に示
した Early fusion ネットワークは， 3.1節で得られた一般
的な物体検出によるボール検出の結果と 3.3節で推定され
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表 1 頭部方位推定の角度誤差（deg）の比較．Resnet を用いたネッ
トワーク 2で，鼻，左肩，右肩のキーポイントを入力に用いた
場合に最も角度誤差が小さかった．

ネットワーク キーポイント 角度誤差（deg）
ネットワーク 1 なし 69.2

ネットワーク 1 あり 62.0

ネットワーク 2 なし 61.7

ネットワーク 2 あり 58.5

た視線集中領域を連結し，その後畳み込むことで最終的な
ボール検出をする．一方で，図 7（b）に示した Late fusion

ネットワークは，3.1節で得られた一般的な物体検出によ
るボール検出結果と，3.3節で推定された視線集中領域を
それぞれ畳み込み，その後 element-wise addition もしく
は element-wise multiplication によって統合してから更に
畳み込むことで，最終的なボール検出結果を得る．この統
合のためのネットワークも，3.1節で紹介した CenterNet

と同様に focal loss [31]を用いて学習する．

4. 実験結果
4.1 データセットと性能評価方法
提案手法の評価のため，バレーボールデータセット [33]

を使用した実験結果を示す．バレーボールデータセット
は，55のバレーボール動画から抽出された 4830のシーケ
ンスで構成される．1シーケンスは 41フレームで構成さ
れ，中心フレームには各プレーヤーの個人行動ラベルとバ
ウンディングボックスがアノテーションされている．個人
行動ラベルは 9種類（waiting，setting，digging，falling，
spiking，blocking，jumping，moving，standing）である．
本研究では，上述したデータセット [33]標準のアノテー

ションに加えて，以下のアノテーションを追加で与えた．
まず，全フレームに対してボールのバウンディングボック
スを vatic [34]というツールを用いてアノテーションした．
このアノテーションデータを式 (4)で利用し，視線集中領
域の正解ヒートマップを生成する．頭部方位については，
頭部領域からボールの中心座標への方向を正解頭部方位と
して自動で粗いアノテーションをした．ただし，スパイク
やジャンプなどをしているプレーヤーはボールに注目して
いないことが多いため，ボールに注目していることが多い
個人行動ラベルが “standing” と “waiting” であるプレー
ヤーのみにアノテーションをした．このようにアノテー
ションをすることで，誤差が小さいアノテーションデータ
のみで学習が可能である．このアノテーションデータを
式 (2)で利用し，頭部方位推定ネットワークを学習する．
しかし，テストには誤差ができるだけ小さいアノテーショ
ンデータを使うことが適切である．よって，自動アノテー
ション結果を人が目視で確認し，自動アノテーション結果
と本来の頭部方位との誤差が明らかに大きいデータはテス

表 2 2つの頭部集合の方位群の画像への埋め込み方法を用いた場合
の視線集中領域推定結果の比較．頭部集合の方位群を頭部の中
心から一定範囲に埋め込む場合の結果が 3 つの項目全てで誤
差が小さかった．

埋め込み範囲 x 軸方向誤差 y 軸方向誤差 距離誤差
中心座標 44 15 50

一定範囲 35 14 41

トに使用しない．また，テストデータの頭部方位に偏りが
あるため，頭部方位が均等になるようにサンプリングする
ことで，様々な頭部方位に対する精度を評価する．
頭部方位推定の評価には [16], [17]のように頭部方位の

角度誤差を用いた．視線集中領域はヒートマップのピーク
がボールの中心座標に近いかで評価する．最初に，ヒート
マップを 0から 1に正規化した後に，閾値 0.9で二値化す
る．その後，値が 1になったピクセル群とボールの中心座
標との距離をピクセルごとに計算する．最後に，そのピク
セルごとに計算されたボールの中心座標との距離の平均を
求める．このようにして求めた平均距離で視線集中領域推
定を評価する．ボール検出の評価には，一般物体検出の評
価に使われる Average Precision（AP）を用いる．また，
本研究のボール検出では [9]と同様に画像上にボールが一
つしかないという制約がある．よって，AP に加えてボー
ル検出結果の中で最も信頼度の高い検出結果のみを考慮す
る Accuracy も評価に使う．

4.2 頭部方位推定
頭部方位推定の結果を表 1に示す．頭部方位推定の精度

向上のために頭部領域画像に加えて鼻，左肩，右肩のキー
ポイントを入力に用いる場合でも実験した．これらのキー
ポイントを用いることで，顔がカメラに正対しているか後
頭部がカメラに正対しているか判別しにくい場合のヒント
になるため，頭部方位推定精度の向上が可能である．ネッ
トワーク１でキーポイントを入力に用いた場合（表 1の 1

行目）と用いなかった場合（表 1の 2行目）を比較すると，
キーポイントを用いた場合の方が角度誤差が小さかった．
同様に，ネットワーク 2でキーポイントを入力に用いた場
合（表 1の 3行目）と用いなかった場合（表 1の 4行目）
を比較すると，キーポイントを用いた場合の方が角度誤差
が小さかった．よって，鼻，左肩，右肩のキーポイントを
用いることで，顔がカメラに正対しているような頭部方位
推定が難しい場合のヒントになり精度が向上したと考えら
れる．

4.3 人群の頭部方位を用いた視線集中領域推定
人群の頭部方位のマップへの埋め込み方法として，対

応する頭部の中心座標にのみ値を埋め込む方法と（図 5

（a）），対応する頭部の中心から一定範囲に値を埋め込む方
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図 8 IoU が 0.75，0.50，0.25 での正解バウンディングボックスと
検出バウンディングボックスとの重なり．正解バウンディング
ボックスは緑枠，検出バウンディングボックスは赤枠で囲った．

表 3 個人行動ラベルを入力に用いた視線集中領域推定の結果．頭
部方位の埋め込み方法として頭部の中心から一定範囲に埋め
込む方法を用いている．個人行動ラベルを用いた場合の方が 3

つの項目全てで誤差が小さかった．

個人行動ラベル x 軸方向誤差 y 軸方向誤差 距離誤差
なし 35 14 41

あり 28 13 34

法（図 5（b））を用いた場合の視線集中領域推定結果を表 2

に示す．対応する頭部の中心から一定範囲に値を埋め込む
場合が 3つの項目全てで誤差が小さかった．この理由とし
ては，頭部の中心から一定の範囲に値を埋め込むことで頭
部位置のずれに対してネットワークが頑健になったことが
考えられる．
また，4節で述べたようにプレーヤーそれぞれには個人

行動ラベルがアノテーションされている．その個人行動ラ
ベルを視線集中領域推定ネットワークの入力に用いた場合
と用いない場合の結果を表 3に示す．個人行動ラベルを用
いる場合が個人行動ラベルを用いない場合に比べて，3つ
の項目全てで誤差が小さかった．特に，x軸方向誤差，距
離誤差は 41から 34へと改善した．これは，個人行動ラベ
ルを用いることでスパイクやブロックなどで頭部の動きが
安定しないプレーヤーを特定し，その頭部方位の重要度を
低くするような学習がされるからだからと考えられる．

4.4 ボール検出
「推定された視線集中領域」と「一般物体検出によるボー
ル検出結果」の統合ネットワークを変化させた際のボール
検出結果を，表 4に示す．IoUの閾値が 0.25 の場合（表 4

の 2，5列目）は Early fusion での結果が最もよい．一方
で，IoUの閾値が 0.50, 0.75の場合（表 4の 3，4，6，7列
目）は Late fusion（element-wise addition）での結果が最
もよい．本研究ではボールという他の物体に比べて小さな
物体を検出していることから，図 8に示すように，IoUの
閾値が 0.25であっても十分にボールは検出されていると
いえる．よって，統合ステージにおける推定された視線集
中領域と一般的な物体検出によるボール検出結果の統合に
は Late fusion（element-wise addition）を用いた場合の精

度が最も良いといえる．
次に，一般物体検出によるボール検出結果と提案手法で

のボール検出結果の比較を 5 に示す．提案手法の統合ス
テージでの統合ネットワークには表 4で最も精度が良かっ
た Late fusion（element-wise addition）を用いた．提案手
法によるボール検出の結果は，一般物体検出によるボール
検出の結果に比べて，大幅に精度が向上している．このよ
うに精度が向上した理由としては，一般的なボール検出手
法によるボール検出の結果の信頼度が低い場合に，推定さ
れた視線集中領域が大きなヒントになるからだと考える．
実際に，図 9に示すように，一般物体検出によるボール検
出結果（図 9（a））の信頼度が低い場合でも，視線集中領
域推定結果（図 9（c））がおおよそボールの領域を推定し
ていれば，提案手法によるボール検出（図 9（d））は成功
している．

5. まとめ
スポーツ映像中の人群の視線がボールに集中しやすいと

いう事実を利用し，一般的な物体検出によるボール検出の
結果と，推定視線集中領域を統合することでボール検出の
精度向上を目指した．実験結果から，視線集中領域を用い
ることでボール検出のAP，Accuracyが約 10%向上するこ
とを確認した．また，一般的な物体検出によるボール検出
で正解ボールバウンディングボックスが 2番目，3番目に
検出されているような場合に，視線集中領域を統合するこ
とで正しいボール検出が可能になることを定性的に示した．
今後の課題として，視線集中領域推定の更なる精度向上

が挙げられる．特に，self-attention により頭部方位群の頭
部方位それぞれに重み付けすることで，視線集中領域推定
に重要な頭部方位のみを考慮することが考えられる．
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