
計算資源の限られた小型センサ端末のための
勾配ブースティング連合学習
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概要：近年，気軽に身に着けることのできるウェアラブル端末が普及している．このような端末から取得
可能なデータの処理には機械学習が用いられることが多いが，より高精度な予測モデルを作るためには大
量のデータが必要となる．サーバを用いてデータを収集し，それらをビッグデータとし学習することも可
能であるが，サーバの利用は管理の手間やデータの一極集中が生じることと収集したデータのプライバシ
が保護されないことが課題となる．本稿では，これらの課題を解決するため，サーバを用いずに端末間で
分散学習を行う機械学習手法を提案する．提案手法では，計算リソースの限られたウェアラブル端末を想
定し，決定木の勾配ブースティングを用いる．また，プライバシを保護するために端末間ではデータでは
なく学習モデルを共有する．

1. はじめに
近年，IoT（Internet of Things）という概念が幅広く知

られるようになってきた．IoT技術を用いたものには，家
庭内の家電をスマートフォンから遠隔で操作することがで
きるようなスマートホームやインフラの整備を補助し快適
な街作りを目指すようなスマートシティがあり注目を集め
ている．さらには，センサが搭載されたスマートフォンだ
けでなく，さまざまなウェアラブル端末も普及している．
ウェアラブル端末は，腕時計型のスマートウォッチや指輪
型のスマートリングが登場しているのように小型化が進
み，気軽に装着することができるようになっている．
このような端末には，機器自身にセンサが搭載されてお

り，多くのセンシングデータを取得することが可能であ
る．センシングデータを使用した研究は，生体情報から感
情認識を行い活用するもの [1], [2]や加速度計から行動認
識をするもの [3]などがある．これらの研究の多くは機械
学習を用いているが，深層学習によるものが多く台頭して
いる [4], [5]．しかし，ウェアラブル端末は電力やメモリな
ど計算資源が限られているため，計算量が多い深層学習は
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不向きである．計算資源に制限のある小型なセンサ端末に
おいても効率的にデータを訓練し，モデルを生成するため
には，深層学習に比べて少ない消費電力で比較的計算処理
が軽い学習手法を適用する必要がある．そのため，本稿に
おいては計算資源をあまり必要とせずに学習が可能な決定
木およびそのアンサンブル学習である GBDT（Gradient

Boosting Decision Tree）[6]を用いる．
また，より高い性能の機械学習モデルを作成するには大

量のデータが必要となる．そのため，データセンタなどに
個人の所有しているデータを収集し，それらをまとめて機
械学習へ適用することが考えられる．しかし，このような
方法はサーバの継続的なメンテナンスを要するだけでな
く，データ収集が容易にできるプラットフォーマと呼ばれ
る一部の大規模な企業に大量のデータや精度の高い機械学
習モデルが集中することが考えられる．データが一極に集
中していると，これらを所持している企業がサービスを停
止した際に，収集したデータやモデルを失う可能性が生じ
るという点が課題となる．そこで，本稿ではサーバを使用
せずに複数台の端末間で直接通信することで自律協調的に
分散学習する手法を提案する．
さらに，データ収集においてプライバシの保護が課題と

なる．ウェアラブル端末から取得することができるセンサ
データには，位置情報などの活動情報，心拍数や体温のよ
うな生体情報があるが，これらは個人が特定できてしまっ
たり人に知られたくないような情報を含む場合が多い．し
たがって，このようなデータを直接他人へ渡さず，プライ
バシを保護することが分散学習において必要となる．プラ
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イバシ保護を目的とした分散学習アルゴリズムには連合学
習（FL：Federated Learning）[7]がある．FLはローカル
データを共有せずに，分散された複数台の機器で構築され
たニューラルネットワークモデルを共有することでデータ
漏洩を防いでいる．提案手法においてもこの考え方を適用
し，ローカルデータは端末間で共有せずプライバシを保護
することが求められる．
以上の背景から，深層学習が不向きな小型センサ端末向

けに FLを決定木によって実現する必要があり，また前述
の通り，自律協調的な分散学習を行うためにはこれらを
サーバレスで行いたいと考える．本稿では，以上の目的を
実現するための GBDTによるサーバレス FLアルゴリズ
ムを提案する．提案アルゴリズムでは，端末間での通信時
には個々が所有するローカルデータではなく機械学習モデ
ルを共有することで，プライバシ保護を達成する．さらに，
端末が所持する単独のデータのみで決定木を学習するので
はなく，各端末で学習された決定木を交換し，自身が学習
した決定木と他端末から受け取った決定木を次のモデルの
学習に使用することでサーバレス分散学習を実現する．
本稿では，第 2章で関連研究について述べる．第 3章で

は検討モデルについて述べ，第 4章では提案アルゴリズム，
第 5章では評価結果および考察，第 6章では本論文の結論
として，今後の課題と発展について述べる.

2. 関連研究
ローカルデータではなく，機械学習モデルを共有するこ

とでプライバシの保護を達成する分散学習アルゴリズムに
FLがある [7]．FLは，クライアントごとにローカルデー
タでモデルを計算し，そのモデルをサーバへ送る．そして
サーバではモデルを集約し，グローバルモデルの構築をす
る．これらのグローバルモデルはクライアントへ送り返さ
れ，クライアントで再び学習する際に使用する．この際，
学習にはニューラルネットワークを適用している．モデル
の集約と更新を繰り返すことで機械学習の精度の向上させ
ることができ，スマートフォンユーザの感情推定や行動認
識などにおいても使用されている [8]．
本稿では，端末での機械学習手法に FL で用いている
ニューラルネットワークではなく GBDTを適用し，弱学
習器である決定木の共有をすることでプライバシの保護を
する．また，FLではサーバを用いることでモデルを集約，
計算をしているが，提案手法ではサーバを用いず端末間の
みで通信することで分散学習を行う．
本稿で用いる機械学習手法の GBDTは，複数のモデル

を組み合わせて学習するアンサンブル手法であるブース
ティングを決定木に適用しており，高い予測精度と計算効
率から産業界だけでなく学界においても広く使用されてい
る [9]．FLフレームワークと決定木のブースティングアル
ゴリムを組み合わせることでプライバシを保護する研究も

されている．FLの条件下で決定木ベースの学習を行って
いる Pivot[10]や XGBoost（eXtreme Gradient Boosting）
[11]の学習を実現している SecureBoost[12]では，各クラ
イアント毎にあるユーザの異なる特徴量を所持し，サーバ
にあたる企業がモデルを作成することで分散学習がなされ
ている．これらの研究は，FLフレームワークにおいて決定
木の分散学習を行うという点が本研究と共通しているが，
サーバを用いない環境下において個々の端末で計算を完結
させることができていない．本研究では，個人の端末単位
でのモデルの構築を行うため，データは個々で所有してお
く必要があり，これらのプライバシを保護するために学習
済みのモデルを共有することを考える．

3. システムモデル
本章では，提案アルゴリズムを適用するためのシステム

モデルについて述べる．提案アルゴリズムは，サーバを用
いず隣接端末間のみで通信することができるマルチホップ
ネットワークでの接続を想定する．このシステムモデルを
図 1に示す．
提案アルゴリズムは，スマートウォッチなどのウェアラ

ブル端末で使用することを想定としている．これらの端末
では，搭載されているセンサからさまざまなデータを取得
することができる．そのようなデータのうち，心拍数や呼
吸数などを含む生体情報を用いてストレス度合を測るよう
なヘルスケアアプリケーションを各端末で使用する場合
を例として考える．ストレス度合を予測するにあたり必要
な生体情報は，他人にはあまり知られたくないプライバシ
に関わるデータが含まれる可能性がある．そのため，デー
タを他の端末へ直接共有することはできず，データではな
く端末ごとに独立して機械学習モデルを訓練し，定期的に
訓練したモデルを共有する．さらに，モデルの共有は端末
所有者の所属しているコミュニティ間などで，知り合いの
みと行うことを想定としている．例えば，端末を使用して
いる学生が研究室，サークル活動，アルバイトのようなコ
ミュニティに属しているとき，それぞれのグループにおい
てモデルを共有する．他の端末から共有されたモデルを訓
練しておくことで，同じ研究室に属している他の人の情報
を，直接データを共有せずにサークルやアルバイトといっ
た別のコミュニティへも共有することができ，結果として，
他社の情報を含む複数人のデータを訓練したモデルを作成
できるようになる．自身のモデルと他の端末から共有され
たモデルを用いたモデルを更新は以下のように行う．
端末 iが所有するローカルデータセットを Di と定義す

ると，端末 iは Di より予測モデル Fi を訓練する．また，
端末 iでブースティング回数 j回目に学習した決定木を fi,j

とする．本システムでは隣接端末と Di を共有しない代わ
りに，fi,j を共有する．予測モデル Fi は，自身で学習し
た決定木と他端末から受け取った決定木から構成される．
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図 1 システムモデル
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図 2 端末間通信のシーケンス図

隣接端末数を nとしたとき，n台の端末 idを ka で表す．
ブースティング総数がm回のとき，Fi は以下のように定
義できる．

Fi = {fp,q | p = i, k1, . . . , kn, q = 0, . . . ,m}. (1)

本稿では，mは全端末で共通とし，また全端末同じタイミ
ングで決定木の送受信を行う同期処理を想定とする．

4. GBDTによるサーバレスFL

本章では，サーバを使用せずに学習器を共有することで
性能の良いモデルの取得を目指す提案アルゴリズムについ
て述べる．
提案アルゴリズムでは，ローカルデータを訓練し，決定

木を構築する．構築した決定木は隣接端末へ共有するため
に端末間で通信し，送受信の完了後は，自身の端末で作成
したモデルと他端末から受信したモデルとを集約する．そ
の後，これらのモデルを使用して次のモデルを構築してい
く．隣接端末数を 2としたときの分散学習の流れを図 2に
示す．訓練，通信，集約の一連の流れを 1エポックとし，
これをブースティング総数である m回繰り返す．本章で
は，端末での決定木の学習を 4.1，モデルの送受信を 4.2，
木の集約を 4.3で述べる．

4.1 決定木の構築
本節では，GBDTモデルの学習に用いる弱学習器である

決定木の構築について述べる．GBDTは，前の予測モデル
の残差を用いて次の決定木を構築することを繰り返し，全
ての決定木の合計が最終的な予測モデルとなる．提案アル

ゴリズムでは，始めに端末 iにおいて 1本目に構築する決
定木をローカルデータ Di を訓練することで作成する．1

本目の決定木はブースティング回数 j = 0であり，

fi,0 ←− train {Di}, (2)

と表せる．ここで train {D}はデータセットDで学習する
ことを表す．
次に j ≥ 1の場合，残差を用いて次の決定木を学習する．

正解データを y，j 回目の学習での予測値を hi,j とすると，
fi,j は 1つ前のモデル fi,j−1 と残差に学習率 ηを掛け合わ
せたものの和となる．

fi,j = fi,j−1 + η(y − hi,j) (j ≥ 1). (3)

hi,j の計算については 4.3にて述べる．

4.2 端末間通信の実装
本節では，決定木の共有を行うための端末間通信につい

て述べる．本研究において，端末間の通信はソケット通信
で実装する．各端末は隣接端末ごとに送信用と受信用のス
レッドをそれぞれ用意することで，決定木を端末間で非同
期に送受信することを達成する．
4.1で述べた fi,j の計算を終えた後，必要な数のスレッ

ドを作成し，n台の隣接端末と通信を始める．図 2では，
2台の隣接端末との通信を想定しているため，送信用のス
レッドとして send #1 / #2 threadの 2つ，受信用として
receive #1 / #2 threadの 2つを作成している．各スレッ
ドで送信または受信を開始すると，メインスレッドは全て
のスレッドが処理を終えるのを待つ．終了後は隣接端末か
ら受け取った n本の決定木をメインのスレッドで集約す
る．集約部分の計算は次節に示す．

4.3 モデルの集約
本節では，決定木の共有後のモデルの更新方法につい

て述べる．隣接端末との通信の後，端末 i は n 本の決定
木を受け取る．他端末から受信した決定木を ka を用いて
fka,j(a = 1, . . . , n)と表すと，受信後は自身が構築した fi,j

と他端末の fka,j から構成される．それぞれの決定木の予
測値を gi,j としたとき，初回の計算時（j = 0）のみ予測値
hi,j は目的変数の平均を用いるため，隣接端末数が nのと
き hi,0 は次式で求める．

hi,0 =
1

n+ 1

(
gi,0 +

n∑
a=1

gka,0

)
. (4)

一方で 2回目以降（j ≥ 1）は，決定木交換後の予測値 hi,j

の計算に残差の和を用い，平均としないため，

hi,j = gi,j +

n∑
a=1

gka,j , (5)
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Algorithm 1 GBDT-Based FL
1: fi,0 ← train by Di

2: send and receive trees

3: gp,0 ← predict using fp,0 (p = i, k1, . . . , kn)

4: hi,0 = 1
n+1

(gi,0 +
∑n

a=1 gka,0)

5: for j = 1 to m do

6: fi,j = fi,j−1 + η (y − hi,j−1)

7: send and receive trees

8: gp,0 ← predict using fp,0 (p = i, k1, . . . , kn)

9: hi,j = gi,j +
∑n

a=1 gka,j

10: end for

11: Fi = {fp,q | p = i, k1, . . . , kn, q = 0, . . . ,m}

とした．これらを用いて (3)を計算することでモデルを更
新する．
GBDTは全ての決定木の合計が最終的な予測モデルと
なるため，最終モデルは次式となる．

Fi =
1

n+ 1

(
fi,0 +

n∑
a=1

fka,0

)

+

m−1∑
b=1

(
fi,b +

n∑
a=1

fka,b

)
. (6)

端末 iにおける提案アルゴリズムの擬似コードをアルゴリ
ズム 1に示す．

5. 評価
本章では，提案アルゴリズムの評価結果および考察を述

べる．

5.1 パラメータ設定
本節では，評価のためのシミュレーション設定について

示す．評価には，図 3に示すトポロジーのように，端末数
10のマルチホップネットワーク接続モデルを用いた．図
中の数字は端末 idを表しており，端末 0の隣接端末数は
n = 4となり，端末 1, 2, 8, 9と決定木を共有するが，その
他の端末とは共有することができない．評価実験では，n
は全端末共通で 4となるようシミュレーションを行った．
また，提案アルゴリズムではブースティング回数 mと
同じ回数，隣接端末間で決定木を交換する．最終モデルを
構築する木の総数は，隣接端末数とブースティング回数に
依存し，端末 iにおける木の総数を ti とすると

ti = m(n+ 1), (7)

と表せる．シミュレーションはm = 20として行ったため，
提案手法では全端末で ti = 100となる．

5.2 データセット
評価には機械学習アルゴリズムの画像データセット

MNIST[13]を使用した．データの分割は，端末ごとにラ
ベルに偏りがない IID（Independent and Identically Dis-

tributed）データ，所持するローカルデータが所有者によっ

1

2

3 6

7

8

0

5

9

4

図 3 シミュレーションモデル

表 1 non-IID 条件下の訓練データの分割
端末 id 所持する正解ラベル データ総数
0, 5 0, 1, 2, 3 1,000 / 端末
1, 6 2, 3, 4, 5 1,000 / 端末
2, 7 4, 5, 6, 7 1,000 / 端末
3, 8 6, 7, 8, 9 1,000 / 端末
4, 9 8, 9, 0, 1 1,000 / 端末

て異なる non-IIDデータの 2つの場合を想定して行った．
IIDデータでは，「0」から「9」までの正解ラベルを持つ
MNISTを各端末が重複なく 1,000の訓練データを持つよ
う分割した．non-IID では表 1 のように分割し，それぞ
れの端末が持つ訓練データ数は各ラベルが 250 ずつ，計
1,000となる．さらに，評価するためにラベルに偏りのな
い 10,000のテストデータを用意した．テストデータは各
端末における提案アルゴリズムの評価および次節で述べる
比較指標の検証にも共通で用いた．

5.3 比較指標
本節では，提案アルゴリズムを評価するにあたり使用し

た評価指標について述べる．
• GBDT with all data（all data）: 各端末の持つロー
カルデータをサーバに集約し，それらの全データから
GBDTを構築することを想定した指標を GBDT with

all data（all data）とする．これはローカルデータを
共有しているためプライバシを考慮しておらず，また
サーバにデータが集中している状況である．使用する
端末の総数を N とすると，本指標のモデル Gall は次
式で表される．

Gall ←− train {D0, D1, . . . , DN−1}. (8)

• GBDT with local data（local data）: 端末ごとにローカ
ルデータを学習して GBDTを構築したものを GBDT

with local data（local data）とする．これは端末間で
決定木を交換することなく，自身の端末のみで学習を
繰り返したもので，分散学習を行っていない．この指
標は端末ごとに計算されるため，

Gi ←− train {Di} (i = 0, 1, . . . , N − 1), (9)

となる．
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表 2 評価に用いたパラメータ
all data local data proposal

訓練データ数 10,000 1,000 / 端末 1,000 / 端末
テストデータ数 10,000

学習率 0.3

木の深さの最大値 5
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図 4 IID 条件下での繰り返し回数による評価結果
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図 5 IID 条件下での決定木の本数による評価結果

表 3 IID 条件下での各指標の最終精度
20 iterations 100 trees

all local proposal all local proposal

Acc. 0.819 0.729 0.747 0.895 0.782 0.747

5.4 評価結果
本節では，5.1から 5.3の設定下で行ったシミュレーショ

ンの評価結果を示す．提案アルゴリズムの評価は，図 3の
ように端末数を 10，全ての端末で隣接端末数 n = 4とし，
繰り返し回数を m = 20 に設定した．提案アルゴリズム
（proposal）と 5.3で述べた 2つの比較指標（all data，local
data）で用いたパラメータを表 2にまとめ，IID，non-IID

条件下におけるそれぞれの評価結果を表す．
5.4.1 IIDデータ
IIDデータでの評価結果を図 4，図 5に示す．また，それ
ぞれの最終的な精度を表 3にまとめる．図 4は横軸にブー
スティングの回数を示しており，20回終了時の精度は，比
較指標の all dataは約 81.9%となり，local dataの精度は
約 72.8%であった．提案アルゴリズムにおいては，交換前
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図 6 non-IID 条件下での繰り返し回数による評価結果
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図 7 non-IID 条件下での決定木の本数による評価結果

表 4 non-IID 条件下での各指標の最終精度
20 iterations 100 trees

all local proposal all local proposal

Acc. 0.819 0.351 0.653 0.895 0.356 0.653

の決定木が 1本である初回の学習の精度は約 37.3%であり，
交換を繰り返すことで精度が向上し，100本の決定木を持
つ 20回終了時には約 74.7%となった．さらに，2回交換後
に提案手法は local dataを上回る精度を達成することがで
きた．また，提案手法は 1エポックごとに 5本ずつ決定木
が増えるため，構築された決定木の本数で比較を行うため
に木の本数を横軸としたグラフを図 5に示している．比較
指標において GBDTモデルが 100本の決定木から構成さ
れるときの精度は，all dataで約 89.5%，local dataは約
78.2%となった．IID条件下では，同数の決定木を持つよ
うな条件では，提案手法は分散学習を行わない local data

の精度を上回ることができなかったが，エポック数を統一
した際には local dataよりも高い精度を達成することがで
きた．
5.4.2 non-IIDデータ
IIDデータと同様に non-IIDデータでの評価においても，
ブースティングの回数による比較と決定木の本数による
比較を行った．non-IIDデータでの評価結果を図 6，図 7，
それぞれの最終的な精度を表 4に示す．all dataは IIDと
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non-IIDの区別がないため 5.4.1で述べた精度と同じであ
り，20回の繰り返し終了時は約 81.9%であった．一方で，
分散学習を行わない場合の local dataは，4つのラベルし
か所持していないため IID の場合よりも低い約 35.1%で
あった．提案アルゴリズムにおいても，交換前の各端末は
4つのラベルしか所有していないため，1回目の精度は約
27.0%であったが，学習の繰り返しにより約 65.3%まで向
上した．さらに non-IIDデータでは，決定木の本数で比較
した場合にも提案手法は local dataを上回る結果となり，
100本のときの精度はそれぞれ約 65.3%，約 35.6%であっ
た．以上の結果は，交換によって自身が所持していないラ
ベルの情報を持つ決定木を受け取り，それらを学習できて
いることを示している．また，繰り返し回数の増加するに
つれ精度が高くなっていることから．より多くの端末間で
の通信や繰り返しの交換が性能向上に繋がると考察できる．
5.4.1の IIDデータの場合と non-IIDの場合を比較して

みると，提案アルゴリズムは端末間でばらつきのあるデー
タを所持している non-IIDデータにおいて，より効果的で
あることがわかる．提案アルゴリズムは，所持するデータ
に個人差があるような場面で使用することを想定としてい
るため，以上の結果は，実用性を示すことができると考え
られる．

6. 結論
本稿では，サーバレスで GBDTを用いた分散学習のア

ルゴリズムを提案した. 提案アルゴリズムは，決定木の交
換と学習を繰り返す分散学習を行うことで，各端末におい
てローカルデータのみで学習した場合を上回ることができ
た．ゆえに，GBDTモデルの弱学習器である決定木を交換
することで，プライバシを保護しながら情報の共有ができ，
交換と学習の繰り返しで精度が向上することが示せた．さ
らに，IIDデータ，non-IIDデータの 2条件による評価か
ら，提案アルゴリズムはデータに偏りのある non-IIDデー
タにおいてより効果的であることがわかった．
今後の展望としては以下が挙げられる．本稿における提

案アルゴリズムは，モデルの学習を終えると木の送受信を
始め，全ての隣接端末から木の受信を終えるのを待つため，
全端末で訓練，送受信，集約のエポックのタイミングが同
じである同期処理による実装であった．しかし，本アルゴ
リズムを実際に使用する場合，学習時間や送受信の時間に
差が生じることもあるため，端末ごとに都合の良いタイミ
ングで接続相手へモデルを送信することができる非同期処
理で通信できることが望ましい．そのため，アルゴリズム
に改良を加え，非同期処理の実現を考える．また，今回の
評価にはMNISTのデータセットを用いているが，今後は
ウェアラブル端末で実際に取得することができる生体情報
や加速度計などのデータを用い，行動の分類や病気の予測
をすることで実用性の検証を行うことを考える．さらに，

単純なシミュレーションモデルだけでなく，ユーザの行動
範囲によって通信範囲が変化するような環境を想定した評
価を行うことも今後の課題とする．
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ある．

参考文献
[1] Ayata, D., Yaslan, Y. and E.Kamasak, M.: Emotion

Based Music Recommendation System Using Wearable
Physiological Sensors, IEEE Transactions on Consumer
Electronics, Vol.64, No.2, pp.196–203 (2018).

[2] Kanjo, E., Younis, E.M.G. and Sherkat, N.: Towards
Unravelling the Relationship between On-Body, Envi-
ronmental and Emotion Data using Sensor Information
Fusion Approach, Information Fusion, Vol.40, pp.18–31
(2018).
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