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概要：近年，企業の効率的な集客施策のため，ユーザの訪問履歴などの行動履歴からユーザの行動パター
ンや嗜好を分析し，ユーザの興味がある場所 (Point-Of- Interest, POI) を予測することでユーザの将来の
訪問予測を行う POI 推薦の研究が盛んに行われている．一般的に，店舗に対する訪問予測の精度を上げる
ためには，各店舗に対する多くのユーザの訪問情報が大量に必要となる．しかし，店舗によって訪問者数
は様々であり，訪問者数が少ない店舗が非常に多い．また，訪問予測の対象となる店舗は大量に存在して
いるため，計算コストが非常に大きい．そのため，訪問予測を単純に行うことは困難である．
そこで本研究では，ユーザの訪問履歴をテキスト，店舗をラベルとみなし，テキスト分類における計算コ
ストの問題に対応した X-Transformerのラベルクラスタリングの手法を用いて，店舗のクラスタリングに
基づく訪問予測を行う手法を提案した．提案手法では，同じ店舗に訪れる異なるユーザは類似した店舗に
興味を持つと仮定し，ユーザの分散表現をユーザの実店舗への訪問履歴から作成する．さらに，店舗に訪
れたユーザの分散表現の平均を店舗の分散表現とし，それを用いて店舗のクラスタリングを行った．クラ
スタリングを行う際は，各クラスタに含まれる店舗の数が均等になるよう行うことで，クラスタ内の店舗
数の偏りを防いだ．計算コストの問題に対応するため，ユーザに対してクラスタ予測を行い，ユーザとの
類似度が上位のクラスタに含まれる店舗のみを訪問予測の対象として，訪問予測を行った．
提案手法の性能を評価するために，実世界上で Wi-Fi アクセスポイントで収集された実データを用いて実
験を行った．店舗のクラスタリングを用いて予測対象を削減して行う提案手法は，単純な手法より高い予
測精度を達成したことから，提案手法の有効性を確かめた．

1. 序論
近年，企業の集客施策として，ユーザに対する Web 上
での広告表示やダイレクトメールの送信などが行われてい
る．これらの施策はそれまでその企業を利用したことがな
いユーザに企業のことを知ってもらうきっかけとなる．し
かし，集客施策を無作為に行った場合，企業や商品に興味
のないユーザにも広告が表示されてしまい，邪魔であると
いった悪印象を抱かれてしまう．そのため，効果的に集客
率を向上させることは簡単でない．このような背景から，
ユーザの行動履歴に基づいて企業の内容や商品に興味を
持つと思われる潜在顧客を適切に抽出し，潜在顧客のみを
ターゲットとした集客施策に注目が集まっている．
潜在顧客の抽出のためのアプローチとして，ユーザが興

味のある場所 (Point-Of- Interest, POI) を予測し，将来の
訪問予測を行う研究が盛んに行われている．訪問予測の結
果を利用して，ユーザの興味のある企業や商品を予測で
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きる．
一般に訪問予測を行うには，店舗に対してユーザの訪問

履歴が大量に必要となる．しかし，訪問者数の少ない小規
模の店舗では，訪問予測に十分な量のユーザの訪問履歴を
得られない場合が多い．さらに，予測対象となる店舗は大
量に存在するため，すべての店舗に対して予測を行うこと
は計算コストが非常に大きい．そのため，訪問予測を単純
に行うことは困難である．このような情報の量による問題
に対して，テキストにラベルを割り当てるテキスト分類の
分野では，ラベルのクラスタリングによって予測対象を絞
り計算コストを抑え，さらに，情報が不足しているラベル
に対する問題を緩和しているものがある．この手法につい
て，第 2 章で詳しく述べる．
本研究では，店舗のクラスタリングを行い，予測対象と

なる店舗数を絞ることで，計算コストを削減し，また，小
規模の店舗の情報が補われるという仮説の下，店舗のクラ
スタリングに基づいて訪問予測を行う手法を提案する．提
案手法では，訪問予測の問題をテキスト分類の問題と対応
させるため，ユーザの訪問履歴をテキスト，店舗をラベル
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図 1 X-Transformer のフレームワーク

とみなし，ユーザに店舗を割り当てることで訪問予測を行
う．ユーザの嗜好や行動の傾向などの特徴を適切に表現す
るため，駅などの店舗以外の場所も含めたユーザの訪問履
歴を用いて分散表現を獲得し，店舗の分散表現をその店舗
を訪問したユーザの分散表現の平均とする．各店舗の情報
にユーザの訪問履歴を用いることで，訪問履歴が少ない小
規模の店舗に対しても訪問予測を行える．また，ユーザの
訪問予測は，クラスタに対する順位付けにおける上位のク
ラスタに含まれる店舗のみを対象として行い，訪問予測の
対象となる店舗数を絞ることで，訪問予測にかかる計算コ
ストの課題を解決した．
提案手法の性能を評価するために，実世界上でWi-Fi を
用いて収集された実データを用いて実験を行った．提案手
法は単純な手法より高い訪問予測精度を達成し，店舗のク
ラスタリングを用いた訪問予測の有効性を確認した． 以
下，第２章では関連研究を紹介し，本研究との関連を述べ
る．第３章では本研究で提案する訪問予測手法について説
明する．第４章では提案モデルの評価及びその結果の考察
を行う．最後に第５章で本研究のまとめと今後の課題につ
いて述べる．

2. X-Transformer

本章では，提案手法のアイデアの元となる X-

Transformer[1]について紹介する．
入力テキストが与えられたときに，大量のラベル候補の

中から入力テキストに適する複数のラベルを割り当てるテ
キスト分類問題を考える．このようなテキスト分類問題は
Extreme multi-label text classification (XMC)問題と呼ば
れ，XMC問題は機械学習や自然言語処理 (NLP) の分野に

おいて最も重要かつ基本的なトピックの 1つとなっている．
最近では，BERT[2]や，その後続モデルである XLNet[3]，
およびRoBERTa[4]のような事前学習型のTransformerモ
デルが質問応答などの様々な NLPタスクで最先端の性能
を発揮している．しかし，XMC問題に対しては，出力空
間が非常に大きくラベルの情報が少ないという問題から，
Transformerモデルを上手く適用することは難解な課題で
あった．例えばデータが大量にあるため，メモリの使用
量が莫大になることでモデルの容量が制限されることや，
Wiki-500Kデータセット*1における 100個以上の学習用テ
キストがあるラベルは全ラベル数の約 2%しかないなど，
学習用の情報が少ないラベルが過半数以上を占めていると
いう問題がある．
このような問題点を解決し，XMC問題に対して Deep

Transformerモデルの fine-tuningを成功させたものが，X-
Transformerである．X-Transformerは，競合手法である
AttentionXML[5]の実験で用いられた 4つの XMCベンチ
マークデータセットにおいて，最高の性能を発揮した．本
研究では，大量のラベルに対するテキスト量の分布の問題
と大量の店舗に対する訪問者数の分布が似ていると考え，
訪問予測手法に X-Transformerにおけるラベルクラスタリ
ングを用いたテキスト分類手法の考えを適用した。以下で
は，X-Transformerの構造について説明する．
X-Transformerは，Semantic Label Indexing (SLI) com-

ponent，Deep Neural Matching component，および En-

semble Ranking componentの 3つの部分から構成される．
X-Transformerのフレームワークを図 1に示す．まず SLI

で，ラベルのクラスタリングを実行する．最初にラベルの

*1 http://manikvarma.org/downloads/XC/XMLRepository.html
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図 2 ユーザの分散表現の獲得

埋め込みとして，ラベルに関する紹介文のような短いテキス
トの埋め込みを与える．ラベルによっては十分なテキスト
情報がないものもあるが，その場合はそのラベルが与えられ
ているテキストの埋め込みを与える．このようなラベルの
埋め込みは Positive Instance Feature Aggregation (PIFA)

と呼ばれ，AttentionXMLや，SLICE[6]，Parabel[7]，およ
び Bonsai[8]のような最先端の XMC手法で用いられてい
る．ラベルの埋め込みを作成した後，他の最先端の XMC

手法と同様にラベルを階層的にクラスタリングし，平衡二
分探索木を作成する．
次に Deep Neural Matching componentは，SLIで作ら
れた各クラスタに対して Transformerモデルを微調整し，
テキストのラベルクラスタへのより良いマッピングを実現
する．具体的には，Transformerを用いて入力されたイン
スタンスの特徴を求め，他の XMC問題の研究 [9]でより
よい順位付け性能を示した二乗ヒンジ損失を用いた線形分
類器で計算し，以下の式で表される損失関数が小さい値に
なるクラスタに割り当てる．

1

NK

N∑
i=1

K∑
k=1

max
(
0, 1− M̃ikg(x, k;W, θ)

)2
s.t. g(x, k;W, θ) = wT

k ϕtransformer(x)

ここで，M̃ik = 2Mik − 1 ∈ {−1, 1} で，M̃ik はイン
スタンスとクラスタの割り当て行列である．また，
W = [w1, · · · , wK ]T ∈ RK×d は線形分類器，そして，
ϕtransformer(x) ∈ Rd は Transformer からの埋め込みで
ある．モデルの fine-tuning には，3 つの最先端の Deep

TransformerモデルであるBERT，RoBERTa，およびXL-

Netが用いられる．
最後に Ensemble Ranking component は，予測された
クラスタ内のラベルをランク付けするためにクラスタと
Transformerの出力に対して訓練がなされ，さらなる性能
向上のために各クラスタから得られた予測スコアをまとめ，
インスタンスとラベルの関連性を求める．ここですべての
ラベルに対してテキストとの関連を求めるのではなく，予
測上位のクラスタ内のラベルに対してのみ関連性を求める
ことで，計算コストを削減している．

3. 提案手法
3.1 提案手法の概要
まず最初に前処理として，ユーザの訪問履歴からユー

ザの分散表現を獲得し，そして店舗の分散表現とクラス
タの分散表現を獲得する．その後，ユーザの分散表現と
クラスタの分散表現を用いてユーザとクラスタの関係を
NeuMF[10]にて学習する．
あるユーザの訪問予測を行う際は，学習済のモデルにそ

のユーザの分散表現を入力し，各ユーザに対してクラスタ
の順位付けを行う．そして，上位のクラスタ内に含まれる
店舗のみを訪問予測対象とし，そのユーザに対して店舗の
順位付けを行い，上位の店舗を訪問予測の結果とする．店
舗の順位付けの際には，ユーザの分散表現と店舗の分散表
現の類似度を考慮する．分散表現の類似度には，コサイン
類似度を用いる．2つのベクトル x⃗と y⃗のコサイン類似度
の式は以下のように定義される．

cos(x⃗, y⃗) =
x⃗ · y⃗
|x||y|

=
x⃗

|x|
· y⃗
|y|

=

∑m
j=1 xjyj√∑m

j=1 x
2
j ·
√∑m

j=1 y
2
j

3.2 分散表現獲得
ユーザの分散表現を獲得するために，まずはユーザの過

去に訪れた場所を単語として扱う．4章の評価実験で示す
ように，店舗名を単語として扱う場合と，店舗のカテゴリ
名を単語として扱う場合の 2つの異なるケースを考える．
そして，ユーザの過去の訪問場所の系列である訪問履歴を
テキストとみなす．このテキストを日本語で事前学習済の
BERTを用いて 768次元のベクトルに変換し，ユーザの分
散表現を獲得する．この流れを図 2に示す．
ユーザの分散表現を獲得後，各店舗ごとの訪問ユーザの

分散表現の平均をとり，各店舗の分散表現とする．そして
それらを用いて店舗のクラスタリングを行う．各クラスタ
に所属する店舗の分散表現の平均をとり，それらをクラス
タの分散表現とする．

3.3 クラスタリング手法
本節では，分散表現を与えた後の店舗のクラスタリング

手法について述べる．代表的なクラスタリング手法の 1つ
であるK-Means[11]を用いてクラスタリングを行うと，各
クラスタに含まれるデータの数は考慮されないため，大量
のデータが含まれているクラスタやデータが 1つしか含ま
れていないクラスタが作成され，クラスタ内のデータ数の
偏りが発生してしまう．本研究では X-Transformerと同様
に Balanced K-Means[12]を用いて，クラスタ内のデータ
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数の偏りが発生しないようにした．

図 3 balanced k-means の流れ

Balanced K-Means は K-Means ベースのクラスタリン
グ手法であり，K-Meansとは異なり各クラスタに含まれ
るデータの数がほぼ均等になるようにクラスタリングを行
う．均等にクラスタリングを行うためにデータポイントと
同じ数だけのスロットを用意し，そのスロットを各クラス
タに数が均等になるように与え，データをこのスロットに
割り当てる．スロットへの割り当てを図 3に示す．データ
を d個，クラスタ数を c個としたときは d個のスロットを
用意し，(d mod c)個のクラスタに ⌈ dc ⌉個, c − (d mod c)

個のクラスタに ⌊ dc ⌋個のスロットを振り分け，すべてのク
ラスタのデータ数を均等にする．次にクラスタリングのア
ルゴリズムを説明する.

まずデータ数と同じ数のスロットを用意し，データとス
ロットからなる二部グラフを用意する．このとき，各デー
タとスロットを結ぶ辺の重みは，各データの位置とスロッ
トが振り分けられているクラスタの重心の位置の二乗距離
である．各クラスタの初期の重心の位置は d個のデータの
中からランダムに割り当てる．次に，これらの重みの総和
が最小となるデータとスロットの組み合わせを求めるため
に，各データとスロットを結ぶ辺の重みを d× d行列に入
れハンガリー法 [13]を用いる．ハンガリー法については後
に詳しいアルゴリズムの説明を行う．重みの総和が最小と
なる組み合わせを求めた後，それぞれのクラスタに割り当
てられたデータの平均をとり，重心の位置を計算する．そ
の後，各データとスロットを結ぶ辺の重みも再計算する．
この流れをクラスタの重心の位置が変わらなくなるまで繰
り返す．
ハンガリー法とは，割当問題の解法の 1つで，行列を用

いて最も効率的な割り当てを考える手法である．割当問題
とは，全員に仕事を割り当てるときに最も効率が良くなる
割り当て方を見つける問題である．まず，行列の各行の各

要素からそれぞれの行の最小値を引く．各列に対しても同
様の処理を行う．すべての行と列で最小値を引き終えた
後，各行各列から 0を 1つずつ選ぶことができた場合は，
その 0の位置が割当案となる．もし選ぶことができない場
合は，すべての 0を含む最小の行と列の組を選び，それら
に含まれていない要素から，その最小の要素を引き，選ん
だ行と列が交わる部分の要素にその最小の要素を加える．
そして再び各行各列から 0を 1つずつ選ぶことができるか
どうかを確かめる．

3.4 NeuMFの概要
NeuMF[10]は，線形モデルの Generalized Matrix Fac-

torization (GMF) [10]と非線形モデルの multi-layer per-

ceptron (MLP) [10]の 2つを融合させた，ユーザの過去の
購買履歴などの行動からアイテムに対するユーザの好みを
表す協調フィルタリングのためのモデルである．本研究で
は，ユーザの過去の訪問履歴からクラスタに対するユーザ
の好みを学習するために NeuMFを用いた．以下，GMF

とMLPを説明し，NeuMFの構造を説明する．
3.4.1 GMF

GMFは，推薦分野で利用されるモデルベース協調フィ
ルタリングの代表的なアルゴリズムの 1つである Matrix

Factorization (MF) を一般化したものである．MFは，共
通の潜在空間に投影した特徴を表すベクトルを用いてユー
ザやアイテムを表現し，それを入力としてユーザとアイテ
ムの関係の予測スコアを求める．予測スコアはユーザとア
イテムのベクトルの内積で表される．このとき，予測スコ
アは以下の式で表される．

ŷui = aout
(
hT (pu ⊙ qi)

)
ここで，ŷuiは予測スコア，pu，qiはそれぞれユーザ uとア
イテム iの埋め込みベクトルを表す．また，⊙はアダマー
ル積，aout，hはそれぞれ恒等写像，全要素を１とした一
様ベクトルを表す．aout をシグモイド関数や tahn関数の
ような別の活性化関数に一般化し，そして，hをデータか
ら学習することができる重みの列として設定することで，
MFをより表現力のあるGMFに一般化することができる．
3.4.2 MLP

MLPは、multi-layer feed-forward neural networkであ
り，GMFのようにユーザとアイテムのベクトルの内積を
求めてユーザとアイテムの関係を単純に表すのではなく，
層を追加することでより複雑なユーザとアイテムの関係を
学習することができる．MLPのモデルは以下のように定
義される．

z1 = ϕ1 (pu,qi) =

[
pu

qi

]

ϕ2 (z1) = a2
(
WT

2 z1 + b2

)
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図 4 NeuMF の構造

· · ·
ϕL (zL−1) = aL

(
WT

LzL−1 + bL
)

ŷui = σ
(
hTϕL (zL−1)

)
ここで，Wx，bx そして ax はそれぞれ x番目の層の重

み行列，バイアスベクトル，活性化関数である．
ReLUは非飽和で疎なデータに適していることが証明さ

れており [14]，また, 過学習の可能性も低下させるため，
NeuMFでは活性化関数として ReLUを利用している．
3.4.3 NeuMF

ユーザとアイテムの関係の特徴を表現するために線形
カーネルを用いた GMFと，データからユーザとアイテム
の関係を学習するために非線形カーネルを用いたMLPを
組み合わせることを考える．簡単な方法は，GMFとMLP

で同じ埋め込みを利用し，出力を組み合わせることである．
しかし，同じ埋め込みを使用すると，この 2つを組み合わ
せたモデルの性能が制限される可能性がある．そのため，
NeuMFでは，GMFとMLPでそれぞれ別の埋め込みを用
いて学習し，得られる出力を最後の隠れ層で組み合わせて
いる．この構成により，MLPと GMFが互いに補強しあ
うため，NeuMFでは複雑なユーザとアイテムの関係のよ
り効果的な学習が可能になる．図 4に NeuMFの構造を示
す．モデルは次式のように定式化できる．

ϕGMF = pGu ⊙ qGi

ϕMLP = aL

(
WT

L

(
aL−1

(
. . . a2

(
WT

2

[
pMu

qMi

]
+ b2

)
. . .

))
+ bL

)

ŷui = σ

(
hT

[
ϕGMF

ϕMLP

])
ここで，pGu，pMu はそれぞれGMFとMLPにおけるユー
ザ埋め込みを表す．同様に qGi ，qMi はアイテム埋め込み，
ŷui は NeuMF における予測スコアを表す．本研究では，
GMFとMLPどちらに対しての埋め込みも同じユーザの

分散表現とクラスタの分散表現を用いた．また，ロス関数
として以下の式で表される平均二乗誤差を用いて，これら
を最適化するように学習を進めた．

MSE =
1

n

n∑
k=1

(ŷui − yui)2

ここで，nはデータの数で，ŷui は予測スコア，yui は実際
のスコアである．

4. 評価実験
提案手法を用いた訪問予測の有効性を検証するために，

実世界上で収集された実データを用いて実験を行った．4.1

節で評価に用いたデータセットの詳細や評価指標，比較手
法などの評価環境について述べ，4.2節では実験結果とそ
の結果に対する考察について述べる．

4.1 評価環境
以下ではまず，本実験に用いたデータセットについて述

べ，評価方法について述べる．
4.1.1 データセット
本実験では，実世界上でWi-Fiを用いて収集された訪問
データを用いた．訪問データでは，Wi-Fiアクセスポイン
トが設置されている場所でユーザがそのWi-Fiポイント
にアクセスしたタイミングで記録がとられ，ユーザの ID，
アクセス時間，および場所の位置情報やカテゴリなどが記
録される．本実験では，ある場所に設置されているWi-Fi

アクセスポイントにアクセスしたことをその場所に訪問し
たこととしている．また，ユーザの分散表現を作成する際
は，ユーザごとの訪問の記録すべてを参照しているが，予
測対象とする場所はスーパーやショッピングモールなどの
店舗のみに絞り，駅などの店舗以外の場所は予測対象には

©2021 Information Processing Society of Japan 5

「第29回マルチメディア通信と分散処理ワークショップ論文集」 令和3年10月



含まない．提案手法による訪問予測の精度を評価するため

表 1 データセットの統計情報
学習データ テストデータ

ユーザ数 1,292,617 1,199,200

店舗数 49,597 48,220

本実験では，学習データとして 2020年 5月 1日から 2020

年 5月 14日までに収集されたデータのうち，十分な訪問
履歴を持つユーザのデータを用いた．具体的には，10回以
上の訪問情報を持つユーザのみを用いた．そして，テスト
データとして 2020年 5月 15日から 2020年 5月 21日ま
でに収集されたデータを用いた．テストデータでは，学習
データに含まれていないユーザと店舗は取り除いた．本実
験で用いたデータセットの統計情報を表 1に示す．
4.1.2 評価手順
本実験では，学習データのうち 2020年 5月 1日から 5

月 7日までに収集されたデータを利用してユーザと店舗の
分散表現を作成し，店舗を 1024個のクラスタに分割した．
これらの店舗を本実験での予測対象とする．予測対象の店
舗で十分な訪問者数を持つ店舗はほとんど存在せず，訪問
者数が 100未満の店舗は約 25000店と過半数を占めてい
た．また，ユーザの分散表現作成のためのユーザの訪問履
歴は，ユーザの訪れた店舗の名前を羅列した店舗名ベース
のものとその店舗のカテゴリを羅列したカテゴリベースの
ものの 2種類を用意した．ここで，店舗名には，チェーン
ストアの場合はチェーン名（例：◯◯ドラッグ），店名につ
いては「店名（例：◯◯駅前店）」が含まれている．
2020年 5月 8日から 5月 14日までのユーザの訪問デー
タを利用してユーザとクラスタの関係を学習した．そして
テストデータに含まれるユーザのうち，ランダムに選んだ
1500人を対象に訪問予測を行い，提案手法の訪問予測精度
の評価を行った．具体的には，まずユーザに対してクラス
タを順位付けし，上位 100個のクラスタに含まれる店舗の
みを訪問予測対象とする．それらの店舗に対して順位付け
を行い，Top-kの予測店舗のリストを作成する．
そして，テストデータにおけるユーザが訪問した店舗の

リストと Top-kの予測店舗リストの重複した店舗数によ
り，提案手法の性能を計測した．評価指標にはHit Rate@k

(HR@k) を用いた．HR@kは，あるテストユーザ iに対し
て予測店舗のリストの上位 k 個の中にユーザの訪問した
店舗のリストの店舗と同じ店舗が含まれているかどうかの
精度を測る指標である．HR@kの式は以下のように定義さ
れる．

HR@k =
1

Nte

Nte∑
i=1

1

Nshop
σ (ti ∈ Si(k))

ここで，Nshop はユーザが訪問した店舗の総数，Nte はテ
ストユーザの総数である．また，ti はテストユーザ iが訪

問した店舗の集合を表し，Si(k)はテストユーザ iに対す
る予測店舗の上位 k個の集合を表す．σ (ti ∈ Si(k))は集合
同士の重複した要素の個数を返す関数であり，Si(k)の中
に ti の要素がどれだけ含まれているかを返す．
比較手法として，クラスタリングを用いない手法と，店

舗を訪問ユーザが多い順に並べた店舗リストを推薦する
Top Popularの 2つを用いた．クラスタリングを用いない
手法では，提案手法と同様に店舗名ベースおよびカテゴリ
ベースでユーザと店舗の分散表現を獲得し，その後，クラ
スタリングを行わずに，直接，ユーザと店舗の訪問を予測
する 2つのケースを用いた．

4.2 実験結果
テストデータに含まれるユーザのうち，ランダムに選ん

だ 1500人に対する訪問予測の結果を図 5に示す．図 5は，
上位 k個の予測店舗リストの kを 1から 100まで変化させ
た場合の性能の変化を表している．
この図において，図中の 1vs1はクラスタリングを用いな

い手法を表している．なお，この図では，クラスタリング
を用いない 2つの手法とランダムに選ぶ手法，そして Top

Popularの 4つの結果がほぼ重なっている．この結果から，
すべての kにおいてクラスタリングを行う提案手法が比較
手法より高い訪問予測精度を達成していることがわかる．
これは，各ユーザに対して店舗クラスタ予測を行い訪問予
測対象となる店舗の削減を行った際に，よりユーザの好み
であると考えられる店舗クラスタが予測上位に来たためで
あると考えられる．このことから，ユーザの分散表現から
作成された店舗のクラスタは，ユーザの好みかそうでない
かがうまく現れた店舗の集まりとなっていると考えられ，
同じ店舗に訪れるユーザの好みは似たものになっているこ
とが分かる．また，クラスタリングを用いずに全店舗を対
象に訪問予測を行う手法が，ランダムに k個選び予測結果
とする手法と精度があまり変わらないことから，大量の店
舗がある場合のユーザの好みは，ユーザの訪問場所を直接
予測する単純な手法では予測が難しいことがわかる．した
がって，店舗のクラスタリングを行って予測対象を絞って
訪問予測を行うことは，予測精度の向上に対して有効であ
ると考えられる．
さらに，予測を行う際，クラスタリングを行わない 1vs1

の場合は GMF layerによるベクトルの要素ごとの積の計
算とその他の部分での内積計算がそれぞれユーザ数 U×全
店舗数 Sの合計 US回必要になるが，今回クラスタリング
を行っているためそれぞれ U ×クラスタ数 K(K<<S)の
UK回となっており，かなり計算量の削減に繋がっている．
また，クラスタリングを行った際には上位クラスタ内の店
舗とユーザのコサイン類似度の計算を追加でする必要があ
るが，その回数はU ×上位クラスタ内の店舗数 S’(S’<<S)

の計 US’回であり，クラスタリングを行わない場合よりも
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計算量はかなり少なくなっている．実際，筆者らの計算環
境では，1回の予測に要する時間が提案手法は 1vs1 の比較
手法よりも 8倍以上高速であった．
また，提案手法で用いる訪問履歴において店舗名ベース

とカテゴリベースのものを組み合わせた実験も行った．具
体的には店舗名ベース (カテゴリベース) でクラスタ予測
を行った後，上位のクラスタ内の店舗の順位付けにはカテ
ゴリベース（店舗名ベース) のベクトルを用いる． この結

図 5 提案手法とクラスタリングを用いない手法の比較

図 6 店舗名，カテゴリベースの手法とそれらを組み合わせた手法の
比較

図 7 上位 2 個の手法とそれらを混ぜた手法の比較

果を図 6に示す．店舗名ベースのみ，カテゴリベースのみ
の結果では店舗名ベースがよりよい精度を達成し，カテゴ

リベースでクラスタ予測まで行いその後店舗名ベースで店
舗の順位付けを行ったものが一番良い精度を達成している
ことから，ユーザの店舗の好みはカテゴリレベルで固まっ
ているためクラスタリングを行う際にはカテゴリベースの
ほうが店舗名ベースよりもよりユーザの好みの店舗が固ま
ると考えられる．また，ユーザと店舗の関係は大まかなカ
テゴリベースよりも細かい店舗名ベースのほうがうまく捉
えられると考えられる．
さらに，先ほどの実験で上位 2個の精度を達成した手法

を組み合わせる実験も行った．具体的には，Top-kの予測
を行う際に店舗名ベースの予測結果とカテゴリベースでク
ラスタ予測まで行いその後店舗名ベースで店舗の順位付け
を行った場合の予測結果それぞれの上位 k個を取り出し，
それらを合わせたもので再度順位付けを行う．その結果を
図 7に表す．この手法は図のmixに対応しており，一番高
い精度を達成している．
以上の 3つの実験より，店舗名ベースとカテゴリベース

を上手く組み合わせることが精度向上のカギになっている
と考えられる．

5. 結論
本研究では，ユーザの訪問履歴を用いた店舗の分散表現

を基に店舗のクラスタリングを行い，ユーザの訪問予測を
行う手法を提案した．提案手法では，まず実店舗へのユー
ザの訪問履歴を基にユーザの分散表現を作成した．そして，
ある店舗に訪れたユーザの分散表現の平均を求めて店舗の
分散表現を作成し，それを用いて店舗のクラスタリングを
行った．ユーザと店舗の分散表現に基づいた店舗のクラス
タリングにより，規模の小さい店舗の情報を補うことがで
きる．また，クラスタを作成する際に各クラスタ内に含ま
れる店舗の数を均等にすることで数の偏りを解消し，予測
対象を上手く絞ることができる．そして，クラスタを作成
した後，ユーザとクラスタの分散表現を用いてユーザとク
ラスタの関係を NeuMFで学習した．この学習したモデル
を用いてユーザに対してクラスタの順位付けを行い，上位
のクラスタ内の店舗を対象に訪問予測を行った．
提案手法の有効性を検証するために，実データを用いて

提案手法による訪問予測を行った．その結果，ほかの全て
の比較手法よりも提案手法は高い訪問予測精度を示すこと
を確認した．
今後の課題としては，店舗名ベースとカテゴリベースの

予測を上手く組み合わせ予測精度を向上させる手法を検討
する．
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