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大規模ユーザの滞在情報に基づくエリアの特徴付けと
COVID-19による影響分析
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概要：都市や地域の各エリアに人がどのように滞在し，どのように利用しているかを知ることは，マーケ
ティングや商圏分析，出店判断などの商業的利用に加え，都市設計や交通政策などの自治体の政策判断
など，幅広い分野で有用であり，これまでは大規模なアンケート調査などで実現されてきた．しかし，時
間経過にともなう様々な事象（都市の発展，季節の変化，パンデミックの発生）によるエリア利用形態の
変化を検知するには多大なコストが必要となり，その定常的な利用は現実的ではない．本研究は，大規模
ユーザの移動履歴情報から滞在情報を抽出し，エリアを特徴付ける手法（Area2Vec）を提案する．本手法
はWord2Vecアルゴリズムを参考として，到着時刻と滞在時間の情報からエリアの分散表現を構築する．
この分散表現により，都市の機能分類に加え，滞在行動の時間的変化の観測・分析が可能になる．評価実
験として，宮城県仙台市の国分町を対象にしたエリアの機能分類を行い，その有用性を確認した．また，
COVID-19による人々の滞在行動の変化を調査するため，国分町と東京都新宿区の歌舞伎町を対象に検証
を行い，人の滞在数の減少に加え，滞在時刻の夜から昼へのシフトを確認した．
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Abstract: Understading how people stay and use each area in a city or region is not only for commercial use
such as marketing, trade area analysis, and store opening decision, but also for local governments such as
urban design and transportation policy. It is useful in a wide range of fields such as policy making, and has
been realized by large-scale questionnaire surveys. However, it requires a great deal of cost to detect changes
in area usage patterns due to various events over time (urban development, seasonal changes, pandemics),
and its regular use is not realistic. This study proposes a method (Area2Vec) that extracts stay information
from the movement history information of large-scale users and characterizes the area. This method uses the
Word2Vec algorithm as a reference to construct a distributed representation of the area from the arrival time
and stay time information. This representation makes it possible to observe and analyze temporal changes in
staying behavior in addition to functional classification of cities. As an evaluation experiment, we classified
the functions of the area in Kokubuncho, Sendai City, Miyagi Prefecture, and confirmed its usefulness. In
addition, in order to investigate changes in people’s staying behavior due to COVID-19, we conducted a
verification targeting Kokubuncho and Kabukicho in Shinjuku-ku, Tokyo, and in addition to reducing the
number of people staying, from night to noon at the time of stay. The shift of was confirmed.
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1. はじめに

都市は様々な使われ方をするエリアから形成されている．
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たとえば，平日の日中に多くの人が訪れる「オフィスエリ

ア」や夜に賑わいをみせる「繁華街」，それ以外にも「住宅

エリア」や「ショッピングエリア」などがあげられ，都市

とはその集合体と見なすことができる．そのため，エリア

の使われ方を分析し把握することは，都市の機能分類だけ

でなく，様々な分野で有効な手段となる．しかし，エリア

の使われ方は時間経過にともなう様々な事象（都市の発展，

季節の変化，パンデミックの発生）の影響を受け変化する．

COVID-19がその際たる例である．人々は外出の自粛を行

い，飲食店や娯楽施設から人が減少した．また，リモート

ワークの環境が整い自宅で仕事をしはじめ，昼夜を問わず

自宅にいることが増えた．エリアの使われ方の変化の検知

は，店舗側のマーケティング戦略にも役立ち，さらに，都

市計画や政府の施策のための情報源としても有効である．

したがって，エリアに対し，オフィスエリアやショッピン

グエリアといった機能を適切に反映させ，かつ，エリアの

使われ方の変化をとらえることができるようにエリアをモ

デリング（物事や現象を他の方法で表現し抽象化すること）

することが重要である．また，エリアモデリングの結果を

類似度算出といった計算を行ったり，機械学習の特徴量に

転用したりするには，エリアをベクトルで表現するのが望

ましいと考えられる．

エリアをその使われ方から特徴付ける既存手法には課題

が存在する．それは時間経過から発生する事象によるエ

リアの使われ方の変化をとらえることができないという

ものである．エリアの使われ方を分析するにあたり，既存

研究では POI（Point of Interest）データがよく用いられ

る [1], [2], [3]．POIデータとは，地図上の特定のポイント

のことであり，世の中に存在するあらゆるものが POIにな

りうるが，一般的には目標物を指すことが多く，本論文で

は店舗名またはその種別ラベル（飲食店，学校など）を意味

する．人々の生活スタイルは時間とともに変化し，エリア

の使われ方も変化するはずだが，POIデータは静的に定義

された情報であるため，POIデータを用いた手法ではその

変化をとらえることができない．また，エリアの特徴を十

分に反映できないという課題もある．エリア間の移動遷移

データもエリアの特徴付けにはよく用いられる [4], [5], [6]

が，あるエリアからあるエリアへの移動したという情報の

みでは，各エリア内での人々の行動は考慮されない．

そこで我々は，滞在の観点から見たエリアの使われ方を基

に，エリアを特徴付け，分散表現とするためのエリアモデリン

グ手法Area2vecを提案する．Area2Vecは，Word2Vec [7]

のアルゴリズムを参考にしたもので，エリアの分散表現を

作成する．したがって，同じような滞在（使われ方）が行

われるエリアどうしは，ベクトル空間上で近くに配置され

ることになる．使用する滞在情報とは，「曜日」，「到着時

刻」，「滞在時間」の 3つの滞在に関する時間情報である．

本研究では，各エリアへの不特定多数のユーザの滞在情報

図 1 エリアモデリングの概要

Fig. 1 The overview for area modeling.

を用いることで，エリアの様々な特徴が反映されたモデリ

ングが可能であるという仮説をたてる．たとえば，平日に

朝から夕方まで長時間の滞在が行われるエリアはオフィス

エリアだと推定できる．また，平日・休日を問わず，夜中

に長時間の滞在が行われるエリアは住宅エリアだと推定で

きる．その結果，POIデータを用いず，時間経過にともな

う事象の影響に対応したエリアの特徴付けが可能になる．

図 1 に，本研究により実現されるエリアモデリングの概

要を示す．滞在の観点からエリアは特徴付けされ，任意の

個数でクラスタリングされる．そして，クラスタごとに色

分け，さらに各クラスタの特徴をグラフ化することで各エ

リアの特徴の推定を可能にする．このような手法を本研究

では実現する．本論文では，エリアの使われ方を滞在の観

点から分散表現化したものを，UAS（the Usage of Area

with Stay information）と呼ぶ．作成したエリアの分散表

現をクラスタリングすることで，同じような使われ方のエ

リアをまとめあげて抽象化でき，UASに解釈の付与が可能

になる．たとえば，クラスタ 1に割り当てられた UASは

「住宅エリア」，クラスタ 2に割り当てられた UASは「オ

フィスエリア」と解釈が付与されることになる．

我々は，(i)エリアごとの機能の特徴をとらえることは可

能か，(ii)時間経過にともなう事象の影響によるエリアの

使われ方の変化をとらえることは可能か，という 2つの観

点から提案手法の評価実験を行う．我々が使用する位置情

報データはスマートフォンから収集された GPSデータで

あり，宮城県仙台市の国分町と東京都新宿区の歌舞伎町を

対象にした実験を行った．(i)に関しては，抽出された特徴

から解釈の付与を行うと人間の感覚と一致したエリアの機

能分類が可能なことを確認できた．つまりこの結果から，

都市計画や都市の機能分類の分野における提案手法の有効

性が示された．また (ii)に関しては，COVID-19の影響に

よるエリアの使われ方の変化を見ることで，月を追うごと

c© 2021 Information Processing Society of Japan 1645



情報処理学会論文誌 Vol.62 No.10 1644–1657 (Oct. 2021)

に人々の行動が変化していること，さらにそれがどのよう

な変化であるかをとらえることができた．つまりこの結果

から，マーケティングや政府の施策といった，状況変化を

迅速に察知しなければいけない分野への提案手法の有効性

が示された．

本研究による貢献は次の 3つである．

( 1 ) 滞在の観点から見たエリアの使われ方を基に，エリア

を特徴付け，分散表現とする手法 Area2Vecを開発し

たこと．POIデータを必要とせず，時間経過にともな

う事象の影響に対応した新しいエリアモデリング手法

である．

( 2 ) 大規模ユーザの位置情報データを使用し，都市の機能

分類を通して，提案手法が有効なエリアモデリング手

法であることを証明したこと．

( 3 ) COVID-19の影響による人々の行動の変化を通して，

提案手法がエリアの使われ方の変化の観測・分析に有

効であることを証明したこと．

本論文の構成は次に示すとおりである．まず 2章で位置

情報データを使った関連研究の紹介をする．3章では UAS

の作成手法について解説し，4章でデータセットの説明と

提案手法の評価実験を行う．最後に 5章でまとめと今後の

展望を述べる．

2. 関連研究

ユビキタスコンピューティングの発展により，スマート

フォンやバス，タクシー，SNSから収集されたデータを使っ

た都市や移動に関する研究がさかんに行われ [8], [9], [10]，

移動データの利活用の需要は，都市計画やマーケティン

グ，交通管理，災害対策など様々な分野で増加している．

たとえば，ユーザモデリング [11], [12], [13], [14]や潜在顧

客の推定 [15]，都市ダイナミクスの予測 [16]，POIレコメ

ンド [17]，都市の異常検知 [18]などがあげられる．

一方で，我々はエリアモデリングに焦点を当てている．

都市とは様々な使われ方をするエリアから形成されてい

る．そのため，エリアの使われ方を把握し分析することは，

都市の機能分類において有効な手段となる．Yuan ら [1]

は，タクシーの乗降データによるエリア間の移動遷移デー

タと POIデータを用い，トピックモデルを活用すること

で，異なる機能を有する地域を発見するための手法 DRoF

（Discovers Regions of different Functions）を提案してい

る．Panら [4]は，従来まで行われていたリモートセンシ

ングデータを用いた都市機能の分類について，その分類項

目の少なさや人々の行動が反映できないといった問題点を

指摘し，タクシーの乗降データを使った都市の機能の分類

を行っている．Yaoら [5]と Crivellariら [6]は，エリア間

の移動遷移データを用い，Word2Vecを活用することで，

エリア間移動の前後関係（どこからどこへ移動したか）を

考慮し，エリアの分散表現を作成するための手法を提案し

ている．Zhaiら [2]は，POIの分散表現を作成するための

手法である Place2Vec [19]を活用し，NA（Neighborhood

Area）スケールで街の機能の分類を行っている．

上述の研究は，POIデータを使用することで地理空間情

報からエリアの使われ方の特徴付けを行い，また，エリア

間の移動遷移データを使用することでエリア間移動の前後

関係（どこからどこへ移動したか）からエリアの使われ方

の特徴付けを行っている．しかし，本研究は従来のエリア

モデリング手法とは異なり，滞在の観点からエリアの特徴

付けを行うものである．滞在情報からエリアの使われ方の

特徴付けを行うことで，POIデータという，外的要因では

ただちに変化しない情報を用いた手法とは異なり，時間経

過にともなう様々な事象による人々の行動の変化を検知で

きるエリアモデリング手法となる．また，エリア間の移動

遷移データにはタクシーの乗降データが多く用いられてい

る．しかし，この情報は降りた場所と行きたい場所が必ず

しも一致するとは限らないという欠点がある．さらに乗降

したその一瞬の断片的な情報のみを使用することになるた

め，タクシーに乗る直前までいた場所，またはタクシーを

降りた先でどのような行動がとられたかは不明である．そ

の結果，エリアモデリングを行う際，間違った特徴が反映

される可能性がある．しかし，提案手法は滞在情報，つま

り人の行動というエリアの使われ方に近い情報を利用する

ため，詳細なエリアの特徴付けが可能になる．

3. 提案手法

本章では，本研究が提案するエリアモデリング手

法 Area2Vec の詳細について解説する．Area2Vec は，

Word2Vec [7] のアルゴリズムを参考にしたものである．

Word2Vecとは，単語の分散表現を作成するための技術で

ある．単語の分散表現とは，単語を高次元の実数ベクトル

で表現する技術をいう．これまで，入力層と出力層に渡

されるデータを工夫することで，様々なドメイン（ユー

ザ [12]，POI [19]，地域 [6]）を分散表現として扱う手法が提

案されてきた．Word2Vecは，注目単語の周辺の単語が注

目単語の意味情報として有力であるという仮説を基に，注

目単語の周辺情報を学習させることで，単語の分散表現を

作成している．Area2Vecでは，注目エリアへの人々の滞在

情報が注目エリアの意味情報として有力であるという仮説

を基に，注目エリアへの人々の滞在情報を学習させ，エリ

アの分散表現の作成を目指す．Word2Vecには skip-gram

と continuous-bag-of-wordsが含まれているが，Area2Vec

には skip-gramを使用する前提で以下説明を行う．

本研究の目的は，滞在の観点から見たエリアの使われ方

を基に，エリアの特徴付けを行い，エリアの分散表現を作

成することである．本研究で用いる滞在情報は「曜日」，

「到着時刻」，「滞在時間」の 3つである．これらの滞在情

報は，エリアの使われ方が大きく反映されうる情報である
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図 2 Area2Vec のアーキテクチャ

Fig. 2 The architecture of Area2Vec.

と考えられる．一方で，本手法には制限も存在する．それ

は，同じカテゴリに属する施設が存在する 2つのエリアに

ついて，そこで行われる滞在の傾向が異なる場合，ベクト

ル空間上でこの 2つのエリアは離れて配置されてしまうこ

とである．たとえば，「レストラン」と分類される 2つの店

が存在するとき，一方が並ばずに入れるレストラン，もう

一方が行列ができ待ち時間が長いレストランである場合，

これら 2つの分散表現はベクトル空間上で近くに配置され

ることはない．また，本手法はエリア間の移動遷移による

エリアどうしの関係性を無視しているため，移動の前後関

係が考慮できないことも制限となりうる．たとえば「家」

と「オフィス」の往復は多くの人々が毎日のように行う移

動であり，ここから「家」の次は「オフィス」，逆に「オ

フィス」の次は「家」という前後関係が出来上がり，この

関係性はエリアを特徴付けるうえで重要なものだと考えら

れる．しかし，本手法ではエリアへの滞在情報しか用いな

いため，これの考慮はできない．そこで本研究は，滞在情

報という施設利用の実態に即した特徴によるエリアモデリ

ングの実現に焦点をおくことで，既存手法とは相補的な手

法として位置づけることを目指す．

図 2 に提案手法に合わせたエリアの分散表現を作成する

ためのニューラルネットワークを示す．入力層と隠れ層の

間の重みは |N |·|d |の行列であり，隠れ層と出力層の間の
重みは |N ’|·|d |の行列である．N，N ’，d はそれぞれ，モ

デリング対象となるエリア数，出力層のノード数，エリア

の分散表現の次元数を示す．出力層のノード数 N ’は，使

用する情報によって変化する．本研究では，表 1 に示す滞

在に関する時間情報を用いるため，出力層の各ノードはそ

れぞれ次の固有の情報を持つことになる：平日（or休日）

の x 時から y 時間の滞在．ただし，滞在時間が 720分以

上の場合，例外的に到着時刻は考慮せず，曜日のみを考慮

する設定にした．理由は，720分以上の滞在は，発生する

回数が少ないためである．発生する回数が少ない状態で到

着時刻まで考慮した場合，学習の際，同じ滞在情報をター

ゲットにする予測がほとんど発生しないため，エリア間で

表 1 滞在に関する時間情報

Table 1 Information for area modeling.

曜日 平日，休日

到着時刻 0:00～1:59，2:00～3:59，…，20:00～21:59，22:00～23:59

滞在時間
～29 min，30～59 min，60～119 min，120～240 min，

240～359 min，360 min～719 min，720 min～

相関が得られないという問題が発生する．また，720分以

上の滞在は，何時からその滞在を始めてもあまり違いがな

いと判断したことも理由の 1つである．あるエリアを入力

したとき，そのエリアへの滞在情報を予測するように学習

を進める．これにより，学習後の入力層と隠れ層の間の重

みが，多くの人々の「使われ方」が反映されたエリアの分

散表現になる．ここで用語を 1つ定義する．

定義 UAS（the Usage of Area with Stay information）：

各エリアの分散表現のことである．各分散表現には滞

在の観点から見た多くの人のエリアの使われ方が反映

されているためこのように名付けた．

UASの次元数はハイパーパラメータである．本研究で

は次元数を 4に設定した．理由は文献 [20]で述べられてい

る以下の式を用いたためである．

embedding dimensions = number of categories0.25

この数式が意味することは，分散表現の次元数の目安はク

ラス数，つまり出力側のノード数を 4分の 1乗した値だとい

うことである．本来，Word2Vecではクラス数（出力側のノー

ド数）は単語数になるが，Area2vecでは曜日，到着時刻，滞在

時間の全組み合わせ，2×12×6（720分以上の滞在を除外）+

2（曜日のみを考慮した 720分以上の滞在）= 146となる．

そのため，上記の式を適用すると Area2Vecで作成する分

散表現に必要な次元数は 1460.25 � 3.48となる．しかし，

この値は整数である必要があり，小数点以下を切り捨て 3

次元とした場合，エリアの情報をすべて反映させるには次

元数が足りない可能性がある．そのため，少なくとも 4次

元が必要であると判断した．

学習データセットには one-hotベクトルを使用するが，
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そのために滞在に関しての「エリア情報」と「時間情報」

をエンコードする必要がある．エリア情報に関しては，各

エリアには IDが割り振られるため，N 次元ベクトルの対

応する箇所に 1 が立った one-hotベクトルで表現される．

滞在に関する時間情報については，表 1 で示される情報の

全組合せ数（= 146）の次元数を持ったベクトルが用意さ

れ，対応する箇所に 1 が立った one-hotベクトルで表現さ

れる．つまり，入力層には滞在が行われたエリア IDを表

現した one-hotベクトルが入力され，出力層にはそのエリ

アへの滞在に関する時間情報を表現した one-hotベクトル

が入力される．これにより Area2Vecの学習が行われる．

次に Area2Vecから作成された分散表現の正規化（単位

ベクトルへの変換）を行う．この操作を行う理由は次の

とおりである．Area2Vecから得られた分散表現のユーク

リッドノルムは，学習に用いられるデータ量に応じて長さ

が変化する．つまり，データが多いエリアの分散表現はノ

ルムが長くなり，逆にデータが少ないエリアの分散表現は

ノルムが短くなる，という特徴がある．そのため，同じよ

うな使われ方をしているエリアでも，データ量が異なると，

ベクトル空間上で近くに配置されない恐れがある．この問

題を解決するために分散表現の正規化を行う．

最後に，完成したエリアの分散表現をクラスタリングす

る．この処理を行う理由は次のとおりである．UAS は 4

次元のベクトルで表現されているが，ベクトルを個別に見

てもそこに反映された意味を汲み取ることはできない．そ

のため，似た特徴を持つエリアをまとめることで，抽象度

を上げ，情報量を抑える必要がある．これがクラスタリン

グを行う理由である．これにより，各クラスタに所属する

UASへの解釈の付与が可能になる．たとえば，クラスタ 1

に割り当てられた UASは「住宅エリア」，クラスタ 2に割

り当てられたUASは「オフィスエリア」のように解釈の付

与が可能になる．必要なクラスタ数については，欲してい

る情報の抽象度によって変化してくると，我々は考えてい

る．大雑把な都市の機能分類を行いたい場合はクラスタ数

は少なくてよいが，各 UASの細かい違いまで見たい場合

はクラスタ数を増やす必要がある．提案手法の評価を行う

次章では，少ないクラスタ数で都市の機能分類を行い，さ

らに徐々にクラスタ数を増やすことで抽象度が下がり，別

の特徴を持った UASが出現することを確認している．ま

た，さらにクラスタ数を増やすことで，人々の細かな行動

の変化を UASから検知できることを確認している．

4. 評価

4.1 実験

本章では，提案手法であるエリアモデリング手法Area2Vec

がエリアの特徴をとらえることができているかを実験的に

確認し，UASの有用性を評価する．

4.1.1 GPSデータ

我々が使用するデータは，事前に同意を得たユーザのス

マートフォンにインストールされたアプリから収集された

GPSデータである．GPSデータ T は，次に示すタイムス

タンプ付き座標の連続である：T = p0 → p1 → · · · → pk

（ただし pi = (x, y, t)，i = 0, 1, . . . , k）．（x，y）はそれぞれ

緯度と経度であり，t はタイムスタンプである（ただし，

pi+1.t > pi.t）．

エリアの分散表現を Area2Vecを用いて作成するには，

GPS データから滞在場所の推定を行う必要がある．滞

在場所の推定は文献 [21] の手法を用いた．滞在場所 SP

は，次に示す滞在情報の連続である：I = (x, y, d, s, a)，

SP = I0, I1, ..., In（nの値は滞在場所の個数を表すためユー

ザによって異なる）．（x，y，d，s，a）は，それぞれ緯度，

経度，滞在時間，到着時刻，滞在エリア情報を示す（ただ

し，Ii.s > Ii+1.s，0 � i � n）．

4.1.2 対象都市

本論文では (i)エリアごとの機能の特徴をとらえること

は可能か，(ii)時間経過にともなう事象の影響によるエリ

アの使われ方の変化を検知することは可能か，という 2つ

の観点から提案手法の有効性の評価を行っていく．(i)に関

しては，宮城県仙台市の国分町（図 3 (a)の赤枠，900 m×
1,100 m）を実験対象とした．国分町には次にあげる機能

を持つエリアが存在する：ショッピングエリア（百貨店や

図 3 評価実験を行った地域

Fig. 3 The regions used in experiment for evaluation.
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アーケード街），繁華街（夜の街），住宅街，オフィス街．

使用するデータは，2020年 3月に収集されたデータであ

る．このデータのレコード数は 5,181,619レコードであり，

7,348ユーザが含まれていた．そして，滞在場所の推定を

行うと 135,702個の滞在が確認できた．

(ii)に関しては，国分町と東京都新宿区歌舞伎町（図 3 (b)

の赤枠，600 m × 800 m）を実験対象とし，COVID-19の

影響によるエリアの使われ方の変化を見ていく．歌舞伎町

は，「夜の街」に代表されるエリアであり，COVID-19の

影響を大きく受けていると考えられる．このエリアの分析

は，店舗や政府が COVID-19に対する対策を講じるのに役

立つはずである．国分町のデータは，2020年 3月～2020

年 7月の期間で収集されたものを使用する．このデータの

レコード数は 21,137,761レコードであり，7,348ユーザが

含まれていた．そして，滞在場所の推定を行うと 538,934

個の滞在が確認できた．歌舞伎町のデータは，COVID-19

の影響をまったく受けていない 2019年 4月と COVID-19

による緊急事態宣言が発令された 2020年 4月に収集され

たものを使用する．2019年 4月のデータは，5,361,112レ

コードあり，17,897ユーザが含まれていて，滞在場所の推

定を行うと 138,082個の滞在が確認できた．2020年 4月の

データは，2,482,401レコードあり，7,734ユーザが含まれ

ていて，滞在場所の推定を行うと 57,100個の滞在が確認で

きた．

本研究では，場所も期間も異なるデータを使用している

が，その理由は次のとおりである．まず，2020年 3月～

2020年 7月の期間のデータを使用する理由は，COVID-19

前と COVID-19後を比較し，数カ月にわたる人々の行動の

変化を分析するためである．次に，2019年 4月と 2020年

4月の期間のデータを使用する理由は，前述の変化が季節

的なものだけが原因ではないことを確認するためである．

そして，上述の 2つの期間でそれぞれ異なる地域を用いる

理由は，実験結果から得られる知見の説得力を補強するた

めである．

4.2 UASの作成

本節では 4.1.2項で述べたとおり，宮城県仙台市の国分

町を対象にエリアモデリングを行い，都市の機能分類にお

いて人間の感覚と一致したものになるかを確認していく．

我々はこの街をメッシュ化し，各マスに対し分散表現を

作成することとした．メッシュとは特定の距離を一辺に持

つ正方形で，地表を網目状に覆って分割したものを指す．

各マスの大きさは一辺 50 mとした．GPSデータには測位

誤差があり，マスのサイズが小さすぎると，滞在の判定が

間違ったマスのものとなる可能性がある．そのため，この

問題が発生しないようにマスの大きさを 50 mという大き

めの設定にした．マスの総数は 396個であったが，行われ

た滞在が 100回未満のマスを除外することで，241個まで

減らした．この制限を設けることで，計算量を減らすこと

ができる．また，少数のユーザによる偏った特徴付けが行

われることを防ぐ効果もある．以降は各マスを「エリア」

と称し，提案手法を用い作成した 241個のエリアの UAS

について分析を行った結果である．

分散表現が完成したら，次はクラスタリングを行う．ク

ラスタリングには，k-meansを使用した．4次元のベクトル

で表現されていたUASは，クラスタリングによりクラスタ

ごとに意味のまとまりができ，解釈が容易になる．241エ

リアのUASのクラスタリング結果を図 4 に示す．図 4 (a)

の積層グラフは，各クラスタに含まれるエリアにおける滞

在時間別のユーザの人数の分布を示している．左側のカラ

ムが平日について，右側のカラムが休日についてである．

横軸は時間を表していて，ビンは 30分である．縦軸は人

数を表している．縦軸に関して，各クラスタに所属してい

るエリアの数には違いがあるため，エリアの数で割ること

で正規化を行っている．また，平日と休日は日数が違うた

め，それぞれの収集期間内の日数で割ることで正規化を

行っている．つまり，このグラフは 1エリアあたり，かつ

1日あたりの滞在時間別のユーザの人数の分布を表してい

る．この処理により，クラスタ間でのグラフの比較と平日

休日間でのグラフの比較が可能になる．また注意として，

長時間滞在を行っている人は複数のビンに現れている．た

とえば，午前 10から午後 12の滞在を行った人がいた場合，

ビンは 30分であるため，20個目のビンから 24個目のビン

のすべてに同一人物がカウントされている．このグラフを

用いることで，各クラスタに含まれるエリアの特徴が解釈

可能になる．

以降は，各クラスタに割り当てられたエリアへの解釈を

行っていく．今回はクラスタ数を 4に設定した．クラスタ

数を 4にした理由は，4.1.2項で述べたとおり，この街の機

能を大雑把に分類すると 4つ（ショッピングエリア，繁華

街，住宅街，オフィス街）に分けることでき，これを確認

するためである．

cluster1：以下に列挙した理由から，居酒屋や接待をとも

なう飲食店，クラブなどから構成される「繁華街」だ

と解釈できる．

• 昼と夜の人数差．
• 21時をピークにした夜中の長時間の滞在．

cluster2：以下に列挙した理由から，主婦により特徴付け

られた「住宅エリア」であると解釈できる．

• 平日と休日の両方で 1日を通しての 12時間を超える

滞在．

• 短時間の滞在が少ない．
cluster3：以下に列挙した理由から，会社勤めの人によっ

て使われる「オフィスエリア」であると解釈できる．

• 8時くらいからの長時間の滞在．

• 夜中と休日の人数の少なさ．
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図 4 エリアの分散表現のクラスタリング結果

Fig. 4 The clustering result of area modeling.

cluster4：以下に列挙した理由から，飲食店を含む「ショッ

ピングエリア」であると解釈できる．

• 日中の短時間の滞在．
• 休日でも人が多い．
• 食事時の人数の増加．
また，図 4 (b)には上述のクラスタリング結果を地図上

に描画したものを示す．左の地図は国分町の機能を大雑把

に分類した際の様子を表している．右の地図は各エリアを

所属するクラスタごとに色分けした様子を表している．こ

の 2つの地図を比較すると，おおよそ期待どおりのエリア

の特徴付けが行えていることがうかがえる．繁華街が広が

る場所は赤色（cluster1）が割り当てられ，住宅街が広が

る場所は青色（cluster2）が，アーケード街と百貨店は紫

色（cluster4）が割り当てられている．また，大きな道路

沿いにはオフィスビルが点在しているのだが，そのあたり

は緑色（cluster3）が割り当てられている．以上より UAS

には，この街の 4つの機能（ショッピングエリア，繁華街，

住宅街，オフィス街）の特徴が反映された適当なエリアの

分散表現であることが見て取れる．白色のエリアは 4.2節

で述べた滞在が 100回未満の分析対象から除外されたエリ

アである．

また，UASは単純なエリアの機能分類に役立つだけでな

く，クラスタ数を変更することで自由に抽象度を変え，都

市の機能分類の詳細さを調節できる点が強みでもある．そ

こで，以降はクラスタ数を変更した際の違いを見ていく．

図 5 にクラスタ数を 5と 6に設定した際の各クラスタの特

徴を積層グラフに反映させたものを示す．まずクラスタ数

5のとき（図 5 (a)）を見てみる．クラスタ数 5の場合，UAS

の特徴は 5つに分かれる．cluster5 以外は，クラスタ数 4

のときと同じ解釈の付与が行えると思われるが，cluster5
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(a) クラスタ数 5 のときの積層グラフ (b) クラスタ数 6 のときの積層グラフ

図 5 クラスタ数を変化させた際のクラスタリング結果

Fig. 5 The clustering result when the number of clusters is changed.

は少し異なる．cluster5 は，0時を回った夜中にも人が多

いという特徴がある．また，平日は食事時に人が増え，さ

らに 1日を通して長時間の滞在も目立つ．つまり，このク

ラスタに割り当てられたエリアは，繁華街もしくはそこに

面した場所に立地した飲食店や住宅の特徴が反映されてい

ると推察できる．次にクラスタ数 6のとき（図 5 (b)）を見

てみる．クラスタ数 6の場合，UASの特徴を 6つに分かれ

る．cluster6 以外は，クラスタ数 5のときと同じ解釈の付

与が行えると思われるが，cluster6 は少し異なる．cluster6

は，cluster3 と似ているが，cluster3 と比較すると，720分

以上の滞在が頻繁に発生していて，さらに休日に滞在が行

われる割合が高いことが分かる．つまり，このクラスタに

割り当てられたエリアは，「オフィスエリア」の中でも長時

間の滞在が頻繁に発生し，かつ，休日の出勤も行われる場

所であると考えられる．このように，クラスタ数を増やす

ことで抽象度を下げることができ，より詳細な都市の機能

分類が可能になることが UASの利点である．

4.3 COVID-19の影響によるエリアの使われ方の変化

COVID-19の影響により人々の行動がどのように変化し

たかについて，エリアの使われ方の変化を見ることで分析

を行っていく．分析対象の都市は 2つある．1つ目の都市

は，前節に引き続き宮城県仙台市の国分町である．2つ目

の都市は，東京都新宿区歌舞伎町である．以降はこれら 2

つの都市についてそれぞれ分析を行っていく．

4.3.1 国分町

4.2節と同様に，対象エリアのメッシュ化→ UASの作

成→クラスタリングという流れの処理を行っていき，各

クラスタの特徴を積層グラフに反映させたものが図 6 (a)

である．本節では，まず初めに 3月と 4月の比較を行う．

4.2節とは異なり細かい人々の行動の変化をとらえるため

にクラスタ数は 8に設定した．クラスタリング結果を色分

けし，地図上にマッピングしたものが図 6 (b)となる．

これらの図から分かる人々の行動の変化は次のとおりで

ある．積層グラフ（図 6 (a)）から分かることとして，まず

初めに cluster4（ショッピングエリア）に関して，休日の

人の数が大きく減少している．このことから，休日の不要

不急の外出は自粛されていたことが分かる．また，cluster1

（繁華街）と cluster6（飲食店+ショッピングエリア）につ

いては，全体的に大きく人数が減少していることから，こ

ちらも同様に人々は外出の自粛が余儀なくされているこ

とが読み取れる．次に cluster7（オフィスエリア）に関し

ても，人数が減少している．このことから，仕事に来る人

が減少したことが分かる．もしかしたら，リモートワーク

をする人が増えたといえる可能性もある．最後に cluster2

（住宅エリア）に関して，他のクラスタとは異なり人数が増

加している．つまり，外出自粛の要求を受け，家にいるこ

とが多くなった結果だと考えられる．

次にクラスタリング結果が反映された地図（図 6 (b)）を

用い分析を行っていく．赤色のエリア（cluster4，繁華街）

が大きく減少していることが分かる．つまり，不要不急の

外出自粛の要請を受け，夜に繁華街に遊びに来る人が減っ

たことを意味する．次のステップとして，3月で繁華街だっ

た場所は 4月ではどのような使われ方をしているか，とい

うことを見ていく．マップを見るとそれが推測できる．ま

ず，繁華街の西と南を見ると水色（cluster7，オフィスエ
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図 6 国分町の 3 月から 4 月にかけての COVID-19 の影響によるエリアの使われ方の変化

Fig. 6 The changes in area usage due to the influence of COVID-19from March to April

in Kokubuncho.

リア）と橙色（cluster8，住宅エリア）などに置き換わって

いることが分かる．このことから，このエリアは繁華街に

遊びに来た人ではなく，そこにあるオフィスで働く人やそ

こに住む人が多数派になり，UASにはオフィスで働く人

やそこに住む人の行動特徴が色濃く反映されたと推察でき

る．次に，繁華街の東側を見ると桃色のエリア（cluster6，
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図 7 国分町における 5 月から 7 月にかけての COVID-19 の影響によるエリアの使われ方の

変化

Fig. 7 The changes in area usage due to the influence of COVID-19 from May to July

in Kokubuncho.

飲食店+ショッピングエリア）に置き換わっていることが

分かる．つまり，このエリアに来る人の行動が夜型から昼

型へシフトしたと推察できる．

図 7には，さらに 5月から 7月までの各月のデータから

作成した積層グラフ（図 7 (a)）とクラスタリング結果が反

映された地図（図 7 (b)）を示しておいた．図 7 (a)の縦軸

の値を見ると，繁華街やショッピングエリアへの人の流入

量は徐々に回復しているが，COVID-19の影響を受ける前

に戻るにはもう少し時間がかかることが予想できる．しか

し，図 7 (b)を見ると，エリアの使われ方は元に戻ってい

ることが分かる．つまり，積層グラフの縦軸の値とクラス

タリング結果が反映された地図は，外出自粛をまだ行って

いる人がいることを示しているが，逆に元の生活に戻った

人がいることも同時に示している．

しかし，これまで述べてきた人々の行動の変化は，季節

的なものの可能性が否定できない．そのため，次は他の地

域で 2019年 4月と 2020年 4月の同じ季節のデータで比較

してみることで，COVID-19の影響がどれだけあるのかを

調査していく．
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図 8 歌舞伎町における COVID-19 の影響によるエリアの使われ方の変化

Fig. 8 The changes in area usage due to the influence of COVID-19 in Kabukicho.

4.3.2 歌舞伎町

歌舞伎町の 2019月 4年と 2020月 4年について，それぞ

れの結果を積層グラフと地図上に図示したものを図 8 に

示す．クラスタ数は 4.3.1項と同様に 8に設定した．これ

らの図から分かる人の行動の変化は次のとおりである．積

層グラフから分かることとして，まず初めに，720分以上

の滞在（積層グラフの紫色の層）が全体的に目立つように

なっている．これが意味することは，そこを利用する人々

の滞在に関して，短・中時間の滞在を行う人より，長時間

の滞在を行う人の割合が増えたということである．いい換

えると，そこを利用する客（短時間の滞在）が減少し，従

業員（長時間の滞在）の行動が多数派を占めるようになっ

たといえる．もう 1つ分かることは，どのクラスタを見て

も人数が減少しているということである．これが意味する

ことは，歌舞伎町の人の流入量が全体的に減少したという

ことである．2019年と 2020年では，データ量がまったく

異なるため，そこから人の流入量がどのように変化したか

予想可能だが，提案手法では図を見ることで直感的な分析

が可能になる．

次にクラスタリング結果が反映された地図から分かるこ

ととして，緑色と黄緑色（cluster3 と cluster5，両方とも

繁華街）が減少し，紫色（cluster4，ラベルの付与困難）に
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変化している．これが意味することは，ほとんど夜中に利

用されていた場所だったが，昼間に利用する人々の行動が

反映されるくらいまで夜中の利用が減ったということであ

る．桃色（cluster6，ラベルの付与困難）に変化している

部分も存在するが，これはそこに住む人や店舗の経営者な

ど，そこに長時間滞在している人たちの特徴が客の行動特

徴より大きく反映されたと考えられる．また，各施設に焦

点を当てると，「東宝ビル（映画館）（地図上の A）」は，青

色（cluster2，ショッピングエリア）から水色（cluster7，

ショッピングエリア）に変化していることが分かる．つま

り，メインの利用時間帯が夕方にあったが，それが昼間

にシフトしたことが読み取れる．また「区役所（地図上の

B）」に関しては，変化せず，赤色（cluster1，オフィスエ

リア）のままである．つまり，区役所は COVID-19の渦中

でも，仕事を止めることができないために働き続けている

ことが分かる．

本節では歌舞伎町の 2019年 4月と 2020年 4月の違いを

見てきたが，同じ時期にもかかわらず，人々の行動は大きく

変化していることが分かる．すなわち，これは COVID-19

の影響が大きく関係していると推察できる．4.3.1項では，

国分町の数カ月にわたる人々の行動の変化を見たが，それ

が季節的な影響だけでなく，COVID-19の影響も大きく受

けていたといえる．

本章では，本論文で提案したエリアモデリング手法を

使って，COVID-19の影響による人々の行動の変化を 2つ

の都市（国分町と歌舞伎町）を例にあげて見てきた．全体

を通して提案手法を用いることで判明したことは次のこと

があげられる．まず，COVID-19の影響を受け，人の流入

量が大きく減少したことがあげられる．さらに，人々の行

動は全体的に昼間にシフトしたことが分かった．つまり，

COVID-19の中で，夜に繁華街に行くといった不要不急の

外出を，人々は自粛していると推察できる．しかし，月日

が経つと，人の流入量が回復しきれていないという事実か

ら自粛をまだ続けている人がいることが伺える一方で，あ

る一定数は元の生活スタイルに戻りつつあるという事実が

判明し，個々人の COVID-19への危機感に乖離があること

が判明した．

5. まとめ

本論文では，滞在の観点から見たエリアの使われ方を基

に，エリアを特徴付けるための手法を提案した．これは

Word2Vecのアルゴリズムを参考にしたもので，エリアの

分散表現を作成する．学習には「曜日」，「到着時刻」，「滞在

時間」の 3つの滞在に関する時間情報を用いた．その結果，

滞在情報からエリアの特徴付けが可能になり，POIデータ

の収集の手間とコストが削減できるだけでなく，時間経過

にともなう事象（都市の発展，季節の変化，パンデミック

の発生）の影響にも対応したエリアモデリングとなる．提

案手法を用いることで，図と数値から直感的にエリアの使

われ方とその時間経過による変化の把握が容易になり，都

市計画やマーケティングなどの分野での位置情報データの

さらなる利活用が広がると期待している．

提案手法の評価実験では，エリアの使われ方の特徴抽出

と COVID-19の影響によるエリアの使われ方の変化の調

査を行った．前者については，宮城県仙台市の国分町を対

象に行った．国分町は大雑把に 4つの機能区分（ショッピ

ングエリア，オフィスエリア，住宅エリア，繁華街）に分

割できることが分かっているが，提案手法を用いることで，

これらを視覚的に認識可能になることが示された．後者に

ついては，国分町に加え，東京都新宿区の歌舞伎町を対象

に行った．国分町では人の流入量が減少していることや，

それにともない訪問者よりそこで働く従業員が多数派を占

め，彼らの行動が反映されたエリアの分散表現が得られた

こと，さらに人々の行動が夜から昼にシフトしたことが，

図と数値から直感的に見て取れた．そして，月を追うごと

に元の生活に戻っていく様子もとらえることができた．こ

れは，自粛疲れや危機感の薄れからくるものだと考えられ

る．歌舞伎町でも同様に人の流入量の減少や活動時間軸の

昼間へのシフトなどが見て取れた．

今後の取り組みとしては，次の 2つがあげられる．1つ

目は，移動の前後関係を考慮したエリアの特徴付けを行う

ことである．人々の行動にはある程度の規則性（朝は「家」

から「オフィス」に移動し，夕方は逆に「オフィス」から

「家」に移動）があり，これはエリアを特徴付ける際，有

効な情報だが提案手法ではこれが考慮できていない．これ

が考慮できれば，さらに詳細なエリアモデリング手法にな

ると期待できる．2つ目は，本論文で提案したエリアモデ

リングで得られた結果を，移動遷移として表現し，個々の

ユーザに焦点を当てたユーザモデリングまで拡張するこ

とがあげられる．提案手法を用いれば，従来使われていた

POIラベルや滞在目的に代わり，訪問場所はベクトルで表

現できる．つまり，ユーザの移動遷移がベクトル遷移とな

るため，プライバシを考慮した分析が可能になるため，第

三者も扱える形になり，パーソナルデータのさらなる利活

用につながると考えられる．
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