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大規模不均衡データに対する
2段階無作為抽出法の提案

田川 聖治1,a)

概要：教師あり学習に基づく分類器の性能は，教師データ（特徴量とラベル）の内容に大きく左右される．
本稿では，2クラス問題を対象とした分類器の学習において，大規模不均衡データから教師データを生成
するために 2段階無作為抽出法を提案する．まず，大規模不均衡データでは，正常なデータに対する異常
なデータの比率が極端に低いものとする．そこで，提案する 2段階無作為抽出法では，特徴量が含まれる
領域の選択と，特徴量（標本）の選択を分けることで，データの密度が疎な領域から教師データが選ばれ
る確率を高くする．また，分類器にサポートベクトルマシン（SVM）を用いた数値実験により，SVMの
性能は一般的な無作為抽出法と比較し，提案法による教師データの方が高くなることを確認する．

Two-Stage Random Sampling Technique
For Large Imbalanced Datasets

Tagawa Kiyoharu1,a)

1. はじめに

人工知能の主要な技法の 1 つに機械学習がある．さら
に，機械学習の技法は，教師あり学習，教師なし学習，強
化学習に大別される．ここで，教師あり学習に基づく分類
器は，特徴量（実数ベクトル）を入力とし，それが属する
クラスのラベルを出力とする．代表的な分類器として，深
層学習を含むニューラルネットやサポートベクトルマシン
（SVM：Support Vector Machine）[1]が挙げられる．
教師あり学習に基づく分類器の構築には，教師データ

（特徴量とラベル）を必要とする．また，その教師データ
の質と量が，分類器の性能を大きく左右する．このため，
様々な教師データの生成法が報告されている [2]．ここで，
教師データの生成法は，分類器を使用するものと使用しな
いものに大別できる．前者としては，学習結果に基づき教
師データを追加する増分学習 [3]や能動学習 [4]がある．ま
た，後者としては，教師なし学習であるクラスタリングや
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教師データの構造解析に基づく技法 [5]がある．
少数派と多数派のクラスに属する特徴量の比率が大きく

異なる不均衡データに対しては，多数派の教師データを減
らすアンダーサンプリングと，少数派の教師データを増や
すオーバーサンプリングがある [6, 7]．例えば，基本的な
オーバーサンプリング手法である SMOTE [6]では，少数
派の教師データの近傍に人工的なデータを合成する．
近年，無線センサネットワークや IoT（Internet of Things）
など情報通信技術の発達により，様々な分野でビッグデー
タと呼ばれる膨大なデータが蓄積されている [8]．そこで，
著者は特徴量の大規模不均衡データから分類器の教師デー
タを抽出する技法の開発に取り組んでいる．ただし，大規
模不均衡データに含まれる特徴量のクラスは未知であり，
その診断には時間や費用が掛かるものとする．先に提案し
た空間層化抽出法 [9]では，大規模データの主成分分析を
必要とし，適切な層数の設定方法が課題であった．
本稿では，大規模不均衡データから教師データを生成す
る 2段階無作為抽出法を提案する．まず，大規模データに
対しては，計算負荷の観点から，巧妙な教師データの生成
法よりも単純な無作為抽出法が適している．さらに，提案
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する 2段階無作為抽出法では，特徴量が含まれる領域の選
択と，特徴量 (標本)の選択を分けることで，データの密度
が疎な領域から教師データが選ばれる確率を高くする．
分類器に SVMを用いた数値実験の結果から，一般的な
無作為抽出法と比較して，提案法による教師データで学習
した方が SVMの性能は高くなることが確認できた．

2. 2クラス問題

特徴量 xi ∈ �D の大規模なデータ B = {xi}が与えら
れ，各特徴量 xi ∈ Bは異常（Positive）か正常（Negative）
の何れか一方のクラスに属するものとする．また，異常な
データをB+ ⊆ Bとし，正常なデータをB− ⊆ Bとする．
特徴量が xi ∈ B+であるとき，そのラベルを yi = 1とし，
xi ∈ B− であるとき yi = −1とすれば，

⎡
⎢⎢⎣

B = B+ ∪B−

B+ = {xi ∈ B | yi = 1}
B− = {xi ∈ B | yi = −1}

(1)

となる．ただし，B+ ∩B− = ∅である．
上記のデータBのサイズは非常に大きく，かつ，特徴量

xi ∈ B のラベル yi ∈ {−1, 1}の診断には時間や費用が掛
かるものとする．そこで，2クラス問題として，教師あり
学習に基づく分類器を用いて特徴量のラベルを推定する．
したがって，分類器の入力は特徴量 xi ∈ B であり，出力
は推定されたラベル ŷi ∈ {−1, 1}である．ここで，分類器
の学習に使用する教師データ（特徴量とラベル）を

T = {(xn, yn) |xn ∈ S ⊆ B, yn ∈ {1, −1}} (2)

とする．ただし，教師データのサイズN = |T |は，大規模
なデータB に比べて非常に小さく N � |B|である．
教師データ (xn, yn) ∈ T，n = 1, · · · , N に依存する分
類器の決定関数を f : B → �として，決定関数 f の値に
基づき xi ∈ B のラベルの推定値 ŷi ∈ {−1, 1}を

ŷi =

⎧⎨
⎩

1 if f(xi |T ) > 0

−1 if f(xi |T ) < 0
(3)

とする．
分類器を用いて大規模なデータB を分割すると，

⎡
⎢⎢⎣

B = B̂+ ∪ B̂−

B̂+ = {xi ∈ B | ŷi = 1}
B̂− = {xi ∈ B | ŷi = −1}

(4)

となる．ただし，B̂+ ∩ B̂− = ∅である．
分類器の推定は常に正しく，yi = ŷi であるとは限らな
い．そこで，大規模なデータBは，正解のラベルと推定さ
れたラベルの値に基づき，以下のように分割される．

Algorithm 1 Simple Random Sampling (SRS)

1: Input B: data set; N : sample size

2: Output S: a set of samples

3: Begin algorithm

4: S ← ∅
5: while |S| < N do

6: Select a sample xn ∈ B randomly.

7: S ← S ∪ {xn}
8: end while

9: End algorithm

⎡
⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

B = BTP ∪BFN ∪BFP ∪BTN

BTP = {xi ∈ B | yi = 1 ∧ ŷi = 1}
BFN = {xi ∈ B | yi = 1 ∧ ŷi = −1}
BFP = {xi ∈ B | yi = −1 ∧ ŷi = 1}
BTN = {xi ∈ B | yi = −1 ∧ ŷi = −1}

(5)

式 (5)の各集合のサイズを以下のように表記する．
⎡
⎢⎢⎢⎢⎢⎣

True Positive: TP = |BTP |
False Negative: FN = |BFN |
False Positive: FP = |BFP |
True Negative: TN = |BTN |

(6)

式 (6)のサイズから，分類器の性能の評価指標として，
適合率（Precision），再現率（Recall），正解率（Accuracy）
を，式 (7)から式 (9)のように定義する [1]．

Precision =
TP

TP + FP
(7)

Recall =
TP

TP + FN
(8)

Accuracy =
TP + TN

TP + FP + FN + TN
(9)

3. 教師データの抽出法

大規模なデータ B から特徴量の標本 xn ∈ S ⊆ B，
n = 1, · · · , N を抽出した後，それらのラベル yn ∈ {−1, 1}
を診断して式 (2)の教師データ T とする．標本の抽出法と
して，最も一般的な無作為抽出法（SRS：Simple Random

Sampling）[10,11]を紹介する．次に，2段階無作為抽出法
（2RS：Two-Stage Random Sampling）を提案する．

3.1 無作為抽出法
SRSはデータB から N 個の標本 xn ∈ S をランダムに
選択する．SRSの擬似コードを Algorithm 1に示す．

3.2 2段階無作為抽出法
大規模なデータ B ⊆ �D を覆う超立方体 Φ ⊆ �D を設
定する．次に，超立方体の各軸をH 等分することで，以下
のように超立方体をM 個のセル Φm ⊆ �D に分割する．
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Algorithm 2 Two-Stage Random Sampling (2RS)

1: Input B: data set; N : sample size

2: Output S: a set of samples

3: Begin algorithm

4: S ← ∅
5: Define cells: Φm ⊆ Φ, m = 1, · · · , M .

6: while |S| < N do

7: repeat

8: Select a cell Φm ⊆ Φ randomly.

9: until Φm ∩B �= ∅
10: Select a sample xn ∈ Φm ∩B randomly.

11: S ← S ∪ {xn}
12: end while

13: End algorithm

Φ = Φ1 ∪ · · · ∪Φm ∪ · · ·ΦM (10)

ただし，次元数 Dからセル数はM = HD である．
式 (10)の超立方体Φのグリッドに基づき，データBは
以下のような部分集合Bm ⊆ B に分割できる．

B = B1 ∪ · · · ∪Bm ∪ · · ·BM (11)

ただし，Bm = Φm ∩B，m = 1, · · · , M とする．
提案する 2RSは，データの部分集合Bm ⊆ B をランダ
ムに選んだ後，その中から標本 xn ∈ S をランダムに選択
する．2RSの擬似コードを Algorithm 2に示す．
各セル Φm ⊆ Φに含まれるデータ数の平均は

E =
1

M

M∑
m=1

|Φm ∩B| = |B|
M

(12)

である．
提案する 2RSでは，式 (10)のセル数M をM = E とす

る．したがって，式 (12)とM = HD の関係から

H = ceil
(
|B| 1

2D

)
(13)

となる．H は超立方体の各軸の分割数である．
図 1に特徴量のデータ B ⊆ �D に対するグリッドの例

を示す．データのサイズは |B| = 600，次元数はD = 2で
ある．したがって，式 (13)より分割数は H = 5となる．
図 2に 2RSのイメージを示す．まず，第 1段でグリッ

ドのセルΦm をランダムに選ぶ．次に，第 2段で選択した
セル内から 1つの標本 xn ∈ Bm をランダムに選ぶ．
従来の無作為抽出法（SRS）により，特徴量 xi ∈ B が
標本に選ばれる確率は，式 (12)の E とM から

Pr(xi ∈ B | SRS) = 1

|B| =
1

M
× 1

E
(14)

である．一方，2RSにより xi ∈ B が選ばれる確率は，

Pr(xi ∈ B | 2RS) = 1

M
× 1

|Bm| (15)

となる．ただし，xi ∈ Bm = Φm ∩B とする．

図 1 大規模データ B と超立方体 Φ のグリッド

図 2 2 段階無作為抽出法による標本の選択

式 (14)と式 (15)から，|Bm| ≤ E のとき

Pr(xi ∈ B | 2RS) ≥ Pr(xi ∈ B | SRS) (16)

となり，セル内のデータ数が |Bm| ≥ E のとき

Pr(xi ∈ B | 2RS) ≤ Pr(xi ∈ B | SRS) (17)

となる．
式 (16)と式 (17)から，従来の SRSと比較して，提案す
る 2RSによれば，データの密度が低い領域では xi ∈ Bが
標本に選ばれる確率が高くなる．逆にデータの密度が高い
領域では xi ∈ B が標本に選ばれる確率は低くなる．

3.3 教師データによる母比率の推定
標本 xn ∈ S，n = 1, · · · , N のラベル yn ∈ {−1, 1}を

診断すると，教師データの標本セット S ⊆ B は
⎡
⎢⎢⎣

S = S+ ∪ S−

S+ = {xn ∈ S | yn = 1}
S− = {xn ∈ S | yn = −1}

(18)

となる．ただし，S+ ∩ S− = ∅である．
式 (19)の母比率（Population Ratio）の推定値である標
本比率（Sample Ratio）を式 (20)のように定義する．

Population Ratio: PR =
|B+|

|B+|+ |B−| (19)

Sample Ratio: SR =
|S+|

|S+|+ |S−| (20)

式 (19)の母比率 PRと式 (20)の標本比率 SRから，教
師データによる母比率の推定誤差（Ratio Error）を

Ratio Error = |PR− SR| (21)

とする．
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4. サポートベクトルマシン

本稿では，2クラス問題に対する分類器に SVMを使用
する．式 (2)の教師データ (xn, yn) ∈ T，n = 1, · · · , N
を用いた SVMの学習は，以下の 2次計画問題となる．

⎡
⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

max q(α) =

N∑
n=1

αn

−1

2

N∑
n=1

N∑
j=1

αn αj yn yj K(xn, xj)

s. t.

N∑
n=1

yn αn = 0

0 ≤ αn ≤ C, n = 1, · · · , N

(22)

ただし，αn ∈ �，n = 1, · · · , N は 2次計画問題の解（ラ
グランジュ乗数）である．C は正則化パラメータで SVM

の汎化能力を左右する．また，K は基底関数である [1]．
本稿では，以下のラジアル基底関数を使用する．

K(xn, xj) = exp
(−γ ||xn − xj ||2

)
(23)

ただし，||x||は xのユークリッドノルムである．
通常，式 (22)の 2次計画問題の最適解α ∈ �N では，多
くの要素が αn = 0となる．ここで，αn > 0に対応する特
徴量 xn ∈ S ⊆ �D をサポートベクトルと呼ぶ [1]．
最適解 α ∈ �N から，式 (3)の決定関数を

f(xi |T ) =
∑

(xn, yn)∈T

αn yn K(xn, xi) + b (24)

とする．ただし，b ∈ �はバイアス項である．
式 (24)のバイアス項 bは，上限に達していない任意のサ
ポートベクトル (xj , yj) ∈ T，0 < αj < C について

b = yj −
∑

(xn, yn)∈T

αn yn K(xn, xj) (25)

となる．
式 (24)と式 (25)から，教師データ (xn, yn) ∈ T のうち
サポートベクトルのみが SVMの決定関数に寄与する．

5. 数値実験

数値実験により，従来の SRSと提案した 2RSによる教
師データの特性を比較する．また，それぞれの教師データ
を用いて構築した SVMの性能を比較する．プログラムの
実装と数値実験では，MATLAB [12]を使用した．

5.1 大規模不均衡データと教師データ
図 3に 2変量の切断正規分布に基づき人工的に生成し
た大規模不均衡データB ⊆ �2 を示す．データのサイズは
|B| = 104 であり，中心部ほどデータの密度が高くなる．
図 3の各特徴量 xi ∈ B にはラベル yi ∈ {−1, 1}も付けて

図 3 大規模不均衡データ B ⊆ 	2 とラベル

図 4 SRS による教師データ (xn, yn) ∈ T

図 5 2RS による教師データ (xn, yn) ∈ T

図 6 教師データによる母比率の推定誤差
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図 7 SRS で学習した SVM によるラベルの推定値

図 8 2RS で学習した SVM によるラベルの推定値

いる．ここで，ラベルの値は |B+| � |B−|と不均衡であ
り，式 (19)で定義した母比率は PR = 0.039となる．
図 3の大規模不均衡データ B ⊆ �2 から従来の SRSに
よって抽出した教師データ (xn, yn) ∈ T，n = 1, · · · , N
を図 4に示す．標本サイズはN = 60である．同様に，提
案した 2RSにより抽出した教師データを図 5に示す．
図 4と図 5から，従来の SRSに比べて提案した 2RSに

よる標本 xn ∈ S は広範囲に分布している．また，2RSは
大規模不均衡データの両端から均等に異常な特徴量 xi ∈ B

を抽出している．一方，図 4から SRSでは標本の抽出が
密度の高い大規模不均衡データの中心部に集中し，左端に
存在する異常な特徴量 xi ∈ B を取得できていない．
図 6では 2RSと SRSで生成した教師データについて，
式 (21)で定義した母比率の推定誤差を比較する．図 6の
横軸は標本サイズ N であり，図 6の結果は乱数シードが
異なる 100回の試行の平均値である．図 6から，2RSに比
べて SRSによる推定誤差は非常に小さい．一方，2RSで
は標本サイズによらず推定誤差は概ね一定値である．
実験結果から，母比率の推定では SRSの方が提案した

2RSに勝っている．すなわち，SRSの標本比率は母比率
に近く，大規模不均衡データB が |B+| � |B−|であるた
め，SRSの標本セット S でも |S+| � |S−|となる．

5.2 教師データの異なる SVMの性能比較
図 4の SRSによる教師データで学習した SVMにより，
図 3の大規模不均衡データの特性量 xi ∈ B に対して推定

図 9 SRS と 2RS による SVM の再現率（D = 2）

図 10 SRS と 2RS による SVM の正解率（D = 2）

したラベル ŷi ∈ {−1, 1}を図 7に示す．SVはサポートベ
クトルである．同様に，図 5の 2RSによる教師データで
学習した SVMによるラベルの推定値を図 8に示す．
図 3と図 7から，SRSの SVMでは異常な特性量 xi ∈ B

の多くを誤って正常と判定している．図 4の SRSによる
教師データに含まれない右端の異常な特性量を，SVMが
学習していないことが原因と思われる．一方，図 3と図 8

から，両者のラベルの値は酷似しており，2RSの SVMは
異常な特性量のラベルの大半を正しく推定している．
図 9では SRSと 2RSによる教師データで学習した 2種
類の SVM について，式 (8) の再現率を比較する．また，
図 10では上記の 2種類の SVMについて，式 (9)の正解率
を比較する．図 9と図 10の横軸は標本サイズ N であり，
図 9と図 10の結果は乱数シードが異なる 30回の試行の平
均値である．大規模不均衡データにおける 2クラス問題で
は，分類器が特性量 xi ∈ B のラベルをすべて正常と推定
し，式 (7)の適合率が算出できない場合がある．このため，
適合率に基づく 2種類の SVMの比較は省略する．
図 9から，2RSの教師データで学習した SVMの再現率
は高く，標本サイズと伴に上昇して N = 100では 90%を
超えている．一方，SRSによる SVMの再現率は非常に低
く，標本サイズが N = 100でも 50%に満たない．
図 10から，SRSと比較して，2RSによる SVMの方が
正解率は高く 100%に近い．ただし，標本サイズを増やす
と SRSによる SVMの正解率も 100%に近くなる．その理
由は，大規模不均衡データでは大多数の正常な特性量を正
常と判定することで，正解率が上昇するためである．
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図 11 SRS と 2RS による SVM の再現率（D = 4）

図 12 SRS と 2RS による SVM の正解率（D = 4）

5.3 高次元の教師データによる SVMの性能評価
4 変量の切断正規分布に基づき大規模不均衡データ

B ⊆ �4を人工的に生成した．データのサイズは |B| = 106

である．ラベルの値 yi ∈ {−1, 1}は |B+| � |B−| と不均
衡であり，式 (19)の母比率は PR = 0.081となる．
図 11では SRSと 2RSによる教師データで学習した 2

種類の SVMについて，式 (8)の再現率を比較する．また，
図 12では上記の 2種類の SVMについて，式 (9)の正解
率を比較する．図 11と図 12の横軸は標本サイズ N であ
り，それらの結果は 30回の試行の平均値である．
図 11の再現率と図 12の正解率の傾向は，図 9と図 10

の結果と同様であり，提案した 2RSで学習した SVMの方
が，従来の SRSによる SVMよりも優れいる．また，図 11

の結果から，高次元の大規模不均衡データB ⊆ �4 に対し
ても，2RSによる教師データで学習した SVMは，比較的
に小さな標本サイズで高い再現率を達成している．

6. おわりに

本稿では，大規模不均衡データから分類器の教師データ
を生成する技法として，2段階無作為抽出法（2RS）を提
案した．また，人工的に生成した大規模不均衡データと分
類器に SVMを使用した数値実験において，2RSによる教
師データで学習した SVMの再現率は，従来の無作為抽出
法（SRS）による SVMよりも高いことを確認した．
今後の課題は，現実の世界における大規模不均衡データ
を対象とした様々な分類器において，提案した 2RSによる
教師データの効果と実用性を検証することである．
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