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周波数領域でのフィルタ設計に基づく
サンプリング周波数非依存畳み込み層を用いた

DNN音源分離

齋藤 弘一1 中村 友彦1 矢田部 浩平2 猿渡 洋1

概要：音源分離は，様々なアプリケーションの前処理として利用される．そのため，前処理として汎用的に
利用できる音源分離の実現には，各アプリケーションで要請される様々な音響条件下で一貫して動作する
音源分離モデルが必要である．これに対し，我々はこれまでに，代表的な音響条件の 1つであるサンプリ
ング周波数に非依存な畳み込み層（サンプリング周波数非依存畳み込み層）を提案し，それを用いた深層
ニューラルネットワーク（deep neural network：DNN）に基づく音源分離モデルを構築した．サンプリン
グ周波数非依存畳み込み層では，畳み込み層をデジタルフィルタとみなし，アナログフィルタから畳み込み
層の重みを生成する仮定をデジタルフィルタ設計と捉えることで，サンプリング周波数に不変な構造を導
入する．この層では，これまでアナログフィルタをサンプリング周期でサンプルすることでデジタルフィ
ルタを設計していた．しかし，このフィルタ設計手法では，Nyquist周波数よりも高い成分をもつアナロ
グフィルタに関してエイリアシングが起こり，これが主たる要因となり，学習したサンプリング周波数よ
りも低いサンプリング周波数において分離性能が低下した．そこで，本研究ではフィルタ設計におけるエ
イリアシングを回避するため，最小二乗法に基づく周波数領域でのフィルタ設計手法を導入する．提案法
をサンプリング周波数非依存畳み込み層に導入することにより，学習データとは異なるサンプリング周波
数においても学習したサンプリング周波数と同程度の分離性能が得られることを楽音分離実験により示す．

キーワード：シングルチャネル音源分離，サンプリング周波数非依存畳み込み層，最小二乗近似，ディー
プニューラルネットワーク

1. はじめに
シングルチャネル音源分離はモノラル音響信号から，各

音源の個別の信号を抽出する技術である．近年，深層ニュー
ラルネットワーク（deep neural network：DNN）を用いた
シングルチャネル音源分離モデルが多数提案され，高い分
離性能を示している [1–7]．音源分離は様々なアプリケー
ションの前処理として用いられるため，DNNを用いること
で高性能な分離性能を活かしつつ，様々なアプリケーショ
ンで要請される音響条件で動作することが望ましい．
代表的な音響条件の 1つがサンプリング周波数である．
アプリケーションに応じて必要なサンプリング周波数は
異なる．例えば，分離音が人間が聴取するアプリケーショ
ンにおいては，多くの場合，可聴域を網羅するため 44.1

kHzや 48 kHzが用いられる [7,8]．一方，音響信号に含ま
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れる内容の認識を目的としたアプリケーションでは，必ず
しも可聴域をカバーしなくともよい．例えばビートトラッ
キングでは 16 kHz [9]，自動採譜では 11.025 kHzや 22.05

kHz [10,11]，音声認識では 8 kHzや 16 kHzが使用されて
いる [12–14]．様々なアプリケーションの前処理として，汎
用的に利用可能な音源分離モデルを構築するには，これら
様々なサンプリング周波数の音響信号に対して一貫して動
作する DNNを用いた音源分離モデル（DNN音源分離モ
デル）を構築する必要がある．
しかし，従来の DNN音源分離モデルは，サンプリング

周波数毎に別々のデータとして扱ってしまっているため，
学習データのサンプリング周波数に特化して学習されてし
まい，学習データ以外のサンプリング周波数の音響信号に
対して動作する保証はない．また，従来の DNNではサン
プリング周波数をパラメータとして扱っておらず，DNN

を構成する層が複数のサンプリング周波数に対応できるよ
う設計されていない．そのため，任意のサンプリング周波
数の音響信号に対して一貫して動作するDNNの実現には，
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図 1: （a） SFI畳み込み層と（b） SFI音源分離モデルの
構造

サンプリング周波数が明示的にモデル化された層を構築す
る必要がある．
この問題意識に基づき，我々は以前，サンプリング周波

数非依存（sampling-frequency-independent: SFI）畳み込
み層を提案した [15]．畳み込み層は入力特徴量と当該層の
パラメータである重みの相互相関を出力する．そのため，
信号処理の観点からみると，畳み込み層はデジタルフィ
ルタ，重みはインパルス応答を時間反転したものとみな
せる．デジタルフィルタは離散時間領域で定義されるた
め，サンプリング周波数とは不可分である．そこで，当該
デジタルフィルタに対して，サンプリング周波数に依存し
ない連続時間領域で定義されるアナログフィルタからの
フィルタ生成過程を導入し，サンプリング周波数に非依存
なフィルタ表現を実現した．当該アナログフィルタは重み
に対する潜在的な変数として働くため，潜在アナログフィ
ルタと呼ぶ．また，従来の音源分離用 DNNの 1つである
Conv-TasNet [3] に対して，SFI畳み込み層を導入し，サ
ンプリング周波数に対する分離性能の変化を調査した．
SFI畳み込み層を用いた DNN音源分離モデル（SFI音

源分離モデル）では，学習データよりも高いサンプリング
周波数の信号を分離する際には，学習データと同じサンプ
リング周波数の信号を分離した際と同等の分離性能を示し
た [15]．一方，学習データよりも低いサンプリング周波数
に関しては分離性能が大きく低下した．また，当該Nyquist

周波数以上の周波数帯域に主要な成分をもつアナログフィ
ルタにおいてエイリアシングが起こっていることを発見し
た．そこで，我々は学習済みの SFI畳み込み層に対して事
後的にエイリアシングを起こしたフィルタを取り除くこと
で，学習データよりも低いサンプリング周波数の分離性能
が大きく向上することを確認した [15]．
これらの発見に基づき，本稿ではエイリアシングが本質

的に起こり得ないフィルタ設計を用いた SFI畳み込み層を

提案する．提案層では，周波数領域において，当該Nyquist

周波数までのアナログフィルタの周波数応答を近似するよ
うなデジタルフィルタを設計する．また，当該フィルタ設
計手法を用いた場合でも，アナログフィルタのパラメータ
を誤差逆伝搬法を用いて DNNと同時に学習できることを
示す．

2. SFI畳み込み層
2.1 層構造
SFI畳み込み層の構造を図 1（a）に示す．SFI畳み込み

層は，連続時間領域で定義されたM (in) ×M (out)個のアナ
ログフィルタのインパルス応答をパラメータとして持つ．
ここで，M (in) とM (out) はそれぞれ入力と出力のチャネ
ルサイズである．SFI畳み込み層は次のような手順で動作
する．

（i） デジタルフィルタ設計手法に従い，入力信号のサ
ンプリング周波数に応じて，各アナログフィルタ
から長さ Lの離散時間インパルス応答を生成する．

（ii） 生成された離散時間インパルス応答を時間反転し，
M (in) ×M (out) × Lのサイズの畳み込み層の重み
を生成する．

（iii） ステップ（ii）で生成した重みを通常の畳み込み層
の重みとして使用し，入力特徴量を変換する．

このように，SFI畳み込み層は重みをアナログフィルタ
をサンプリング周波数に応じて生成するため，異なるサン
プリング周波数に関しても一貫した重みを生成できる．ま
た，畳み込み層との差異は重みの生成部分だけであるため，
転置畳み込み層に関しても，同様に潜在アナログフィルタ
を用いることで，SFI転置畳み込み層に拡張できる．

2.2 インパルス不変法を用いた SFI畳み込み層
我々は以前，アナログフィルタのインパルス応答をサン

プリング周期に応じて直接サンプリングするフィルタ設計
手法を用いた SFI畳み込みを層を提案した．当該フィルタ
設計手法では，アナログフィルタが有限長のインパルス応
答をもつフィルタ（FIRフィルタ）であり，当該インパル
ス応答長が，得られるデジタル FIRフィルタのインパルス
応答長と一致する場合，サンプルされた時刻において両者
のインパルス応答を一致させられる．このようにサンプル
された時刻で両者のインパルス応答が不変であることから，
本稿ではインパルス不変法と呼ぶ．また，アナログフィル
タが無限長のインパルス応答を持つフィルタ（IIRフィル
タ）の場合には，デジタル IIRフィルタを用いなければイ
ンパルス不変とはならないが，本稿ではデジタル FIRフィ
ルタが定義されている有限の範囲でアナログフィルタを打
ち切って，デジタル FIRフィルタで近似する．
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離散時間のインデックスを l = 1, · · · , L，連続時間を
t ∈ R，サンプリング周期を T とする．インパルス不変法
により，離散時間インパルス応答 h[l]はアナログフィルタ
g(t)から以下の式 (1)に従って生成される．

h[l] = Tg(lT ) (1)

サンプリング周期 T を変えることで，異なるサンプリング
周期の離散時間インパルス応答が得られる．

2.3 Conv-TasNetへの適用
音声，楽音に対して高い分離性能を示している DNN音
源分離モデルである Conv-TasNet [3, 16]に SFI畳み込み
層を導入することで，SFI 音源分離モデルへと拡張でき
る [15]．Conv-TasNetはエンコーダ，デコーダ，マスキン
グモジュールから成る．エンコーダとデコーダは，従来
の時間周波数変換とその逆変換を模したものと解釈でき
る．エンコーダは入力信号を 1次元畳み込み層（カーネル
サイズ Lとストライド F を持つ）と rectified linear unit

（ReLU）によって N チャネルの擬似的な時間周波数表現
に変換する．マスキングモジュールは畳み込み層で構成さ
れるブロック R個で構成され，各ブロックは指数関数的
に増加する dilation係数をもつX 個の 1次元 dilated畳み
込み層で構成される．畳み込み層のブロックの詳細は文
献 [3]を参照されたい．マスキングモジュールでは，分離
を行うためのマスクが推定される．デコーダは，マスキン
グモジュールで推定されたマスクを用いたマスク処理によ
り得られたターゲットの擬似的な時間周波数表現を，カー
ネルサイズ Lとストライド F をもつ 1次元転置畳み込み
層によって，時間信号に変換する．
Conv-TasNetを SFI音源分離モデルに拡張するために
は，エンコーダの畳み込み層とデコーダの転置畳み込み層
を，それぞれ SFI畳み込み層と SFI転置畳み込み層に置き
換えればよい（図 1（b）参照）．マスキングモジュールは，
文献 [16]で用いられた Conv-TasNetと同一である．
SFI音源分離モデルでは，カーネルサイズ Lとストライ

ド F を分離対象のサンプリング周波数に応じて変更でき
る．エンコーダとデコーダは時間周波数変換に対応するた
め，Lと F はそれぞれフレーム長とフレームシフトとみな
せる．したがって，推論時に Lと F を連続時間領域で学
習と同一となるように調節することで，サンプリング周波
数が変わってもマスキングモジュールに入力される疑似的
な時間周波数表現のフレーム長とフレームシフトを同一に
できる．

3. 提案手法
3.1 動機
インパルス不変法は，式 (1)に示す様に，アナログフィ
ルタを所望のサンプリング周期でサンプリングをすること
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図 2: 提案法で用いるデジタルフィルタ設計手法の概要

で対応するデジタルフィルタを得るフィルタ設計手法で
ある．この手法では，入力信号の Nyquist周波数よりも高
い周波数成分をもつアナログフィルタからデジタルフィ
ルタを作成する際には，エイリアシングが起こる．このと
き，学習データよりも低いサンプリング周波数のデータを
分離する際に分離性能が低下することを実験により確認し
た [15]．そこで，分離性能の低下要因がエイリアシングで
あるかを調査するため，学習済みの SFI畳み込み層の重
み生成時に，観測信号の Nyquist周波数よりも高い中心周
波数をもつアナログフィルタに対応する重みを全て 0とし
た．このアンチエイリアシング機構を導入することで，学
習データよりも低いサンプリング周波数での分離性能が大
幅に向上し，フィルタ設計時のエイリアシングが性能低下
の主要因であることを発見した．
そこで，本稿では重みの生成段階からエイリアシングを

回避できるフィルタ設計手法を用いた SFI畳み込み層を構
築する．

3.2 周波数領域でのフィルタ設計に基づく SFI 畳み込
み層

本節では，提案層におけるアナログフィルタからのデジ
タルフィルタ設計について述べる．また，簡単のため，1

つのアナログフィルタに関するフィルタ設計処理について
述べる．
所望のNyquist周波数を fNyq，角周波数を ωとし，潜在
的なアナログフィルタの周波数応答を G(ω)で表す．提案
層では，エイリアシングを回避できるよう，fNyqまでの周
波数帯域の G(ω)を近似するデジタルフィルタを設計する
（図 2参照）．アナログフィルタの周波数応答を，入力信号
の Nyquist周波数まで K 点でサンプリングし，それらを
g = [G(ω1), . . . , G(ωK)]T とする．ここで，Tは転置記号
である．インパルス応答長が 2Q + 1であるデジタルフィ
ルタのインパルス応答を b̃ = [b̃−Q, . . . , b̃Q]

T とする．イン
パルス応答 b̃を持つデジタルフィルタの周波数応答 H(ω)

は，
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表 1: 各比較手法の特徴

Method gn(t)
Samp. freq. Anti-aliasing

adaptation mechanism

Conv-Tasnet [3] - - -

SFI ImpInv [15] g
(Gauss)
n (t) Yes No

SFI ImpInv+ [15] g
(Gauss)
n (t) Yes Yes

Proposed g
(Gauss)
n (t) Yes Yes

H(ω) =

Q∑
q=−Q

b̃qe
−jqωT = [ejQωT , . . . , e−jQωT ]b̃ (2)

となる．また，サンプリング点 ω1 から ωK までの周波数
応答を hとすると

h =


H(ejω1T )

...

H(ejωKT )

 =


ejQω1T · · · e−jQω1T

...
. . .

...

ejQωKT · · · e−jQωKT


︸ ︷︷ ︸

W

b̃ (3)

と表せる．ここで，式 (3)の右辺の行列をW で表す．所
与のサンプリング周波数に対してアナログフィルタ G(ω)

からデジタルフィルタ H(ω)を設計する問題は，次のよう
な誤差 E(b̃)を最小化するインパルス応答 b̃を求める最小
二乗問題として定式化できる．

E(b̃) = ||g − h||22 = ||g −W b̃||22 (4)

誤差 E(b̃)の最小化解は，W の Moore–Penroseの擬似逆
行列W † を用いて以下のように表せる．

b∗ = W †g (5)

この過程によって得られた b∗ を時間反転したものが SFI

畳み込み層のあるチャネルの重みとなる．この設計手法で
は，入力信号の Nyquist周波数まででアナログフィルタを
近似することになるため，インパルス不変法とは異なり，
重み生成段階からエイリアシングを回避できる．
適切にアナログフィルタを設計することで，アナログ

フィルタのパラメータも DNNと同時に誤差逆伝播法を用
いて学習できる．誤差逆伝播法では，ロス関数から各学習
パラメータに対する勾配を計算する必要がある．提案層の
フィルタ設計手法は，式 (5)のように g と b∗ が線形に結
ばれているため，畳み込み層の重みである b∗ に対する勾
配をW †を用いて gに対する勾配へと変換できる．そのた
め，g がアナログフィルタの学習したいパラメータに関し
て微分可能であれば，当該パラメータに関する勾配を計算
できる．

4. 実験的評価
4.1 実験条件
楽音分離用のデータセットであるMUSDB18-HQ [17]を

表 2: 実験で用いたマスキングモジュールのハイパーパラ
メータ
Symbol Description Value

N # of channels of latent representation 440

X # of convolutional blocks in each repeat 6

R # of repeats 2

B
# of channels in bottleneck and

160
residual paths’ 1× 1 convolution blocks

Sc
# of channels in skip-connection paths’

160
1× 1 convolution blocks

H # of channels in convolution blocks 160

P Kernel size in convolution blocks 3

用いて実験的評価を行った．MUSDB18-HQは 86 曲の学
習データ，14 曲の検証データ，50 曲のテストデータから成
り，各曲は vocals，bass，drums，otherの 4つの楽器から構
成されている．学習データと検証データは 32 kHzに，テス
トデータは 8, 12, 16, . . . , 48 kHzにリサンプリングして用
いた．学習データとテストデータ共に各曲の観測音響信号
に対して，平均 0，分散 1となるようにデータ標準化を行っ
た．評価指標には signal-to-distortion raito（SDR）[18]を
用いた．SDRの計算には BSSEval v4 toolkit [19]を用い
た．実験に用いた全手法に対して，4種類の乱数シードで
実験を行い，4シードでの SDRの平均と標準誤差をその
手法の SDRとして評価した．
比較手法として，Conv-TasNet [3]，インパルス不変法で

設計した SFI畳み込み層を用いた SFI音源分離モデル（SFI

ImpInv）[15]，SFI ImpInvにアンチエイリアシング機構を
導入した手法（SFI ImpInv+）[15]，提案手法（Proposed）
の 4手法を用いた．全手法推論時，入力信号を学習したサ
ンプリング周波数へのリサンプルをせず，未知のサンプリ
ング周波数の信号としたまま入力した．比較した 4手法の
特徴を表 1に示す．なお，SFI Impinv+と Proposedは同
じ特徴を有しているが，Proposedでは周波数領域におけ
る最小二乗近似でエイリアシングを生じないフィルタを直
接設計している点が異なっている．
学習では，文献 [15]と同一のデータ拡張手法を用いた．
ミニバッチには，各曲からランダムに 8 秒切り取り，ゲイ
ンを [0.75, 1.25]の範囲からランダムに選び楽器毎に適用し
た．また，ステレオ音源の左右のチャネルのうちランダム
に選定されたモノラル音源を用い，ミニバッチの半分にお
いて曲間で楽器をランダムにシャッフルした．
各手法の学習では，32 kHzの信号に対してフレーム長
が 5 ms，フレームシフトが 2.5 msとなるように，つまり
L = 160，F = 80となるようにエンコーダとデコーダのパ
ラメータを設定した．マスキングモジュールのパラメータ
は，文献 [3]の Table 1と同様のパラメータ表記を用いて，
文献 [15]と同様，表 2の様に定めた．
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図 3: 様々なサンプリング周波数のテストデータに対する従来手法と提案手法の SDR

潜在的なアナログフィルタとして，本稿では次式のよう
に，時間領域で g(Gauss)(t)，周波数領域でG(Gauss)(ω)とな
るフィルタを用いた．

g(Gauss)(t) = 2
√
2σ2π exp(−1

2
σ2t2) cos(ωct+ ϕ) (6)

G(Gauss)(ω) = exp[− (ω − ωc)
2

2σ2
+ jϕ]

+ exp[− (ω + ωc)
2

2σ2
− jϕ]

(7)

ここで，ωc は中心角周波数，σ はバンド幅，ϕ は位相を
表す．畳み込み層の各チャネル n = 1, . . . , N によって
異なるフィルタを用いるため，g(Gauss)(t)，G(Gauss)(ω)

とパラメータ ωc, σ, ϕ を，インデックス n を用いて，
g
(Gauss)
n (t), G

(Gauss)
n (ω), ωc,n, σn, ϕn と表現する．また，

ωc,n, σn, ϕn を学習可能なパラメータとし，ネットワー
クと同時に学習した．各パラメータの学習における初期化
についてだが，ωc,n は，50 Hzから 16 kHzにかけて ERB

スケール [20]において N = 440等分になるように初期化
した．σn は 20π を初期値として用い，学習によってバン
ド幅が狭くなりすぎないように σnが 2π以上になるように
制限を加えた．ϕn は 0から π の範囲で一様分布からラン
ダムで初期値を与えた．
提案手法におけるサンプル数K は学習時，推論時で変更
可能であるが，今回は学習時，推論時共に 320点とした．
学習時の最適化は，文献 [15]同様，RAdam [21]と looka-

head optimizer [22]を用いた．また，勾配クリッピングを用
い，勾配の L2ノルムの値が 5.0以下となるようにした. 学
習率のスケジューラには stochastic gradient descent with

warm restarts [23]を用いた．最適化手法と学習率のスケ
ジューラのパラメータも文献 [15]で用いられた値を用いた．
各手法の学習において，バッチサイズを 12，イタレーショ
ンを 250とし，損失関数は scale-invariant source-to-noise

raito（SI-SNR）を用いた．
テストデータにはステレオ音源を用い，モノラル音源で

学習した DNNを左チャネルと右チャネルに別々に適用し
た．SI-SNR はスケール不変であり，BSSEval v4 toolkit

で算出される SDR はスケール依存であるため，各楽器
i = 1, . . . , 4の分離音に対してスケール αi を用いて音量補

正を行った [16]．時間長 Y の混合音を s ∈ RY，i番目の
分離音を ŝi ∈ RY とすると，α = [α1, · · · , α4]

⊤ は以下の
式 (8)で計算される.

α = argmin
α

(s−
∑
i

αiŝi)
2 (8)

4.2 実験結果
図 3はテストデータに対する分離性能を示した図であ
る．各 SDRは 4種類の乱数シード値で学習したモデルの
SDRの平均であり，エラーバーは標準誤差を表す．赤破線
は学習データのサンプリング周波数（32 kHz）を示してい
る．Conv-TasNetでは，入力信号のサンプリング周波数が
32 kHzから離れるにつれて SDRが大きく減少した．SFI

ImpInvでは，32 kHzの信号のみで学習したにもかかわら
ず，32 kHzから 48 kHzの信号に対して，32 kHzの信号
を分離した際と同程度の SDRを示した．一方で，入力信
号のサンプリング周波数が 32 kHzより低くなるにつれて，
SDR が大きく減少した．SFI ImpInv+，Proposed では，
32 kHzの信号のみで学習したにもかかわらず，全てのテス
トデータである 8 kHzから 48 kHzの信号に対して 32 kHz

の信号を分離した際と同等の SDRを示した．この結果か
ら，エイリアシングを回避した SFI ImpImv+と Proposed

のどちらも，入力信号のサンプリング周波数に対して適応
することで，学習データ以外のサンプリング周波数の信号
に対しても一貫した分離性能が得られることを確認した．
特に，周波数領域において最小二乗近似でフィルタを設計
する手法を用いることにより，エイリアシングの影響が本
質的に回避され，文献 [15]で導入したアンチエイリアシン
グ機構を導入しなくとも，32 kHzより低いサンプリング
周波数の信号に関しても一貫した分離性能が得られること
が確認できた．
SFI ImpImv+と Proposedの SDRを比較すると，vocals

では 20 kHz から 48 kHz にかけて Proposed の方が若干
高く，bass，drumsでは 8 kHzから 24 kHzにかけて SFI

ImpImv+の方が若干高かった．しかし，SDRに差はある
ものの，著者の 1 人が聴取した限り同程度の分離品質で
あった．この結果は，提案法がフィルタ設計の段階から系
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統的にエイリアシングを回避しつつ，サンプリング周波数
によらず一貫した分離性能を達成できることを示してい
る．また，用いた 2つのフィルタ設計手法の差異よりも，
エイリアシングの有無が分離性能に影響することが確認で
きた．今後は，より詳細な分離品質の評価のため主観評価
実験を行う予定である．

5. 結論
本稿では，インパルス不変法を用いた SFI 畳み込み層

におけるエイリアシングの問題を，重み生成段階から本質
的に解決するために，周波数領域において最小二乗近似で
フィルタを設計する手法を用いた SFI畳み込み層を提案し
た．楽音分離実験により，提案手法が，インパルス不変法
を用いた SFI畳み込み層にアンチエイリアシング機構を導
入せずとも，フィルタ設計の段階から系統的にエイリアシ
ングを回避しつつ，学習データ以外のサンプリング周波数
を持つ信号に対しても一貫して動作することを確認した．
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