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地域性とリアルタイムの周辺状況に応じたカラオケ楽曲推薦
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概要：近年機械学習を用いたレコメンド技術の発展にともない，オンラインショッピングサイトをはじめ
とした様々なサービスは商品のレコメンド機能を提供し，購買の活性化などに活用している．しかし，実
店舗ではWebサイトと異なりログインなどによる個人特定は難しく，コールドスタート問題によりレコメ
ンドが困難である場合が多い．そこで，店舗周辺の地域性とリアルタイムの人口分布を用いて客層やニー
ズを理解することで，個人情報によらないレコメンド手法を提案する．本研究では NTTドコモの提供す
る国内人口分布統計から地域性とリアルタイム情報を抽出する技術を開発し，カラオケ店舗における 1曲
目のレコメンドへ活用した．その結果，MAP@10において 12.35%の精度となり，人気楽曲をレコメンド
する手法に対し約 1.5倍の精度であることから，カラオケドメインにおける有効性を示した．また，定性
評価により地域性はオフィス街，学生街，観光地といった地域性を表現していることを確認し，他の業態
におけるレコメンドでも広く活用できる可能性を確認した．
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Abstract: More and more Web services provide recommend functions to maximize their business thanks to
the evolution of recommendation methods using machine learning. However, most of the methods have short-
comings in recommendation in real shops as they struggle with cold-start problem. In this paper, we propose
a method to recommend not based on user information or history, but locality and real-time population
distribution around shops. We extracted the information from the domestic population distribution statis-
tics provided by NTT DOCOMO and used for the first song recommendation in real Karaoke shops. The
method achieved 12.35% in MAP@10 which outperformed popularity method by nearly 50%. In addition,
our examination illustrates that the features extracted from the statistics possess rich locality information
which could be applied in any other real shops.
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1. はじめに

機械学習の進歩により，レコメンド技術は ECサイトや

動画配信サイトなどの様々なサービスに導入され，ユーザ

体験の向上やビジネスの活性化に貢献している．一方で，

レコメンドで広く活用されている協調フィルタリング手法
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などは，一般に個人の商品購入履歴やWeb閲覧履歴などか

ら趣味・嗜好を理解し，似たユーザが興味を持つ商品を関

連商品として推薦するため，履歴のないユーザへはレコメ

ンドが困難である．本問題はコールドスタート問題と呼ば

れ，特に実店舗ではオンラインサービスと異なりログイン

などによる事前のユーザ特定が困難であることから，レコ

メンド導入への非常に大きな障壁となっている．Amazon

では 35%の商品がレコメンド経由で購入され，Netflixでは

75%の動画がレコメンド経由で視聴されていると報告され
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ている [7]ことからもレコメンドの導入効果は大きく，実

店舗においてもコールドスタート問題を解消しレコメンド

を活用できればビジネス活性化につながると考えられる．

本報告ではカラオケ店舗での 1曲目に歌唱する楽曲のレ

コメンドにおいて，国内人口分布統計を用いたコールドス

タート問題の解決手法を提案する．カラオケにおいて特に

1曲目の選曲を難しいと考えるユーザは多く，他人に譲る

と回答する人が 3割以上を占める*1一方で，カラオケへは

会社の同僚・上司・部下と行く場合が 24%*2，かつカラオ

ケを敬遠する理由として「歌うことを強要されると感じる」

が 1位で 31%にのぼることから，必ずしも順番を選べない

ケースがあると考えられる．カラオケでは一般に，グルー

プのメンバーの多数が知っていて，かつ盛り上がる楽曲が

好ましいとされるなど，場の空気を読んだ選曲が肝要とな

るが，1番手は他者の歌唱傾向を見て合わせることができ

ないため特に選曲の難易度が高い．そのため，歌い慣れた

ユーザであれば状況に応じた楽曲を 1曲目として選択可能

であっても，慣れていないユーザにとっては億劫であり，

前述の 1曲目の敬遠，ひいてはカラオケを敬遠する理由に

もつながりうることから，1曲目の円滑な選曲を助けるレ

コメンドの実現はユーザにも運営企業にも大きな価値を提

供しうる．

歌唱履歴がなく，ログインなどによるユーザ情報も得ら

れないユーザへのレコメンドは，一般には人気ランキン

グのレコメンドが考えられる．しかし，性年代などによっ

て好まれる楽曲は異なるため，店舗が学生街にあるか，オ

フィス街にあるかといった地域性によって選ばれる楽曲は

大きく変化する．また，同じ地域であっても時間やイベン

ト，天候など様々な要因で店舗周辺の人口分布は刻々と変

化し，楽曲の人気ランキングもリアルタイムに変わりうる．

これらの地域性とリアルタイム状況に応じて 1曲目の推薦

を出し分けることができれば，ユーザにとってはスムーズ

な選曲につながり，運営企業にとってはカラオケ利用の活

性化につながるというメリットがある．

地域性やリアルタイム状況を考慮したレコメンド手法に

ついて，単純には都道府県や時間別に人気ランキングを生

成する手法が考えられるが，分割が不十分である場合や，

分割過多により疎となってしまう場合があり，十分ではな

い．そこで，国内人口分布統計を用いた地域性特徴量の生

成手法と，これを用いたレコメンドモデルを提案する．国

内人口分布統計からはどこに，どの年代の方が，どれくら

いいたかを 500 m四方単位で得られるが，地方であれば町

丁目単位よりも細かな粒度であることから，店舗周辺の統

計情報は店舗の環境を十分表していると考えられる．店舗

周辺の数十日の統計からベクトルを生成し，AutoEncoder

*1 https://research-panel.jp/rpdr/view.php?eid=419375&aid=
1754529

*2 https://chosa.nifty.com/hobby/chosa report A20150109/

による次元圧縮を行うことで地域性特徴量を生成する．ま

た，レコメンドを実施する直近の国内人口分布統計からリ

アルタイム状況を取得し，リアルタイム周辺人口特徴量を

生成する．これらの特徴量を入力とし，各楽曲の歌唱尤度

を推定する深層学習モデルを学習させることで，ユーザの

情報や履歴を必要としない，地域性やリアルタイム状況を

考慮したレコメンドを実現する．実際にカラオケ店舗の 1

カ月間の歌唱履歴データにおいて提案手法の検証を行い，

MAP@10において，人気楽曲をレコメンドする場合に比

べ約 1.5倍となる 12.35%の精度を確認した．本報告の貢献

は次のとおりである．

( 1 ) 静的な地域性特徴量およびリアルタイムに変化する

リアルタイム周辺人口特徴量を入力とし，コールドス

タートとなる 1曲目を推薦する深層学習モデルを提案

した．

( 2 ) 提案手法をカラオケの実データで検証し，MAP@10

で人気ランキングに比べて 1.5倍の精度を達成した．

( 3 ) 地域ごとにオフィス街，学生街，観光地といった傾向

がみられ，静的な地域性特徴量を考慮することの有効

性を示した．

( 4 ) 同じ地域であっても，時間帯によって学生が多いとき

や観光客が多いときの傾向がみられ，リアルタイム周

辺人口特徴量を考慮することの有効性を示した．

2. 関連研究

2.1 国内人口分布統計活用

NTTドコモの国内人口分布統計は携帯電話ネットワー

クの運用で得られるデータを活用して生成される統計情報

で，最小 250 m四方別に時間，性別，年代別の人口統計情

報が得られる [18]．国内人口分布統計の活用事例は様々で

あり，清家ら [20]は国内人口分布統計を用いて柏市および

横浜市の地域評価を行い，オフィス街・大学などの地理的

特性をもつ主要メッシュにおいて共通性や自治体固有の特

徴が得られることを確認し，都市計画においての活用可能

性を示した．NTTドコモの提供する AIタクシーでは，リ

アルタイムの人口変動や天気予報をもとに，各エリアの 30

分後のタクシー需要を予想する深層学習を構築し，93%～

95%の精度を達成した [21]．

2.2 機械学習を用いたレコメンド手法

レコメンド手法は一般に協調フィルタリングベースとコ

ンテンツベースがあり，特に協調フィルタリングベースの

レコメンド手法は履歴のみを用いて高い精度が得られるこ

とから，様々なサービスで活用されている [9], [13]．協調

フィルタリングにはその中でもアイテムベース，ユーザベー

スなどいくつかの手法があるが，いずれも，アイテム間や

ユーザ間でクリック傾向や購買傾向の類似度テーブルを事

前に生成し，ユーザの履歴から類似度の高いアイテムをレ
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コメンドする．協調フィルタリングは履歴のみを用いるた

めコンテンツ情報が必要なく精度も高い一方，協調フィル

タリング単体では時系列情報やメタ情報を加味することが

困難であり，新たなレコメンド手法が近年多数提案されて

いる．Hidasiら [5]はユーザの一連のクリック履歴をセッ

ションと見なし，セッション内でクリックされたアイテム

の順番を深層学習の RNN [14]を用いて学習するレコメン

ド手法を提案した．Hidasiら [6]はメタ情報ごとの RNN

モデルを構築し，それらのスコアと組み合わせることでメ

タ情報も考慮する手法を提案した．ただし，これらの手法

はいずれも履歴がないユーザにはレコメンドが行えない．

協調フィルタリングに対し，コンテンツベースのレコメ

ンド手法は一般にユーザ属性やアイテムのメタ情報から類

似度を計算しレコメンドを行うため履歴への依存度が低

く，コールドスタート問題へのアプローチとして様々な手

法が提案されている．Vozalisら [16]は新規ユーザと既存

ユーザの類似度を計算する際，ユーザ属性をベクトルとし，

k平均法を用いてユーザをクラスタする手法を提案した．

また，ユーザ属性だけでなく，交友関係をグラフ表現し，

ユーザの類似度を表す特徴量を抽出する手法も提案されて

いる [10], [17]．これらの手法を用いることで履歴の乏しい

新規ユーザを既存ユーザと関連付けてレコメンドが可能で

ある一方，未ログインのようなユーザ属性も不明のユーザ

に対しては適用が困難である．

ユーザ情報やアイテム情報に加え，時間や天気などのコ

ンテキスト情報を加味するレコメンド手法も提案されてお

り，より動的なレコメンドの提供や，コールドスタート問

題の緩和を行う手法が提案されている [2], [4]．Bahramian

ら [1]はツアーのレコメンドにおいてユーザの履歴が乏し

いことによるコールドスタート問題に対し，ユーザ周辺の

POIや路面情報，移動距離などのコンテキスト情報を加味

することで精度向上を行った．須藤ら [22]はウェアラブル

端末から得られた情報をもとにユーザが移動中であるか，

屋内にいるか，といった状況を段階的に推定し，事前に得

られているユーザ嗜好と現在の状況を考慮したサービスの

レコメンドを提案した．村上ら [19]はユーザの性年代と，

モバイル端末から得られた現在地や日時，天気などを用い

た飲食店レコメンドを提案し，特に位置情報は性年代より

も精度に寄与する結果となった．

3. 提案手法

3.1 手法の概要

本研究では，ユーザがカラオケ店舗に入店時，1曲目に選

ばれる楽曲を推定するレコメンドモデルを検討する．推定

時に活用可能な情報を表 1，国内人口分布統計の例を表 2

に示す．日本全国の住所は 500 m四方ごとにメッシュ番号

が付与されており，店舗住所にもメッシュ番号があること

から，表 1，表 2 はメッシュによって結合可能である．レ

表 1 レコメンド時に得られる情報

Table 1 Information available for recommendation.

属性 概要

端末 ID 操作端末に与えられたユニーク ID

店舗住所 操作端末が設置されている店舗住所

メッシュ 店舗住所の 4 次メッシュコード（500 m 粒度）

日時 レコメンド時の日時

表 2 国内人口分布統計から取得可能なデータ例．本研究では 500 m

四方ごとに 10 分おきの年齢別，性別の人口統計データを用

いる

Table 2 Example of mobile spatial statistics. The data illus-

trates the demographics in each 500 m mesh every 10

minutes.

メッシュ 日時 15–20 才 男性 … 70–75 才 女性

XX 07/01 08:00 30 人 1 人

XX 07/01 08:10 26 人 0 人

XX 07/01 08:20 22 人 2 人

YY 07/01 08:00 10 人 12 人

YY 07/01 08:10 13 人 11 人

YY 07/01 08:20 21 人 13 人

コメンドモデルはこれらの情報を用いて，レコメンド候補

の楽曲から N個の楽曲をレコメンドする．

3.2 提案モデル

本研究の提案手法は主に以下の工程で実現される．

( 1 ) 学習期間の国内人口分布統計を用いた店舗周辺の地域

性特徴量生成

( 2 ) レコメンド日時付近の国内人口分布統計を用いた店舗

周辺のリアルタイム周辺人口特徴量生成

( 3 ) 地域性特徴量とリアルタイム周辺人口特徴量を入力と

し，各楽曲が歌唱される尤度を推定する深層学習モデ

ルの学習と推論

3.2.1 地域性特徴量生成

店舗メッシュの地域性特徴量生成は，学習期間における

国内人口分布統計をメッシュごとにメッシュベクトルと

して整形し，AutoEncoderを用いることで実現した [11]．

表 2 で示したとおり，空間統計からはある時間帯における

15–20才～70–75才までの 13の年代を性別で分け，計 26

次元の特徴量が得られる．これを 10分ごとに得られるこ

とから，1時間あたり 156次元，1日あたりでは 3,744次元

の特徴量となり，本研究では学習期間を 24日としている

ため，計 89,856次元の特徴量となる．この特徴量は通年

の情報ではないにしても 3週間強の統計情報であることか

ら，直近の状況を表しており，将来数日から数週間のレコ

メンドなどには十分有益と考えられる．この特徴量が類似

しているメッシュは訪問者の傾向が類似していることを意

味し，たとえばオフィス街，学生街，観光地といった地域

性が類似していると推察される．年代別に人口の偏りがあ
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り，絶対数の少ない年代が評価されない場合を防ぐため，

統計値を性年代ごとに最大値を 1，最小値を 0とする正規

化を行いメッシュベクトルとした，正規化の式を式 (1)へ

示す．

Xnorm =
X − Xmin

Xmax − Xmin
(1)

X は正規化前のデータ，XminおよびXminはX における

最小値と最大値，Xnormは正規化後のデータを示す．提案

手法では次元数の発散を防ぐため，約 9万次元のメッシュ

ベクトルをそのまま用いるのではなく，AutoEncoderを

用いて次元圧縮を行い地域性特徴量とした．AutoEncoder

モデルのアーキテクチャを図 1 に示す．AutoEncoderは

メッシュベクトルを入力し，Dense層を経由して最小 32次

元まで圧縮したのち，さらに Dense層を経由してメッシュ

ベクトルと同じ次元数まで拡張して出力する．各 Dense層

は入力値に重みをかけ，バイアスを加算することで N次

元の値を出力し，活性化関数として最終層のみ Sigmoid関

数，その他の層は ReLU関数 [3]を用いて非線形へ変換す

る．出力されたベクトルは入力ベクトルと比較され，交差

エントロピーを用いて損失が算出される．交差エントロ

ピーの式を式 (2)へ示す．

図 1 AutoEncoder モデルの概要．各層の括弧内は次元数を表す．

店舗付近の 24 日間の国内人口分布統計をメッシュベクトルと

して入力し，ボトルネックを経由して 32 次元まで圧縮したの

ち，元々の入力と同次元のベクトルを復元し出力する．モデル

は入力ベクトルと復元されたベクトルの誤差が最小になるよ

う学習する過程で，ボトルネック部でもとの入力情報により低

次元で損失の少ない表現方法を獲得する

Fig. 1 Graphical representation of the AutoEncoder model.

The number of dimensions of each layer is shown in

parentheses. The model takes mobile spatial statistics

of a location as input, and learns better representation

of the information in smaller dimensions through train-

ing.

H(p, q) = −
∑

x

p(x) log q(x) (2)

モデルは損失を最小化するため，Adam最適化 [8]を用い

た誤差逆伝播法 [12]によって各層の重みを更新する．学習

された AutoEncoderモデルはボトルネック部で情報の損

失がなるべく少ない次元圧縮方法を獲得できているため，

本研究ではモデルで 32次元まで圧縮されたベクトルを地

域性特徴量として抽出した．

3.2.2 リアルタイム周辺人口特徴量生成

店舗メッシュのリアルタイム周辺人口特徴量生成は，レ

コメンドを行う際，直近 30分間の店舗周辺の国内人口分

布統計を用いることで実現した．前節で示したとおり，国

内人口分布統計から，10分ごとに 26次元の性年代別人口

情報が得られるので，30分間で計 78次元の情報が得られ

る．この特徴量は店舗周辺に現在どういった性年代の方が

多いかを示しており，入店したユーザの性年代もある程度

相関があると考えられる．前節と同様に，性年代ごとに最

大値を 1，最小値を 0とする正規化を行いリアルタイム周

辺人口特徴量とした．

3.2.3 レコメンドモデル

提案モデルのアーキテクチャを図 2 へ示す．本モデルは

AutoEncoderによって店舗へ事前に付与された地域性特徴

量と，店舗周辺のリアルタイム情報から得られたリアルタ

イム周辺人口特徴量を入力する．これらの特徴量は結合さ

れ，Dense層とDropout層を 5層ずつ経由する．Dense層

は AutoEncoderで用いられたように入力を変換して N次

図 2 レコメンドモデルの概要．Dense 層の括弧内は次元数を表し，

Dropout層の括弧内は dropout率を表す．店舗周辺の地域性

特徴量と，レコメンド時のリアルタイム周辺人口特徴量を入力

して結合し，Dense層と Dropout層を交互に 5層経由したの

ち，レコメンド対象曲それぞれが歌唱される尤度を出力する

Fig. 2 Graphical representation of the proposed model. The

number of dimensions and dropout ratio of each layer

is shown in parentheses. The model inputs local infor-

mation and real time information around karaoke shop

acquired from mobile spatial statistics, and outputs the

likelihood for each song to be played.
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元の値を出力し，活性化関数を用いて非線形変換を行う．

Dropout層は任意の確率で入力値をマスクすることでモデ

ル内に擬似的にサブモデルを形成し，アンサンブルによる

汎化性能向上と類似した効果が上げられる [15]．複数層に

積まれたこれらの層を経由し，Dense層と Softmax活性化

関数によって楽曲ごとの歌唱尤度を出力する．層数や各層

の次元数はハイパーパラメータであり，データやドメイン

の性質によって最適な値は異なるが，本研究では様々な組

合せで実験を行った結果，浅く太い（層数：少，次元数：

多）層構成よりも深く狭い（層数：多，次元数：少）層構

成の方が過学習が起こりづらく汎化性能が高かったことか

ら，提案の構成とした．

学習時，モデルは学習データを入力して推定結果を出力

し，正解データと比較して式 (2)の交差エントロピーを損

失として算出する．モデルの重みは誤差逆伝播法によって

損失を最小化するために更新され，最適化には Adam最適

化を用いる．

4. 性能評価

本章では，オフラインでの提案手法の精度評価結果と得

られた知見について述べる．

4.1 データセット

オフライン評価のため，第一興商が提供する DAMカラ

オケ端末を利用してカラオケ店舗で歌唱された 2018年 7

月の履歴を用いてデータセットを生成した．歌唱履歴の例

を表 3 に示す．

歌唱履歴にはユーザの入店，退店の明示的な情報は含ま

れないため，同端末で 15分以上歌唱されていない場合に

ユーザの入れ替わりが発生したと見なし，セッションを分

割した．今回はコールドスタート問題に対する精度を評価

するため，各セッションの 1曲目に歌唱された楽曲を端末

IDや日時から推定する問題とした．また，カラオケでは

一部の楽曲に人気が偏る傾向があるため，今回は最も歌唱

された 3万曲のみを対象とし，それ以外の楽曲の履歴は除

外した．精度評価にはデータセットのうち最後の 1週間を

用い，それ以前を学習データとして用いた．

4.2 評価モデルとパラメータチューニング

本研究では以下のベースラインと提案手法の精度を評価

表 3 歌唱履歴例

Table 3 Example of singing history.

端末 ID 歌唱楽曲 ID 歌唱開始日時 歌唱終了日時

A001 S001 07/01 18:02:13 07/01 18:06:40

A001 S002 07/01 18:07:03 07/01 18:12:10

A001 S003 07/01 19:40:50 07/01 19:44:40

A001 S004 07/01 19:46:23 07/01 19:51:05

し，比較を行った．

( 1 ) 全国人気ランキング：全国で歌唱された回数による人気

ランキングを作成し，TOP Nをレコメンドするモデル

( 2 ) 都道府県別人気ランキング：都道府県別の人気ランキ

ングを作成し，TOP Nをレコメンドするモデル

( 3 ) 時間別人気ランキング：時間別（0～23時）の人気ラ

ンキングを作成し，TOP Nをレコメンドするモデル

( 4 ) 都道府県×時間別人気ランキング：都道府県別，かつ時
間別の1,128（47都道府県×24時間）グループごとで人気

ランキングを作成し，TOP Nをレコメンドするモデル

( 5 ) 店舗別人気ランキング：各店舗で歌唱された回数によ

る人気ランキングを作成し，TOP Nをレコメンドす

るモデル

( 6 ) 提案手法：国内人口分布統計から得られた地域性特徴

量とリアルタイム周辺人口特徴量をもとに各楽曲の歌

唱尤度を推定し，尤度の高い TOP Nをレコメンドす

る深層学習モデル

( 7 ) 提案手法（地域特徴量のみ）：国内人口分布統計から

得られた地域性特徴量をもとに各楽曲の歌唱尤度を推

定し，尤度の高い TOP Nをレコメンドする深層学習

モデル

( 8 ) 提案手法（リアルタイム特徴量のみ）：国内人口分布

統計から得られたリアルタイム周辺人口特徴量をもと

に各楽曲の歌唱尤度を推定し，尤度の高い TOP Nを

レコメンドする深層学習モデル

4.3 定量結果

本実験では，各モデルの推定結果が評価データの各セッ

ションにおいて最初に歌唱される楽曲をどれだけ当てられ

ているか，Mean Average Precision（MAP）@10を用いて

評価した．数式を以下に示す．

MAP@k =

∑Q
q=1 AP@k(q)

Q
(3)

AP@k(q) =
N∑

k=1

Precision@k · yk∑k
i=1 yi

(4)

yk =

{
1 (kth item is correct)

0 (otherwise)
(5)

Qは全セッションの 1曲目の歌唱履歴，qは 1セッション

の 1曲目の歌唱履歴，kは上位何番目までをレコメンドす

るかを表し，今回は 10とした．評価結果を表 4 に示す．

この結果において，ベースラインどうしの精度を比較す

ると，都道府県別人気ランキングが全国人気ランキングの

精度を上回っていることが分かる．また，時間別人気ラン

キングもわずかではあるが全国人気ランキングを上回る結

果となった．この結果から，全国一律のレコメンド結果を

表示するよりも，レコメンド対象となるユーザの層によっ

てレコメンドを変化させることが有効であると推察され
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表 4 各モデルの精度評価結果．対全国比は全国人気ランキングに対

する比で，最も高い精度は太字で示す

Table 4 Results of Karaoke recommendation task. The best

result is in bold.

Model MAP@10 対全国比

全国人気ランキング 0.0828 −
都道府県別人気ランキング 0.0843 +1.81%

時間別人気ランキング 0.0834 +0.72%

都道府県×時間別人気ランキング 0.0796 −3.86%

店舗別人気ランキング 0.0309 −62.68%

提案手法（地域特徴量のみ） 0.1127 +36.11%

提案手法（リアルタイム特徴量のみ） 0.1034 +24.88%

提案手法（両特徴量併用） 0.1235 +49.15%

る．一方で，都道府県×時間別人気ランキングにおいては
むしろ全国人気ランキングを下回る結果となった．理由と

して，都道府県別，時間別ともに有意なグループであって

も，これらを掛け合わせることでグループ数が膨大になり，

各グループにおける履歴数が減少してしまったためと考え

られる．同様の傾向は店舗別人気ランキングでもみられ，

適切なグループ分けが重要であることが分かる．

提案手法はいずれもすべてのベースラインを大きく上回

る精度を達成し，特に地域特徴量およびリアルタイム特徴

量を併用した場合に，従来手法である全国人気ランキングに

対しては約 1.5倍の精度となった．地域特徴量のみ用いた

場合は約 1.36倍，リアルタイム特徴量のみの場合は約 1.25

倍の精度となったことから，それぞれの特徴量がレコメン

ドに寄与することが分かり，組み合わせた場合に最高精度

を達成したことから，それぞれが異なる特徴を表現してい

ることが分かる．この実験は候補である 3万曲から 10曲

を選択し正解を見つける問題であり，従来手法の 8.28%は

けっして低い精度ではないと考えられる．提案手法がレコ

メンド対象ユーザの明確な情報をいっさい用いず，従来手

法を大きく上回る 12.35%の精度を達成した意義は大きく，

国内人口分布統計は実店舗でのレコメンドにおけるコール

ドスタート問題の解決に十分寄与できることを示している．

国内人口分布統計から得られた地域性特徴量とリアルタイ

ム周辺人口特徴量については定性評価で更に検証する．

4.4 定性評価

前節の定量評価では，国内人口分布統計から得られた店

舗周辺の地域性特徴量とリアルタイム周辺人口特徴量は，

レコメンドにおけるコールドスタート問題の解決に寄与す

ることが分かった．本節では，特に深層学習を用いて得ら

れた地域性特徴量が表現している情報の解釈と，2つの特

徴量の変化にともなうレコメンド内容について評価する．

4.4.1 地域性特徴量の解釈

AutoEncoderによる次元削減で得られた 32次元の地域

性特徴量がどのような地域性を表すか評価するため，いく

つかの住所と，地域性特徴量が類似した住所を比較した．

いくつかの店舗住所と，その店舗メッシュの国内人口分布

統計の特徴，および地域性特徴量が類似した住所を表 5 に

示す．1例目の東京都中央区八重洲は東京駅周辺であり，

国内人口分布統計の特徴からも平日にビジネスで利用さ

れていることが示されている．地域性特徴量は赤坂や新横

浜，広島市中区などと類似しており，オフィス街としての

特徴が地域性特徴量で表現されていることが分かる．2例

目の神奈川県鎌倉市は多くの文化遺産を有し，日本屈指の

観光地として知られており，平日・休日問わず特に 75歳

前後の女性に人気であることが国内人口分布統計から分か

る．地域性特徴量は同じく歴史的建造物で有名な地域と類

似している．3例目の東京都渋谷区は若者に人気であり，

特に週末 15歳前後の男女が多く訪れることが国内人口分

布統計に示されている．新宿や歌舞伎町，西池袋といった

地域と地域性特徴量が類似しており，若者に好まれる地域

の傾向をとらえられていることが分かる．4例目の東京都

新宿区高田馬場には多くの大学が存在し，屈指の学生街と

して知られており，15歳前後の男性・女性が平日に多く滞

在していることが国内人口分布統計からも読み取れる．地

域性特徴量は同じく大学が存在する中野などと類似してお

り，学生街としての地域性特徴量が得られていることが分

かる．これらの結果から，国内人口分布統計から得られた

地域性特徴量は一般にいわれるオフィス街，学生街，観光

地といった情報を表現していることが分かり，地域性を考

慮したレコメンドを行う際にはカラオケに限らず，様々な

業態において非常に有用な情報であると考えられる．たと

えば飲食チェーンでは店舗ごとに地域性に応じて，学生街

ではボリュームのあるメニュー，オフィス街では調理の早

いメニュー，観光地では写真写りの良いメニューの写真を

店頭に掲示することで，より集客につながると推察される．

また，服飾店においても地域性を考慮した商品をより多く

展示するなど，様々な業態において汎用的に活用可能な特

徴量であると考えられる．

4.4.2 2つの特徴量とレコメンド内容の変化

2つ目の定性評価として，地域性特徴量とリアルタイム

周辺人口特徴量の組合せによって，どのようにレコメンド

楽曲が変化するかを評価する．2つの店舗において，リア

ルタイム周辺人口特徴量が変化した場合のレコメンド例を

表 6 に示す．1例目の八重洲は地域性特徴量の定性評価で

も言及されたとおり，平日にビジネスで利用されることが

地域性特徴量に示されている．平日 21時台でもその傾向

がリアルタイム周辺人口特徴量に示されており，レコメン

ド例としては TOKIOの「LOVE YOU ONLY」や B’zの

「ultra soul」といった，40歳前後の男性に好まれる楽曲が

多い．一方で，週末には人口の傾向が変わり，25歳前後の

男性・女性が多くみられる．レコメンド例もそれに応じて

変化し，人気ランキング上位である米津玄師の「Lemon」
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表 5 店舗住所の例と，店舗メッシュの国内人口分布統計の特徴，および地域性特徴量が類似

した住所の例．地域性特徴量が類似した住所は住所間の地域性特徴量のコサイン類似度

が高い住所例で，括弧内はコサイン類似度を示す

Table 5 Example of shop address and features of mobile spatial statistics, and the ad-

dresses that location information are similar. The cosine similarity of location

information are shown in parentheses.

店舗住所 店舗メッシュの国内人口分布統計の特徴 地域性特徴量が類似した住所（類似度）

平日 14 時台に 45 歳前後の男性が多い 東京都 港区赤坂 3 丁目（0.998）

東京都 中央区八重洲 1 丁目 平日 16 時台に 40 歳前後の男性が多い 神奈川県 横浜市港北区新横浜 3 丁目（0.990）

金曜日 15 時台に 50 歳前後の男性が多い 広島県 広島市中区立町 3 丁目（0.968）

平日 11 時～15 時に 75 歳前後の女性が多い 福岡県 久留米市東町（0.999）

神奈川県 鎌倉市小町 1 丁目 金曜日 11 時台に 75 歳前後の女性が多い 奈良県 奈良市東向南町（0.996）

週末 12 時台に 75 歳前後の男性が多い 愛媛県 松山市大街道（0.986）

週末 20 時台に 15 歳前後の女性が多い 東京都 新宿区歌舞伎町 1 丁目（0.999）

東京都 渋谷区宇田川町 週末 19 時台に 15 歳前後の男性が多い 東京都 新宿区新宿 3 丁目（0.999）

金曜日 20 時台に 35 歳前後の女性が多い 東京都 豊島区西池袋 1 丁目（0.999）

金曜日 11 時台に 15 歳前後の女性が多い 東京都 中野区中野 5 丁目（0.998）

東京都 新宿区高田馬場 1 丁目 平日 10 時～12 時に 15 歳前後の男性・女性が多い 千葉県 船橋市本町 4 丁目（0.996）

平日 14 時台に 15 歳前後の女性が多い 広島県 広島市中区三川町（0.986）

表 6 地域性特徴量とリアルタイム周辺人口特徴量の組合せにおけるレコメンド楽曲の例

Table 6 Example of shop address and real time information, and top 5 recommenda-

tion.

店舗住所 時間帯 リアルタイム周辺人口特徴量の傾向 レコメンド例（TOP5）

40 歳前後の男性が多い LOVE YOU ONLY / TOKIO

30 歳前後の男性が多い ultra soul / B’z

平日 21 時台 30 歳前後の女性が多い 小さな恋のうた / MONGOL800

35 歳前後の女性が多い 恋 / 星野源

東京都 中央区八重洲 1 丁目 65 歳前後の女性が少ない さくらんぼ / 大塚愛

20 歳前後の女性が多い Lemon / 米津玄師

25 歳前後の女性が多い 奏（かなで）/ スキマスイッチ

週末 19 時台 25 歳前後の男性が多い 小さな恋のうた / MONGOL800

35 歳前後の女性が多い さよならエレジー / 菅田将暉

65 歳前後の女性が少ない 糸 / 中島みゆき

65 歳前後の女性が多い Lemon / 米津玄師

70 歳前後の女性が多い 北の旅人 / 石原裕次郎

平日 14 時台 70 歳前後の男性が多い 糸 / 中島みゆき

40 歳前後の男性が少ない 母なる海よ / 大月みやこ

神奈川県 鎌倉市小町 1 丁目 35 歳前後の男性が少ない 美唄の風 / 真木柚布子

20 歳前後の女性が多い Lemon / 米津玄師

40 歳前後の女性が多い 信濃の国—長野県歌— / 長野県歌

週末 15 時台 70 歳前後の女性が多い 糸 / 中島みゆき

45 歳前後の男性が多い さよならエレジー / 菅田将暉

20 歳前後の男性が多い 北の旅人 / 石原裕次郎

や，スキマスイッチの「奏（かなで）」などが表示される．

2例目の神奈川県鎌倉市は地域性特徴量の定性評価におい

て，歴史的建造物で有名な地域としての特徴があること

が分かっており，リアルタイム周辺人口特徴量では，平

日 14 時頃には 70 歳前後の男性・女性が多く訪れること

が示されている．この際のレコメンド例としては人気の高

い「Lemon」に加え，石原裕次郎の「北の旅人」や，中島

みゆきの「糸」などの楽曲があがる．対して，週末 15時台

には対照的に観光地として幅広い年代の方が訪れ，レコメ

ンド楽曲でも前述の楽曲に加え，「長野県歌」や菅田将暉

の「さよならエレジー」など，幅広い楽曲が選ばれる．こ

の定性評価から，同じ店舗であっても地域性特徴量とリア

ルタイム周辺人口特徴量の組合せによって予想されるレコ

メンド対象ユーザの人物像は変化し，それに合わせたレコ

メンドが生成されていることが分かる．
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5. まとめと今後の課題

本報告では，実店舗でのレコメンドにおいて特に障害と

なりうるコールドスタート問題に対し，国内人口分布統計

を活用した解決手法を提案した．提案手法では，国内人口

分布統計から得られる店舗周辺の情報を AutoEncoderを

用いて次元圧縮し，地域性特徴量を抽出した．また，レコ

メンドを行う直近の国内人口分布統計からリアルタイム周

辺人口特徴量を生成し，これらの特徴量を用いて入店直後

に歌唱される楽曲を推定する深層学習モデルを構築し，既

存手法である全国一律の人気ランキングに対し約 1.5倍の

精度向上を達成した．また，定性評価を通じ，地域性特徴

量にはオフィス街，学生街，観光地といった情報が表現さ

れていることや，深層学習レコメンドモデルが地域性特徴

量とリアルタイム周辺人口特徴量の組合せによって柔軟に

レコメンド結果を変更し，状況に合ったレコメンドを行っ

ていることが分かった．本手法はその状況において選択さ

れやすい楽曲の推定をもとにレコメンドしており，本シス

テムがない場合でも確率的に選ばれやすい楽曲を表示する

こととなるが，はじめに示したとおり不慣れなユーザの補

助に大きな効果があると考えられ，慣れたユーザにとって

も検索簡略化による UX 向上が期待される．本報告の定

量・定性評価から，国内人口分布統計はカラオケ店舗にお

けるレコメンドを行う際のコールドスタート問題解消に寄

与することが示され，また，その汎用性から業態が異なる

店舗であっても活用可能であると考えられる．

本報告ではオフラインでの検証結果の報告となったが，

今後実際に実店舗でのレコメンドに活用し，有効性をさら

に検証していきたい．
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