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顔画像の属性編集

吉武佑汰1,a) 延原章平1,2 西野恒1

概要：顔画像の属性を編集する手法として，敵対的生成ネットワーク（GAN）を用いたものが多く提案さ
れている．特に近年では，無条件 GANの潜在表現を操作することで編集を行う手法が注目されている．
しかしこの手法は，例えば眼鏡を掛ける編集を行うとそれにつられて年齢が老けてしまうというように，
編集で指示されていない特徴まで変更してしまうことが多い．そこで本研究では，編集対象ではない属性
の変更を防ぐ属性維持損失と，骨格や姿勢の変更を防ぐ骨格損失によって訓練した深層ニューラルネット
ワークを用いて潜在表現を操作する．評価実験では，複数の人物の顔画像に対して様々な属性の編集を行
い，その結果を評価することで本手法の有効性を示す．

1. 序論
顔画像の属性編集とは，性別や髪色といった人間の顔の

属性を編集することをいう．顔画像は身の回りの様々な場
面で活用されており，顔画像を簡単に，かつ自在に編集で
きるようにすることは多くの貢献をもたらす．一例とし
て，デザイナーの支援が挙げられる．ポスター広告等に使
われる顔画像が決定されるまでの過程では，何度も試作が
行われ，その度にモデルの手配や再撮影等の膨大な作業が
生じる．手持ちの画像を自在に編集できるようになれば，
こうした作業が削減され，デザイナーはより創造的な活動
に時間を使えるようになる．
顔画像の属性を編集する既存手法として，敵対的生成

ネットワーク（GAN）を用いたものが多く挙げられる．特
に近年では，単に本物らしい画像を生成するようにだけ訓
練した無条件 GANの潜在表現に変化を加えることで編集
を行う手法が注目されている．潜在表現とは，GANの生
成器に入力するランダムノイズのことである．この手法は
非常に高品質な結果を得られるが，編集で指示されていな
い属性や，顔の骨格，姿勢まで変更させてしまうという問
題がある．この原因は，編集内容に対応する適切な変化を
求めることが難しく，潜在表現に誤った変化が加えられる
ためである．
そこで本研究では，新たに導入する属性維持損失と骨格

損失によって訓練した深層ニューラルネットワークを用い
て潜在表現に加える変化を求める．属性維持損失は編集対
象外の属性が変化した量を表し，ネットワークが編集対象
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図 1 本手法から得られた編集結果と，手法の全体像．本手法では，
画像の潜在表現に変化を加えることで編集を行う．加える変化
は深層ニューラルネットワークである編集器により計算する．
右下の画像は Blond Hairを付与してMouth Slightly Openと
Smiling を排除する，複数属性の編集を行った結果である．

でない属性を変化させることを防ぐ．骨格損失は目や鼻と
いった顔の特徴点の位置が変化した量を表し，ネットワー
クが骨格や姿勢を変化させることを防ぐ．提案する損失を
用い，様々な顔画像と編集内容に対してネットワークを訓
練することで，編集対象の属性だけを変更する正確な編集

1ⓒ 2021 Information Processing Society of Japan

Vol.2021-NL-248 No.25
Vol.2021-CVIM-226 No.25

2021/5/21



情報処理学会研究報告
IPSJ SIG Technical Report

が可能となる．なお本研究においては，各属性に加える編
集内容を属性ベクトルで表現し，これをネットワークへの
入力とする．
評価実験では，訓練したネットワークを用いて顔画像編

集を行い，その結果を定性的，定量的に評価した．定性的
な評価は，複数の人物の顔画像に対して様々な属性を編集
することで行った．定量的な評価は，編集前と編集後の顔
の類似度を指標として行った．加えて，属性維持損失と骨
格損失を用いず訓練した場合と，用いて訓練した場合を比
較することで，これらの損失による編集結果の改善を確認
した．評価実験から，提案手法によって多様な属性を正確
に編集できることが示された．
本研究は，属性ベクトルによって編集内容を指示し，編

集対象の属性のみを編集することを可能とした．特に，複
数の属性を同時に変更する複雑な編集も正確に行うことが
可能となった．これは手軽で自在な顔画像編集の実現につ
ながり，様々な創作活動の支援となることが期待される．

2. 関連研究
近年，画像を生成する強力な手法として，敵対的生成ネッ

トワーク (Generative Adversarial Networks:GAN)[1], [2]

が注目されている．GANは，潜在表現と呼ばれるランダ
ムノイズから画像を生成する生成器と，与えられた画像が
実在する画像であるか，生成器により生成された画像であ
るかを見分ける識別器の二つのニューラルネットワーク
からなる．生成器と識別器を競わせる形で訓練すること
で，本物らしい画像を生成する生成器を得ることができ
る．より自然で高画質な画像を生成するよう改良された手
法 [3], [4], [5]は，本物の画像と区別がつかないほど高品質
な画像を生成できる．しかし，これらの手法は単に画像を
生成するようにだけ訓練された無条件 GANであり，画像
編集等，生成画像の制御を必要とする作業はできない．
条件付敵対的生成ネットワーク (Conditional Generative

Adversarial Networks:CGAN)[6] は，生成器への入力に
条件を追加することで，生成する画像を制御できるよう改
良した手法であり，様々な応用研究が行われている．例と
して，CGANを用いた画像変換の手法 [7], [8]が挙げられ，
これらの手法を用いることで顔画像を編集することが可能
である．しかし，得られる編集結果の品質は無条件 GAN

の生成画像と比較すると劣ったものである．
CGANによる画像変換は用いずに，潜在表現に変化を加
えることで顔画像を編集する手法も提案されている．Shen

らは，男性，女性といった二元的な属性についての境界面
を潜在空間内で求め，境界面に対して垂直に潜在表現を動
かすことで顔画像を編集する手法を提案した [9]．この手
法は，使用する生成器自体が生成画像を制御する必要はな
く，無条件 GANの生成器を用いることで高品質な結果を
得ることができる．しかし，この手法はしばしば編集対象

でない属性まで変化させてしまうという問題がある．本研
究では，対象外の属性を変化させないように訓練した深層
ニューラルネットワークを用いることで，編集による意図
しない属性の変化を抑えることができる．

3. 提案手法
本研究では，顔画像の任意の属性を編集するため，与え

られた属性ベクトルにより画像の潜在表現に変化を加える
深層ニューラルネットワークを導入する．このネットワー
クを，潜在表現を編集するネットワークとして，編集器と
名付ける．編集器の訓練には，編集対象である属性の変更
に対する損失（属性変更損失）に加え，編集対象外である
属性の維持に対する損失（属性維持損失）と骨格や姿勢の
維持に対する損失（骨格損失）を用いる．また，潜在表現
から画像を生成するため，顔画像を生成するように事前訓
練した無条件 GANの生成器を用いる．
手法の全体像を図 1に示す．編集器は，入力された属性

ベクトルから，編集前の画像の潜在表現と編集後の画像の
潜在表現の差分を出力する．差分を加えた潜在表現を生成
器に入力することで，編集後の画像を得る．
本研究では編集対象として，二種類の画像を想定する．

一つ目は生成器によって生成した，実在しない人物の顔画
像（生成画像）である．生成画像は，その画像を得る際に
生成器に入力した潜在表現に変化を加えることで編集す
る．二つ目は実在する人物の顔画像（実画像）である．実
画像は，潜在空間へ投影することで得られた潜在表現に変
化を加えることで編集する．

3.1 顔画像の潜在表現
潜在表現から顔画像を生成するため，無条件 GANの生

成器 G を用いる．GANの生成器 G は潜在表現 z を入力
として，画像 I を生成する．すなわち，

I = G(z) (1)

である．潜在表現 zは，潜在空間と呼ばれる空間内の確率
分布からランダムにサンプリングされたベクトルであり，
生成される顔画像の特徴に関する情報を持つ．入力する潜
在表現 zが変化した場合，生成器 Gが生成する画像 Iも変
化する．そのため，編集対象の画像を出力できる潜在表現
zに適切な変化を加え，生成器 Gに入力することで，意図
した変化が加えられた画像 I′ を得ることができる．
実画像を編集する場合には，編集対象である実画像に最

も近い画像を生成できる潜在表現を推定し，推定した潜在
表現に変化を加えることで編集を行う．この推定は，生成
器 Gの重みを固定し，実画像と生成された画像の間の誤差
が最小になるよう，生成器 Gに入力する潜在表現を最適化
することで行う．

2ⓒ 2021 Information Processing Society of Japan

Vol.2021-NL-248 No.25
Vol.2021-CVIM-226 No.25

2021/5/21



情報処理学会研究報告
IPSJ SIG Technical Report

+

𝒛

𝒂
𝒆

編集後𝐼′

編集前𝐼

潜在表現

属性ベクトル

[0, 1, 0, … ]

残差

編集器𝐸

属性
識別器

属性
識別器

特徴点
検出器

特徴点
検出器

属性変更損失
𝐿change

属性維持損失
𝐿unchange

骨格損失
𝐿bone

生成器

生成器

図 2 編集器の訓練の全体像．訓練中，編集器はランダムにサンプリングされた潜在表現に対
し，ランダムに決定された属性ベクトルで指示される編集を行う．編集前後の画像から，
属性変更損失と属性維持損失，骨格損失を計算して編集器の重みを更新する．

表 1 編集対象とした顔画像の属性の一覧．
5 o’Clock Shadow Chubby Pale Skin

Arched Eyebrows Double Chin Pointy Nose

Attractive Eyeglasses Receding Hairline

Bags Under Eyes Goatee Rosy Cheeks

Bald Gray Hair Sideburns

Bangs Heavy Makeup Smiling

Big Lips High Cheekbones Straight Hair

Big Nose Male Wavy Hair

Black Hair Mouth Slightly Open Wearing Earrings

Blond Hair Mustache Wearing Hat

Blurry Narrow Eyes Wearing Lipstick

Brown Hair No Beard Young

Bushy Eyebrows Oval Face

3.2 編集内容の表現
本研究では，編集内容を指示する入力として，属性ベク
トル aを定義する．属性ベクトル aは髪色や性別を始めと
する顔の属性についての編集内容を表す．属性ベクトルの
各要素は一つの属性に対応しており，{−1, 0, 1}のいずれ
かの値を持つ．この値は，編集によって対応する属性をど
う変化させるかを表す．具体的には，編集によって対応す
る属性を付与する場合は 1，排除する場合は 0，変化させ
ない場合は −1が各要素の値となる．
編集対象とする具体的な属性を表 1に示す．ここで，例

えば Black Hairに編集することと Gray Hairに編集する
ことを同時に指定するような，矛盾した属性ベクトルは入
力として考慮しない．そのため，依存関係にある属性を編
集する際にはその中の一つに対応する要素にのみ 1を，残
りの属性に対応する要素には 0を割り当てる．
依存関係にある属性は，髪色を表す Black Hair，Blond

Hair，Brown Hair，Gray Hair の四種類，前髪のスタイ

ルを表す Bald，Bangs，Receding Hairlineの三種類，髪
質を表す Straight Hair，Wavy Hairの二種類である．加
えて，髭を表す属性も，三種類の髭と 5 o’Clock Shadow

と No Beard の六種類が依存関係にある．三種類の髭と
は Goatee，Mustache，Sideburnsのことで，これらの間
に依存関係はない．そのため，5 o’Clock Shadowまたは
No Beardを編集する場合には残りの五種類に対応する要
素を 0とし，三種類の髭のいずれかを編集する場合には 5

o’Clock ShadowとNo Beardに対応する要素を 0とする．

3.3 潜在表現の操作
入力された属性ベクトルを元に，潜在表現 zに適切な変

化を加えることで編集を行う．潜在表現に加えられる変化
は差分 eとして表現され，編集器 Eによって得る．編集器
Eは全結合層からなるネットワークで，属性ベクトル aと
潜在表現 zが連結されたベクトルを入力として受け取り，
必要な差分 eを出力する．差分 eを加えた潜在表現 z′を生
成器 G に入力することで，編集結果の画像 I′ を得る．つ
まり，操作された潜在表現 z′ は，

z′ = z + e = z + E(z, a) (2)

と表す事ができる．また，編集結果の画像 I′ は，

I′ = G(z′) (3)

と表す事ができる．

3.4 編集器の訓練
編集器を正確な編集ができるように訓練するため，属性

変更損失Lchange，属性維持損失Lunchange，骨格損失Lbone

を導入する．属性変更損失 Lchange により，編集対象の属
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性に変更を加えるよう編集器を訓練する．属性維持損失
Lunchange により，編集器が編集対象外の属性に変化を加
えることを防ぐ．骨格損失 Lbone により，編集器が目や鼻
といった特徴点の位置を変化させることを防ぐ．編集器の
訓練に用いる損失関数 Ltotal はこれらの重み付き和，

Ltotal = λcLchange + λuLunchange + λbLbone (4)

で定義する．λc，λu，λb は各損失の比率を調節するハイ
パーパラメータである．
編集器の訓練の全体像を図 2に示す．生成器，属性識別

器，特徴点検出器には事前に訓練したものを用いる．編集
器の訓練は，潜在空間の確率分布からランダムにサンプリ
ングされた潜在表現 zと，ランダムに決定した属性ベクト
ル aによって行う．編集器は入力を受けて必要な差分 eを
出力し，編集前の潜在表現 zに差分 eを加えて編集後の潜
在表現 z′を求める．そして元の潜在表現 zと，編集後の潜
在表現 z′ を生成器に入力し，編集前と編集後の画像を生成
する．得られた画像からそれぞれの損失を計算し，損失が
小さくなるように編集器の重みを更新する．この時，生成
器，属性識別器，特徴点検出器の重みは更新しない．
自在な編集を行うため，多様な組み合わせの属性ベクト

ル aに対応できるよう，編集器を訓練する必要がある．そ
のため，訓練中には編集する属性の数とその種類をランダ
ムに決定した属性ベクトルを生成する．具体的には，編集
可能な全属性の中から m個の属性をランダムに選び出し，
選び出した属性を付与するか削除するかをランダムに決定
する．付与する属性には 1を，排除する属性には 0を割り
当て，編集対象とならなかった属性には−1を割り当てる．
ここで，一度に編集対象とする属性の数 mが多いと学習が
困難になるため，mはある上限値 mu 以下となるようにす
る．また，3.2節で述べた矛盾した属性ベクトル aを生成
しないようにする必要がある．そのため，m個の属性を選
ぶ際，依存関係にある複数の属性は，その中のただ一つを
編集対象に選び，編集対象となった属性には 1を，残りの
属性には 0を割り当てる．
3.4.1 属性変更損失
編集器が属性ベクトルで指示された属性を変更するた

め，属性変更損失 Lchange を導入する．ここで，編集器が
加えた変更を評価するため，顔画像に含まれる属性を識別
する属性識別器 f を導入する．属性識別器 f は顔画像を入
力として受け取り，N 個の属性に関する識別結果 p ∈ RN

を出力する．すなわち，

p = (p1, p2, . . . , pN) = f (I) (5)

である．pi は i番目の要素に相当する属性が入力した顔画
像に含まれる確率を表す．
編集対象である属性の集合を T，編集後の画像におけ
る属性 i の識別結果を p′i とする．この時，属性変更損失

Lchangeは識別結果 p′i と属性ベクトル ai ∈ {0, 1}の交差エ
ントロピー誤差を全ての属性 i ∈ Tについて平均した，

Lchange =
1
m ∑

i∈T

{
µiai log p′i + νi(1 − ai) log(1 − p′i)

}
(6)

で定義する．m は編集対象である属性の総数を表す．ま
た，µi と νi は属性ごとの属性変更損失 Lchangeの比率を表
すパラメータである．
属性変更損失 Lchange のパラメータ µi, νi を全ての属性
で同じ値に設定して訓練した場合，一部の属性は加えられ
る変更が小さく，編集内容が結果に反映されない．そのた
め，属性 iの付与が反映されない場合には µi を，排除が反
映されない場合には νi を大きく設定する．µi, νi が大きい
属性 iを編集できなかった場合，そうでない属性と比較し
て属性変更損失 Lchange が大きくなるため，編集器は属性
iを優先して編集できるように学習する．
3.4.2 属性維持損失
編集器が属性ベクトルで指示されていない属性を変更す

ることを防ぐため，属性維持損失 Lunchange を導入する．
編集前の画像における属性 iの識別結果を pi とする．この
時，属性維持損失 Lunchange は識別結果の絶対差分を全て
の属性 i /∈ Tについて平均した，

Lunchange =
1

M − m ∑
i/∈T

|p′i − pi| (7)

で定義する．Mは識別可能な属性の総数を表す．
3.4.3 骨格損失
編集の前後で顔の骨格や姿勢が変化することを防ぐた
め，骨格損失 Lbone を導入する．骨格損失 Lbone は特徴点
検出器 hを用いて計算する．特徴点検出器 hは顔画像を入
力とし，目頭や鼻先等の顔にある K個の特徴点について，
その位置を表すヒートマップ Hk を出力する．すなわち，

(H1, H2, . . . , HK) = h(I) (8)

である．ヒートマップ Hk は二次元行列であり，k番目の
特徴点の存在確率が高い場所ほど大きな値となる．
編集前の画像に対する k番目の特徴点のヒートマップを

Hk，編集後の画像に対する k 番目の特徴点のヒートマッ
プを H ′

k とする．この時，骨格損失 Lbone はこれらのヒー
トマップ Hk, H ′

k の平均二乗誤差を全ての特徴点について
平均した，

Lbone =
1
K

K

∑
k=0

MSE(H ′
k, Hk) (9)

で定義する．MSEは平均二乗誤差を計算する関数であり，
二つの二次元行列 x, yの MSE(x = (xij), y = (yij))は，

MSE(x, y) =
1

MN

M

∑
m=0

N

∑
n=0

(xmn − ymn)
2 (10)

である．
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4. 評価実験
提案した手法を用いて実際に顔画像編集を行い，得られ

た結果を定性的，定量的に評価した．定性的な評価は，複
数の画像に対して様々な属性を編集し，編集前の画像と比
較をすることで行った．定量的な評価は，編集を通して必
要な特徴が保持されているどうかを確認するため，顔の類
似度を指標として行った．また，属性維持損失と骨格損失
を用いず訓練した場合と，用いて訓練した場合を比較する
ことで，手法の妥当性を評価した．本実験では生成画像と
実画像を編集対象とした．

4.1 実験条件
本実験で用いた生成器，属性識別器，特徴点検出器，編

集器の詳細とそれぞれの学習条件は次の通りである．
4.1.1 モデルの詳細
生成器には，Karrasらによって提案された StyleGAN2[5]

を用いた．StyleGAN2では，多次元標準正規分布から無作
為にサンプリングされたベクトルを，Mapping Network

に入力することで得られたベクトルを潜在表現としている．
そのため，Mapping Networkを通して得られた潜在表現
に変化を加えることで編集を行った．本実験では，70, 000

枚の人間の顔画像で構成されたデータセット，Flickr-Faces-

HQ[4]により訓練したモデルを使用した．ここで，実画像
の潜在表現は StyleGAN2の論文中に示された手法を用い
て推定した．
属性識別器には，Heらによって提案された ResNet[10]

を用いた．本実験では，顔画像に含まれる 40種類の属性
を識別できるように ResNet50を訓練した．属性識別器の
訓練の詳細は 4.1.2節で説明する．
特徴点検出器には，Bulat らによって提案された Face

Alignment Network (FAN)[11]を用いた．FANは顔画像
を入力として受け取り，68ヶ所の特徴点の位置をヒート
マップとして出力する．骨格損失の計算には，推定された
68ヶ所の特徴点の内，左右の目頭，鼻先，前歯，顎の 5ヶ
所に対応するヒートマップを用いた．本実験では，顔画像
に 68ヶ所の特徴点の位置がラベル付けされたデータセッ
ト，300W-LP[12]により訓練したモデルを使用した．
4.1.2 属性識別器の学習条件
属性識別器の訓練は顔画像のデータセット，CelebA[13]

を用いて次の条件で行った．CelebAは 202,599枚の顔画
像からなるデータセットであり，各顔画像には 40個の属
性ラベルが付与されている．属性ラベルはそれぞれ顔の属
性に対応しており，画像が対応する属性を含む場合には 1

が，含まない場合には 0が割り当てられる．
学習は CelebAの 162,770枚の訓練用データに眼鏡に関
するデータ拡張を加えた 315,019枚の画像を用い，バッチ
サイズは 256で 30エポック行った．損失関数には，正解

表 2 属性変更損失のパラメータ µi , νi．
属性 µi νi

Bags Under Eyes 1.5 1.5

Big Lips 1.5 1.5

Big Nose 1.5 1.5

Eyeglasses 25 5

High Cheekbones 1.5 1.5

属性 µi νi

Male 1.5 1.5

Narrow Eyes 1.5 1.5

Oval Face 2 2

Pointy Nose 1.5 1.5

Young 2 2

ラベルと出力結果の交差エントロピー誤差を用い，学習の
際にはランダムな水平反転を行った．最適化は確率的勾配
降下法によって行い，学習率は 0.1に設定した．編集器の
訓練には，各エポックで得られた重みの中で検証用データ
に対して最も良い性能を出したものを使用した．
眼鏡に関するデータ拡張は，訓練用データの中で眼鏡を

かけていない画像に対してAttGAN[8]で Eyeglassesを付
与する編集を行い，編集後の画像も訓練データに含めるこ
とで行った．編集に用いたAttGANは，同じく CelebAで
訓練したモデルである．
4.1.3 編集器の詳細と学習条件
編集器は，Shortcut Connectionを持つ 8層の全結合層

で構成されたネットワークであり，活性化関数には Leaky

ReLU が用いられている．Leaky ReLU のハイパーパラ
メータを 0.2 とした．ネットワークの入力層と隠れ層は
552次元であり，潜在表現と属性ベクトルを連結したベク
トルを入力として受け取る．また出力層は 512 次元であ
り，潜在表現に加えるべき差分を出力する．
本実験では，属性識別器が識別できる 40種類の属性か

ら，Wearing NecklaceとWearing Necktieを除いた，38

種類の属性を編集対象として編集器の訓練を行った．これ
らの属性を除いた理由は，StyleGAN2の生成画像には首
回りの領域が含まれないためである．
編集器の訓練はバッチサイズを 32として 80,000回行っ

た．重みの最適化にはAdam Optimizerを用い，学習率は
0.0001に，その他のパラメータは β1 = 0.9, β2 = 0.999に設
定した．一度に編集対象とする属性の上限数muは3とした．
各損失のハイパーパラメータは λc = 1, λu = 20, λb = 1000

とした．表 2に，属性変更損失 Lchangeのパラメータ µi, νi

を 1以外に設定した属性を示す．

4.2 評価指標
本実験では人物同一度 EID を導入し，編集を通して顔の
特徴が維持されていることを評価した．人物同一度 EID は
顔認証器 gにより計算され，編集前と編集後における顔の
類似度を示す．人物同一度 EID は，編集前の画像 I と編集
後の画像 I′ を顔認証器 gへ入力することで得られた特徴
ベクトル c, c′ のコサイン類似度，

EID = cos(c′, c) = cos(g(I′), g(I)) (11)

で定義する．cos は 2 つのベクトルのコサイン類似度
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編集前 投影後 Eyeglasses Bangs 複数属性１ 複数属性２

生
成
画
像

実
画
像

Mouth Slightly Open

図 3 提案手法を用いて生成画像及び実画像を編集した結果．左端の各画像に対し，上に記載し
た属性を編集した．2列目の投影後とは，実画像を潜在空間に投影して得た，潜在表現か
ら生成した画像である．複数属性 1は Black HairとWavy Hairを付与する，複数属性 2

は Blond Hair とWearing Earrings を付与して Mouth Slightly Open を排除する編集を
した結果である．多くの編集結果において，対象の属性のみが変化している．

を計算する関数であり，N 次元ベクトルについての
cos(x = (xij), y = (yij))は，

cos(x, y) = ∑N
n=0 xiyi√

∑N
n=0 x2

i

√
∑N

n=0 y2
i

(12)

である．人物同一度 EID が高いほど，編集前後の顔が類似
していることを示す．本実験では，顔認証器 g に大規模
な顔画像のデータセット，VGGFace2[14]により訓練した
FaceNet[15]を用いた．
編集前後における編集対象とした属性の識別結果の差分

p′ − pによっても評価を行う．差分 p′ − pは編集器が編集
すべき属性に加えた変更の大きさを表す．p は編集前の，
p′ は編集後の画像に対する識別結果であり，編集器の訓練
に用いた属性識別器により計算する．

4.3 編集結果の評価
生成画像と実画像の二種類を編集対象として，編集性能

の評価を行う．編集対象とした実画像は，顔画像データ

表 3 各指標の計算結果．両指標とも，必ずしも値が高いほど良い結
果であることを示す訳ではない．提案手法で生成画像または実
画像を編集した場合（提案手法），属性維持損失か骨格損失の
片方を用いずに訓練した編集器で生成画像を編集した場合（属
性維持損失なし，骨格損失なし）に対して各指標を計算した．

EID p′ − p

提案手法（生成画像） 0.789 0.493

提案手法（実画像） 0.510 0.414

属性維持損失なし 0.140 0.967

骨格損失なし 0.739 0.551

セット，CelebA-HQ[3]から取り出したものである．表 3

の上段に，生成画像と実画像を編集対象として，提案手法
を用いて編集を行った場合の評価指標を示す．また表 3の
下段に，生成画像を編集対象として，属性維持損失または
骨格損失の片方を除いて訓練した場合の評価指標の算出結
果を示す．ここで，表 3の値は，1, 000枚の画像に対し，全
ての属性をそれぞれ単体で付与する編集をした場合につい
て，各指標を計算して平均したものである．この 1, 000枚
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編集前 Bags Under Eyes Pointy Nose Young

調
整
あ
り

調
整
な
し

Chubby Double Chin編集前

編集前 調整なし，DAなし 調整あり，DAなし 提案手法

図 4 編集によって加えられる変化が弱い属性の例．また，対応する
属性変更損失のパラメータ調整を行わなかった場合（調整なし）
と，行った場合（調整あり）の比較を示す．

の画像は，編集で変更を加える属性 iの識別結果 pi が 0.1

以下となるようにした．図 3に，提案手法を用いて編集を
行った結果を示す．
表 3の人物一致度と図 3から，提案手法が元の顔の特徴
を維持しながら，対称の属性のみに変更を加えていること
が分かる．特に，複数の属性を同時に指定する，複雑な編
集も行えていることが分かる．
4.3.1 画像の種類と編集性能の関係
実画像は生成画像と比較して，編集結果が元画像から変

化しない場合や，誤った変更が加えられる場合が多かった．
表 3から，実画像を編集した場合の方が人物同一度と識別
結果の差分が小さく，定量的に良い結果が得られていない
ことが分かる．また，図 3の 5行目で Eyeglassesの編集
に失敗しているように，定性的にも実画像に対する編集性
能は低いことが分かる．
実画像の方が編集に失敗しやすい原因として，実画像を

投影して得られた潜在表現の分布と，生成画像の潜在表現
の分布が異なることが考えられる．実画像の潜在表現はノ
ルムが 70前後で，要素の最大値が 5前後，最小値が−5前
後であった．一方で，生成画像の潜在表現はノルムが 15

前後で，要素の最大値が 3前後，最小値が −1前後であっ
た．細かい値は重みによって異なるが，実画像は生成画像
と比較して，潜在表現のノルムが 3～5倍大きな値となっ
た．編集器の訓練には生成画像の潜在表現だけを用いるた
め，分布の異なる実画像の潜在表現に対応することが難し
く，これが編集性能に差が生じる原因であると考えられる．
4.3.2 属性と編集性能の関係
属性によっても編集結果の品質には差があり，編集に

よって加えられる変更が小さいため，良い結果が得られな
い属性があった．これらの属性は，対応する属性変更損失
のパラメータを調節することで，結果を改善することがで
きる．図 4に，変更が小さい属性について，パラメータを
調節行った場合と行っていない場合の編集結果の比較を示
す．図 4から，パラメータを調節することでよりはっきり
した編集が可能になることが分かる．
また，編集によって誤った変更が加えられる属性もあっ

編集前 Bags Under Eyes Pointy Nose Young

調
整
あ
り

調
整
な
し

Chubby Double Chin編集前

編集前 調整なし，DAなし 調整あり，DAなし 提案手法

図 5 編集によって誤った変化が加えられる属性の例．Chubby と
Double Chin の編集結果が同じになっていることが分かる．

編集前 Bags Under Eyes Pointy Nose Young

調
整
あ
り

調
整
な
し

Chubby Double Chin編集前

編集前 調整なし，DAなし 調整あり，DAなし 提案手法

図 6 編集によって誤った変化が加えられる，Eyeglasses の編集結
果．対応する属性変更損失のパラメータ調整と眼鏡に関する
データ拡張を行わなかった場合（調整なし，DA なし）とパラ
メータ調整のみを行った場合（調整あり，DA なし），両方を
行った場合（提案手法）の比較を示す．

た．この原因として，属性識別器が属性が持つ本来の特徴
ではない，誤った特徴を元に識別を行っていることが考え
られる．編集器は，属性識別器によって計算する損失から
学習するため，編集結果には属性識別器が捉えた特徴が反
映される．例えば図 5において，Chubbyと Double Chin

は編集結果に差が見られず，Double Chinの結果には二重
顎がはっきりと現れていない．これは，ChubbyとDouble

Chinの属性ラベルは同時に存在することが多く，属性識
別器がこれらの属性が持つ特徴を同一のものとして認識し
たためだと考えられる．
誤った変更が加えられる別の原因として，属性によって

識別難易度に差があることが考えられる．例えば，眼鏡や
帽子といった離散的で変化する領域の広い属性は，有無を
識別が容易である．そのため，属性識別器はこれらの属性
の特徴を細部まで捉えておらず，編集器が適切な変化を求
めることが困難になると考えられる．実際に，図 6におい
て属性変更損失のパラメータの調整や，眼鏡に関するデー
タ拡張をすることなく訓練した場合，Eyeglassesの編集結
果は目の周辺が変色しているだけある．図 6に示すように，
パラメータ調整に加え，属性識別器の訓練データにデータ
拡張を行うことで Eyeglassesの編集結果を改善すること
ができる．改善の理由は，データ拡張によって属性識別器
が眼鏡の特徴を正確に捉えるようになったためであると考
えられる．
4.3.3 各損失と編集性能の関係
図 7に，属性維持損失または骨格損失の片方を除いて訓

練した場合と，提案手法との編集結果の比較を示す．表 3

の人物同一度から，提案手法が最も編集前の顔の特徴を維
持しながら編集を行えていることが分かる．属性識別器の
識別結果は，提案した手法が最も悪い結果となっているが，
これは編集器が元の顔の特徴が崩れるほど強い変化を加え
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編集前 Arched Eyebrows Gray Hair Heavy Makeup
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図 7 属性維持損失を用いずに訓練した場合（属性維持損失なし）と
骨格損失を用いなかった場合（骨格損失なし），両方を用いた
場合（提案手法）の比較を示す．

ているためである．図 7に示す結果から，定性的には提案
した手法が最も良く編集を行えていることが分かる．属性
維持損失を取り除いた場合，編集結果の顔画像は編集前の
特徴をほとんど維持できていない．骨格損失を除いた場合
も，目や口といった顔のパーツの位置関係や，顔の姿勢が
編集を通して変化している．

5. 結論
本研究では顔画像編集において，編集対象の属性のみ変

化させ，関係のない特徴は編集前の状態を維持する正確な
編集を実現する手法を提案した．正確な編集のため，本手
法では属性維持損失と骨格損失を新たに導入し，編集器の
訓練を行った．訓練した編集器を用い，複数枚の生成画像
と実画像を編集対象として評価実験を行った．この実験に
より，属性維持損失を用いることで，編集器が編集対象外
の属性を変化させることを防げることが示された．また，
骨格損失を用いることで，編集器が顔の骨格や姿勢を変化
させることを防げることが示された．
解決すべき今後の課題として，編集により誤った変化が

加えられる属性を無くすことが挙げられる．正確な編集を
行うためには，属性の特徴を正しく捉えるよう，属性識別
器を改善する必要があると考えられる．また，別の課題と
して，実画像に対する編集性能を向上させることが挙げら
れる．実画像を編集することは生成画像を編集する以上に
実用性が高い．しかし，現状の編集機では，実画像を編集
すると誤った変更を加えてしまう場合や，変更を加えるこ
とができない場合があった．そのため，生成画像の潜在表
現と実画像の潜在表現で編集結果の質に差が生まれる原因
を解明し，解決する必要がある．
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