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概要：近年，Wi-Fi 受信信号情報を用いた携帯端末の屋内位置推定手法に関する研究が盛んに行われてい

る．最も一般的な屋内位置推定手法はWi-Fi フィンガープリンティングと呼ばれており，環境内の各地点

で長時間静止してWi-Fi 受信信号を取得することで，各地点における固有のWi-Fi 受信信号情報を格納し

たラジオマップを作成する．そして，未知の地点で取得されたWi-Fi 受信信号情報とラジオマップ内の各

地点のWi-Fi 受信信号情報を比較することで位置を推定する．しかし，歩行中のある時点で取得されたノ

イズや欠損が多く含まれるWi-Fi 受信信号を位置推定に用いると位置推定精度が大きく低下してしまう問

題がある．そこで，本研究では，ニューラルネットワークを用いて歩行中に取得されたWi-Fi 受信信号の

ノイズ除去と欠損値補間を行うことで，Wi-Fi フィンガープリンティングを用いた頑健な屋内位置推定を

行う手法を提案する．ノイズ除去と欠損値補間を行うニューラルネットワークモデルは，対象とは異なる

環境で事前に学習したものを用いるため，対象とする環境の学習データを取得する必要がない．評価実験

では，3 つの環境で観測されたデータを用いて提案手法の有効性を確認した．　

1. はじめに

　近年，ネットワークアクセスを提供するWi-Fi アク

セスポイントは一般家庭，駅，ショッピングモールなど，

多くの施設に普及している．また，スマートフォンなどの

Wi-Fi信号による無線通信が可能な端末も急速に普及して

おり，どこでも容易にWi-Fiの無線通信サービスを利用で

きる環境になりつつある．それに伴い，Wi-Fi受信信号情

報を用いた屋内位置推定サービスに関する研究が数多く行

われており，ショッピングモールや博物館などの屋内施設

でのナビゲーションや，子供，高齢者の居場所を管理する

見守りサービスなど，様々なアプリケーションへの応用が

期待されている [3], [9]．これらのアプリケーションの実現

には，数メートル以内の位置推定精度が必要となり，屋内

位置推定に関する研究の多くは，位置推定精度の向上が課

題となっている．

Wi-Fi受信信号情報を用いた屋内位置推定の手法の 1つ

に，Wi-Fiフィンガープリンティング [13], [14], [23], [24]

がある．Wi-Fi フィンガープリンティングはオフライン

フェーズとオンラインフェーズの 2 段階で行われる．オ

フラインフェーズでは，位置推定を行う環境において，あ

らかじめ様々な場所でWi-Fi受信信号情報（信号強度や

Wi-Fiアクセスポイントの SSIDなど）を観測して記録し，
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その環境のラジオマップを作成する．オンラインフェーズ

では，環境内の未知の場所でWi-Fi信号を観測し，観測さ

れた信号情報とあらかじめ作成しておいたラジオマップの

信号情報を照合し，Wi-Fi信号を受信した位置を推定する．

この手法はWi-Fi信号の伝播の特徴を確率分布や分類きを

用いて容易にモデル化することができ，比較的精度が高い

ことから多くの既存研究で用いられている．しかし，この

手法を用いるにあたって問題となるのがWi-Fi信号の不安

定性である．

Wi-Fi信号はマルチパスやフェージングによる観測デー

タの欠損や，その他の無線信号による干渉など，環境による

影響を受けやすく，このノイズが位置推定の精度に大きな

影響を与える．そこで，位置推定の精度を改善するために

様々な手法が提案されてきた．多くの既存研究では，各地

点に長時間静止してデータを収集し，収集したデータの平

均値をとることによってノイズを除去している [13], [14]．

しかし，ナビゲーションのようなアプリケーションへの応

用を考えた場合，1つの場所に長時間静止している状況で

はなく，歩行しながらの位置推定が必要となる．歩行中の

ある時点でのみ観測されたデータを用いて位置推定を行う

際，1つの地点で長時間静止して収集したデータのみで学

習されたラジオマップを用いると，精度の低下につながる．

そこで，本研究では歩行中に取得したWi-Fi信号情報を

用いて，その場所に長時間静止して収集された平均化デー
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タと同様のデータを推定する．これにより，長時間同じ場

所に静止して収集したデータの平均値で作成されたラジ

オマップをそのまま歩行時のデータの推定に利用できる．

提案手法では，歩行中のノイズや欠損を多く含んだWi-Fi

データから，それらを含まない潜在的な特徴を学習するこ

とで，ノイズの除去および欠損値の補間を行う．

多くの既存研究では，Wi-Fi受信信号強度の欠損値を最

低値（-100dBm）で補間している [2]．この手法では各観測

地点における信号強度ベクトルのサイズを保持することは

できるが，位置推定時の情報としては役に立たない．しか

し，環境内のWi-Fiアクセスポイント数が少ない状況では

1つの値が位置推定の精度に大きな影響を与えることがあ

る．そこで，本研究では取得したWi-Fi信号のノイズ除去

と同時に欠損値を推定し，補間を行う．ノイズ除去と欠損

値補間を実現するために，本研究では以下の 2つの仮説に

基づいて手法設計を行う．

• 位置推定を行う時刻 tにおいて，あるWi-Fiアクセス

ポイントからの受信信号強度は，同じアクセスポイン

トからの時刻 t以前の受信信号強度の推移の傾向に大

きく関係があると考えられる．例えば，同じアクセス

ポイントからの受信信号強度が減少傾向にあれば，時

刻 tの信号強度は時刻 t以前から減少するはずである．

このように，以前の観測の結果は信号強度推定の手掛

かりになる．

• 異なる場所に位置するWi-Fi アクセスポイントから

のWi-FI受信信号強度には相関関係が存在する．例え

ば，近い位置に設置されている 2つのアクセスポイン

トからのWi-Fi受信信号強度は同じような変化の傾向

が見られるはずである．よって，アクセスポイント間

のWi-Fi信号情報の相関関係から欠損値を補間し，大

きなノイズを除去することが可能である．

提案手法では，上記の仮説をもとに教師あり学習のアプ

ローチを用いて，歩行中に得られたWi-Fi信号強度のノイ

ズ除去と欠損値補間を行い，得られたデータを用いて位置

推定を行う．また，トレーニングデータとテストデータを

それぞれ異なる環境で取得して実験を行うことで，環境に

依存しないノイズ除去システムを目指す．これによって，

新しい環境ではラジオマップを作成するだけで頑健な位置

推定が可能となる．

本稿の構成は以下の通りである．まず，2節ではWi-Fi

受信信号情報を用いた屋内位置推定や，データのノイズ除

去などに関する関連研究を紹介する．3節では，歩行中に

取得したWi-Fi受信信号情報のノイズ除去と欠損値補間や

位置推定を行う提案手法について詳しく説明する．4節で

は，提案手法の検証実験を行い，その結果について報告す

る．最後に，5節で本研究のまとめを行う．

2. 関連研究

Wi-FiアクセスポイントやスマートフォンなどのWi-Fi

信号を受信可能なデバイスの普及により，Wi-Fi受信信号

情報を用いた屋内位置推定に関する多くの研究が行なわれ

ている．特にWi-Fi信号のノイズに対する不安定性が位置

推定精度を低下させる問題となっており，多くの研究の課

題となっている．本研究でも，Wi-Fi信号のノイズを除去

することで頑健な屋内位置推定を目指すため，Wi-Fi受信

信号情報を用いた屋内位置推定やWi-Fi受信信号情報のノ

イズ除去に関する既存研究を紹介する．

2.1 Wi-Fi受信信号情報を用いた屋内位置推定

Wi-Fi受信信号情報を用いた屋内位置推定の手法として

はレンジベース方式 [8], [21]とレンジフリー方式 [12]があ

る．レンジベース方式では，位置の分かっているWi-Fiア

クセスポイントから受信したWi-Fi信号の到来時刻，到来

時間差，受信信号強度からアクセスポイントと信号受信地

点との距離を計算する．これを三箇所以上のアクセスポイ

ントについて行うことによって，三角測量で位置を推定す

るという手法である．この方式では，取得した情報をその

まま計算に用いて位置推定を行うため，容易に実装するこ

とができる．しかし，ノイズやデバイス変化に対して信号

の伝播は非常に不安定であるために，位置推定精度も不安

定である．また，三辺測量を行うためには位置の分かって

いるWi-Fiアクセスポイントを配置する必要があるため，

追加のデバイスが必要となることも多い．一方，レンジ

フリー方式ではWi-Fi信号の信号強度のみを用いるため，

Wi-Fiアクセスポイントの位置情報は必要としない上，レ

ンジベース方式による位置推定よりも一般的に精度が高い

と言われている [2]．

レンジフリー方式で一般的に用いられている手法にRSSI

フィンガープリンティング [13], [14], [23], [24] がある．

RSSIフィンガープリンティングは，オフラインフェーズと

オンラインフェーズの 2段階に分けて行われる．オフライ

ンフェーズでは，位置推定を行いたい環境において，Wi-Fi

受信信号情報（受信信号強度（RSSI）やWi-Fiアクセス

ポイントの SSIDなど）を測定し，各座標における固有の

Wi-Fi受信信号情報（フィンガープリント）として記録す

る．これを様々な場所で行うことで，その環境のWi-Fi信

号の伝播情報を捉えたラジオマップを作成する．オンライ

ンフェーズでは，未知の場所で観測された信号情報と，あ

らかじめオフラインフェーズで作成しておいたラジオマッ

プにおける信号情報を照合し，最適な位置を推定する．本

研究でもWi-Fiフィンガープリンティングを用いた屋内位

置推定を行う．
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2.2 ノイズ除去手法

本研究では歩行中に取得したWi-Fi受信信号のノイズ除

去と欠損値補間を行う．本節では，Wi-Fi受信信号を用い

た屋内位置推定の既存手法でも用いられているノイズ除去

手法を紹介する．

2.2.1 Denoising Autoencoder（dA）

Autoencoderとは，入力データそのものを教師データと

して教師あり学習を行う３層の Neural Networkのことで

ある．Autoencoderを用いて，データの次元を圧縮してか

ら出力と入力を近づけるように復元することで，頑健な

データの特徴抽出を行う．Denoising Autoencoder（dA）

[18]では，入力にノイズを付与し，出力を計算する．そし

て，誤差関数にノイズを付与する前の入力を用いること

で，オリジナルデータを復元するように学習を行う．これ

によって，Autoencoderよりも頑健な特徴抽出が可能とな

り，未知のデータに対する汎化性能を高めることができる．

2.2.2 Stacked Denoising Autoencoder（SdA）

Stacked Denoising Autoencoder（SdA）[19], [22]は，De-

noising Autoencoderを層ごとに学習し，多層に積み重ね

て構築した Deep Neural Networkの一つである．学習は

Pre-trainingと呼ばれる教師なし学習と Fine-tuningと呼

ばれる教師あり学習の 2段階で行う．まず，SdAの各 dA

の層の入力に近い dAから，中間層の出力を次の dAの入

力として用いて Pre-trainingを行う．そして，全体を一つ

の dAとみなして Fine-tuningを行う．SdAは深い層ほど

より抽象的な表現を獲得すると考えられているが，層数が

増えるほど学習にかかる時間も増えるので，最適なパラ

メータを決定することが重要となる．

Abbasら [2]は，Wi-Fi受信信号強度のノイズに頑健な

特徴抽出を行うために，Wi-Fi信号のノイズが発生しやす

い次の二つの状況を想定，ノイズを付与した SdAによる

特徴抽出を行っている．

• マルチパスやフェージングによる，あるWi-Fiアクセ

スポイントからのデータの欠損を表現するために，一

定の確率である要素が 0になるようなバイナリベクト

ルを入力データに掛け合わせる．

• デバイスによって搭載されているWi-Fi受信チップが

異なることによるWi-Fi受信信号強度の変化を表現す

るために，ガウシアンノイズを加える．

このように，実際に起こりうるノイズを人工的に作り出し

て，そのノイズを除去するような特徴抽出を学習させるこ

とで，実際のテストデータでノイズが発生しても精度が低

下しない頑健な特徴抽出を行っている．本研究では，頑健

な屋内位置推定を行うために，取得した RSSIからノイズ

を除去するような機械学習を行う．

図 1: 提案手法の概要

3. 提案手法

3.1 提案手法の概要

提案手法の概要を図 1に示す．本研究では，データの収

集から位置推定までをオフラインフェーズとオンライン

フェーズの二段階で行う．オフラインフェーズではラジオ

マップの作成とWiFi受信信号情報信号のノイズ除去と欠

損値補間のための Neural Network モデルの学習を行う．

オンラインフェーズでは位置推定を行う環境内で歩行しな

がらWi-Fi受信信号情報を収集し，オフラインフェーズ

で学習したモデルを用いてノイズ除去と欠損値補間を行っ

たデータを推定する．そして，推定したデータとラジオ

マップから位置推定を行う．オフラインフェーズのNeural

NetworkモデルではWi-Fi信号時間する二つのアイデアを

用いた設計をおこなうため，この二つのアイデアが実際に

利用できるかを事前に検証する．

3.2 事前検証

提案手法のモデルでは，Wi-Fi受信信号情報に関する２

つの特徴から欠損値補間とノイズ除去を行う．その特徴が

実際に利用できるかどうか，事前検証を行った．図 2に，

歩行中に連続的に RSSIを取得しWi-Fiアクセスポイント

ごとに RSSIの時系列データを可視化したものを示す．図

2では，RSSIの変化の傾向をわかりやすくするために近

似曲線を表示した．また，RSSIの欠損値は RSSIの最低値

（-100dBm）で補間した．

3.2.1 時間的連続性の検証

歩行中に連続で取得された同じWi-Fiアクセスポイント

からの RSSIは，同じアクセスポイントから受信した RSSI

の変化の傾向に基づいて変化するはずである．例えば，ア

クセスポイントから遠ざかるように移動すると RSSIは減

少し，アクセスポイントに近づくように移動すると RSSI

は増加する．図 2より，RSSIは変化の傾向を持っている

ことがわかる．したがって，提案手法では，RSSIのノイズ
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図 2: 4つの APから連続で観測された RSSI

除去と欠損値補間に，同じアクセスポイントからの RSSI

時系列データの変化の傾向を利用する．

3.2.2 AP間のRSSI変化の相関関係の検証

異なる場所に位置するWi-FIアクセスポイントからの

RSSIには相関関係が存在する．例えば，近くに設置され

ている２つのアクセスポイントからの RSSIには同じよう

な変化の傾向が見られるはずである．図 2より，アクセス

ポイント 3とアクセスポイント 4の RSSIは同じような変

化の傾向を持っていることが見て取れる．したがって，提

案手法では，異なるアクセスポイントの RSSIの相関を求

め，相関の高いアクセスポイントの RSSIを利用したノイ

ズ除去と欠損値補間を行う．

3.3 オフラインフェーズ

3.3.1 ラジオマップの作成

位置推定を行いたい環境のWi-Fi信号の伝播の特徴を捉

えるために，各地点におけるWi-Fi信号の特徴を記録した

ラジオマップを作成する．本研究では，Wi-Fi受信信号情

報としてWi-Fi受信信号強度（RSSI）とWi-Fiアクセス

ポイントの BSSIDを用いる．ラジオマップを作成するた

めに，環境内の均等な地点で約 1分間静止し，一定のサン

プリングレートでWi-Fi受信信号情報を記録する．Wi-Fi

信号のノイズや欠損に対処するため，同じ地点で長時間静

止して取得した多数のデータを正規分布としてモデル化す

る．すなわち，それぞれのアクセスポイントからのRSSIの

平均と分散を求める．Wi-Fiアクセスポイントの BSSID，

RSSIの平均値と分散をWi-Fi受信信号情報としてデータ

取得地点の座標とともにラジオマップに記録する．

3.3.2 RSSIのノイズ除去と欠損値補間を行うモデルの

設計と学習

不安定なWi-Fi信号の潜在的な特徴を捉えるために，3.2

節で検証を行った，Wi-Fi信号の RSSIに関する二つの特

図 3: RSSIのノイズ除去/欠損値補間を行うモデル構造

徴に基づいたモデルの設計を行う．

• 歩行中に連続で取得された，あるWi-Fi アクセスポ

イントからの時刻 tの RSSIは，同じアクセスポイン

トから受信した時刻 t以前の RSSIの変化の傾向に依

存する．例えば，同じアクセスポイントからの時刻 t

以前の RSSIが減少傾向にあれば，時刻 tの RSSIは

以前の時刻から減少している可能性が高い．RSSIの

変化パターンは歩行の方向とアクセスポイントの位置

との関係によって様々なパターンが存在する．これら

の RSSIの変化パターンの時間的な特徴をノイズの除

去と欠損値の補間に利用するため，Long Short-Term

Memory（LSTM）[15]を用いる．

• 異なる場所に位置するアクセスポイントからの RSSI

には相関関係が存在する．例えば，近くに設置されて

いる２つのアクセスポイントからの RSSIには同じよ

うな変化の傾向が見られるはずである．つまり，環境

内の異なる複数のアクセスポイントにおける RSSIの

相関関係から RSSIを補間可能である．このようなア

クセスポイント間のRSSIの相関関係を利用するため，

Matrix Factorization（MF）[7]を用いる．

図 3に LSTMとMFの二つの手法を組み合わせた提案モ

デルの概要図を示す．モデルの入力は，歩行中に連続的に

取得された複数のアクセスポイントからの RSSIを用いる．

LSTMは中間層として用い，MFで補間したものと LSTM

の中間層を FC層で合成して各時刻，各アクセスポイント

の RSSIを出力とする．提案モデルでは，歩行時のある時

点で得られたデータをその地点で長時間静止した平均化

データに近づけるような学習を行うことで，ノイズ除去と

欠損値補間を行う．以下に提案手法で用いる LSTMとMF

の構造，提案手法の学習方法の詳細を述べる．

3.3.3 LSTMを用いたノイズ除去と欠損値補間

歩行とアクセスポイントの位置の関係によって RSSI時

系列データに現れる変化のパターンを学習する．LSTMは

時刻 tと時刻 t以前の時系列データから，時刻 tの値のノ

イズ除去と欠損値補間を行う．LSTMの入力データには，

アクセスポイントごとに，ノイズ除去と欠損値補間を行う

時刻 tのデータと，時刻 t以前の連続する時系列データを

用いる．また，同じ時刻に取得された相関の高いアクセス

ポイントの RSSIを同時に入力することで，他のアクセス
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図 4: MFによる欠損値補間

ポイントの RSSI時系列データの変化パターンも利用する．

ただし，LSTMは時間的な特徴を学習するため，過去の時

系列データが多数欠損しているものは入力データから除

く．ノイズ除去と欠損値補間を行う時刻 tの各アクセスポ

イントの RSSIを LSTMの出力とし，FC層へ入力する．

LSTMで相関の高いアクセスポイントの RSSIを同時に

入力するため，事前にアクセスポイント間の RSSIの相関

関係を求める．各アクセスポイントの RSSIの時系列デー

タから，全てのアクセスポイントの組み合わせに関する相

関行列を作成する．各アクセスポイントについて相関が上

位のいくつかのアクセスポイントの RSSIを選択し，共に

入力として用いる．

3.3.4 MFを用いた欠損値の補間

歩行中に取得したWi-Fi受信信号情報の欠損値補間を

行うためにMFを用いる．MFはランダムでない行列を分

解，復元することで欠損値の補間が可能となる．本研究で

は，アクセスポイント間の空間的な配置による RSSIの相

関関係を利用した欠損値の補間を行う．図 4のように，取

得データから行をアクセスポイント，列を時系列とした

行列を作成する．アクセスポイント間の RSSIの相関関係

を捉えた特徴の次元圧縮を行い，行列を復元することで，

各時刻における RSSIの欠損値を補間する．MFでは取得

RSSIの欠損値のみを補間し，欠損していなかった値は置き

換えない．提案モデルでは，欠損値の補間を行った RSSI

から，ノイズ除去と欠損値補間を行う時刻 tの各アクセス

ポイントの RSSIを FC層に入力する．

3.3.5 提案モデルの学習方法

提案モデルの入力には歩行中に連続的に取得されたRSSI

を用いる．上記の通り，LSTM には注目するアクセスポ

イントとその相関の高いアクセスポイントに関する時刻 t

と，時刻 t以前の連続するいくつかの時系列データを入力

に，MFには取得 RSSIをそのまま入力に用いる．LSTM

の入力は，欠損している RSSIについては RSSIの最低値

（-100dBm）で補間する．また，アクセスポイントごとに

RSSIのスケールが異なるため，学習データ全体の平均が 0，

分散が 1となるような標準化を行い，学習データの RSSI

のスケールを統一する．モデルで推定を行う RSSIについ

て，時刻 tとそれ以前の RSSIが入力する時系列データの

長さに対して欠損が多い場合には推定が困難であると考

え，学習データから除く．

図 3のようにMFと LSTMのそれぞれの出力を FC層

に入力し，FC層の出力によりノイズ除去と欠損値補間を

行う時刻 tの各アクセスポイントの RSSIを推定する．モ

デルの教師データとしては，時刻 tのデータ取得位置で長

時間静止し，取得されたデータを平均化した RSSIを用い

る．損失関数には二乗平均平方根誤差（RMSE）を，最適

化手法には Adam Optimizerを用い，Adam Optimizerに

よって推定値と教師データの RMSEが小さくなるように

繰り返し学習することで，推定値と教師データが近づくよ

うな学習を行う．これによって，歩行中に得られたデータ

から，その位置に長時間静止して平均化を行ったような値

を推定するモデルの学習を目指す．

RSSIの時間変化の傾向や，APの空間的な配置によって

現れる相関関係は環境によらず，似たような傾向が現れる

はずである．本研究では，ノイズ除去と欠損値補間を行い

たい環境とは異なる複数の環境のデータを学習に用いるこ

とで，環境に依存しないモデルの獲得を目指す．このよう

に，モデルを事前に学習しておくと，実際に位置推定を行

う環境では学習データの取得が必要なくなり，ラジオマッ

プの作成のみで頑健な位置推定を行うことが可能となる．

3.4 オンラインフェーズ

オンラインフェーズでは，位置推定を行う環境内で歩行

中に連続して観測されたWi-Fi受信信号情報を用いる．歩

行中の各時刻のWi-Fi受信信号情報に対して，オフライン

フェーズで学習済みのモデルを用いてノイズ除去と欠損値

補間を行った値を推定する．最後に，推定したWi-Fi信号

情報とその環境のラジオマップを用いて位置推定を行う．

3.4.1 RSSIのノイズ除去と欠損値補間

オフラインフェーズで学習済みの提案モデルを用いたノ

イズ除去と欠損値補間を行う．LSTMの入力のため，取得

データの各アクセスポイントに関して相関行列を作成する．

そして，注目するアクセスポイントとその相関の高いアク

セスポイントに関する時刻 tと，時刻 t以前の連続するい

くつかの時系列データをモデルの入力とする．RSSIの欠

損値に関しては，学習時と同様に最低値（-100dBm）で補

間を行う．また，RSSIのスケールを学習データと揃える

ため，学習データの標準化の際に求めた平均と標準偏差を

用いて標準化を行う．MFの入力には取得データをそのま

ま用いる．このような入力を行うことによって，各時刻の

取得 RSSIのノイズ除去と欠損値補間を行う．

3.4.2 位置推定

ノイズ除去と欠損値補間を行なったWi-Fi受信信号情報

とラジオマップのWi-Fi受信信号情報を比較し，その類似

性からデータの取得位置を推定する．本研究では，Wi-Fi

受信信号情報からラジオマップの各トレーニングポイン

トに対する存在確率を求める．そして存在確率が上位のト

レーニングポイントの座標の重み付き平均を求め，推定位

置座標とする [23], [24]．
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表 1: データ取得環境サイズと観測された AP数

環境サイズ AP 数

　　　 縦（m） 横（m） 総数 欠損 80%以下

環境 1 11.84 27.50 245 39

環境 2 11.01 18.36 156 56

環境 3 14.85 16.34 242 45

表 2: 歩行中に取得したWi-Fi受信信号の数

　　　 TP 上 非 TP 上 総数

環境 1 127 171 298

環境 2 60 203 262

環境 3 309 201 510

図 5: 環境 1のトレーニングポイント

M 個のWi-Fiアクセスポイントから取得したRSSIベク

トルを x = (x1, · · · , xM )とする．ラジオマップの n番目

のトレーニングポイントに対する，アクセスポイント iの

RSSIの平均と分散をそれぞれ µi,n，σ2
i,nとすると，アクセ

スポイント iに関するラジオマップの n番目のトレーニン

グポイントの分布確率は，正規分布の確率密度関数より，

fi(xi, µi,n, σ
2
i,n) =

1√
2πσ2

i,n

exp

(
− (xi − µi,n)

2

2σ2
i,n

)
(1)

となる．全てのアクセスポイントに関する分布確率の総和

より，トレーニングポイント nに対する存在確率は，

f(x, n) =
M∑
i=1

fi(xi, µi,n, σ
2
i,n) (2)

と求めることができる．これをラジオマップの全てのト

レーニングポイントに対して求める．n番目のトレーニン

グポイントの座標を ln とすると，存在確率が上位 k 個の

トレーニングポイントの座標に関する重み付き平均は，

l =

N∑
n=1

f(x, n)ln (3)

となり，求めた lを推定位置座標とする．

4. 評価実験

4.1 データセット

筆者の所属する大学内の 3つの環境でデータセットの取

得を行った．各環境のマップを図 5 ∼ 7に示す．それぞれ

の環境サイズの情報は表 1に示す．本研究では，Wi-Fiアク

図 6: 環境 2のトレーニングポイント

図 7: 環境 3のトレーニングポイント

セスポイントは環境内に元々存在しているものを，Wi-Fi信

号情報の取得にはAndroidスマートフォン（Google Nexus

6P）を用いた．Wi-Fi 受信信号情報としては，Wi-Fi受信

信号強度（RSSI），WI-Fiアクセスポイントの BSSID，タ

イムスタンプを取得した．

4.1.1 長時間静止したデータの取得

ラジオマップを作成するため図 5 ∼ 7の赤いマーカの各

トレーニングポイントで約 1分間静止し，データの取得を

行った．そして，取得した RSSIの平均値と分散を求め，

データ取得地点の座標と共に記録した．環境 1のトレーニ

ングポイントにおいて，あるアクセスポイントからのRSSI

の平均値を可視化したものを図 8に示す．

図 8より，アクセスポイントの配置によって，信号強度

が大きい位置があり，そこから離れるにつれて信号強度は

減少している．本研究では，このような各環境におけるア

クセスポイントごとのWi-Fi信号の伝播傾向を利用した位

置推定を行う．

4.1.2 歩行中のデータの取得

3.3節で述べたように，ノイズ除去と欠損値補間を行う提

案モデルでは，歩行中にデータを取得したある地点のデー

タを対象とし，その地点に長時間静止して取得したデータ

を平均化した値を教師データとして学習を行う．そこで，
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図 8: 環境１のあるアクセスポイントからのWi-Fi信号強度情報．縦軸と横軸の単位は cm．

表 3: RSSIの推定誤差（dBm）

　　　 最低値 MF LSTM 提案手法

環境 1 12.03 7.72 6.50 6.56

環境 2 7.71 6.69 6.31 6.25

環境 3 15.81 10.37 9.69 9.58

平均 11.85 8.26 7.50 7.46

歩行データを取得する際には 4.1.1節で取得したトレーニ

ングポイント上を通るようにランダムな歩行を行った．歩

行中に観測されたWi-Fi受信信号情報の内，トレーニン

グポイント（TP）上で観測されたものの数は表 2通りで

ある．トレーニングポイント上を通過した時刻と，それ以

前の時系列データを入力データとし，そのトレーニングポ

イントで長時間静止して観測した信号強度の平均値を教師

データとした．

各環境で観測されたWi-Fiアクセスポイント数は表 1の

通りである．ただし，各環境で観測された全ての信号情報

の内欠損（未観測）の割合が 80%以下のアクセスポイント

のみ用いた．

4.2 評価方法

評価実験では，提案手法による RSSIのノイズ除去と欠

損値補間の精度，ノイズ除去と欠損値補間を行ったデータ

を用いた位置推定精度の 2つの項目で評価を行った．取得

した 3つの環境のデータの内，2つの環境のデータで提案

モデルの学習，1つの環境のデータで精度に関する評価を

行った．提案モデルの有効性を評価するために，ノイズ除

去と欠損値補間に関して以下の比較手法を用意した．

• 最低値：欠損値を RSSIの最低値（-100dBm）で補間

• MF：欠損値をMF補間

• LSTM：LSTMによる RSSIの推定

4.2.1 ノイズ除去と欠損値補間の精度

ノイズ除去と欠損値補間を行うモデルの RSSIの推定精

度の評価には，モデルの学習データと同じ方法で取得した

データを用いた．すなわち，表 2のトレーニングポイント

表 4: 位置推定誤差（cm）

　　　 最低値 MF LSTM 提案手法

環境 1 618.33 616.67 431.56 401.30

環境 2 456.54 523.53 486.60 479.67

環境 3 682.73 614.63 501.67 502.92

平均 585.87 584.94 473.28 461.30

を通っていたデータを対象としたノイズ除去と欠損値補

間を行った．歩行中に取得したデータの内，トレーニング

ポイント上を通っていた時刻を終点とし，それ以前の時刻

を始点とする信号強度の時系列データを入力データとし

た．評価はモデルの出力とそのトレーニングポイントでの

長時間平均化データとの誤差を用いて行った．評価指標に

は，誤差の絶対値の平均である平均絶対誤差（MAE：Mean

Absolute Error）を用いた．

4.2.2 位置推定精度

位置推定精度は，評価を行う環境の歩行中に取得した全

データを用いて行った．提案手法によるノイズ除去と欠損

値補間を行ったデータに対し，3.4節で述べた位置推定手

法を用いて位置推定を行った．推定した位置と，あらかじ

め入力した正解座標との誤差で評価を行った．評価指標に

は，推定座標と正解座標とのユークリッド距離を用いた．

4.3 評価実験の結果

各環境ごとの評価実験を行った結果を表 3，4に示す．環

境 1の結果は環境 2と環境 3の学習データでモデルの学習

を行い，環境 1のデータで評価を行ったものである．表 3，

4より，手法ごとの精度の平均値を比較すると，RSSIの推

定誤差と位置推定誤差のどちらも提案手法が最も高い精度

を達成していた．

RSSIの推定精度に関しては，表 3より，元のデータの

欠損値を RSSIの最低値で補間した手法と比較すると，全

ての環境に関して RSSIは元のデータよりも平均化データ

に近い値を推定できていることがわかる．しかし，環境１

に関しては，提案手法よりも LSTMのみを用いた方がわ
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図 9: 環境 1の位置推定結果の CDF

図 10: 環境 2の位置推定結果の CDF

ずかに精度は高くなっていた．

各環境の累積分布確率（CDF）を求めた結果を図 9 ∼ 11

に示す．横軸が位置推定の誤差（cm）で，縦軸が累積分

布確率を表す．図 9，11より，環境 1と環境 3に関しては

提案手法を用いた位置推定精度が元のデータの欠損値を最

低値で補間したものよりも大幅に上昇していることがわか

る．しかし，環境 2に関しては表 4より，提案手法は欠損

値を小さい誤差で補間できているのに対し，図 10から位置

推定精度は最低値補間より低かった．環境 1に関しては，

LSTMのみを用いたものよりも提案手法の方が精度は高く

なったが，環境 2，3では精度はほとんど変わらなかった．

また表 3，4より，それぞれの環境において RSSIの推定精

度と位置推定精度の最も精度の高かった手法が全て異なっ

ていた．

4.4 考察

ノイズ除去と欠損値補間を行う各手法における RSSIの

推定結果を可視化し，評価結果の考察を行う．

各手法で出力された各地点の RSSIの推定値とその正解

値及び，推定値と正解値の誤差を図 12 ∼ 14 に示す．図

12 ∼ 14はそれぞれの環境について，適当な観測点を抜き

出して作成した．左図が各手法で出力された RSSIで，横

軸は推定対象のデータ，縦軸は各手法の出力 RSSIを表す．

右図は左図の推定結果との誤差（MAE）を表している．こ

図 11: 環境 3の位置推定結果の CDF

こで，横軸のデータサンプルの並びには時系列的な関係性

は存在しない．

環境 2では提案手法が RSSIの最低値で補間した手法よ

りも位置推定精度が低かった．図 5 ∼ 7より，環境 1，3に

比べて環境 2は障害物が多く，歩行の軌跡が異なっていた

ことが原因として挙げられる．オフラインフェーズで学習

していない RSSIの変化の特徴は捉えることができないた

め，環境に依存しないモデルを実現するには，様々な環境

で様々な歩行軌跡で取得したデータを用いた学習を行う必

要がある．

図 12 ∼ 14より，欠損値が多い場合でも，提案手法はあ

る程度の精度で RSSIの補間ができていることがわかる．

そのため，元のデータの欠損値を最低値で補間したものよ

りも多くのアクセスポイントに関するWi-Fi受信信号情報

の特徴が利用可能となり，位置推定精度が向上したと考え

られる．

表 3，4より，MFのみで補間した場合の精度は他の手法

と比較して低くなっている．また，提案手法と LSTMのみ

の結果がほとんど同じ精度になっていることから，MFが

提案手法における RSSIの推定にはほとんど影響を与えて

いないことがわかる．この原因としては，MFの精度が低

いため，図 3の提案モデルの FC層の入力におけるMFの

重みが小さくなり，出力に与える影響が小さくなっている

ということが考えられる．

表 3，4より，RSSIの推定精度と位置推定精度が最も精

度の高い手法は環境ごとに異なっていた．環境 1と 3では

LSTMと提案手法の位置推定精度が最も高くなっていた

が，表 3に示す通り補間精度は大きく変わらない．環境 2

では最低値補間手法の位置推定精度が最も高くなっていた

が，提案手法とは大きく変わらない．表 3に示す通り，環

境 2では最低値補間手法と提案手法の精度の差は他の環境

に比べて小さいため，提案手法における補間が位置推定精

度に大きく寄与しなかったものと考える．

5. おわりに

本研究では頑健な屋内位置推定を実現するために，機械
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(a) RSSI推定結果 (b) の RSSI推定誤差

図 12: 環境 1の RSSI推定結果とその誤差．左図が各手法で出力された RSSI，右図は左図の labelデータと各手法の RSSI

との誤差の絶対値を表す．また，横軸は推定対象のデータの観測点を表す．

(a) RSSI推定結果 (b) RSSI推定誤差

図 13: 環境 2の RSSI推定結果とその誤差．左図が各手法で出力された RSSI，右図は左図の labelデータと各手法の RSSI

との誤差の絶対値を表す．また，横軸は推定対象のデータの観測点を表す．

学習を用いて時間的・空間的特徴を利用したWi-Fi受信信

号情報のノイズ除去と欠損値補間を行う手法を開発した．

評価実験から，提案手法を用いることで，最低値での単純

な補間手法よりも高い精度での補間を達成し，高精度な位

置推定を行うことが可能であると確認できた．一方で，単

純な補間手法よりも位置推定精度が低下してしまった環境

も存在した．原因として，評価に用いた環境と学習に用い

た環境の特徴が大きく異なっていたからであることが考え

られる．今後の研究課題として，異なる様々な特徴をもっ

た環境の学習データを用意することで，環境に依存しない

ノイズ除去と欠損値補間を行うモデルを目指したい．
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