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超伝導ニューラルネットワーク・アクセラレータの
アーキテクチャ探索を目的とした電力性能モデリング
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概要：本稿では，超伝導単一磁束量子 (SFQ: Single-Flux-Quantum) 回路を用いたニューラルネットワー
ク・アクセラレータの電力性能モデリングを実施する．まず，SFQ回路の特性を踏まえニューラルネット
ワーク・アクセラレータの基本アーキテクチャを定義する．そして，基本アーキテクチャに基づき，アク

セラレータの動作周波数，消費電力，面積モデルを構築する．その後，実チップの測定結果やポストレイ

アウトシミュレーションによるモデルの精度検証を行い，その有効性を明らかにする．さらに，開発した

モデルを用いてアーキテクチャ探索，ならびに，最適化を実施し，従来の CMOSによるアクセラレータと
の性能を比較することで，改良したアーキテクチャの有効性を議論する．

1. はじめに

ディープニューラルネットワーク（Deep Neural Net-
work: DNN）は、画像認識 [27] や音声認識 [2]，言語翻
訳 [30]などの分野に応用され，それぞれにおいて高い認
識精度を達成している [8], [16], [29]．これまで，DNNを
より高速かつ低消費電力に実行するために，さまざまな専

用ハードウェアによるアクセラレーションが提案されてき

た [3], [4], [5], [6], [14]．今後も DNNの重要性が増し，低
レイテンシ，高スループット，かつ，高電力効率な DNN
実行が求められることが予想される．

一方，現在では半導体技術による計算機システムの劇的

な改善は見込めない．たとえば，計算機の頭脳に当たるプ

ロセッサは，2000年初頭より消費電力問題が露呈し，動作
周波数改善による性能向上は困難となった．その後，一つ

のチップに複数のコアを搭載するマルチコアの導入によっ

て性能向上が維持されたが，これらの根幹技術である半導

体の微細化が限界を迎えつつあり，さらなる性能向上は期

待できない．

半導体の直面している消費電力問題を解決し，高い動作

周波数を狙えるデバイスとして，ジョセフソン接合を用い
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た超伝導単一磁束量子（SFQ: Single Flux Quantum）回路
がある [19]．SFQ回路は，超伝導リング内に量子化される
磁束を情報担体とし，その磁束がジョセフソン接合を通過

する際に発生する微弱な電圧パルスの相互作用で論理演算

を実現する．ジョセフソン接合のスイッチングに要するエ

ネルギーは，10−19 Jと非常に小さく，10−12 秒での高速

なスイッチングが可能である [19], [20]．また，超伝導伝送
路による光速と同程度でのビット情報伝播といった高速性

も有する．

これらの特徴から，これまでに様々な SFQ回路の設計・
試作が行われ，数十 GHzという非常に高い周波数での動
作実証に成功している [13], [21], [22], [31]．特に，8 bit
乗算器は 48 GHz [21]，8 bit算術論理演算器（Arithmetic
Logic Unit: ALU）は 56 GHz [31]での正常動作が確認さ
れており，DNNの処理の大部分を占める積和演算を効率
よく実行できる可能性がある．しかしながら，これらは要

素回路レベルの性能であり，これらを組み合わせた SFQ
向けニューラルネットワーク・アクセラレータ（Neural
Network Accelerator: NNA）のアーキテクチャやその性能
は明らかになっていない．SFQ回路は従来の CMOS回路
とは動作原理や回路特性が異なり，従来と同じアーキテク

チャを採用しても SFQ回路のポテンシャルを十分に活か
すことができない可能性がある．したがって，SFQ向けの
NNAアーキテクチャ探索による適切なトレードオフ設計
が必要であると考えられる．

そこで，SFQ回路の高いポテンシャルを最大限活用可
能な NNAのアーキテクチャ実現に向け，SFQ NNAの電
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図 1 (a) 超伝導体のリングと JJ 構造 (b) JJ の電気的特性

力性能モデリング，ならびに，アーキテクチャ最適化を実

施する．すでに，モデルを用いたボトルネック解析や解

消によって，SFQ 向け NNA アーキテクチャは提案して
おり [12]，本稿では，SFQ NNAの電力性能モデリングの
詳細，ならびに，その精度検証について説明する．まず，

SFQ回路のアーキテクチャ的特性に基づき，SFQ NNAの
基本アーキテクチャを設計する．その後，SFQ NNAの動
作周波数，消費電力，ならびに，面積モデリングを行い，

試作したプロトタイプチップの実測データやポストレイ

アウトシミュレーションによって，その推定精度を検証す

る．精度検証の結果，アクセラレータを構成するユニット

における周波数，消費電力，面積の推定誤差はそれぞれ，

5.6%，1.2%，1.3%，アクセラレータ全体の推定誤差はそれ
ぞれ，4.7%，2.3%，9.5%での推定が可能であることが明ら
かになった．さらにモデルを用いて最適化した SFQ向け
NNAアーキテクチャは，6つの畳み込みニューラルネッ
トワーク（Convolutional Neural Network: CNN）ワーク
ロードにおいて，従来の CMOSによるアクセラレータに
比べて平均で 23 倍の性能向上に成功し，最大 522 Tera
Multiply-Acumulate operations Per Second （TMAC/s）
の性能を達成した．

本稿の構成は以下の通りである．第 2節では，SFQ回路
の動作原理，ならびにその現状と課題について述べ，第 3
節で NNAの基本アーキテクチャを設計する．そして，第
4節では，アクセラレータの周波数，消費電力，面積モデ
リング，ならびにその精度を検証する．その後，第 5節で
開発したモデルを用いてアーキテクチャ探索を行い，SFQ
向け NNAアーキテクチャを評価する．最後に第 6節でま
とめる．

2. 単一磁束量子回路

本節では，SFQ回路の動作原理，SFQ回路の特徴の一
つであるゲートレベルパイプラン構造，ならびに，SFQ回
路の現状と課題について説明する．

2.1 動作原理

SFQ回路は，超伝導体でできたリング内に量子化される
磁束量子の相互作用を利用して演算を実現する論理回路で

ある [19]．従来の CMOS回路では電圧レベルがバイナリ
信号に対応するが，SFQ回路ではリング内の磁束量子の
有無で ‘1’，‘0’を表現する．SFQ回路の基本素子である超

伝導体のリング（図 1(a)）は，2つの超伝導体間に薄い障
壁層を挟み弱結合させたデバイスであるジョセフソン接合

（JJ: Josephson Junction）を含み，磁束量子の出入りを可
能としている．

ジョセフソン接合は図 1(b)のような電気的特性を持ち，
磁束量子が通過する（リングに出入りする）際に接合はス

イッチし，インパルス状の電圧（以降，SFQパルスと呼
ぶ）が発生する．SFQ回路では，幅が数ピコオーダの SFQ
パルスで情報伝播に用いる．そのため，論理ゲートを構成

する際にこれらのパルスを直接作用させることは困難であ

る．そこで，SFQ回路の論理ゲートは一旦パルスを磁束量
子として保持するための超伝導リングを持つ．すなわち，

SFQ回路の論理ゲートはラッチ機能を有する．
SFQ論理ゲートに到着するパルスを論理値 ‘1’と扱う場

合，論理値 ‘0’の状態とパルス未到着の状態を区別できな
い．そのため，SFQ論理ゲートは参照用のパルス信号（以
降，クロックパルスと呼ぶ）と呼ばれる SFQパルスを用
いて論理値を判別する．具体的には，論理ゲートにクロッ

クパルスが入力されるまでに磁束が保持されていれば ‘1’，
保持されていなければ ‘0’と判別する．

2.2 ゲートレベルパイプライン

前述の通り，SFQ回路で構成される論理ゲートは超伝
導体のリング（図 1(a)）から構成され，ラッチ機能を有し
ている．この論理ゲートのラッチ機能を活用するアーキテ

クチャとしてゲートレベルの深いパイプライン構造が提案

されている [32]．SFQ回路では，従来の CMOS回路のよ
うにパイプラインレジスタ追加のオーバヘッドはない．ま

た，動的消費電力は SFQパルスに起因しており，JJがス
イッチングに要するエネルギーは 10−19 Jと小さいため，
電力による発熱も問題にならない．さらに，CMOS回路の
ように配線の充放電を必要としないため，スイッチング速

度も 10−12 sと高速であり，数十～百 GHzの動作周波数
を追求可能である．

これらの特徴から，ゲートレベルパイプライン構造を採

用した SFQ回路の設計・試作が行われ，乗算器や ALUと
いった要素回路において 50 GHz程度での高速動作実証に
成功している [21], [22], [31]．しかしながら，このような深
いパイプライン構造では，パイプラインストールによって

性能が著しく低下する恐れがある．これに対し，パイプラ

イン段数分のスレッドを用意し，サイクル毎に実行スレッ

ドを切り替える細粒度マルチスレッディングを採用した

4bitプロセッサの設計が行われ，32 GHzでの動作実証に
成功し，16 Tera operations per second（TOPs）の性能を
達成した [13]．これらの結果より，ゲートレベルパイプラ
ン構造は，高周波数動作だけでなく，パイプライン利用率

を高く維持することで高い性能を見込めることが明らかに

なっており，SFQ回路の高性能化に有効的な回路構成法で
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あるといえる．したがって，本研究で対象とする NNAは
ゲートレベルパイプライン構造を採用することとする．

2.3 SFQ向けNNAの実現に向けた課題と研究目的
前述の通り，これまでに SFQ回路の特性を考慮した回路

の最適化が実施され，SFQ回路の高いポテンシャルが明ら
かになっている．特に，8ビット乗算器やALUはそれぞれ，
48 GHz，56 GHzでの動作実証に成功しており [21], [31]，
DNNの大部分を占める積和演算の処理性能が高く，NNA
で高い性能を達成する可能性が高い．しかしながら，これ

らはそれぞれ要素回路レベルの性能であり，これらを組み

合わせた SFQ向けNNAのアーキテクチャやその性能は明
らかになっていない．SFQ回路は従来の CMOS回路とは
動作原理や回路特性が異なり，従来のアーキテクチャを模

倣するだけでは SFQ回路のポテンシャルを十分に活かす
ことができない可能性があるため，SFQ向けの NNAアー
キテクチャ探索による適切なトレードオフ設計が必要であ

ると考えられる．

そこで本稿では，SFQ回路の高いポテンシャルを最大限活
用可能な NNAのアーキテクチャを探索すべく，SFQNNA
の電力性能モデリングを実施する．具体的には，まず，SFQ
回路のアーキテクチャ的特性に基づき，SFQ向け NNAの
基本アーキテクチャを設計する．その後，SFQNNAの動
作周波数，消費電力，ならびに，回路面積モデリングを行

い，アーキテクチャの総合評価環境を構築する．開発した

モデルは試作したプロトタイプチップの実測データやポス

トレイアウトシミュレーションにより，推定精度を検証す

る．そして，SFQ向け NNAアーキテクチャを探索し，従
来の CMOSによるアクセラレータとの性能を比較するこ
とで，その有効性を評価する．

3. SFQ NNAの基本アーキテクチャ設計

本節では，SFQ NNA の基本アーキテクチャを決定す
べく，NNA の基本要素であるオンチップネットワーク，
Processing Element (PE)，オンチップバッファを設計す
る．図 2(a)に基本アーキテクチャの全体像を示す．SFQ
回路の性質や制約を考慮し，オンチップバッファ，SFQ向
けオンチップネットワーク，PE構造として，それぞれシフ
トレジスタ型オンチップバッファ（図 2(a)¬），シストリッ
クネットワーク（図 2(b)），重み保持型 PE（図 2(c)®）
を採用した．

3.1 シフトレジスタ型オンチップバッファ（¬）

SFQ回路を用いたメモリの実装に関しては，これまでに
幾つかの提案が行われてきたが，最も実用的なのはシフト

レジスタ構造を基本とする FIFOメモリである．SFQパル
スは信号の分岐にはスプリッタと呼ばれる専用の配線を必

要とするためファンアウトを増やしづらい．また，数ピコ

秒の幅の SFQパルスを用いて，従来のMOSベースのラン
ダムアクセスメモリのようにビットラインやワードライン

を駆動してタイミングを合わせるのは容易ではない．これ

に対し，シフトレジスタ型メモリは，素子となるDelay flip
flops (DFFs) を超伝導リングで効率よく実装可能であり，
100 GHz での高速動作実証に成功している [9]．さらに，
DNNのメモリアクセスパターンは静的に決まり，ランダム
アクセスを必要としないためシフトレジスタ型メモリとの

相性は良い．これらの理由より，シフトレジスタ型メモリ

を用いてオンチップバッファを実装する．また，畳み込み

ニューラルネットワーク（Convolutional Neural Network:
CNN）を行列積に変換するためのデータアライメントユ
ニット（Data Alignment Unit: DAU）も設計した．

3.2 シストリック型ネットワーク（）

NNAで用いいられる代表的な二種類のネットワーク構
造として，1）マルチキャスト型，2）シストリック型があ
げられる．マルチキャスト型はバスやツリーを用いて複数

の PEにデータを同時に供給するネットワーク構造である．
一方，シストリック型は PEから一方向に隣接する PEへ，
データをサイクル毎に伝播するネットワーク構造である．

SFQ回路では従来の CMOS回路で用いられるバスは存
在せず，マルチキャスト型の実装にはスプリッタと呼ばれ

るパルス信号を分岐する専用の配線をツリー状にしたスプ

リッタ・ツリーが用いられる．一つのスプリッタで一度に

分岐できるパルス信号は 2～3とファンアウトが少ないた
め，SFQ回路においてスプリッタ・ツリーは効率よく実
装できない．一方，シストリック型ではデータは隣接する

PEにのみデータを分岐すればよく要求ファンアウトは低
いため SFQ回路に向いているネットワーク構造といえる．
加えて，ネットワーク実装の際の配線長が PE数に依存せ
ず，隣接する PE間の距離で決まるため，PE数が多い場
合でも高い動作周波数を達成できる可能性が高い．これら

の理由より，SFQ向けオンチップ・ネットワークとしてシ
ストリック型を採用する．

3.3 重み保持型 PE（®）

シストリックネットワークでマッピング可能なデータフ

ローは主にWeight Stationary (WS)，Output Stationary
(OS），Input Stationary (IS)がある [4], [25]．データフロー
によって PE構造が異なり，図 2(c)(1)にWSに PE構造，
(2)に OSの PE構造を示す．WSと ISは PE内部のレジ
スタで保持するデータが重みか入力特徴マップかの違いだ

けであり，ハードウェア構造は同じであるため，ここでは

WS型と OS型の 2種類について検討する．
図 2(c)に示す通り，WSの PEにはフィードバックルー

プがなく，OSの PEにはフィードバックループが存在す
る．SFQ回路では，従来の CMOSとは異なり，フローク
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SFQ NNA基本アーキテクチャ
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図 2 SFQ NNA基本アーキテクチャと各ユニットの構造．(a) 基本アーキテクチャの全体像．
(b) 二種類のオンチップネットワーク．(1) マルチキャスト型と，(b) シストリック型．
(c) 二種類の PE 構造．(1) 重み保持型 PE と，(2) 出力保持型 PE．

論理ゲート，配線素子パラメータ

Name Delay Static pow. Dynamic energy
AND 8.3 ps 3.6 µW 1.4 aJ
XOR 6.5 ps 3.0 µW 1.4 aJ

JSIM
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デバイスパラメータ
• JJサイズ
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• PEアレイ幅
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DAU

ユーザ入力

図 3 SFQ NNA の動作周波数・消費電力・面積モデルの全体像

ロッキングと呼ばれる，クロックがデータ同様に回路内を

伝播するクロッキング手法が一般的に用いられる．このフ

ロークロッキングでは，クロックとデータを同方向に伝播

する場合，データの伝播遅延をクロックの伝播遅延で相殺

することが可能であり，結果として高い周波数を狙いや

すい．一方で，フィードバックループが回路内部に存在す

る場合，データとクロックを同方向に伝播できないため，

フィードバックループを含まない回路に比べ周波数が低く

なるという特徴がある．そこで，基本アーキテクチャでは

より高い周波数を達成すべく，フィードバックループを含

まないWSの PE構造を採用する．

4. SFQ NNAの電力性能モデリング

SFQ NNAのアーキテクチャ探索をすべく，動作周波数，
消費電力，および，面積についてモデリングを行う．本稿

では，より高い推定精度を達成すべく，図 3に示すように，
論理ゲートレベル，マイクロアーキテクチャレベル，アー

キテクチャレベルの三階層での抽象化を行う．以降の各小

節にて，各層の役割，および，実装について詳しく説明し，

その後，モデルの検証を行う．

4.1 論理ゲート層

論理ゲート層は，タイミングモデル，電力モデル，面積

モデルの三つから構成され，デバイスパラメータ（JJの
サイズ，バイアス電圧，JJの臨界電流）や対象 SFQ技術
（Rapid SFQ: RSFQ, Energy-efficient: ERSFQ）を入力と
し，各論理ゲートや配線素子のタイミング情報（セットアッ

プタイム，ホールドタイム，レイテンシ），電力情報（静的

消費電力，動的消費エネルギー），面積を見積もる．各モデ

ルは通常の SFQ技術である RSFQ技術に加え，低消費電
力化手法が施された ERSFQ技術もサポートしている．
4.1.1 タイミングモデル

タイミングモデルは，各論理ゲートや配線素子のセット

アップタイム，ホールドタイム，レイテンシを出力する．

RSFQ技術による論理ゲートや配線素子のタイミング情報
は，実際の回路設計で用いられる 1.0µm SFQスタンダー
ドセル [23]の構造を基に，JJ向け SPICEシミュレータで
ある JSIM [7]によって抽出した．タイミングモデルはこ
れらの値はあらかじめテーブルとして保持しており，入力

に応じて適切な値を出力する．

ERSFQ技術による論理ゲートや配線素子のタイミング
情報は，ERSFQゲートに関する詳細な情報が不足してい
るため，RSFQ技術のタイミング情報，ならびに，ERSFQ
技術の報告されている特性に基づき推定する．RSFQ技術
と ERSFQ技術の違いはバイアス電流の供給方法であり，
ゲートの構造自体に違いがないため，タイミング情報は変

わらないとの報告がある [17], [20]．そこで，本タイミング
モデルでは，RSFQ回路と ERSFQ回路の論理ゲートおよ
び配線素子のタイミング情報は同じであると仮定する．

SFQ回路では，1.0～0.2µmまでの範囲において，JJの
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一辺が 1/αにスケールすると，セットアップタイム，ホー

ルドタイム，レイテンシも 1/α倍になるという報告がされ

ている [15]．そこで本モデルは，1.0～0.2µmまでの範囲に
おいて，対象 JJサイズに応じてスケールした値を出力す
るよう実装した．

4.1.2 電力モデル

電力モデルは，各論理ゲートや配線素子の静的消費電

力，動的消費エネルギーを出力する．RSFQ技術による論
理ゲートや配線素子では，抵抗を用いて JJにバイアス電
流を供給するため，論理ゲートや配線素子の JJ数に応じ
て静的消費電力が発生する．したがって，論理ゲートや配

線素子の静的消費電力 StPgate,wire は以下の式 (1)で求め
られる．

StPgate,wire = VbiasIbias × #JJsgate,wire (1)

ただし，Vbias はバイアス電圧，Ibias はバイアス電流，

#JJsgate,wire は論理ゲートや配線素子に用いたれる JJ数
である．これに対し，論理ゲートや配線素子が活性化（内

部の JJがスイッチ）する際に動的消費エネルギーが発生す
る．これは論理ゲートの入力によってスイッチする JJ数
が異なるため，本モデルでは，その平均値を論理ゲートの

動的消費エネルギーとして算出する．例えば ANDゲート
の場合，とりうる入力は 4パターン（00，01，10，11）であ
り，各入力パターンにおいてスイッチする JJ数の平均を，
1JJあたりの消費エネルギーとかけあわせることで，動的
消費エネルギーを求める．論理ゲートや配線素子の動的消

費エネルギー DyEgate,wire は以下の式 (2)で求められる．

DyEgate,wire = IcΦ0 × #ActJJsgate,wire (2)

ただし，Icは JJの臨界電流値，Φ0は磁束量子（2.07mV ·ps），

#ActJJsgate,wire は論理ゲートや配線素子のスイッチする

平均 JJ数である．
一方，ERSFQ回路では代わりに JJを用いてバイアスを

供給する．これにより，ERSFQ回路では回路の JJがス
イッチするタイミングでバイアス供給用の JJも同時にス
イッチしることでバイアス供給を実現しているため，静的

消費電力は発生しない．しかしながら一度のスイッチング

に必要な電力（すなわち動的消費電力）は，通常の RSFQ
回路の約二倍であると報告されている [17]．よって本モデ
ルでは，ERSFQ回路における静的消費電力はゼロ，動的
消費エネルギーは RSFQ回路の二倍の値とした．
4.1.3 面積モデル

面積モデルは，論理ゲートや配線素子の面積を出力する．

前述の通り，RSFQ技術と ERSFQ技術の違いはバイアス
電流の供給方法であり，ゲートの構造自体に違いがないた

め，RSFQと ERSFQ技術の両方において，1.0µm SFQス
タンダードセルのサイズを参考にした．また，JJの一辺が
1/αにスケールすると，セルサイズも 1/α倍になると仮定

Clock

Clock cycle time (CCT) = 1/𝑓

T
𝑯𝒐𝒍𝒅𝑻𝒊𝒎𝒆 𝑺𝒆𝒕𝒖𝒑𝑻𝒊𝒎𝒆

Clock

Data
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図 4 周波数算出例と二種類のクロッキング手法 (a) DFFにおける
周波数算出．(b) コンカレントフロー・クロッキング．(c) カ
ウンターフロー・クロッキング．

した．

4.2 マイクロアーキテクチャ層

マイクロアーキテクチャ層は，マイクロアーキテクチャ・

ユニットの構造モデル，動作周波数モデル，電力モデル，面

積モデルから構成され，マイクロアーキテクチャ・ユニッ

トパラメータや倫理ゲート層の出力結果を入力とし，各マ

イクロアーキテクチャ・ユニットの動作周波数，電力情報

（静的消費電力，アクセスあたりの動的エネルギー），面積

を見積もる．

4.2.1 ユニット構造モデル

ユニット構造モデルは，アクセラレータを構成する各ユ

ニット（PE，バッファ，オンチップネットワーク，DAU）
のパラメータ（ビット幅）に基づき，ユニット内のゲート

接続情報，および，ゲート内訳情報を生成する．本モデリ

ングで対象とする NNAはゲートレベルパイプラインを採
用しており，より正確な動作周波数を算出するためには，

ユニット内の全てのゲートペア（出発元ゲートと到着先

ゲートの組み合わせ）において周波数を調査する必要があ

る．そのため，ユニット構造モデルは，各ユニットの全て

のゲートペアおよびその接続間情報（ゲート間の配線の種

類や必要な配線素子数）を生成し，周波数モデルに受け渡

す．必要な配線素子数は過去の設計事例 [21], [22]より，一
般的な SFQ論理ゲート幅二つ分の距離を配線するために
必要な素子数とした．またゲート内訳情報は，ユニットを

構成する論理ゲートや配線素子数からなり，電力モデルお

よび面積モデルに受け渡される．

4.2.2 周波数モデル

周波数モデルは，ユニット構造モデルで生成されたゲー

ト接続情報，ならびに，論理ゲート層の出力結果をに基づ

き，各ユニットの動作周波数を見積もる．具体的には，ユ

ニット内のすべてのゲートペアの動作周波数を算出し，そ

の最小値をユニットの動作周波数として出力する．ゲート

ペアの動作周波数 f は図 4および式 (3)で求められる．

f = 1/CCT = 1/((SetupTime + M) + δt) (3)

SetupTime は到着先ゲートのセットアップタイム，M は

タイミングマージンであり，M は過去の設計事例 [21], [22]
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より JJ二つ分の遅延とした．また，δtはクロックが入力

されてからデータが入力されるまでの時間差であり，ク

ロック線から出発元ゲートにクロックが入力され，到着先

ゲートにデータが到達するまでの時間 τdata，および，ク

ロック線から到着先ゲートにクロックが入力されるまでの

時間 τclock の差（τdata − τclock）で表される．ただし，到着

先ゲートにて正しくデータが認識されるためには，δtは到

着先ゲートのホールドタイム HoldTimeより大きく（すな
わち，クロックに対して HoldTime 分データが後に到着）
なければならない．

本モデルは SFQ回路における代表的な二つのクロッキ
ング手法（コンカレントフロー・クロッキング（図 4 (b)），
カウンターフロー・クロッキング（図 4 (c)））をサポート
しており，対象ユニットの構造に応じて適切なクロッキン

グ手法を選択する．コンカレントフロー・クロッキングは，

クロックをデータと同方向に伝搬する手法であり，ゲート

間のデータ伝播遅延をクロック伝播遅延で相殺することで

高い周波数を達成しやすい．しかしながら，フィードバッ

クループが存在する場合，ループ部分はクロックとデータ

の伝播方向が逆となりデータ伝播遅延を相殺できないた

め，ループの距離に応じて周波数が低くなる．これに対し，

クロックをデータと逆方向に伝搬するカウンターフロー・

クロッキングでは，フィードバックループ部分はデータ伝

播遅延をクロック伝播遅延で相殺することができるため，

ループの距離に関わらず周波数を一定に保つことが可能で

ある．しかしながら，フィードフォワード部分ではクロッ

クとデータの伝播方向が逆であるため，フィードバック

ループを含まないコンカレントフローに比べ周波数は低く

なる．つまり，フィードバックループがない場合はコンカ

レントフロー，ある場合はカウンターフロー・クロッキン

グによってより高い周波数を達成することが可能であるた

め，本モデルでは，ユニット内のフィードバックループの

有無に応じて適切なクロッキング手法を選択し，動作周波

数を算出する．

4.2.3 電力・面積モデル

マイクロアーキテクチャ層の電力，および，面積モデル

は，ユニット構造モデルで生成されたゲート内訳情報と論

理ゲート層の出力結果をに基づき，各ユニットの静的消

費電力，アクセスあたりの動的消費エネルギー，回路面積

を見積もる．各ユニットの静的消費電力 StPunit，および，

アクセスあたりの動的消費エネルギー DyEunit は以下の

式 (4),(5)で求められる．

StPunit =
∑

(StPgate,wire × #gate(or #wire)) (4)

DyEunit =
∑

(DyEgate,wire × #gate(or #wire)) (5)

ただし，#gate，，#wireはそれぞれ対象ユニットに含まれ

る，ある種類の論理ゲート数，配線素子数である．

また，各ユニットの面積 Aunit は以下の式 (6)で求めら
れる．

Aunit =
∑

(Agate,wire × #gate(or #wire)) (6)

ただし，Agate,wire はユニットに含まれる論理ゲートや配

線素子の面積である．

4.3 アーキテクチャ層

アーキテクチャ層は，アクセラレータ全体の構造モデル，

動作周波数モデル，電力モデル，面積モデルから構成され，

アーキテクチャパラメータ，マイクロアーキテクチャ層お

よび倫理ゲート層の出力結果に基づき，アクセラレータの

動作周波数，電力情報（静的消費電力，アクセスあたりの

動的エネルギー），面積を見積もる．アクセラレータを構

成するユニット数に基づいてマイクロアーキテクチャ層の

結果を統合するだけでなく，ユニット間の接続も考慮し最

終推定結果を出力する．

4.3.1 アクセラレータ構造モデル

アクセラレータ構造モデルは，アーキテクチャパラメー

タ（PE数，バッファ容量等）を入力とし，ユニット間の
ゲート接続情報を生成する．ユニット間のゲート接続情報

は，各ユニットのインターフェースゲート，ユニット間の

距離，配線の種類の情報を保持しており，ユニット間接続

を考慮した周波数推定，および，ユニット接続に必要な配

線素子の電力情報や面積の見積もりに用いられる．ユニッ

ト間の距離に関しては，シストリック構造のため最大で PE
幅分であり，PE幅はマイクロアーキテクチャ層で算出さ
れた PE面積の平方根とした．
4.3.2 動作周波数モデル

アーキテクチャ層の動作周波数モデルは，まず，ユニッ

ト間のゲート接続情報に基づいてユニット間のゲートペア

における周波数を算出する．そして，マイクロアーキテク

チャ層の結果とユニット間の周波数のうち，最小値をアク

セラレータの周波数 facc として出力する（式 (7)）．

facc = min(fPE , fbuf , fNW , fDAU , finter−unit) (7)

ただし，fPE，fbuf，fNW，fDAU は各ユニットの周波数，

finter−unit はユニット間における最小周波数である．

4.3.3 電力・面積モデル

電力・面積モデルは，アーキテクチャパラメータを基に

マイクロアーキテクチャ層の結果を統合する．そして，ア

クセラレータ構造モデルで生成されたユニット間のゲー

ト接続情報から，ユニット間接続に必要な配線素子数を

算出し，必要素子数分の静的消費電力，アクセスあたりの

動的エネルギー，面積を統合結果に加え，最終結果として

出力する．アクセラレータの静的消費電力 StPacc，およ
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び，アクセスあたりの動的消費エネルギー DyEacc は以下

の式 (8),(9)で求められる．

StPacc =
∑

(StPunit × #unit) + StP inter−unit (8)

DyEacc =
∑

(DyEunit ×#unit)+DyE inter−unit (9)

ただし，#unit はそれぞれ対象アクセラレータに含まれる
ユニット数，StP inter−unit，および，StP inter−unit はそれ

ぞれユニット間接続部分の静的消費電力，アクセスあたり

の動的エネルギーである．

一方，アクセラレータの面積 Aacc は以下の式 (10)で求
められる．

Aacc =
∑

(Aunit × #unit) + Ainter−unit (10)

ただし，Ainter−unit はユニット間接続部分の面積である．

4.4 検証

本小節では，マイクロアーキテクチャレベル，アーキテ

クチャレベルの二つの層の，動作周波数，静的消費電力，

および，面積の推定精度を，実チップやポストレイアウト

シミュレーションにより検証する．検証に用いるチップや

その測定環境，ならびにレイアウト設計した NNAプロト
タイプを図 5に示す．論理ゲート層は実チップの製造に用
いたれるセルライブラリの情報に基づいており，すでに高

い精度が検証されているため，検証の対象外とした．また，

本稿では，SFQ回路全体の 9割以上を占める静的消費電力
のみの検証を実施しているが，ERSFQ回路技術を考慮す
る場合，動的消費エネルギーの重要性が増すため，今後の

課題である．

4.4.1 マイクロアーキテクチャ層の検証

まずマイクロアーキテクチャ層の出力結果を，試作した 4
ビットMACユニット（図 5 (a)）の測定結果（MAC unit），
8ビット 8エントリのシフトレジスタ型メモリ（SRmem），
8ビットのオンチップネットワークユニット（NW unit）
のポストレイアウトシミュレーション結果との比較を行

う．4ビットMAC unitは PEのレジスタを除く演算回路
部分であり，チップは図 5 (b)に示した 4 K環境での測定
結果に加え，レイアウト後のデータも検証に用いた．図 6
に検証結果を示す．NW unitは単一の DFFと配線素子の
みから構成されており，ユニット内では周波数は決定しな

いため，周波数を除いた消費電力，面積結果が示されてい

る．各ユニットの周波数，電力，面積の平均推定誤差はそ

れぞれ 5.6%，1.2%，1.3%であり，全体的に正確に見積も
られていることがわかる．MAC unitの周波数の推定誤差
は，チップとレイアウトそれぞれにおいて，-9.3%，11.6%
と比較的大きい．ただし，実チップとレイアウトデータは

同一のMAC unitであり，チップとレイアウトデータ間で
23%の誤差があるため，モデルの推定誤差は製造ばらつき
が大きいことが考えられる．一方，レイアウトデータの周

波数はモデル出力より高い値となっているが，これは式 (3)
のマージンM に起因すると考える．本モデルではマージ

ンを含んだ周波数を出力するが，ポストレイアウトシミュ

レーションではマージンがゼロ（すなわちゲート，配線遅

延とタイミング制約のみ）で周波数が算出されるため，レ

イアウトデータの周波数がモデルに対し高くなっていると

予想される．

これに対し，消費電力，面積はほとんど誤差なく推定で

きていることがわかる．SFQ回路の静的消費電力は式 (1)
のとおり，JJ数に依存するため，面積の検証結果と傾向
が同じである．特に SRmem，NW unitの誤差が小さいの
は，回路構造が比較的単純であり，構成する論理ゲート数

だけでなく配線素子数まで正確に見積もられているためと

予想される．

4.4.2 アーキテクチャ層の検証

次にアーキテクチャ層の出力結果を，4ビット 2 × 2PE
からなるアクセラレータ（図 5 (c)）のポストレイアウトシ
ミュレーション結果（NNA）と比較する．比較対象は PE
数が四つと比較的小規模であるが，2Dシストリックネッ
トワークにおいては隣接するユニット間の接続が重要であ
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り，PE数に依存しないため，モデルの検証には十分であ
ると考える．図 6に示すとおり，NNAの周波数，電力，面
積の平均推定誤差は，それぞれ 4.7%，2.3%，-9.5%であっ
た．周波数に関しては，モデル，レイアウトの両方におい

てクリティカルパス（ネットワーク部分）が一致している

ことから，マイクロアーキテクチャ層同様にマージンによ

る誤差と予想される．

一方，NNAの消費電力と面積に関しては，マイクロアー
キテクチャ層の結果と異なる傾向が見受けられる．電力に

関しては，マイクロアーキテクチャ層の結果と同じ傾向で

あることから，PEの電力推定誤差がそのまま結果に反映さ
れていると考えられる．これに対し，面積に関しては，ポ

ストレイアウトシミュレーション結果がモデル出力に比べ，

約 10%大きくなっている．消費電力の場合，モデル出力に
対してポストレイアウトシミュレーション結果が低いこと

から，JJを含まない回路の影響が大きいことが予想され
る．基本的に SFQ回路はほぼ全ての回路が JJから構成さ
れるが，受動伝送線路（PTL:Passive Transmission Line）
の配線素子は JJを含まない．実際の設計では，よりばら
つき耐性を向上させるべく，等長配線を実施するが，アク

セラレータ・プロトタイプではマイクロアーキテクチャユ

ニットに比べ配線が複雑であり，PTL配線素子による等長
配線のオーバヘッドが大きいことが検証結果の原因である

と考える．

5. SFQ向けNNAアーキテクチャ探索

本節では，第 3節で設計した基本アーキテクチャを基に
アーキテクチャ探索を行い，SFQ向け高性能 NNAアーキ
テクチャを評価する．具体的には，まず，第 4節で開発し
た SFQ回路の周波数モデルに加え，自作のサイクルベー
スのシミュレータを用いてアーキテクチャ探索，ならびに，

ボトルネック解析を行う．そして，アーキテクチャの改善

を実施し，従来の CMOSによる NNAと性能比較を行う
ことで，その有効性を評価する．詳細は [12]を参照され
たい．

5.1 シミュレーション環境

アーキテクチャを評価するためには，開発したモデルの

出力に加え，アプリケーション実行時のサイクル数を求め

る必要がある．そこで，NNの積和演算数から実行にかか
るサイクル数を見積もる，サイクルベースのシミュレータ

を開発した．図 7にシミュレータの概要を示す．本シミュ
レータは，入力としてアーキテクチャ記述ファイル（PE
数，バッファサイズ，PEアレイの周波数等），NN記述ファ
イル（入力特徴マップサイズ，重みサイズ，重み数等），な

らびに，オフチップメモリのバンド幅を入力とし，重みの

マッピングごとに，セットアップ（バッファとオフチップ

メモリのデータのロードストア，重みのマッピング）に要

SFQ NNAサイクルベースシミュレータ
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図 7 SFQ NNA サイクルベースシミュレータ

するサイクル数と計算（積和演算，パイプラインストール）

に要するサイクル数を見積もる．

5.2 基本アーキテクチャのセットアップ

NNAのアーキテクチャ設計空間は膨大で，そのすべてを
探索することは困難である．そこで，基本アーキテクチャ

のボトルネックを解析し，アーキテクチャを改善すること

で，高性能な SFQ向き NNA実現を目指す．基本アーキ
テクチャの初期のアーキテクチャパラメータは TPUを参
考にして設定した．これは，基本アーキテクチャは TPU
と似たアーキテクチャ（シストリックアレイでWSデー
タフロー）を採用しているためである．また，SFQ回路
は冷凍機を用いて 4Kまで冷却する必要があるため，エッ
ジデバイスではなくサーバサイドでの運用に適している．

TPUもサーバサイドで用いられる NNAであり，さらに，
SFQ回路の JJがTPUで使用されているテクノロジサイズ
（28 nm）までスケールすると仮定した際，同等の面積で実
現できる可能性があるため，初期パラメータとして採用す

ることは妥当であると言える．表 1に基本アーキテクチャ
の初期パラメータを示す．基本アーキテクチャの周波数は，

第 4節で開発した周波数モデルによって 52 GHzと見積も
られた．また，オフチップメモリのバンド幅は TPUv2で
用いられている HBMの値を参考に 300 GB/sとした [1]．

5.3 ボトルネック解析

5.3.1 オンチップバッファ内部のデータ移動

シミュレーションの結果，オンチップバッファ内部の

データ移動のオーバヘッドが非常に大きいことが明らかに

なった．図 8(a)に実行サイクル数の内訳を示す．図 8(a)
に示した通り，全てのワークロードにおいてセットアップ

に要するサイクル数が 9 割以上を占めていることがわか
る．これは，オンチップバッファはシフトレジスタ型メモ

リからなり，計算できる状態にするためにはデータがシフ

トレジスタの先頭に位置するまでデータをシフトする必要

があるためである．図 8(b)にデータ移動の例を示す．ま
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ず，出力バッファに格納された部分和の部分和バッファへ

の移動がある（図 8(b)¶）．この場合，基本アーキテクチャ
は出力バッファと部分和バッファのシフトレジスタの合計

の長さ分データをシフトさせる必要があり，そのサイクル

数は 65,536（16 MB÷256 B/cycle）サイクルにもなる．こ
れは，TPUと同じ 8bit整数の積和演算をサポートしてお
り，各 PE列が毎サイクル 8bit（=1 B）データを入力とし
て受け取るため，PEアレイの要求バンド幅は 256 B/cycle
となるためである．入力特徴マップバッファのデータ再利

用時（循環時）にも同様の問題が生じる（図 8(b)·）．し
たがって，シフトレジスタの長さを削減し，データ移動の

オーバヘッドを緩和する必要がある．

5.3.2 PEの低利用率
シミュレーションの結果，基本アーキテクチャのPEの利

用率が低く，実行性能は平均でピーク性能の 2%以下である
ことが明らかになった．図 9に，基本アーキテクチャのルー
フラインプロットを示す．横軸は計算強度（MAC/Byte），
縦軸は性能（GMAC/s）を表す．各ワークロードのプロッ
トはバッチ数が 1の際の計算強度，性能を示す．図 9にプ
ロットされいてる星はワークロードの平均の計算強度にお

いて達成可能な性能（ルーフライン性能と呼ぶ）であり，

ピーク性能の 2%以下となっている．これは，NNAの演算
速度（52 GHz）とメモリバンド幅（300 GB/s）のギャッ
プが大きく，性能がメモリバンド幅に律速されているため

である．したがって，計算強度を増加させて PE利用率を
上昇させる必要がある．

5.3.3 オンチップバッファの低利用率

計算強度を増加させる手段として，NNのバッチ数の増

PE
アレイ

PE
アレイ

重み数

PE
アレイ

入力特徴マップ
のピクセル数

出力特徴マップ
のピクセル数

(a) (b) (c)

図 10 バッファが有効活用されない例．(a) 出力特徴マップのピク
セル数に対して出力バッファが大きい場合，(b) 重み数が少
なくすべての PE に重みがマップされない場合，(c) 入力特
徴マップのピクセル数に対して入力バッファが大きい場合

加があるが，シミュレーションの結果，オンチップのバッ

ファの利用率が低く有効利用できていないため，バッチ

数増加による計算強度改善が見込めないことが明らかに

なった．これは，バッチ数を増やしても，オンチップバッ

ファの容量も同時に増やさない限り，オフチップメモリア

クセスが増加してしまうためである．図 10にバッファを
有効活用できていない三つの例を示す．部分和，または，

出力特徴マップのデータ量に対して出力バッファの容量

が多い場合でも，重みマッピングごとに出力バッファ内の

データを部分和バッファ，あるいは，オフチップメモリに

移動させる必要があるため，一度の重みマッピングで使わ

れない容量が無駄になってしまう（図 10(a)）．また，マッ
プされる重みが PEアレイに対して少ない場合，マップさ
れていない PE列の出力バッファはまったく利用されない
（図 10(b)）．入力バッファは，各シフトレジスタは入力特
徴マップの各チャネルのユニークなデータを保持するが，

そのデータ量がシフトレジスタの容量（長さ）に対して少

ない場合，残りの入力バッファ容量は同様に利用されない

（図 10(c)）．これらバッファの低利用率は，それぞれ出力
バッファのシフトレジスタの長さ，出力バッファのシフト

レジスタ数，入力バッファのシフトレジスタの長さが原因

であり，改善する必要がある．

5.4 SFQ NNAアーキテクチャの最適化
本節では，第 5.3節で明らかになったボトルネックに基

づき，アーキテクチャ最適化を実施する．図 11に最適化
後の SFQ NNAアーキテクチャの全体像を示す．まず，そ
れぞれオンチップバッファをサブアレイ化し，シフトレジ

スタの長さを削減した．また，部分和バッファと出力バッ

ファを一つのバッファに統合し，部分和バッファから出力

バッファへのデータ移動をなくした．次に，PEアレイの
幅を基本アーキテクチャの 1/4 にし，その分オンチップ
バッファの容量を増加させた．そして，PEあたりのレジ
スタ数を 1から 8に増やし，同時にマッピングできる重み
の数を増やすことで PEの利用率の向上を計った．以下の
小節において，それぞれのアーキテクチャ最適化の詳細を
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示す．その後，最適化後のアーキテクチャの有効性を評価

すべく，従来の CMOSによる NNAとの比較を行う．
5.4.1 バッファ・アーキテクチャ最適化

性能向上には，まず，オンチップバッファ内部のデータ

移動を削減する必要がある．データ移動は主に 1）シフト
レジスタの長さ，2）独立した部分和バッファと出力バッ
ファによるものであるため，1）シフトレジスタのサブアレ
イ化，2）部分和バッファと出力バッファの統合を行った．
シフトレジスタをサブアレイ化する場合，アクセス先を選

択するために追加のマルチプレクサ，デマルチプレクサが

必要となる．図 12にサブアレイ化の効果とそのオーバヘッ
ドの関係を示す．縦軸はそれぞれ基本アーキテクチャの性

能，面積で正規化されている．サブアレイ化によってバッ

チ数 1，バッチ数最大（オフチップメモリアクセスが発生
しない範囲で増やせる最大のバッチ数）の両方における性

能が向上していることがわかる．ここでのサブアレイ数 2
は部分和バッファと出力バッファを統合し，それぞれをサ

ブアレイと見立てた場合と同じである．バッチ数最大にお

ける性能向上がより大きいのは，バッファをサブアレイ化

することでバッファの利用率も同時に向上しており，結果

最大バッチ数も増加しているためである．サブアレイ数が

64の場合，基本アーキテクチャに比べ性能は 6.3倍になっ
ており，それ以降は大幅な性能向上見られないため，サブ

アレイ数を 64とした．
5.4.2 ハードウェア資源の最適化

第 5.3節で述べた通り，PEの利用率は低く，ピーク性能
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の 2%以下の性能しか達成できていない．そこで，PEを削
減して，その分バッファの容量を増やすことで計算強度の

向上，PE利用率の向上を図る．PE数の削減方針として，
PEアレイの高さでなく，幅を削減することとした．PEア
レイの幅を削減することで，同時にオンチップバッファの

低利用率の例 2（図 10(b)）の改善を試みることができるた
めである．図 13に PE削減した際の性能，ならびに，計算
強度向上を示す．縦軸はそれぞれ基本アーキテクチャの性

能，計算強度で正規化されている．この性能は無限のオプ

チップバンド幅を想定した結果である．PEを削減するだ
けでも，バッファの利用率改善から性能向上を見込めるこ

とがわかる．そして，削減した PE分バッファ容量を増加
することで最大バッチ数が上昇し，PEアレイの幅を 1/2
（128 PE），1/4（64 PE）にした際にそれぞれ基本アーキテ
クチャの 47，42倍の性能を達成している．性能は PEア
レイ幅が 128の方が高いものの，64より高い計算強度を達
成している．次の小節において，バンド幅を考慮した場合

のそれぞれの比較を行い，PE数を決定する．
5.4.3 PEあたりのレジスタ数増加
さらに PEの利用率を向上させるべく，PE内のレジスタ

数を増加させる．PEのレジスタ数を増加させると，同時
にマップできる重みの数が増加し，一つの入力データに対

して複数の異なる積和演算を実行可能である．結果，マッ

ピングごとの PEあたりの演算数が増加し，深い PEアレ
イのパイプラインを処理で埋めることができ，PE利用率
向上につながる．図 14に PEあたりのレジスタ数増加の
性能への影響を示す．横軸は基本アーキテクチャの性能で

正規化されている．図 14より，より演算強度の高い PEア
レイ幅が 64の構成がより高い性能を達成していることが
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表 1 評価対象のアーキテクチャ・パラメータ

TPU
SFQ NNA

基本アーキテクチャ
最適化後

PE array
width

256 256 64

PE array
height

256 256 256

Ifmap buf.

24 MB

8 MB 24 MB
Ofmap buf. 8 MB

24 MB
Psum buf. 8 MB

Weight buf. 64 KB 128 KB
# regs in PE 1 1 8

Frequency
(GHz)

0.7 52.6 52.6

Peak perf.
(TMAC/s)

45 3366 842

Area (mm2)
(28nm)

<330 ∼283 ∼299

1.E+03

1.E+04

1.E+05

1.E+06

1.E+01 1.E+02 1.E+03 1.E+04 1.E+05

性
能

(G
M

AC
/s

)

演算強度 (MACs/Byte)

52x

最適化後

23x
TPU

基本アーキテクチャ

1
2

3

10 102 103 104 105

106

105

104

103

図 15 最適化後アーキテクチャの性能評価

わかる．また，レジスタ数 8以降は性能向上が見込めなく
なるため，PEアレイ幅が 64，PEあたりのレジスタ数が
8の場合を最適化アーキテクチャのパラメータとした．
5.4.4 性能評価

本小節では，最適化後のアーキテクチャの有効性を評価

すべく，基本アーキテクチャ，および，TPUとの性能比較を
行った．表 1に評価対象のアーキテクチャ・パラメータを
示す．基本アーキテクチャ，ならびに，最適化後のアーキテ

クチャの性能推定には，現在に SFQ回路の試作で使用され
る 1.0µmプロセスを用いた．一方，TPUの性能推定には，
シストリックアレイ型 DNNアクセラレータ向けサイクル
精度シミュレータである ScaleSIM [25]を用いた．性能比
較には，AlexNet [18]，FasterRCNN [24]，GoogLeNet [28]，
MobileNet [11]，ResNet50 [10]，VGG16 [26]の 6つのCNN
ワークロードを用いた．

評価結果を図 15に示す．バッファ・アーキテクチャ最
適化（図 15¶），ハードウェア資源の最適化（図 15·），な

らびに，PE数増加によるパイプライン利用率の向上（図
15¸）によって，基本アーキテクチャ，および，TPUに対
して，それぞれ平均で 52倍，23倍の性能向上に成功した．
これらの結果より，現在試作に使用される 1.0µmプロセス
においても大幅な性能向上の可能性が明らかになった．加

えて，SFQ回路では微細化技術によるデバイス性能の向上
が見込めるため [15]，今後プロセス技術の発展によってさ

らなる性能向上が期待できる．

6. おわりに

本稿では，SFQ回路の高速な積和演算処理性能に着目
し，SFQ向け NNAアーキテクチャを探索すべく，NNA
の電力性能モデルを開発した．まず，SFQ回路の特性を考
慮し，SFQNNAの基本アーキテクチャを設計した．その
後，論理ゲート層，マイクロアーキテクチャ層，アーキテ

クチャ層の三階層からなる，NNAの動作周波数，消費電
力，面積モデルを構築し，実チップの測定結果やポストレ

イアウトシミュレーションによる精度検証を実施した．そ

の結果，NNAの動作周波数，消費電力，面積における推
定誤差はそれぞれ，4.7%， 2.3%，9.5%と，高い精度での
推定を確認した．また，開発したモデルを用いたアーキテ

クチャ探索，および，最適化によって，従来の CMOS型
NNA対し，平均で 23倍の性能向上に成功し，最大で 522
TMAC/sを達成した．
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