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運行情報と気象情報の畳み込みによる
バス到着時刻予測手法

石長 篤人1,a) 新井 イスマイル2 垣内 正年2 藤川 和利2

概要：公共交通機関における利便性は利用者の利用意欲に直接的な影響を与えている．利便性を向上させ
る方法の 1つとして，利用者への到着時刻予測の提供が挙げられる．特に路線バスにおいては，天候，乗
降者数，交通状況など様々な要素が複雑に関係しており，正確な予測を行うことは難しい．路線バスにお
ける到着時刻予測の既存研究の中で，現状，Convolutional LSTMをベースにバス路線の過去の運行デー
タを特徴量として用いた手法が最も有効である．しかしながら，この手法には大きく 2 つの問題点があ
る．まず時刻表が存在せず，一定間隔の頻度で走行する路線を対象に評価を行っているため早着によるバ
ス停での意図的な停車など，時刻表ベース特有の特徴が考慮されていない点，次に雨などの天候の影響に
よって運行が乱れた際に予測精度が大きく低下する点である．本研究ではこれらの問題点を解決するため
に気象データと過去の運行データを Convolutional LSTMを用いて同時に畳み込み，走行時間と停車時間
を別々のモデルで予測する手法を提案する．兵庫県神戸市内のバス路線の 9ヶ月間の実運行データを利用
し，評価実験を行った．データセットの最後の 1週間を対象に Convolutional LSTMを用いた既存研究と
の予測精度の比較を行った結果，1週間全体で見ると，1.36%の平均絶対パーセント誤差の減少が見られ
た．特に夕方の時間帯や，雨天時に運行が大きく乱れた場合には，約 3%と 1週間全体と比べて平均絶対
パーセント誤差を大きく減少できた．

キーワード：高度道路交通システム，機械学習，公共交通

1. はじめに
現代の生活において公共交通機関は毎日の通勤や通学，

観光など様々な用途で利用されており，都市部，地方に拘
らず，重要な役割を果たしている．近年の研究で公共交通
機関においては利便性が利用者の利用意欲に直接的な影
響を与える [1]ことが示されており，利便性を向上させる
方法の 1 つとして，利用者への到着時刻予測の提供が挙
げられる．例えば複数の公共交通機関を連続して利用する
場合に遅延や早着を予測することで，より待ち時間の少な
く，到着の早いルート提示が可能となる．しかし，Gooze

らは精度の低い到着時刻予測の提示はかえって利用者を
混乱させる一因となり，一定の利用者の利用頻度が低下
することを報告している [2]．そのため正確な到着時刻の
予測を提示することは非常に重要であるが，特に路線バ
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スにおいては，天候，乗降者数，交通状況など様々な要素
が複雑に関係しており，正確な予測は難しい．Petersenら
は回帰ベースの手法 [3] や LSTM では捉えきれない複数
の時間帯に跨がる細かい運行パターンを学習するために
Convolutional LSTMを用いた到着時刻予測手法 [4]を提
案している．Convolutional LSTMは重み演算に畳み込み
演算を用いることで，従来の LSTMよりも複数の運行に
含まれるパターンを効果的に学習できることを示した．し
かし，この手法には大きく 2つの問題点がある．まず時刻
表が存在せず，一定間隔の頻度で走行する路線を対象に評
価しているため早着によるバス停での意図的な停車など，
時刻表ベース特有の特徴が考慮されていない点，次に雨な
どの天候の影響によって運行が乱れた際に予測精度が大き
く低下する点である．Convolutional LSTMを用いた手法
でこれらの問題点に対するアプローチは行われていない．
本研究では，Convolutional LSTMの畳み込みフィルター
とストライドを特徴量の数に合わせることで気象情報と過
去運行データを同時に畳み込みを行う．これによって天候
の乱れに対してロバストな予測を可能とする．次に走行時
間と停車時間を別々のモデルで予測することで，走行時間
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と停車時間で時系列の特徴が異なるという時刻表ベースの
路線の特徴を考慮する．停車時間は時刻表から大きな影響
を受けると考え，時刻表に基づく特徴量を用いている．兵
庫県神戸市内のバス路線の 9ヶ月間の実運行データを利用
し，評価実験を行った．特に夕方や，雨天時に運行が大き
く乱れた場合には，約 3%と平均絶対パーセント誤差が 1

週間全体と比べて大きく減少することが確認できた．1週
間全体で見ると，1.36%の平均絶対パーセント誤差の減少
が見られた．さらに提案手法を 3種類に分けて比較するこ
とで，気象情報と時刻表ベースの路線において走行時間と
停車時間を別々に予測することの有効性を確認した．さら
に精度向上のために使用した Bidirectional LSTMの有効
性についても確認した．

2. 関連研究
2.1 LSTMベースのバス到着時刻予測
路線バスの到着時刻予測において，線形回帰などの回

帰ベースの手法 [3]では含めることができない時系列の特
徴を扱うために，時系列のデータを学習できる Recurrent

Neural Network(RNN) が注目されてきた．RNN の中で
も長期的な時系列データを学習することができる Long

short-term memory (LSTM)を用いた路線バスにおける到
着時刻の予測手法が有効であるとされており，これまでに
LSTMを用いた手法がいくつか提案されている．Zengら
は LSTMを用いて予測直前の便の過去運行データを元に次
の便の到着時刻を予測する手法 [5]を提案した．カルマン
フィルタを用いた手法と比較した結果，LSTMを用いた提
案手法がより優れた予測を行えることを示した．Pangら
も LSTMをベースに過去運行データと交差点数などの静的
な経路の情報の 2種類のデータを用いて到着時刻を予測す
る手法 [6]を提案している．線形回帰や k近傍法，Support
Vector Machine (SVM)など他の機械学習をベースとした
6つの手法と比較した結果，LSTMを用いた提案手法が最
も高い精度で予測できることを示した．
また，LSTMを用いた手法の拡張として Convolutional

LSTM を用いた手法も提案されている．Convolutional

LSTMは重み演算に全結合の代わりに畳み込み演算を用
いることによって，空間的な時系列の特徴を捉えること
ができる．そのため時系列予測において一般的な全結合
を用いる LSTMよりも高い性能を発揮する可能性がある．
Petersenらは Convolutional LSTMを用いて過去の複数の
時間帯の運行情報を特徴量として到着時刻を予測する手
法 [4]を提案した．また，デンマーク都市部の一路線を対
象に 6ヶ月間の実運行データを用いて評価実験を行ってい
る．最後の 1週間を対象に予測精度を評価した結果，従来
の LSTMを用いた手法よりも約 1分の平均絶対誤差が減
少できることを示した．さらに，運行が乱れやすいピーク
の時間帯では一週間全体と比べて大きく誤差が減少した．
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図 1 バス停 A から B までの到着時刻の定義
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図 2 提案手法の概要

しかし，この手法には以下のような問題点が存在する．
( 1 ) 時刻表のない路線 (一定間隔の頻度で走行する路線)を
対象に評価を行っているため早着によるバス停での意
図的な停車など，時刻表ベース特有の特徴が考慮され
ていない

( 2 ) 運行データのみを特徴量としているため天候の影響に
よって運行が乱れた際に予測精度が低下する

3. 運行情報と気象情報の畳み込みによるバス
到着時刻予測

3.1 提案手法の概要
本研究における到着時刻の定義を図 1に示す．このよ
うにバス停 Aからバス停 Bまでは複数の走行時間と停車
時間で成り立つ．また，式 1に示すようにバス停 Aから
バス停 Bまでの走行時間と各バス停での停車時間を示す
LinkDurationを足し合わせたものとして到着時刻を定義
する．以降，走行時間及び，停車時間をリンク，それぞれ
のリンクでの所要時間をリンク所要時間と表現する．lnは
リンク，uは最後のリンクを示している．

Y =

u∑
ln=0

LinkDurationln (1)

まず始めに提案手法の全体の流れを図 2に示す．過去
の走行時間や停車時間などのリンク所要時間を含む過去運
行データに加えて，天候，気温，降水量を含む気象データ
の 2種類のデータを入力として，走行時間と停車時間の予
測を行う．これは天候の乱れに起因する運行の乱れに対し
てロバストな予測を行うためである．これまでの研究で気
象情報が路線バスの運行に直接影響を及ぼすことが示さ
れている [7], [8]が，既存手法では特徴量として考慮され
ていない．天候情報を用いる利点としては，データ取得に

2ⓒ 2021 Information Processing Society of Japan

Vol.2021-ITS-84 No.6
2021/3/4



情報処理学会研究報告
IPSJ SIG Technical Report

おけるコスト面での優位性が挙げられる．たとえば乗降者
数はバス一台一台に専用機器が必要となるが，天候情報は
Application Programming Interface(API)などで容易に取
得できる．次に走行時間と停車時間それぞれに気象データ
を結合させて別々の LSTMへの入力としている．これは，
時刻表に基づいた路線の特徴として，走行時間と停車時間
がそれぞれ独立していることが挙げられるためである．走
行時間に関しては時刻表に対する早着や遅延といった情報
が与える影響は少ないが，停車時間に関してはバスがバス
停に到着した時刻と時刻表との差が停車時間に大きな影
響を与える．そのため，時刻表ベースの路線で走行時間と
停車時間を同一の LSTMで学習すると，互いが持つ時系
列の特徴量が損なわれてしまう可能性がある．これらを考
慮するために，本研究では走行時間と停車時間でそれぞれ
別々の特徴量を用いて学習および予測を行う．また，停車
時間には天候情報に加えて時刻表に基づく特徴量も用い
ている．さらに予測精度を向上させるアプローチとして，
Bidirectional LSTMを使用している．Schusterらは，順伝
搬のみを中間層に持つ従来の LSTMに対して順伝播と逆伝
播の両方向の中間層を持つ Bidirectional LSTM[9]を提案
した．これまでに様々な時系列予測に対して Bidirectional

LSTMを用いることで，従来の LSTMよりも精度が向上
したという結果 [10], [11]が示されている．本研究も同様
に時系列予測であるため，有効である可能性があると考え
た．最後に Bidirectional LSTMの出力として得られる走
行時間と停車時間の予測値を結合して，最終的な到着時刻
予測の出力として得る．

3.2 提案手法におけるパラメータ
提案手法において，以下の 3つのパラメータを決定する

必要がある．以降それぞれについて述べる．
( 1 ) reference frequency

( 2 ) input timesteps

( 3 ) output timesteps

図 3に入出力データに対して上記 3つのパラメータがどの
ように適用されるのかを表したものを示す．縦軸はバス路
線における始点から終点までの順方向のリンクを示し，横
軸は時間軸を表す．左側が入力，右側が出力を示している．
reference frequency は 30分や 1時間などの時間幅を指
定するパラメータである．その時間幅に観測された各リン
クのリンク所要時間が過去運行データの各要素となる．そ
のため正しく学習，予測を行うためには対象となるバス路
線の運行頻度によってこの reference frequencyを決定す
る必要がある．これは入力，出力ともに共通のパラメータ
である．また，もう 1つの入力データである気象データに
対しても適用される．input timestepsは予測を行うため
の入力となる時間幅，output timestepsは予測を行う時間
幅をそれぞれ指定するパラメータである．

Li
nk
s

��������������	
�������
�����������

N samples

�������������	
����

��������������	
������
��
�����������

N samples

Li
nk
s

走行時間

停車時間

図 3 過去運行データにおけるパラメータ

3.3 使用する特徴量
本研究では過去運行データと気象データの 2種類のデー

タを用いる．走行時間には 4 次元，停車時間には 5 次元
の時系列特徴量を Convolutional LSTMを用いて畳み込み
を行うことで学習と予測を行う．図 4に走行時間と停車
時間の予測に用いる特徴量をそれぞれ図示する．このよ
うに，走行時間，停車時間に対して同じ行数のWeather,

Temp, Precipitationそれぞれを reference frequency に
したがってアップサンプリングもしくはダウンサンプリン
グを行った後に一列として追加する．停車時間にのみ，時
刻表に基づいた特徴量であるDiffT imeを使用している．
DiffT imeは式 2で導出される．TimeTablei は対象バス
停の時刻表における出発予定時刻，StopStartiは対象バス
停への到着時刻をそれぞれ示す．

DiffT imei = TimeTablei − StopStarti (2)

これは時刻表に基づいて走行している路線バスにおいて
停車時間は，時刻表から大きな影響を受けると考えられる
ためである．時刻表に記述されている時刻は一般的にその
バス停の出発時刻を表している．つまり，バス停に到着し
た時刻がその時刻表よりも早かった場合，バス運転手は意
図的に停車時間を調整する．日本の道路交通法では最大 5

分間の停車が認められている．一方で走行時間は時刻表か
ら大きな影響を受けることは考えにくい．以上のことから
停車時間にのみ時刻表に基づいた特徴量を使用する．バス
停に到着した時点で時刻表の出発時刻を超過していた場合
に 0としているのは，超過していた場合には乗客の乗降が
済み次第出発すると予想されるためである．このような場
合は時刻表からの差は停車時間に影響を与えないと考えら
れる．
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図 5 学習データセットの分割処理 (input timesteps = 8,

output timesteps = 3)

3.4 前処理
提案手法の学習を行う前に，過去運行データを指
定された input timesteps と output timesteps に基づい
て分割する処理が必要となる．input timesteps = 8,

output timesteps = 3の場合におけるデータセットの分割
処理の例を図 5に示す．縦軸がリンク，横軸が時系列，ltti
は各リンク所要時間を示している．ここで x trainが学習
時の入力，y trainは学習時の出力をそれぞれ表す．この
ように，1 timestepずつスライドさせていくことで，各入
力とそれに対応する出力のデータ構造を得る．
3.4.1 LinkDuration, DiffTimeに対する処理
LinkDurationとDiffT imeに関しては，それぞれを曜
日，reference frequencyに基づく時間帯毎の統計値を元
に式 3にしたがって正規化する．xln,t は正規化前，x′

ln,t

は正規化後の各 LinkDurationもしくは DiffT imeをそ
れぞれ示している．また，lnはリンクの識別子，tは観測
された時間帯 (timestep)をそれぞれ示す．x̄ln,dow,tod は各
リンク (ln)の曜日 (dow)，時間帯 (tod)に基づく平均値，
σln は各リンクの標準偏差を示す．このように，通常の曜
日，時間帯が持つパターンからの偏差に基づいて正規化し
ている．

x′
ln,t =

xln,t − x̄ln,dow,tod

σln
(3)

また，x̄ln,dow,tod と σln を計算する際に中央絶対誤差
(Median absolute deviation)[12]を用いて極端な外れ値を
除いている．これは平均や標準偏差などが外れ値の影響を
受けることを防ぐためである．次に欠損値の処理について
述べる．一般的な路線バスは深夜など運行が存在しない
時間帯が存在する．このような時間帯では LinkDuration

と DiffT imeの欠損値が発生する．このような欠損値が
存在すると朝の時間帯の予測を行うことができないため，
そのような欠損値に対しては前の値で置換を行う．たとえ
ば，reference frequency = 60で 23時から 5時までの運
行データが存在しない場合はその日の 22時の運行データ
で全て置換される．これらの外れ値の除去と欠損値の補完
は既存手法 [4]でも同様の方法で行われている．
3.4.2 Weather, Temp, Precipitationに対する処理
残りの特徴量であるWeather，Temp，Precipitationに

対する前処理について述べる．これら 3つの特徴量に対し
ては，式 4のように四分位点を基準にして標準化を行う．
xt は標準化前，x′

t は標準化後の特徴量をそれぞれ示して
いる．Q1，Q2，Q3 はそれぞれ xt の第一四分位点，第二
四分位点，第三四分位点を表している．

x′
t =

xt −Q2

Q3 −Q1
(4)

3.5 バス到着時刻予測ネットワークアーキテクチャ
図 6に Convolutional LSTMを用いた到着時刻予測モ
デルのアーキテクチャを示す．Petersenらが提案したアー
キテクチャ [4]を元に設計した．実装には Tensorflow 2.1.0

上に Pythonで構築されたオープンソースニューラルネッ
トワークライブラリである Keras を用いた．以降，図中
の左側の処理をエンコーダ，右側の処理をデコーダと呼
ぶ．このようにエンコーダ，デコーダそれぞれ Stacked

2-Layer Convolutional LSTMで構成されている．また，過
学習を防ぐために 4層の各 LSTM層間に Dropout層 [13]

と Batch Normalization層 [14]を使用している．変更を加
えた点は以下の 2 点である．まず，エンコーダの 1 層目
の Convolutional LSTMの畳み込みフィルターの幅とスト
ライドを走行時間，停車時間それぞれの特徴量数に合わせ
ることで，過去運行データに加えて気象データも考慮した
学習が可能にした点である．2 点目は全 4 層の Convolu-

tional LSTM層全てに Bidirectional LSTMを適用した点
である．以降，アーキテクチャ全体の構造について述べる．
まず，エンコーダにおける 1層目の Convolutional LSTM

層では入力の系列データと同じ長さ input timestepsを出
力している．2層目の Convolutional LSTM層では最後の
timestep の出力のみを取得している．その後，Dropout

層，BatchNormalization層を経たのちに，Flatten層で入
力を平滑化してからデコーダへと渡す．デコーダでの処理
は，走行時間，停車時間に拘らず同じである．エンコーダ
からの入力に対して output timestepsの数だけ複製を行
う RepeatVectorの処理を行うことで，複数先の到着時刻
予測を行うことができる．以降はエンコーダと同様に 2層
のConvolutional LSTM層と間にDropout層とBatchNor-

malization層を持つ．最後の TimeDistributedでは，活性
化関数に ReLu(Rectified Linear Unit)を用いることで走
行時間や停車時間の最終的な予測を行う．オプティマイ
ザーには RMSprop，ロス関数には平均二乗誤差 (MSE)を
用いる．

4. 評価実験
4.1 評価環境
兵庫県神戸市中心部の神戸国際大学前から新神戸駅まで

の約 15 kmを経路に持つバス路線を評価対象として選定し
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図 6 Bidirectional Convolutional LSTM 到着時刻予測モデル

た．また，バス停数は 6のため，計 5区間の走行時間と 4

回の各バス停での停車時間が存在する．選定する際に以下
の項目を考慮して決定した．
( 1 ) 十分な距離を有した路線
( 2 ) 朝，夕の所要時間が乱れやすいピークの時間帯が存在
( 3 ) 終点から他の公共交通機関への乗り換えが可能
次に評価実験における提案手法のパラメータについて

述べる．この路線は 6:00 から 23:00 まで 30 分もしくは
1 時間ごとに便を持つ路線であるため，最低でも 1 運行
のサンプルが存在するように reference frequency は 60

分とした．また残り 2 つのパラメータ input timesteps，
output timestepsは既存手法と比較評価するために既存手
法に合わせてそれぞれ 8と 3に設定した．既存手法の評価
実験においても直前 8時間の情報を元に学習および予測を
行っている．図 7に今回の評価で使用した 2020年 1月か
ら 9月末までの各時間帯毎の始点から終点までの平均所要
時間とその標準偏差を示す．赤の補助線はこの路線の予定
所要時間である 35分，黒点が平均所要時間，その上下の
エラーバーが標準偏差を表している．9:00～11:00はその
前後よりも平均所要時間が長く，前後の時間帯と比べて標
準偏差も大きいため午前のピークとして捉えることができ
る．同様の理由で 18:00を午後のピークとして定義する．
特にこれらの時間帯は他の時間帯よりも運行が不安定であ
るため，予測が難しいと考えられる．
今回の評価実験では 2020年 1月 1日から 2020年 9月

30日までの 39週間の過去運行データを使用した．この過
去運行データは過去に運行中のバスに取り付けられている
Global Positioning System (GPS) から 0.5 秒毎に取得さ
れた位置情報を元に作成した．気象データは気象庁が公開
している過去の気象データ [15]を使用した．評価対象路線

図 7 時間帯ごとの平均所要時間と標準偏差

の場所に基づいて 2020年 1月 1日から 2020年 9月 30日
の 1時間毎の兵庫県神戸市の天気，気温，降水量を取得し
た．提案手法では天気は晴れ，曇り，雨の 3種類に分類さ
れたデータを用いるため，取得したデータも 3種類に整形
した．快晴，晴れ，薄曇を晴れ，雨，雷，雪，みぞれ，に
わか雨を雨としてそれぞれまとめた．

4.2 評価方法
データセットに含まれる最初の 38 週を学習データ，

最後の 1 週間をテストデータとして評価実験を行う．ま
た，時間帯 iにおける ln = 0 ～ u，始点から終点までの
LinkDurationの総和を比較することで評価を行う．式 5

の Yi は実際の所要時間，式 6の Ŷi は予測値を表す．

Yi =

u∑
ln=0

Yi,ln (5)

Ŷi =

u∑
ln=0

Ŷi,ln (6)

評価指標は比較対象である Petersenらの手法 [4]に合わせ
て以下の 3つの評価指標 (式 7～9)を用いた．上から平均二
乗誤差 (Root Mean Squared Error)，平均絶対誤差 (Mean

Absolute Error)，平均絶対パーセント誤差 (Mean Absolute

Percentage Error)をそれぞれ表している．RMSE，MAE

は共に平均化された誤差に基づく評価指標である．RMSE

はMAEと比べて外れ値の影響を受けやすいという特徴が
ある．単位は共に分である．3つ目のMAPEは観測値 Yi

に対する相対的な誤差に基づく評価指標である．単位は%

である．

RMSE(Y, Ŷ ) =

√∑N
i=0(Yi − Ŷi)2

N
(7)

MAE(Y, Ŷ ) =

∑N
i=0 |Yi − Ŷi|

N
(8)
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MAPE(Y, Ŷ ) =
1

N

N∑
i=0

∣∣∣∣Yi − Ŷi

Yi

∣∣∣∣ (9)

4.3 比較対象
本研究では，以下の 3つの既存手法と 3つの提案手法，
計 6手法を比較対象とした．
HA(Historical Average)[3]

曜日，時間帯毎の平均値をそのまま予測値として用い
るモデル

PureLSTM[4]

Petersen らが提案しているアーキテクチャにおいて
Convolutional LSTMを使用していない手法 [4]である．

ConvLSTM[4]

上記と同様に Petersen らが提案している Convolu-

tional LSTMを用いた手法 [4]である．
Model1

提案手法において，走行時間と停車時間を 1 つ
のモデルで予測した手法である．特徴量としては
LinkDuration，Weather，Temp，Precipitationの
4種類を用いた．走行時間と停車時間を分けて予測す
ることの有用性を示すためにこのモデルを定義した．

Model2

走行時間と停車時間を別々に予測する提案手法におい
て，Bidirectional LSTMを使用していないモデルであ
る．提案手法における Bidirectional LSTMの有効性
を確認するために定義した．

Model2 Bi

提案手法をそのまま適用したモデルである．

4.4 評価結果
4.4.1 1週間の評価結果
2020 年 9 月 24 から 2020 年 9 月 30 日までの 1 週間の

output timesteps = 1 における到着時刻予測精度の比較
結果を表 1に示す．以降，全て output timesteps = 1に
おける予測結果を対象に比較を行う．既存手法を見ると
Historical Average が最も精度が悪く，次に PureLSTM，
ConvLSTMという順序になった．今回の対象路線は His-

torical Averageのような過去の運行情報を利用した単純な
回帰予測よりも Petersenら [4]の LSTMをベースにした
手法の方が精度が高くなっていることが分かる．さらに，
彼らの主張通り単純な PureLSTM よりも Convolutional

LSTMを用いた方がより高い精度で予測できていることが
分かる．以上のことから本研究における評価対象路線とし
ての妥当性が認められた．
次に提案手法の 3つの手法では全て既存手法で最も精度
が高かった ConvLSTMの精度を上回っていることが分か
る．提案手法同士を比較すると，最も精度が高かったのが

Model2 Bi，続いてModel2，最後にModel1という結果と
なった．Model1と ConvLSTMを比べると，Model1の精
度の方が高いことから，気象情報が特徴量として有効である
ことが分かる．また，Model1とModel2においてModel2

の精度の方が高いことは，時刻表ベースの路線において走
行時間と停車時間を別々に予測する手法が有効であること
を示している．そして，最後にModel2とModel2 Biを比
較すると，Model2 Biの精度の方が高かった．これは提案
手法において Bidirectional LSTMが精度向上に有効であ
ることを示している．

表 1 1 週間の予測精度の比較 (2020 年 9 月 24 日-9 月 30 日)

Model RMSE[min] MAE[min] MAPE[%]

HA 3.820 2.900 7.987

PureLSTM 3.711 2.730 7.178

ConvLSTM 3.637 2.643 6.944

Model1 3.438 2.454 6.492

Model2 3.093 2.239 6.055

Model2 Bi 2.880 2.054 5.584

4.4.2 ピークの時間帯の予測精度の比較
これまでの研究 [1], [4]で都市部のバス路線の中でも特に

朝，夕のピーク時は渋滞などが発生しやすいため，特に予
測が難しいことが明らかになっている．そこで本研究では
ピークの時間帯に限定して予測精度の比較を行う．
平日の午前と午後それぞれのピークの時間帯における予

測値の精度比較結果を表 2に示す．提案手法はこのような
場合に特に有効で，1週間全体と比べると減少幅が大きく
なっている．これはピークの時間帯が特に天候などの影響
を受けやすく，提案手法ではそのパターンを効果的に学習
できていることを示している．

表 2 ピーク時間帯の評価: 精度比較

評価対象 Model RMSE[min] MAE[min] MAPE[%]

午前ピーク ConvLSTM 5.341 4.043 9.453

(9:00-11:00) Model2 Bi 3.751 2.940 7.035

午後ピーク ConvLSTM 2.298 2.101 5.414

(18:00) Model2 Bi 1.209 0.845 2.319

4.4.3 天候状態に基づく評価
次に本研究で特徴量として用いた気象情報が予測精度に

及ぼす影響を評価するために，天候と運行の乱れの度合い
で場合分けして評価を行う．その評価対象として表 3に示
す 3日を選定した．運行の乱れの度合いとして HAの平均
絶対パーセント誤差を使用した．この値は，過去の平均か
らどのくらい乖離しているかを示しており，運行の乱れの
指標として利用できる．その値に基づいて運行の乱れを大
中小と３種類に場合分けした．
各評価対象における精度の比較結果を表 4に示す．Con-

vLSTMの予測精度を比較すると，降雨が一因で運行が乱
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表 3 天候に基づく評価: 比較対象
評価対象 降雨 HA’s MAPE[%] 運行の乱れ
9/25(金) ○ 11.701 大
9/26(土) × 7.657 中
9/29(火) × 6.535 小

図 8 2020/9/25(金) の到着時刻予測の比較

れた 9月 25日は他の日と比べて精度が低下していること
が確認できる．図 8に 9月 25日 (金)の予測精度の推移を
それぞれ示す．右の縦軸は降水量の推移，左の縦軸は所要
時間の推移を示している．この日は 0:00から 18:00まで
断続的に雨が降っており，それが一因となって，実測値が
Historical Averageから大きく外れていることが確認でき
る．午前のピークを含む 7:00から 12:00，午後のピークを
含む 15:00から 18:00の予測値を見ると従来手法ではいず
れも遅延を過小評価しているが，提案手法では，より実測
値に近い値で予測できていることが分かる．その一方で，
12:00から 13:00，18:00から 19:00では前の時間帯からの
急激な所要時間の減少に対して，減少自体は予測できてい
るものの，その減少を過小評価していることが確認できる
が，1日を通して提案手法がより優れていることが分かる．
また，天候が安定している 9月 26日と 9月 29日に関して
も，9月 25日と比べると減少幅は小さいものの誤差の減少
が確認できた．

表 4 天候に基づく評価: 精度比較

評価対象 Model RMSE[min] MAE[min] MAPE[%]

9/25(金) ConvLSTM 5.389 4.169 9.973

Model2 Bi 2.158 1.647 6.810

9/26(土) ConvLSTM 3.428 2.446 6.390

Model2 Bi 2.158 1.647 4.431

9/29(火) ConvLSTM 2.408 2.011 5.522

Model2 Bi 2.020 1.631 4.634

5. 考察と今後の課題
5.1 既存手法との比較
既存手法の中で最も精度が優れていた ConvLSTMと提
案手法であるModel2 Biの平均絶対パーセント誤差を評価

一週間 午前ピーク 午後ピーク 9/25(金) 9/26(土) 9/29(火)

図 9 既存手法との平均絶対パーセント誤差 (MAPE) の比較

対象毎にまとめたものを図 9に示す．
評価実験では一週間全体に追加して 5 種類の評価項目

で比較を行った．既存手法の問題点として述べたように，
天候に起因して運行が乱れた際に，既存手法では大きく精
度が低下することが確認できた．また，1週間全体と比べ
て，9月 25日は誤差の減少幅が大きく，平均絶対パーセ
ント誤差で見ると，3%弱の減少を確認できた．このこと
から提案手法が天候の乱れに起因する運行の乱れに対して
ロバストな手法であることが確認できた．さらに，Model1

とMolde2の比較から，時刻表ベースのバス路線において
走行時間と停車時間を別々のモデルで予測することで同一
LSTMでの学習で損なわれていた特徴を学習できたと考
えられる．また，午後ピークの時間帯でも 9月 25日と同
様に 3%弱の平均絶対パーセント誤差の減少が確認できた．
これは午前ピークの時間帯の運行状態は午後のピークの時
間帯である 18:00の運行に大きな影響を与えていると考え
られ，提案手法ではそのパターンを天候情報を加えること
でより効果的に学習できていると考えられる．さらに，天
候が安定している 9月 26日と 9月 29日に関しても，9月
25日に比べると減少幅は小さいものの誤差の減少が見ら
れた．9月 26日のような天候とは関係なく乱れた運行に
対しても既存手法よりも高い精度で予測できることを示し
た．この結果は提案手法が汎用性の高い手法であることを
示している．

5.2 今後の課題
評価実験では，6種類の手法を比較することで提案手法

の有効性と高い汎用性を示すことができた．しかし，前の
時間帯から急激に所要時間が減少する場合において，減少
自体は予測できているが，その減少幅を過小評価してしま
うパターンが 9月 25日 (金)でいくつか見られた．このよ
うな急激な減少が予測されている場合は他の手法の予測結
果を適用することで対応できる可能性がある．
本研究では評価対象路線として，1 日を通して一定
の頻度で運行する時刻表を持つ路線を対象として，
reference frequency = 60 の運行データを元に学習及
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び予測を行った．今後の課題として便毎に学習，予測でき
るように，さらに時刻表ベースの路線バスに最適化する必
要があると考える．そのためには便の運行間隔によって，
どのくらいの数の便を元に予測を行うかを動的に決定する
手法が必要であると考える．また，既存手法と比較するた
めに input timesteps = 8，output timesteps = 3で評価
実験を行ったが，このパラメータをチューニングすること
で更なる精度の向上が見込める．さらに，乗降者数や経路
の静的な情報など天候情報以外の外部要因を特徴量として
用いることで更なる精度の向上を検討する．

6. おわりに
現代の生活において公共交通機関は毎日の通勤や通学，

観光など様々な用途で利用されており，精度の高い到着時
刻予測手法が必要である．路線バスにおける到着時刻予測
手法として Convolutional LSTMを用いた手法 [4]には時
刻表ベースの路線の特徴を考慮していない点や天候に伴っ
て運行が大きく乱れた際に大きく精度が低下するといった
問題点が存在する．本研究では走行時間と停車時間に対し
てそれぞれ天候情報と時刻表に基づく特徴量を加えること
で解決を試みた．
既存手法と比較した結果，1週間全体で見ると，1.36%

の平均絶対パーセント誤差の減少が見られた．特に午後
のピーク時間帯や，雨天時に運行が大きく乱れた場合に
は，約 3%と平均絶対パーセント誤差が 1週間全体と比べ
て大きく減少することが確認できた．また，提案手法を 3

種類に分けて評価することで，時刻表ベースの路線におい
て走行時間と停車時間を別々に予測することの有効性や，
Bidirectional LSTMの有効性についても確認できた．
今後の課題として，乗降者数や静的な経路情報など路線バ

スの運行に影響を与える外部要因を特徴量として用いるこ
とで精度の向上を目指す．また提案手法における 3つのパ
ラメータのチューニングを行うことで更なる精度の向上が
見込める．本研究では 1日を通して一定の頻度で運行する時
刻表を持つ路線を対象として，reference frequency = 60

の運行データを元に学習及び予測を行ったが，便毎の学習
や予測を行えるように，時刻表ベースのバス路線に対して
さらに最適化することを検討する．
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