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極値分割とDynamic Time Warpingによる
データ類似度評価手法

森 郁海1,2,a) 中村 嘉隆2 稲村 浩2

受付日 2020年4月22日,採録日 2020年11月5日

概要：データの発生源と消費先が近傍である場合，エッジ機器上で AIを利用するユースケースが考えられ
る．しかしながら，エッジ機器上で AIのための学習も行う際は，クラウドコンピューティングと異なり
データの収集範囲が限られるため，訓練データ不足が深刻な問題となる．本稿では，このような訓練データ
不足に対し，収集済みの類似データを学習に流用するためのデータ類似度評価手法を提案する．提案する類
似度評価手法は，データの類似度を，データの特徴量に基づき求めるデータ分布の形状に着目し計算する．
データ分布の類似度計算において，データ分布の形状が平行移動（シフト）したり，伸縮したり，相似形
であったりする場合でも類似度が高くなるように，類似度評価区間を極値で分割し，区間ごとに Dynamic
Time Warping距離を求め，各距離を結合することで類似度を得る．画像認識でのユースケースを想定し
た評価環境下では，データ分布の形状にシフトや伸縮，相似形が存在するデータ分布の比較においても，
類似画像を抽出可能であり，さらに，ユーザによる調整が必要なパラメータが不要であることを確認した．
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Abstract: There are many use cases for using AI on edge devices in case of the data source and the consumer
are very close. However, lack of training data is a serious problem because the range of data collection of
edge devices is limited. In this paper, we propose a method of data similarity evaluation using Dynamic
Time Warping (DTW) with partition by Peaks for diverting training data that had already collected at other
domains. The proposed method partitions the data similarity evaluation interval by peaks of feature data
distribution and calculates DTW distance for each partition to evaluate similarity in order to cope with peak
shifts and similar in peak shape of feature data distribution. And then the similarity between data distri-
butions is calculated by combining each distance with pre-defined weights. In evaluation assuming the use
case of image recognition, we confirmed that the proposed method can extracts similar images from source
image set even if peak shifts and similar in peak shape exist when comparing feature data. In addition, we
also confirmed that the proposed method does not require any parameters that have to be adjusted by the
user under this evaluation.
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1. はじめに

5G，エッジ処理の実現により，AIエッジコンピューティ

ングの研究が活発に行われている [1]．AIエッジコンピュー

ティングのプラットフォームとして Azure IoT Edge [2]や

AWS IoT Greengrass [3]などがあり，エッジ機器上で AI
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サービスを容易に実現可能な環境が整いつつある．AIエッ

ジコンピューティングにより，従来クラウドで集中的に運

用していた AIサービスをエッジ上に分散配置することが

でき，リアルタイム性も格段に向上する．

一方，個人の健康管理や自動車の運転支援などのユース

ケースでは，IoT機器ごとの個別最適化が要求される．こ

の場合，IoT機器ごとに異なるAI学習モデルを作成する必

要があるが，クラウドへデータを集約する形態と比べデー

タの収集範囲が限られるため訓練データが不足し，AI学

習モデルに十分な精度が得られないことがある．

FedHealth [4]は，ウェアラブルヘルスケアデバイスを対

象として，プライバシの関係上ユーザデータがクラウド上

で共有できない場合に，ユーザで共通に使用する AI学習

モデルと，個別のユーザ環境で取得したデータから作成し

た AI学習モデルを基に，新たな AI学習モデルを構成する

フレームワークを提案している．このフレームワークは，

ユーザデータから AI学習モデルを作成するため，ある程

度の訓練データ量を要求する．たとえば，身体的特徴や日

常の活動パターンが似た人物 A，Bの宅内カメラ画像で心

拍数や行動認識による健康管理を想定する場合，Aの環境

下では訓練に必要な画像データが十分あるが，Bの環境下

では十分存在しない状況では，Bの AI学習モデルを作成

することができない．このようなユースケースでは本稿で

提案する，Bの環境下で取得した少量のデータから Aの訓

練データとの類似性を判定し，Aの許可を得たうえでAの

訓練データを Bの環境下での学習データに転用する方法の

有効性が期待できる．

この方法は，転移学習（データ転移）[5], [6]と呼ばれ，転

移学習が成功するためには，他の環境で使用した訓練デー

タ（以降，「転移元データ」と表記）と転移先の訓練データ

（以降，「転移先データ」と表記）の類似度が高いことが 1

つの条件である．この類似度を高精度に算出することがで

きれば，識別クラスのサンプルを偏りなく含む，良い訓練

データセットを構成することができる．

仮に，識別クラスのサンプル数に偏りがある不均衡デー

タセットで分類器を作成した場合，次のような現象が生

じ，クラス識別性能が低下する．たとえば，訓練データ

のクラス分布が「人間」:「トラ」= 99 : 1の場合，つねに

「人間」と推論する分類器が作られると，分類器の「人間」

に対する正解率は 99%となる．一方，「トラ」に対する正

解率は 0%となる．推論時の入力データのクラス分布が，

「人間」:「トラ」= 5 : 5であった場合，この分類器は「人

間」を過検出してしまう．このような状況が発生すると，

「人間」と「トラ」で異なる処理を提供する AIサービスの

場合，「トラ」に対しても「人間」の処理が割り当てられ，

AIサービスの品質が低下する．

転移先データの単一サンプルと，転移元データの各サン

プルとの類似度を高精度に算出することで，前述の例にお

いては，転移先データのサンプルに「トラ」が 1つでもあ

れば，転移元データのサンプル集合から類似度が高いもの

を機械的に抽出し，必要に応じてクレンジングすることで，

高品質な「トラ」の集合を構築することができる．このよ

うに，精度の高い類似度の算出は，不均衡データセットの

生成を抑制し，AIサービスの品質低下を防ぐために重要

な役割を果たす．

筆者らはこれまでに，転移元データ集合と転移先データ

集合の統計的性質（データ分布）が類似しているかを調べ

る手法として，ピアソン相関係数や統計的仮説検定，コサ

イン類似度を用いる方法を検討してきた [7]．インターネッ

ト上に公開されている行動認識向けの訓練データを，ア

ノテーション（行動ラベル）ごとに分割したものを転移元

データ集合とし，それらからサンプリングした少数のデー

タを転移先データ集合として，前述の手法を使用して類似

性の高かった転移元および転移先データ集合の組の各行

動ラベルが一致する精度を評価した．その結果，精度が最

も高かったのはピアソン相関係数を用いるものであった．

ピアソン相関係数は，転移元データのデータ分布と転移先

データのデータ分布の増減が同じような傾向を示す場合の

類似度の算出に有効であるが，次に示すようなデータ分布

の形状がシフトしたり，伸縮したり，相似形であったりす

る場合も類似度を高く算出すべきである．

たとえば，環境光などの変化に起因する照明変動によっ

て，同一被写体の画像においてもヒストグラムなどの特徴

量が変化する [8]．昼の画像では，明るい画素値の出現頻度

が増え，夜の画像では，暗い画素値の出現頻度が増えるの

は，太陽光による照明変動が影響する．しかし，被写体が

持つ本来のヒストグラム形状は，照明変動が生じても，ヒ

ストグラム形状が明るい方か暗い方にシフトするだけで，

形状の特徴は保存されているはずである．同様に，被写体

が画面に占める割合が変化する場合，背景除去などを適切

に行うことで，被写体が持つ本来のヒストグラム形状は，

相似形として取得できる*1．また，被写体のコントラスト

が低い画像は，ヒストグラムの分布が狭くなり，コントラ

ストが高い画像は，ヒストグラムの分布が広くなるため，

ヒストグラム形状が伸縮することがある [9]．このように，

ヒストグラム形状がシフトしたり，伸縮したり，相似形で

あったりするときは，転移学習が有効な場合がある．

データ分布の形状変化のうち形状のシフトについては，2

つのデータを少しずつずらしながら類似度を算出するスラ

イディングウィンドウ法を用いてもよいが，類似度算出に

大きく影響するスライド幅をユーザが調整する必要がある．

本稿では，転移元データと転移先データの類似度評価を

転移元データのデータ分布と転移先データのデータ分布の

類似度に基づいて行う場合において，データ分布の形状が

*1 相似な平面図形の面積比は，相似比の二乗となるため．
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シフトしたり，伸縮したり，相似形であったりしても類似度

を高く算出できる効果が見込めるDynamic Time Warping

（DTW）距離 [10]を使用した類似度評価手法を提案する．

具体的には，転移先データから抽出した特徴量に基づき

データ分布を作成し，そのデータ分布を極値で区間分割す

る．この分割区間ごとに転移元データの特徴量を基に作成

したデータ分布との DTW距離を算出後，それぞれの分割

区間での DTW距離を線形結合することで類似度評価を行

う．区間分割を行うことで，転移元データのデータ分布と

転移先データのデータ分布の全体に対して DTWを適用し

たときに生じる，過度なフィッティングを防止する．

なお，筆者らの研究 [7]では訓練データのデータ分布に

着目したが，本稿では画像認識での転移学習への応用を考

え，画像の特徴量のデータ分布の類似度を判定する．双方

ともデータ分布の類似性を評価するため，問題の本質は変

わらないことに注意する．

有効性の評価では，画像認識での転移学習のユースケー

スを想定し，類似の特徴量を持つ画像に対して，提案手法

が高い類似度を持つものとして抽出できるかを検証する．

さらに，この評価環境下において，スライディングウィン

ドウ法のスライド幅のような，ユーザによる調整が必須の

パラメータが不要であることを確認する．

2. 関連研究

データ分布の類似度を測る既存手法には，筆者らの研

究 [7]で検討対象にした手法が存在する．これらの手法に

は，1章で述べたように，データ分布の形状がシフトした

り，伸縮したり，相似形であったりする場合に対応できな

いという課題がある．この課題を解決するために，本研究

では，データ分布の形状変化が生じても類似度を高く算出

できる効果が見込める，時系列データの類似度を測る手法

に着目してデータ分布の類似度を求めることを考える．こ

の章では，時系列データの類似度を測る既存手法を説明

する．

2.1 時系列データの類似度計算手法

Aghabozorgi らのサーベイ [11] によれば，類似度計算

手法は Shape-based，Compression-based，Feature-based，

Model-based の 4つの方式がある．

Shape-based は，2組の時系列データの形状を，時間軸

に対する非線形な伸縮によって可能な限り一致させよう

とするもので，ユークリッド距離，DTW [10]，LCSS [12]，

MVM [13]などがある．これらは，短い時系列データに適

用することが多い．この方式は，時間軸の影響を無視する

ため，データ分布の形状のシフトに対応できるが，シフト

量が大きすぎると画像としての類似性が低下する恐れがあ

る．また，データ分布の形状のうち高さを厳密に判定する

ため，幅広く類似画像を検索するには極値の高さの変化に

対し許容を持たせる必要がある．

Compression-based は，時系列データを何らかの形で圧

縮（変換）し，圧縮後の情報から類似性を求めるもので，

CDM [14], 自己相関，カルバック・ライブラ情報量 [15]，ピ

アソン相関係数などがある．これらは，時系列の長さによ

らず使用できる．この方式は，圧縮方法に精度が左右され

るため，扱うデータによって適切な圧縮方法をユーザが選

択する必要がある．

Feature-based は，時系列データを低次元の特徴量に変換

し，特徴量から類似性を求めるもので，統計学（統計的仮説

検定など），係数（Jaccard係数 [16]，Dice係数 [17], [18]，

Simpson係数 [19]など），コサイン類似度などがある．こ

れらは，長い時系列に適用することが多い．この方式も

Compression-based と同様に，適切な次元削減方法を選択

する必要がある．

Model-based は，時系列データの予測モデルがどの程度類

似しているかを求めるもので，HMM [20]，ARIMA [21]な

どのモデルを利用する．これらは，長い時系列に適用するこ

とが多い．この方式も Compression-based，Feature-based

と同様に，モデルの選定が精度に大きく影響する．

本稿では，ユーザによる調整が不要な Shape-based 方式

を用いる．Shape-based 方式でよく使用されるのは，ユー

クリッド距離と DTWである [11]．以降で，ユークリッド

距離，DTWについて詳細を述べる．

2.1.1 ユークリッド距離

ユークリッド距離は，2つの点（ベクトル）をつなぐ線

分であり，ベクトル �x = (x1, . . . , xn)，�y = (y1, . . . , yn)の

ユークリッド距離 d(�x, �y)は式 (1)のように定義される．

d(�x, �y) =

√∑n

i=1
(xi − yi)2 (1)

ユークリッド距離は，データの差の二乗和の平方根であ

り，ベクトルの成分間の重みを考慮しない．本稿では，特

徴量のデータ分布の比較におけるデータ分布の形状のシフ

トに対しては類似度への影響を少なくし，データ分布の形

状が相似形である場合は，類似度を高く算出する性質を持

つことが望ましい．しかしながら，ユークリッド距離は，

座標系の各軸の値のずれの程度が異なる意味を持つ状況に

対応することができない．

2.1.2 Dynamic Time Warping（DTW）

DTWは，2つの時系列データの各点の距離を総当たり

で比較し，2つの時系列データの距離が最短となるパスを

見つける手法である．ここでの距離指標に特に制限はない

が，誤差の絶対値などを使用することが多い．基本的な概

念は 1959年に提案され [10]，その後，音声認識，筆跡照

合，手話認識，データマイニング，時系列データクラスタ

リングなど幅広い分野に応用されている [22]．

2つの時系列データから類似波形を探索するため，デー
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タ分布の形状が異なる場合は類似度を低く算出し，波形が

時間軸に対し平行移動したようなデータ分布の形状がシフ

トするパターンや形状が伸縮するパターンの類似度は高く

算出する．このことから，2.1.1項で述べた本稿で求める性

質に近い性質を持つ．

本稿では，データ分布の形状のシフトや伸縮をどれだけ

許容するかを制御できるよう，転移先の極値で区間を分割

し，分割区間内で DTW距離を算出する．

3. 提案手法

転移元データと転移先データそれぞれの特徴量に基づい

て求めたデータ分布の形状のシフトや伸縮，相似形に対応

するために，まず，転移先データの特徴量に基づいて求め

たデータ分布の極値で評価区間を分割し，分割区間ごとに

転移元データの特徴量に基づいて求めたデータ分布との

DTW距離を算出後，それぞれの結果を結合し，最終的な

類似度を得る方法を提案する．

提案手法では，次の手順で類似度評価を行う．

(1) 特徴抽出とデータ分布の導出

(2) 区間分割

(3) 分割区間の類似度評価と結合

3.1 特徴抽出とデータ分布の導出

DTW距離を類似度指標とし，転移元データと転移先デー

タの類似度を求めるために，転移元データと転移先データ

それぞれの特徴量ベクトルを求め，特徴量ベクトルから 2

次元データ分布を計算する（図 1）．このデータ分布どうし

を DTWで比較することで，類似度を高く算出すべきデー

タ分布の形状変化に対応する．本稿では，プライバシの関

係上，人物ではなく動植物の画像を評価に用いる．評価に

使用するデータは，柄（模様）に特徴があるため，特徴量を

グレースケール化した画素とし，画素値の出現頻度（ヒス

トグラム）を 2次元データ分布とする．正確には，グレー

スケール化した画像の画像値からカーネル密度推定によっ

て画素値 x を確率変数とする確率質量関数 p(x) を求め，

(x, p(x))を 2次元データ分布とする．ヒストグラムではな

く確率質量関数を使用することで，画像の母集団のデータ

を推定するため，画像の標本に含まれるノイズの影響を抑

えることができる．

ただし，(x, p(x))は転移元データと転移先データの特徴

を十分反映しており，波形状に近似できればどのようなも

のでもかまわない．たとえば，(x, p(x))にBag-of-Features

（BoF）[23]を用いる方法がある．BoFは，訓練データから

抽出した特徴ベクトル群をクラスタリングし，そのクラス

IDと出現頻度を生成する手法である．よって，xにクラス

ID，p(x)にそのクラスの出現頻度を設定すればよい．

特徴抽出は，画像であれば HOG [24]や SIFT [25]，音声

であればMFCC [26]などを用いる．BoFは特徴が出現す

図 1 特徴抽出とデータ分布の導出の流れ

Fig. 1 Feature extraction and dimension reduction flow.

る位置情報が損失するが，特徴次元が下がり推論時の計算

量を抑えられるため，計算資源の限られたエッジ環境でも

利用可能と考えられる．

このように，BoFにおける特徴抽出方法を変更すること

で使用することで，動植物などの画像分類の他，スマート

スピーカで使用される音声認識などのユースケースにも応

用可能である．

3.2 区間分割

3.1節で求めた転移元と転移先画像の p(x)について，デー

タ分布の形状のシフトや伸縮，相似形に対応するために，

転移先の p(x)の極小値で分割する．極小値から次の極小

値の間には必ず 1つの極大値が含まれる．極大値は，p(x)

の形状の特徴の 1つととらえることができ，この特徴的な

形状が分割区間内，あるいはその近傍に含まれていれば，

部分的な類似性があると判断する．

3.1節で述べたとおり，画像をグレースケールに変換する

ため，画素の表現空間が 8ビットである場合，画素値は 0から

255の間で変化する．よって本稿では，xの区間を [0, 255]と

する．ただし，本項では区間を [a, b] := {x ∈ Z | a ≤ x ≤ b}
と定義する．転移先の p(x)（以降，pt(x)と表記）の極小値

の集合が，{pt(x1), pt(x2), . . . , pt(xn)}（ただし，xi < xi+1）

であるとき，分割区間を式 (2)のように定義する．ただし，

b0 = 0，bi = xi（i = 1, . . . , n），bn+1 = 255である．

[b0, b1], [b1, b2], . . . , [bn, bn+1] (2)

ここで，分割区間に転移元の p(x)（以降，ps(x)と表記）の

極大値が入りやすくなるよう，各区間にマージンmi を導

入することを考える（式 (3)）．ただし，miは必須パラメー

タではないため，必要に応じユーザが設定する．

[b0, b1 + m0], [b1 − m1, b2 + m1], . . . , [bn − mn, bn+1]

(3)

本稿では，miを式 (4)のように定め，パラメータ overlap

を使用して比率で表現する．{
mi = overlap · (bi+1 − bi)

∣∣∣∣∣ i = 0, . . . , n

0 ≤ overlap ≤ 1

}
(4)

そして，miの導入によって xの区間が [0, 255]を超えな

いよう，分割区間 Ivi を式 (5)のように修正する（図 2）．
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図 2 区間分割の考え方

Fig. 2 Conceptual diagram of the partition Ivi.

図 3 提案手法の区間分割と DTW 適用イメージ

Fig. 3 An example of applying the partitioning and DTW.

Ivi =

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

[bi,min(bi+1 + mi, 255)], i = 0

[max(0, bi − mi),min(bi+1 + mi, 255)],

i = 1, . . . , n − 1

[max(0, bi − mi), bi+1], i = n

(5)

本稿では，mi を分割区間長に比例するように設定した

が，原理的には固定値でもよい．mi を分割区間長に比例

させる利点は，overlap パラメータにより分割区間長が最

大でも分割区間の 3倍となるため，過剰な形状一致を抑制

できることである．単純には，スライディングウィンドウ

法のように ps(x)の元波形全体をずらしながら DTW距離

を算出する方法もあるが，波形をずらす際に DTW距離算

出の対象とならない部分が発生し，類似度算出精度が低下

する恐れがある．加えて，ユーザによるスライド幅の調整

が必要になる．

図 3 は，提案手法の区間分割と DTWの適用イメージ

である．赤実線が pt(x)の波形で，青破線が ps(x)の波形

である．区間分割を行わない通常の DTWでは，元波形の

図 4 不適切な形状一致例

Fig. 4 An example of inappropriate shape matching.

図 5 極大値の伸縮の許容範囲のイメージ

Fig. 5 An example of the tolerance range of the local

maximum.

位相のずれが大きい場合でも形状を一致させている（図 3

上段右）．しかし，位相のずれが大きすぎる場合，転移元と

転移先の画像の類似性が著しく低下する恐れがある．図 4

は，不適切な形状一致の例である．画像 1と画像 2は，見

た目が異なり，特徴量のデータ分布の極大値のシフト量

も大きいが，DTWでは，このような場合でも波形の大部

分が一致してしまう．区間分割を行うと，pt(x)の波形の

極小値で分割され，その区間内で ps(x)の波形との形状一

致判定が行われる（図 3 中段右）．overlap = 0の場合の

Iv1，Iv2 に着目すると，ps(x)の波形の極大値が部分的に

しか含まれないため，半分程度の一致にとどまる．一方，

overlap = 0.4では，Iv1，Iv2内に ps(x)の波形の極大値を

含むようになるため，大部分が一致するようになる（図 3

下段右）．このように，mi の値を変化させることで，波形

の形状一致の度合いを制御することができるが，mi の導

入によって必要以上に形状一致が許容される恐れがあり，

mi の要否も含め調整の余地がある．

3.3 分割区間の類似度評価と結合

特徴として重視する極大値を含む区間の DTW距離を類

似度に強く反映させるために，各分割区間の DTW距離に

重み付けをして結合する．

類似度評価の前に pt(x)，ps(x) の値を [0, 1] に正規化

する．DTW は，x 軸方向のシフトや伸縮は許容するが

（図 5 (1)），p(x)軸方向の伸縮（極値の高さ）は許容しな

い．一方，転移学習では，転移元データを変換してから転
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移することがある [5]．たとえば，pt(x)，ps(x)の全体形状

について，スケールのみが異なる場合，ps(x)を定数倍す

る変換を介することで転移が可能となる．そこで，pt(x)，

ps(x)をそれぞれ最大値と最小値を基準にスケール変換し，

p(x)軸方向の伸縮（図 5 (2)）に定数倍の許容を持たせる．

正規化後の p(xj)の値 p(xj)norm を，式 (6)に示す．ここ

で，p(x)min は p(x)の最小値，p(x)max は p(x)の最大値で

ある．

p(xj)norm =
p(xj) − p(x)min

p(x)max − p(x)min
(6)

正規化済の pt(x)を pt(x)norm，転移元データ集合 Sの

元 sk ∈ Sの正規化済の psk
(x)を psk

(x)norm とすると，重

みパラメータ wi ∈ [0, 1]を用いて，類似度 s(t, sk)を式 (7)

のように定義する．ただし，DTW (t, s)Ivi
は分割区間 Ivi

における時系列データ t，sの DTW距離である．

s(t, sk) =
∑n

i=0
wi · DTW (pt(x)norm , psk

(x)norm)Ivi

(7)

4. 評価

4.1 評価方法

提案手法の有効性を評価するために，AIがよく用いられ

る画像認識分野での転移学習のユースケースを想定して，

類似する特徴量を持つ画像に対し，提案手法が高い類似度

を持つものとして順位付けできるかを確認する．

また，提案手法で用いている区間分割には調整の余地

があり，いったんマージンmi（overlap パラメータ）を導

入するが，mi の変化に対して類似度が大きく変化せず，

overlap の調整は実用上不要であることを評価により示す．

4.1.1 前提条件

評価用の画像は，3.1節で述べたようにプライバシの関

係上，人物ではなく動植物の画像を用いる（図 6）．また，

これらの画像は，光源やコントラスト，画像に対する被写

体の占有率が異なることに加え，被写体が似ているが同一

の動植物でないケースを想定する．たとえば，個人の健康

管理での転移学習では，異なる住居に同一人物がいる状況

が少なく，環境ノイズが存在する条件下で身体的特徴が似

た人物を探すのが現実的である．さらに，立つ，座る，転

ぶなどの人物の動作認識の学習では，完全に同一被写体で

なくても，転移学習が有効である可能性が高い．

本評価では，転移先画像中の動物と似ている動物を「分

類学的に似ている生物」と定義する．転移元データセット

には，転移先の動物画像と似ている動物のほか，分類系統

上の距離が離れた動物や植物画像をいくつか入れる．この

転移元データセットから転移先画像の動物と似ている動物

を含む画像の類似度を高く算出できるかを評価する．

本稿で想定する画像認識分野での転移学習では，類似画

像の検索においてリアルタイム性を求めない夜間バッチな

図 6 評価用画像一覧

Fig. 6 List of images for evaluation.

どでの実行を想定する．そのため，検索時間は評価対象外

とする．加えて，転移学習に必要な画像を収集する範囲を

ある程度広くする必要があるため，転移元の画像を保存・

検索する環境は，ある程度の計算能力のある PC 相当の

エッジ機器，または，クラウドとする．

評価対象の画像から得られる特徴量は，画像をグレース

ケール化後，カーネル密度推定によって求めた画素値の確

率質量関数を [0, 1]に正規化したもの（p(x)norm）とする．

p(x)norm は，画像の特徴をよく抽出できているものとす

る．すなわち，pt(x)norm と ps(x)norm が類似の形状を持

つ場合，元の画像どうしの類似度も高くなる．

また，画像は背景などの識別対象以外の領域（ノイズ）

を含むが，本評価ではノイズ除去は実施しない．加えて，

画像解像度や画像サイズの変更も行わない．

4.1.2 評価項目

転移元の画像集合を，転移先の画像（target 画像）との

類似度が大きい順に順位付けできているかを確認する．本

評価では，動植物の画像を用いて，以下を評価する．

(1) target 画像と似た画像ほど順位が上位であるか．

(2) overlap パラメータによって，類似度が著しく変動し

ないか．

提案手法と比較する方式は，筆者らのピアソン相関係数

を用いる方式 [7]（以降，「ピアソン相関係数」と表記），区

間分割を行わず DTWを適用する方式（以降，「DTW」と

表記）の 2方式とする．

評価 (1)における類似度評価手法ごとの評価関数と順位付

け規則を，表 1 に示す．各手法は，pt(x)norm と ps(x)norm

を入力として評価関数を用いて類似度を出力し，順位付け

規則に従い順位を決定する．
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表 1 評価関数と順位付け規則

Table 1 Evaluation function and rank-order rule.

また，提案手法の overlap パラメータによる順位変動と

そのときの類似度の変化を確認する．理論上は，overlapが

0に近いほどピアソン相関係数での類似度評価結果に近づ

き，overlapが 1に近いほどDTWでの類似度評価結果に近

づくはずである．なお，評価 (1)における順位は，4.1.1項

より pt(x)norm と ps(x)norm の形状が近い画像ほど高くな

ると定義したため，背景などの環境ノイズによって，target

画像の動植物の分類系統と近いものが上位にこない場合が

あることに注意する．

評価 (2)では，overlap = 0と overlap > 0の場合で，類

似度が著しく変動しないことを確認し，マージンmi の導

入が実用上不要であることを示す．また，提案手法，ピア

ソン相関係数，DTWがどの程度の距離（類似度の差）を

もって順位付けしているかを可視化し，順位付けのロバス

ト性を確認する．たとえば，似ている画像どうし（猫の画

像どうしやチータの画像どうしなど）は，多少順位が入れ

替わっても問題ないため，似ている画像どうしは，近い距

離に配置されるのが望ましい．一方，明らかに似ていない

画像どうしは，遠い距離に配置するのがよい．すなわち，

上記の特性を持っていれば，類似画像の類似度がノイズに

よって多少変化したとしても，順位変動を抑えられる（ロ

バスト性がある）といえる．

表 1 に示したとおり，評価関数の変域および順位付け規

則が類似度評価手法ごとに異なるため，転移元画像間の類

似度の距離を共通の基準で確認できるよう評価関数を次の

ように変更する．まず，ピアソン相関係数の評価関数に対

してのみ出力値に −1を乗算し，順位付け規則を昇順にす

る．そして，すべての手法の評価関数の出力値を，式 (6)

と同様の方法で [0, 1]に正規化する（以降，この値を「相対

距離」と表記する）．

この相対距離を基にクラスタリングし，overlapパラメー

タを変化させても，クラスタリング結果が変わらないこと

を確認する．さらに，転移用の訓練データセットの構築に

おいて最も重要なのは，転移先データとの類似度が高い転

移元データが検索されることである．つまり，相対距離が

最も近いクラスタが変動しなければ，有効な訓練データ

セットの構築に必要なデータが，検索によって抽出されや

すくなると考えられる．

表 2 評価条件一覧

Table 2 List of evaluation conditions.

表 3 PC ハードウェア環境

Table 3 Evaluation hardware specifications.

表 4 PC ソフトウェア環境

Table 4 Evaluation software specifications.

4.2 評価条件

表 2 に評価条件の一覧を示す．

4.3 評価環境

PCのハードウェア環境を表 3 に，ソフトウェア環境を

表 4 に示す．

4.4 評価結果

4.4.1 手法ごとの類似順位の変化

target 画像の特徴量（赤実線）と転移元画像の特徴量（青

破線），overlap = 0時の区間分割位置（縦実線）をプロッ

トしたグラフを図 7 に示す．また，手法ごとの類似順位の

変化をプロットしたものを図 8 に示す．

動植物の表面の柄によって画素値の確率質量関数が決ま

ると期待するため，target 画像（トラ）は，tiger1，tiger2

や cheetah1，cheetah2 などの順位が高いことが望ましい．

ピアソン相関係数は増減関係を重視するため，target 画

像の特徴量と形状が重なるような cheetah1（1位），tiger2

（2位），tiger1（4位）は上位だが，cheetah2（7位）のよ

うに極大値を引き延ばした形状の順位が下がり，x軸方向

の伸縮への許容性が低い．また，giraffe1（5位）や cat1

（6位）のように，データ分布の増減関係が似ているものの

順位が高く出ており，p(x)軸方向の伸縮への許容性が高す
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図 7 特徴量と分割区間

Fig. 7 Feature data distributions and their peaks.

図 8 手法ごとの類似順位の変化

Fig. 8 Change in order of similarity by evaluation methods.

ぎる．

提案手法（overlap = 0）は，cheetah2（7 位→ 5 位），

leopard1（11位→ 7位）の順位が上がり，giraffe1（5位→ 6

位）や cat1（6位→ 9位）の順位が下がっており，期待した

結果に近づく．overlapを 1に近づけると，極値のシフトに

寛容となり，似た特徴量を持つ cheetah1，tiger2，rabbit1，

tiger1 の順位が変動するようになる．同様に，giraffe1，

leopard1，apple1，cat1 の間と，lion1，lion2 の間の順位

にも変動が生じる．

DTWは，cat2 や elephant1 のような極値が大きくシフ

トするパターンの順位を高くしている．一方で，apple1 や

lion1 のような極値の数が異なるパターンの順位を低くす

る．提案手法の overlap が 1に近いパターンよりもかなり

極値のシフトに寛容となっていることが分かる．

図 9 手法ごとの類似度の相対距離の変化

Fig. 9 Change in relative distance of similarity for each

method.

図 10 k-means（k = 6）クラスタリング例

Fig. 10 k-means (k = 6) clustering using the similarity.

4.4.2 overlap パラメータによる類似度の変化

target 画像との類似度の相対距離の変化を手法ごとにプ

ロットしたものを図 9 に示す．また，図 10 は，target 画

像との類似度の相対距離を用いて，k-means（k = 6）でク

ラスタリングした例である．図中の星印は，各クラスタの

中心点である．なお，相対距離が 0に近いほど target 画像

と似ていることを示している．

4.1.2項で示したように，重要なのは相対距離が最も近い

クラスタが変動しないことである．本評価条件での類似画

像検索結果で期待する範囲を図 11 に示す．すなわち，ト

ラ，ライオン，チータ，ネコの画像が，相対距離の最も近

いクラスタに配置されればよい．また，分類系統において
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図 11 類似画像検索の結果で期待する範囲

Fig. 11 Expected range of the similar image search results.

近いものどうしが近くに配置される方がよい．

ピアソン相関係数，DTW，提案手法とも，相対距離の最

も近いクラスタにトラ，チータ，ネコが含まれ，図 11 で示

した期待する範囲内である．よって，時系列データの類似

度計算手法が有効に機能しており，本評価条件においては

類似画像検索の最も重要な要件を満たしているといえる．

しかし，ピアソン相関係数は，{cheetah2, giraffe1, cat1}
や {zebra1, cat2}をクラスタリングしており，分類系統に
おいてやや離れているものが同一クラスタに配置されて

いる．

同様に，DTW でも，lion1，lion2 が異なるクラス

タに分けられ，{leopard1, elephant1} をクラスタリン
グするなど，分類系統の近いものどうしを近くに

配置していない．一方，提案手法は overlap = 0～

0.1 の場合，{cheetah1, cheetah2, tiger1, tiger2, rabbit1} や
{lion1, lion2}のようにネコ科のものどうしをクラスタリン
グしており，{giraffe1}や {oldman1, zebra1, elephant1}の
ようなトラと分類系統上離れているものは，異なるクラス

タに配置しているため，想定する動作に近い．rabbit1 や

apple1 がネコ科のクラスタに入っているが，これは画像に

識別対象以外の環境ノイズ（背景など）が混入して特徴量

のデータ分布の形状が target 画像のものと意図せず似たこ

とが影響していると考えられる．一方で，overlap を大き

くしても，おおむねクラスタリング結果は変わらないが，

クラスタ間距離の近いものどうしが近づく傾向にある．た

だし，順位の変動はクラスタ内にとどまっている．

本評価では，類似度を基に順位付けしたが，k-means の

ようなクラスタリングアルゴリズムを利用し，target 画像

との類似度が近い順にクラスタを特定した後，各クラスタ

内の画像を提示すれば順位を安定させることが可能である．

5. 考察

本評価においては，転移先と転移元データの特徴量の極

値のシフトや極値の形状の相似形に対して，提案手法がピ

アソン相関係数と比較し，適切なロバスト性をもって類似

度の評価が可能であることを確認した．さらに，DTWで

問題となる過剰な形状一致による類似度の誤判定を，提案

手法の極値による区間分割によって解決することができた．

また，提案手法は，overlapパラメータの導入により，類

似順位と類似度が若干変化したが，変動の範囲は限定的で

あった．実用上は，クラスタリングアルゴリズムの使用に

よって順位変動を吸収できる見込みで，本評価条件下では，

overlap パラメータは不要である．

制約事項として，類似性評価対象データの特徴量は，本

評価で用いた p(x)norm のように，xiに対し p(xi)norm がた

だ 1つ定まるものを使用する必要がある．そして，提案手

法は特徴量のデータ分布の極値を重視するため，訓練デー

タから特徴量を抽出する段階で，外れ値やノイズを含むと

その影響を受けやすい．本評価では，画素値の確率質量関

数を特徴量としたため，画像全体の色彩を特徴として強く

反映する．したがって，背景画像の割合が大きいと意図し

ない特徴が抽出されることがある．以上のことから，一般

的な機械学習における訓練データの前処理と同じく，特徴

抽出時に外れ値やノイズの除去を行い，意図する特徴のみ

が含まれるように留意しなければならない．

6. 結論

本稿では，転移学習のためのデータ類似度評価手法を提

案した．提案手法は，特徴量のデータ分布の比較におけ

る極値のシフトや極値の形状の相似形に対応するために，

データ類似度評価区間を極値で分割し，区間ごとに DTW

距離を算出し，各距離を結合して最終的な類似度を得る．

画像認識での転移学習のユースケースを想定した評価の

結果，極値のシフトや極値の形状の類似形が存在する特徴

量のデータ分布の比較においても，類似画像を抽出可能で

あった．また，同評価環境下では，提案手法は，ユーザによ

る調整が必要なパラメータが不要であることを確認した．

今後は実用化に向け，類似度評価におけるクラスタリン

グアルゴリズムのチューニングや，並列分散処理による検

索速度の向上などを目指していく．
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