
情報処理学会研究報告
IPSJ SIG Technical Report

リアルタイムな人口変動を利用した
災害規模推定における特徴量の検討

落合 桂一1,a) 赤塚 裕人1 山田 渉1 寺田 雅之1

概要：台風や大雨などの自然災害が激甚化している．災害規模が大きくなるほど災害規模の把握に時間を
要し，初動対応が遅れる可能性がある．そこで本研究では，リアルタイムな人口変動のデータを利用し災
害規模を推定することを提案し，推定に有用な特徴量の検討を行う．

1. はじめに
気候変動により台風やゲリラ豪雨などの気象災害が世界

各地で以前より頻繁に発生し，重大な被害が発生してい
る [1], [2]．日本では 2019年に台風 15号および 19号が東
日本に上陸し，甚大な被害をもたらした．台風 15号では
千葉県を中心に大規模な停電が発生したり*1，台風 19号
では多摩川や千曲川など少なくとも 71の河川で堤防が決
壊し浸水被害が発生するなど大きな被害があった*2．この
ような状況下では，国や自治体は早急に災害への対応を行
うことが求められる．しかしながら，被害規模が大きくな
るほど被害状況の把握が困難となり，結果として対応が遅
れる可能性がある．そのため，自然災害の発生初期におい
て被害規模を推定することが重要である．
災害発生時の被害状況の把握の困難さについて，2019年

の台風 15号を実例として説明する．図 1 (a)は台風 15号
の進路を示す．図中の赤い点が台風の中心を示す．台風 15

号は 2019年 9月 9日午前 3時前に三浦半島に上陸し，東
京湾を通過し，午前 5時頃に千葉市付近に上陸した．図 1

(b)と (c)は内閣府が発表*3した東京都，神奈川県，千葉県
における住家の被害件数を時系列でプロットした推移であ
る．図 1 (b)では 9月 9日から 9月 16日のみをプロット
し，図 1 (c)は 9月 9日から 10月 12日までをプロットし
ている．図 1 (b)において，台風上陸の 3日後（赤い実線）
では神奈川県の被害が大きく見えるが 1週間後（赤い点線）
では千葉県の被害が多いことがわかる．さらに台風上陸の
1ヶ月後のデータ（図 1 (c)の赤い実線）では，千葉県で大
1 株式会社 NTT ドコモ, NTT DOCOMO, INC.
a) ochiaike@nttdoomo.com
*1 https://www.nikkei.com/article/DGXMZO49558350Y9A900

C1000000/
*2 https://jp.weathernews.com/news/29409/
*3 http://www.bousai.go.jp/updates/r1typhoon15/index.html
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図 1 2019 年台風 15 号における住家の一部損壊件数の推移

規模な被害があったことがわかる．この例は，大規模な被
害が発生した場合，災害発生直後に被害規模を把握するこ
との困難さを示している．
災害発生直後に被害規模を把握する方法として，衛星写

真を活用する方法が考えられる [3]．しかしながら，衛星
写真では時間解像度が限られたり，雲による遮蔽などの
影響で正確に撮影できない場合がある．別の方法として，
ソーシャルメディアや位置情報などの人の行動データを利
用する方法が考えられる．いくつかの研究でこれらの可能
性が研究されている [1], [4], [5] しかしながら，ソーシャ
ルメディアを活用する場合は情報の信頼性が課題になった
り [5], [6]，GPSの位置情報を活用する場合は，特に郊外に
おいてエリアのカバレッジが課題となる [4]．
そこで本研究では，携帯電話ネットワークの運用データ
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から生成した人口データであるモバイル空間統計®*4[7]を
活用することを検討する．特にリアルタイムな人口を反映
した国内人口分布統計（リアルタイム版）（以下，リアルタ
イム人口統計）を利用して，災害の被害規模を推定すると
きに有用な特徴量の検討を行う．本論文で扱うリアルタイ
ム人口統計データは，1時間前の人口分布を 10分ごとに，
500mメッシュ単位に推定した人口分布のデータである．
携帯電話ネットワークを元にしているため，地理的なカバ
レッジが広く，また 10分ごとにデータがあるため時間解
像度も高いため，本研究で取り組むタスクに適したデータ
であると考えられる．本研究では，災害発生時の人々の行
動に関していくつかの仮説に基づき特徴量を設計する．そ
して，市区町村ごとの被害規模の大小を推定するモデルを
構築し特徴量の有効性を評価する．
本研究の貢献は以下の通りである．
• 災害発生時の人口データを利用することで各地域の被
害状況を推定する災害被害規模推定問題を提案した．

• 被害規模を推定するための特徴量を検討し，各特徴量
の有効性を評価した．

本稿の構成は以下の通りである．次章で災害被害規模推
定問題と利用するデータについて説明する．次に，3章で
推定に利用する特徴量を説明し，4章では実データを用い
た評価を行い，特徴量の有効性を検証する．5章で関連研
究を概観し，最後に 6章にて本研究のまとめおよび今後の
課題について述べる．

2. 問題設定とデータ
2.1 定義
本節では，用語定義と問題設定について説明する．

定義 1（リアルタイム人口統計）市区町村 cのタイムスタ
ンプ tにおけるリアルタイム人口統計を popc,t,a とする．
ここで人口種別 a は対象とする市区町村 c の居住者，非
居住者，その両者の和である総人口のいずれかを示す値
である．また，c におけるリアルタイム人口統計系列を
xc = {popc,t0,a, popc,t1,a, · · ·, popc,ts,a}とし，sは xc の長
さを示す．
定義 2（災害被害レベル）市区町村 cの被害規模は住家の
被害件数により決定する．災害救助法*5や被災者生活再建
支援法*6などの災害関連の法律では，全壊，半壊などの件
数から法律の適用が行われる場合がある．そこで，これら
の法律の住家被害件数のカウント方法を参考に以下の式で
被害件数 total damagec をカウントする．

total damagec = numcomplete +
1

2
numhalf +

1

3
numflood

ここで，numcomplete は全壊，numhalf は半壊，numflood

*4 「モバイル空間統計」は株式会社 NTT ドコモの登録商標です．
*5 http://www.bousai.go.jp/taisaku/kyuujo/kyuujo.html
*6 http://www.bousai.go.jp/taisaku/seikatsusaiken/shiensya.html

表 1 リアルタイム人口統計データの例

Timestamp Grid code Residential city
Estimated

Population

2019-09-09 00:00 533946113 千代田区 20,000

2019-09-09 00:00 533946113 千葉市中央区 2,000

2019-09-09 00:00 533946113 横浜市西区 5,000

は床上浸水の件数を示す．本研究では被害レベル yc を大
小を 2値で推定することとし，total damagec が閾値以上
の場合に yc = 1，そうではない場合 yc = 0とする．
（問題定義）リアルタイム人口統計系列 xc が与えられたと
き，市区町村 cの被害レベル ycを推定する問題を災害被害
規模推定問題と定義する．

2.2 データ
本研究では 2種類のデータ（リアルタイム人口統計デー

タおよび災害被害データ）を利用する．対象とする災害は
2019年の台風 15号および 19号の 2つ，分析対象エリア
は東京都（島嶼部は大島のみ含む），神奈川県，千葉県と
し，対象の市区町村数は 171である．
リアルタイム人口統計データ：リアルタイム人口統計デー
タは NTTドコモの携帯電話ネットワークの運用データを
利用して推定したモバイル空間統計と呼ばれる人口データ
であり，500mメッシュごとに 10分間隔で 1時間前までの
人口を推定している．詳細は文献 [7]を参照されたい．リ
アルタイム人口統計データでは 5歳刻みの年齢，性別，居
住地という属性情報が利用できる．本研究では年齢，性別
は集約し，居住地に関して居住者と非居住者という 2つの
区分で利用する．ユーザのプライバシー保護のため，NTT

ドコモではガイドラインを公開している*7．モバイル空間
統計の人口データは集計データであり，個人の位置の軌跡
は利用できないため，特徴量の検討においても集計した人
口の変動から作成できる特徴量を考える必要がある．表 1

にリアルタイム人口統計データの例を示す．地域メッシュ
コード 533946113 は千代田区を示すため，居住者人口は
20,000，非居住者人口は 7,000と計算できる．リアルタイ
ム人口統計データは時系列データのため，カルマンフィル
タによる成分分解が可能である．トレンド成分および季節
成分は定常的な要素とみなすことができ，この定常成分で
説明できない成分をイベント成分とする．本研究では，リ
アルタイム人口統計を定常成分と非定常成分（イベント成
分）に分解したデータも利用する．成分分解の手法につい
ては文献 [8]を参照されたい．
災害被害データ：住家被害件数のデータは分析対象の各都
県の公式ページから取得した*8*9*10．このデータから定義
*7 https://www.nttdocomo.co.jp/corporate/disclosure/mobile spatial

statistics/guideline/index.html
*8 https://www.bousai.metro.tokyo.lg.jp/taisaku/saigai/
*9 http://www.bousai.pref.chiba.lg.jp/
*10 https://www.bousai.pref.kanagawa.jp/
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表 2 被害レベルの人口別の閾値
人口 閾値
100,000 以上 10

50,000 以上 100,000 未満 5

50,000 未満 2

2に記載の式で被害件数 total damagec を計算し被害レベ
ルを判定する．被害レベルの閾値は定義 2に記載の法律を
参考に表 2の通りとした．表 2の人口はリアルタイム人口
統計ではなく国勢調査の人口である．本研究では 2015年
の国勢調査のデータを利用した．

3. 災害被害レベル推定
3.1 特徴量の検討
本研究では，災害発生後の人々の動きとして以下の 2つ

の仮説を立てる．そして，これらの仮説を表す特徴量を生
成し推定精度を算出することで特徴量の有効性を検証する．
仮説 1： 被害が大きいエリアでは，自宅の補修や交通機関
が止まる影響で自宅付近に留まる人が多く居住者人口が増
加し，反対に非居住者は減少する．
仮説 2： 居住者/非居住者問わず、定常的にある場所を訪
問する人数が減少する一方、非定常的な人数が増加する．
図 2に特徴量生成を流れを示す．仮説 1に対応する特徴

量として，平常時の人口と災害後の人口の比率（特徴量 1）
および居住者と非居住者の人口比率（特徴量 2）が考えら
れる．仮説 2については，カルマンフィルタで成分分解し
た定常成分とリアルタイム人口統計の比率（特徴量 3）が
考えられる．また，特徴量 1～3について，平常時の値か
らの異常度合いも特徴量として考えられる．本研究ではホ
テリング理論 [9]に基づき，以下の手順で異常度スコアを
計算する．
Step 1: リアルタイム人口統計または人口比率の平均
µ̂c,a,d,h と分散 σ̂c,a,d,h を各市区町村 c, 人口種別 a, 曜日種
別 d, 時間帯 hごとに計算する．ここで曜日種別 dはタイ
ムスタンプ tが平日か休日かを示す値，時間帯 hは tの 1

時間ごとの時間帯を示す．
Step 2: 異常度スコアanom(popc,a,t) =

(popc,a,t−µ̂c,a,d,h)
2

σ̂c,a,d,h

を計算する．
加えて，上記の特徴量を所定期間の所定のタイムスロッ

トごとに計算するため，人口比率および異常度スコアの基
本統計量（最大，最小，平均，中央値，標準偏差）を特徴
量とする．最終的に，これらの特徴量をすべて連結したベ
クトルを各市区町村に対する特徴量として利用する．

3.2 推定モデル
本研究では市区町村のつながりをグラフ構造として捉え

た Graph Convolutional Networks（GCN）モデルと，グ
ラフ構造は考慮しないモデル（XGBoost[10]および Light-

特徴量1: 平常時の⼈⼝と災害後の⼈⼝の⽐率
特徴量2: 居住者と⾮居住者の⼈⼝⽐率
特徴量3: 定常成分とリアルタイム⼈⼝の⽐率

⽅法1: ⼈⼝⽐率
⽅法2: 異常度スコア
⽅法3: ⽅法1および2の基本統計量

市区町村別の
特徴量（98次元）

図 2 特徴量生成の流れ

GBM[11]）で推定を行う．2つのモデルを利用する理由は，
GCNモデルでは隣接市町村の情報も加味できるため推定
精度の向上が期待できるが，特徴量の重要度に関する情
報を取得できないため，XGBoostおよび LightGBMも利
用し有用な特徴量の検討を行う．なお，XGBoostおよび
LightGBMについては，特徴量の工夫を行なっただけであ
るため，モデルの詳細は文献 [10]，[11]を参照されたい．
ここでは GCNモデルについて説明する．
ノード特徴量 xv を持つ市区町村ノード v ∈ V および市

区町村間の移動を示すエッジ e ∈ E に基づく市区町村グラ
フ G = (V,E)を考える．GCNモデルでは一般にグラフを
無向グラフとして扱い，各ノードの特徴表現を学習する．
GCNモデルでは反復的に周辺ノードの特徴量を集約し対
象ノードの特徴表現を更新する．k層のGCNモデルでは k

回の反復計算を行い，対象ノードの kホップ先までのノー
ド特徴量を集約する．

ak
v = AGGREGATEk({hk−1

u , u ∈ N(v)}) (1)

hk
v = COMBINEk(h

k−1
v ,ak

v) (2)

ここで h0
v = xv，hk

v は k 層の集約後のノード v の特徴
表現を示し，N(v)はノード v の隣接ノードを示す．表記
は文献 [12]，[13]に従う．Kipfらの GCNモデル [14]では
AGGREGATE および COMBINE の操作を統合し以下
の式で計算する．

hk
v = ReLU(W ·MEAN{hk−1

u , u ∈ N(v) ∪ {v}})(3)

ここでW は学習可能なパラメータ行列，MEAN は要素
ごとの平均を示す．本研究では，人の移動には向きがある
ためグラフを有向グラフとして扱い，ノード間の重みに移
動人数を設定グラフを構築する．エッジの重みを考慮する
ため，式 (3)のMEAN をエッジの重みを加味した重み付
き平均とする．

4. 評価
本章では，提案する特徴量の有効性を評価するため以下

の観点で検証を行う．
• 評価 1: 特徴量 1～3のそれぞれの有効性を評価するた
め特徴量を 1つ抜いた状態で精度を比較する．

• 評価 2: 災害発生後の経過時間と精度の関係を調査す
るため，災害発生からの経過時間を変えて精度を比較
する．
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表 3 特徴量を 1 つ抜きで評価した結果（適合率）
モデル 特徴量 1+2+3 特徴量 1+2 特徴量 1+3 特徴量 2+3

XGBoost 0.6814 0.6774 0.692 0.6367

LightGBM 0.7060 0.6800 0.7437 0.7432

GCN 0.7693 0.6211 0.6774 0.7639

表 4 特徴量を 1 つ抜きで評価した結果（再現率）
モデル 特徴量 1+2+3 特徴量 1+2 特徴量 1+3 特徴量 2+3

XGBoost 0.6173 0.5913 0.6112 0.5766

LightGBM 0.5956 0.5974 0.6298 0.6004

GCN 0.7026 0.6086 0.6401 0.7421

4.1 データ
対象とする災害は 2019年の台風 15号および 19号とし，

ラベル 1（被害大）が 27.2%，ラベル 0（被害小）が 72.8%

である．個別の台風におけるラベルの比率は，ラベル 1（被
害大）が台風 15号では 31.6%，台風 19号ではが 22.8%で
ある．平常時との人口比率や異常スコアに利用する平均と
分散は各台風が通過する直前 1ヶ月分のデータから計算し
た．特徴量の計算には 24時間分の人口データを利用し，計
算量削減のため 3時間ごとのデータを利用した．

4.2 評価条件
評価は 5分割交差検証で行い，評価指標の平均値を計算

した．具体的には 171の市区町村を 5分割し，4つのグルー
プで学習を行い残りの 1グループで評価した．XGBoost

および LightGBMについては Optuna[15]を利用してハイ
パーパラメータのチューニングを行なった．

4.3 評価結果
評価 1: 表 3および表 4に特徴量を全て利用した場合と 1

つ抜いて学習した場合の適合率と再現率を示す．XGBoost

および LightGBMでは全ての特徴量を利用するより特徴
量 1と 3を利用する場合の方が精度が高い結果となった．
一方 GCNモデルでは，適合率は全ての特徴量を利用する
場合が最も高く，再現率は特徴量 2と 3のみを利用した場
合の方が高かった．表 5にすべての特徴量を利用した場合
の XGBoostおよび LightGBMの特徴量重要度の上位 10

件を示す．表 5の結果から 0時や 24時の特徴量が多く上
位に入っていることから，深夜帯の人口変動が災害規模の
推定に有効であると考えられる．また，人口比率よりも異
常度スコアに基づく特徴量が多いことから，異常度スコア
が有効であると考えられる．さらに，表 3および表 4の結
果から特徴量 2を除いた場合に精度が高くなっていること
と，表 5の結果から，特徴量 2（居住者と非居住者の比率）
はあまり有効な特徴量ではないことがわかる．
評価 2: 評価 2では推定に利用するデータを台風通過直後，
1日後，2日後と変化させたときの推定精度を比較する．表
6および表 7に適合率，再現率のそれぞれの結果を示す．
全体的な傾向としては，時間経過とともに適合率は上昇し，

再現率は減少している．この要因としては，災害の被害規
模が大きいほど平常状態に戻るために時間を要するため，
時間が経過しても特異な特徴量を示す市区町村は被害規模
が大きいと判定されている可能性が考えられる．

5. 関連研究
文献 [16]のサーベイ論文によると，災害対応には衛星写

真 [3]やソーシャルメディア [5], [6]のデータが頻繁に利用
される．加えて，スマートフォンの GPS[4], [17]や携帯電
話ネットワークのデータに基づくモビリティデータも利用
される [18], [19], [20]．ここでは，本研究に関連するモビ
リティデータについて関連研究を述べる．Songらは東日
本大震災における人々の移動の分析を行い，隠れマルコフ
モデルに基づく移動の予測を行なった [4]．YabeらはWeb

検索ログから避難行動の意思決定を予測するモデルを提案
している．このモデルでは，スマートフォンの位置情報に
対して異常検知を行い避難を実施したかどうかという教師
ラベルを自動で生成している [21]．また，Yabeらは東日
本大震災や熊本地震を対象に災害後の人口減少率のモデル
化を行い，長期的な人口減少に影響している要素を分析し
た [22]．

6. おわりに
本研究では，リアルタイム人口統計データを利用して災

害発生時の各地域の被害状況を推定する災害被害規模推定
問題を提案した．被害規模を推定するための特徴量を複数
パターン検討し，各特徴量の有効性を評価した．その結果，
平常時との人口比率，時系列の成分分解を行い定常成分と
リアルタイム人口統計の比率などが特徴量として有用であ
ることを確認した．また，人口比率よりも人口比率の異常
度スコアが有用であること，深夜帯の人口の特徴量が有効
であることがわかった．今後の課題として，災害事例を増
やし手法や特徴量の一般性を検証すること，地理的な解像
度を向上させ詳細な被害規模を推定することなどが挙げら
れる．
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[20] Becker, R., Cáceres, R., Hanson, K., Isaacman, S., Loh,
J. M., Martonosi, M., Rowland, J., Urbanek, S., Var-
shavsky, A. and Volinsky, C.: Human mobility charac-
terization from cellular network data, Communications
of the ACM, Vol. 56, No. 1, pp. 74–82 (2013).

[21] Yabe, T., Tsubouchi, K., Shimizu, T., Sekimoto, Y. and
Ukkusuri, S. V.: Predicting Evacuation Decisions Using
Representations of Individuals’ Pre-Disaster Web Search
Behavior, Proceedings of the 25th ACM SIGKDD Inter-
national Conference on Knowledge Discovery and Data
Mining, KDD ’19, pp. 2707–2717 (2019).

[22] Yabe, T., Tsubouchi, K., Fujiwara, N., Sekimoto, Y. and
Ukkusuri, S. V.: Understanding post-disaster population
recovery patterns, Journal of the Royal Society Inter-
face, Vol. 17, No. 163, p. 20190532 (2020).

c⃝ 2020 Information Processing Society of Japan 5

Vol.2020-DBS-172 No.1
2020/12/21


