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行動認識ニューラルネットの理解に向けた
Activation Maximizaionの活用に関する検討

吉村 直也1,a) 前川 卓也1,b) 原 隆浩1,c)

概要：ウェアラブルセンサを用いた行動認識技術は，高齢者の見守りやヘルスケア，スマートホームなどの
アプリケーションを実現するための基盤技術の 1つであり，近年盛んに研究が行われている．行動認識技

術の研究において，行動認識モデルとしてニューラルネットワークの利用が増加しているが，ネットワー

クの内部動作を解釈するための手法はまだ十分に検討されていない．ネットワークの内部動作が分析でき

るようになれば，学習したモデルの検証やモデル構成の改良などに活用することができる．画像処理分野

では，ニューラルネットワークの内部的な機能を可視化する Activation Maximization (AM) という手法

が提案されている．AMでは，ネットワーク中の注目したユニットの出力を最大化する入力信号を生成す

ることで，注目したユニットが抽出する特徴を可視化する．しかし，既存の AMは画像信号に対して最適

化されており，加速度データを入力とするネットワークに直接適用すると，ノイズが多く解釈が難しい可

視化結果となってしまう．本研究では，ノイズが少なく，実在する加速度データに近い信号を生成するこ

とを目指し，加速度信号に適した AMの手法を提案する．これを実現するため，本研究ではネットワーク

中のユニットの出力値を用いて正則化を行う手法を提案する．提案手法は 2つのデータセットを用いて，

定性的・定量的に評価を行い，有効性を確認した．

キーワード：行動認識, ニューラルネットワーク, 可視化技術

1. はじめに

ウェアラブルデバイスの普及に伴い，ウェアラブルデバ

イスに搭載された慣性センサを用いた行動認識技術・ジェ

スチャ認識技術の研究が活発に行われている．これらの技

術は高齢者の見守りや，ヘルスケア，スマートホームなどに

応用されることが期待されている．近年の行動認識・ジェ

スチャ認識技術の研究ではニューラルネットワークを用い

た手法が盛んに研究されている一方で，行動認識ニューラ

ルネットワークの推論過程はブラックボックスとされてお

り，どのような処理が行われているか明らかでない．

ニューラルネットワークの内部動作を分析するための

技術は，画像処理の分野において活発に研究されている

[5], [8], [11], [12], [14], [17], [19], [23], [24]．しかし，加速

度信号を入力とする行動認識ニューラルネットワークに対

する分析技術は十分に研究されていない．行動認識ニュー

ラルネットワークの内部動作に関して理解を深めるための

技術は，次のような点から行動認識技術の研究・開発にお
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いて非常に有益な情報をもたらすと考えられる．

• 学習した行動認識モデルの検証: 畳み込みニューラル

ネットワーク中のあるユニットが抽出する特徴を可

視化することができれば，ネットワークを適切に学習

することができたか検証することができる．例えば，

ネットワーク中の多くのユニットで類似した特徴ばか

りが抽出されていると分かった場合，学習したネット

ワークの構成は冗長であり，想定するデータセットに

対しては，より規模が小さいネットワークの方が適し

ていると考えられる．このような情報は，各層におけ

るユニットの数やネットワークの深さなど，行動認識

ニューラルネットワークのチューニングに有用である

と考えられる．

• 行動認識モデルに対する特徴地図 (Activation At-

las): 特徴地図 [3] は，画像認識モデルが抽出した特徴

を 2次元平面上に表現したものである．本研究で注目

する行動認識ニューラルネットワークにおいては，本

研究で提案する手法を用いて生成した加速度信号を用

いることで特徴地図を作ることができる．作成した行

動認識版の特徴地図を用いることで，ある行動に特有

な波形や，行動とそれを構成する基本動作などの関係
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図 1 Activation Maximization を行動認識を行う CNN のあるユ

ニットに対して適用した例．左右の図はそれぞれナイーブな

Activation Maximizationと提案手法を適用した結果である．

横軸はサンプルのインデックス．背景のヒストグラムと右側縦

軸は対応するサンプルをネットワークに入力した際の，ユニッ

トの出力値を表す．

を視覚的に把握することができる．また，ジェスチャ

を用いた認証技術など，推定過程の透明性が求められ

るアプリケーションにおいて技術の信頼性を分析する

ためにも活用できると考えられる．

ネットワークが学習したコンセプトを明らかにするた

め，画像処理分野においてActivation Maximization (AM)

と呼ばれる注目したユニットの出力値を最大にする入力

信号を探索する手法が用いられている [5], [23]．AMを用

いることで，非常に大きな出力値を示す入力信号を生成

することができるが，ナイーブな AMでは人間には理解

することが難しい信号が生成される問題が指摘されてい

る [9], [12], [13]．この問題の解決策として，正則化手法

[5], [23] や，事前に学習した情報を活用する手法 [11], [12]

などが検討されている．図 1(1) は，ナイーブな AMで生

成した加速度信号と対応するユニットの出力値を示したも

のである．また，図中の点線は全ての学習データをモデル

に入力して得られた注目ユニットの出力値の集合における

95%にあたる値を示す．ナイーブな AMではノイズを多く

含む加速度信号が生成されていることがわかる．さらに，

生成した信号をネットワークに入力すると，対応する出力

値は学習データを入力した場合の 95%点に対して 15倍と

非常に大きな値となっており，対応する加速度信号の振幅

も非常に大きな値になっている．画像信号であれば各ピク

セルの値は 0− 255に限定されている．この場合 AMでは

クリッピングを用いて限定された値域の中で最適化を行え

ば，異常値を抑制することができる．一方で，加速度信号

には基本的に値域の制限がないため，生成する信号の値域

を制限することが難しい．したがって，異常に大きな振幅

値などといった，加速度データにおけるノイズを抑制する

手法が必要である．

本研究では，加速度データを用いた行動認識に適した

AMの最適化手法の検討を行う．異常に大きな振幅値を抑

制するため，本研究ではネットワークの出力値を用いた新

たな正則化手法を提案する．本研究の技術的貢献は以下の

通りである．(i) 行動認識ニューラルネットワークに対す

る Activation Maximizationにおいて，ネットワークの出

力値を用いた正則化手法を提案する．提案する正則化手法

を用いることで，図 1(2) のように，実在するデータと比較

して妥当な振幅値の大きさを持つ信号を生成することがで

きた．(ii) 提案手法に関して，公開データセットを用いて

定性的かつ定量的に評価を行い，学習データに存在する加

速度信号に似た信号を生成できていることを確認した．

以降の構成は次の通りである．2節では，行動認識ニュー

ラルネットワークの可視化および，ニューラルネットワー

クの可視化に関する研究を紹介する．3節では提案手法を

説明し，4節・5節において評価を行う．6節では，提案手

法を用いた AMの応用例として特徴地図を紹介する．

2. 関連研究

ニューラルネットワークの推論過程を解明することは，

学習されたモデルの検証やパフォーマンスの向上のために

重要である．このブラックボックスと考えられているネッ

トワークの推論過程を明らかにするために，画像処理分野

においてニューラルネットワークの可視化技術が活発に研

究されてきた [8], [18], [19], [24]．行動認識の研究分野に

おいても，同様にニューラルネットワーク可視化技術が研

究されている [6], [15], [25]．しかし，これらの手法はネッ

トワーク内で特徴抽出を行う基本単位であるユニットの粒

度で，学習されたコンセプトを説明することはできない．

Activation Maximization (AM) は，勾配法を用いてネッ

トワーク中のあるユニットの出力値を最大にする入力信

号を探索する手法である (詳細は 3.2節で説明する)．AM

は，モデルの出力に対応する分類クラスに関するコンセプ

ト [11], [12], [23] や，中間層のユニットの機能 [5], [23] を

可視化するために利用されている．本研究では，加速度の

時系列データに注目し，学習したモデルの中間層における

ユニットの機能の解明を AMを用いて試みる．

AMは，高周波のノイズを多く含む信号を生成する傾向

がある．吉村ら [22] は，AMの行動認識ネットワークへ

の適用に関して検討を行っており，実際のデータには存在

しない高周波ノイズを除去するため，ローパスフィルタを

用いる手法を提案している．しかし，この手法では異常に

大きな振幅の生成などを抑制することはできない．本研究

では，ネットワークの出力値を利用した正則化手法を提案

し，より実在する信号に近い信号の生成を試みる．

先行研究では，敵対的生成モデルを用いて加速度信号の

生成を試みたものがあり，生成した信号を追加の学習デー

タとして利用している [20], [21]．しかしこれらの研究で

は，単に実在するデータに類似したデータを作成している

だけであり，この信号から本研究が目標とするネットワー

クが学習した特徴を分析することは難しい．
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3. Activation Maximizationと正則化手法

3.1 想定環境

本研究では，ユーザの身体に装着された 3軸加速度セン

サからのデータを入力として，ユーザの日常行動やエクサ

サイズなどを認識する CNNベースの行動認識モデルを想

定する．ただし，行動認識モデルは事前に行動認識用デー

タセットを用いて学習されたものとする．ニューラルネッ

トワークへの入力X は，長さ NT のスライディングウィ

ンドウによって切り出された加速度信号である．また，第

l層のユニット uの出力を，X(l,u)と表記する．入力X は

(NS ×NT ) 行列であり，注目ユニット uの出力X(l,u)は，

(N ′
S × NT ) 行列である．NS は入力となるセンサ (軸) の

合計，N ′
S は畳み込みフィルタの大きさなどによって決ま

る定数である．

3.2 Activation Maximization (AM)

前述の通り，AMは勾配法を用いてネットワーク中のあ

るユニット uの出力を最大にする入力信号X∗を生成する

手法であり，この生成された入力信号からそのユニットが

抽出する特徴に関する情報を得ることができる．注目した

ユニット uの出力を最大にする入力信号X∗は以下の式を

解くことで得ることができる．

X∗ = argmax
X

f (l,u)(X) (1)

f (l,u)(X)は，l層目のユニット uが出力する特徴マップの

代表値を計算する関数であり，本研究では平均値を用いる．

AMでは，乱数などを用いて適当に初期化したX を繰

り返し更新することで目的のX∗ を生成するが，次の 2つ

の問題のために解釈しやすい信号の生成が難しい．(i) 生

成された信号X∗ は，高周波ノイズを多く含む傾向がある

[23]*1．(ii) 注目したユニットの出力値は非常に大きいが，

実在するデータとは大きく異なる信号が生成される可能性

がある．

この問題に対処するため，Leら [5] は，式 1を解く際に，

生成している信号X のノルムを 1にする制約を導入する

ことでノイズの抑制を試みた．またYosinskiら [23] は，次

の式 2 のように，高周波数成分を抑制するために式 1に正

則化項を導入した．

X∗ = argmax
X

(
f (l,u)(X)− wR(X)

)
(2)

R(X)は正則化項を表す．Yosinskiらは，Lpノルムと To-

tal Variation [16] を正則化項として用いた．Lp ノルム

(RLp(X)) と Total Variation (RTV (X)) は次の式で表さ

れる．
*1 筆者の知る限り，AMで生成された信号に高周波成分が多く含ま
れる原因は解明されていない．

RLp(X) =

(
NS−1∑

s

NT−1∑
t

(xs,t)
p

)1/p

(3)

RTV (X) =

(
NS−1∑

s

NT−2∑
t

|xs,t − xs,t+1|

)
(4)

xs,t ∈X は，センサ sの時刻 tにおける加速度データの値

を表す．本研究では，加速度データに適した正則化項と式

2の修正方法を提案する．

式 2は，ニューラルネットワークの学習のように勾配法

によって解くことができる．ニューラルネットワークの学

習の場合は，勾配法によって損失関数を最小化するように

ネットワークの重みを更新する．一方で AMは，勾配法に

よって f (l,u)(X) − wR(X)を最大化する．まず，信号X

を乱数など適当な値で初期化する．次に，以下の式によっ

てX を更新する．

X ←X + η
∂

∂X

(
f (l,u)(X)− wR(X)

)
(5)

η は学習係数である．この更新操作を収束するまで繰り返

すことで，最終的な結果X∗ が得られる．

3.3 異常に大きな出力値を抑制するための正則化手法

既存の AMでは，注目したユニットの出力値が非常に

大きいが，理解が困難な信号を生成することがある．例え

ば，1層目のある畳み込みフィルタの重みの値が全て正の

値かつ，活性化関数として ReLUを用いる場合，注目した

ユニットの出力値は入力信号X の振幅に比例する．この

結果として，AMは非常に大きな振幅を持つ信号を生成す

る．生成している信号の振幅値をクリッピングすることで

加速度信号の値を制限することはできるが，入力信号の振

幅値に対する感度はユニットごとに異なるため，クリッピ

ングを行う範囲を適切に設定することは難しい．本研究で

はこの異常な振幅値を抑制するために，注目ユニットの出

力値 (X(l,u)) を用いる手法を提案する．学習データをネッ

トワークに入力することで，各ユニットの出力値の分布を

得ることができる．また，これを用いることで各ユニット

に対して出力値が取りうる値の範囲を個別に設定すること

ができる．AMの最適化の過程において，ユニットの出力

に設定された値域から外れる異常に大きな値が観測された

場合，本研究ではその異常な出力値に対応する入力信号に

も学習データには存在しない異常値が発生していると考

え，これを抑制することを試みる．

本研究では閾値 th
(l,u)
eap を設定することで，ユニットの出

力値の異常を定義する．例えば，学習データを全て入力し

て得られた出力値を用いて，2σ 法でこの閾値 th
(l,u)
eap を設

定する *2．ユニットの出力値の分布を正規分布と仮定する

と，この th
(l,u)
eap は学習データの出力値におけるおよそ 95%

*2 2σ 法では，0 でない出力値の集合に対して平均 µ と標準偏差 σ

を計算し，th
(l,u)
eap = µ+ 2σ として定める．
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図 2 本研究で用いたニューラルネットワークの構成．“k(1×5)” と

“n64” は，各層における畳み込みフィルタのサイズとユニッ

ト数である．

点に対応する．

本研究では，この閾値を用いた正則化項「Extreme Acti-

vation Penalty (EAP)」を提案する．EAPは以下の式で

定義される．

REAP (X
(l,u))

= Mean
({

a
(l,u)
s,t −th(l,u)

eap |a(l,u)
s,t ∈X(l,u);a

(l,u)
s,t >th(l,u)

eap

})
(6)

a
(l,u)
s,t ∈X(l,u)は，センサ sの時刻 tに対応するユニットの

出力値を示す．ユニットの出力値が設定した閾値を上回っ

た場合，閾値を超過した分の平均値がペナルティとして与

えられる．このように，EAPは出力値を正則化項に直接

用いて信号の異常値を抑制する．

またEAPでは対応することが難しい異常に大きな出力値

を抑制するため，2つ目の手法である「Activation Clipping」

を提案する．通常の AM (式 1) では，注目ユニットの出力

の代表値 f (l,u)(X)は出力された特徴マップX(l,u) の値に

対する平均値が用いられる．この平均を用いた操作では，

X(l,u) に含まれる局所的な異常値を抑制することが難し

い．この問題を解決するため，平均を計算する前に，特徴

マップX(l,u)の各値に対して以下の式 7で表されるクリッ

ピングを適用する．

clipping(a
(l,u)
s,t ) =

th
(l,u)
max (a

(l,u)
s,t > th

(l,u)
eap )

a
(l,u)
s,t (otherwise)

(7)

このクリッピングを行うことで閾値を超えた分のユニット

の出力値を無視することができ，AMの更新において生成

している信号の振幅が大きくなり続けることを抑制するこ

とができる．

提案手法では，Lpノルムと Total Variationに加えて，

提案した EAPと Activation Clippingを組み合わせて利用

する．

4. 評価方法

4.1 データセットと行動認識モデル

本研究では，Daily and Sports Activities Dataset

(DSADS) [2] と mHEALTH Dataset (MHEALTH) [1]

の 2 種類の公開データセットを用いて提案手法の評価を

行う．

4.1.1 DSADS

Barshanら [2] は，日常生活とスポーツに関連する 19種

類の行動に関して 8人の被験者からデータを収集した．セ

ンサは胸・腕・脚に装着されている．本研究では，7・8番

目の被験者のデータをテストに，6番目の被験者のデータ

をバリデーションに使用し，残りの被験者のデータを学習

に用いた．また，右手と左足に装着された 3軸加速度セン

サのデータ，合計 6軸 (NS = 6) を用いた．

4.1.2 MHEALTH

Banosら [1] は，日常生活とエクササイズに関連する合

計 12種類の行動に関して 10人の被験者からデータを収集

した．本研究では，9・10番目の被験者のデータをテスト

に，8番目の被験者のデータをバリデーションに使用し，

残りの被験者のデータを学習に用いた．また，右下腕と左

足首に装着された 3 軸加速度センサのデータ，合計 6 軸

(NS = 6) を用いた．

4.2 行動認識モデル

センサデータの前処理として，まずセンサデータを 30

Hzにダウンサンプリングをしたあと，正規化を行った．そ

の後，長さ 30 pt (NT = 30pt = 1sec)，50% オーバーラッ

プのスライディングウィンドウを適用し，これをニューラ

ルネットワークの入力とした．

本研究で用いるネットワークの構成を図 2 に示す．この

構成は，Shared-Filter Hybrid Fusion (SF-HF) Model [10]

を参考にした．ネットワークの学習には，Adam Optimizer

[4] を用い，初期の学習係数 lr = 10−4 で 200 epoch学習

した．各設定において，ネットワークは異なる乱数シー

ドを用いて 5 回ずつ学習を行った．学習後のモデルの F

値 (macro average) の 5回分の平均は，DSADSが 0.737

(σ = 0.005)，MHEALTHが 0.955 (σ = 0.004)であった．

4.3 Activation Maximizationの実行手順

AMは基本的に，3.2節で説明した通りに実行する．SF-

HFモデルはセンサごと個別に同じ特徴フィルタを適用し

て特徴抽出を行う [10] ため，本研究では AMを 1つのセ

ンサ (1軸) に対象を絞って行った．また，初期値として

振幅 0.3 Gの正弦波をX の初期値として用いた．式 5の

更新操作は，学習係数 η = 10−4 で 5000回行った．学習

係数は更新を 1回行うごとに γ = 0.995 を乗じて減衰させ

た．正則化項の強さを制御する重みは，w = 0.1 を用いた．

これらのパラメータは事前の検証に基づき設定した．

4.4 比較手法

ユニットの出力値を用いて正則化を行う提案手法の有効

性を検証するため，生成している信号の振幅の大きさに応

じて正則化を行う手法 (AAP) を用意し比較する．AAP

は，「Abnormal Amplitude Penalty」の頭文字であり，振幅
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の値に対して閾値 thaap を設定し，生成している信号の振

幅がこの閾値を超えた場合，その超過分をペナルティとし

て与える．閾値は両方のデータセット共通で，thaap = 1.5

G と設定した．DSADSとMHEALTHの 2σ 法で定め

る閾値がそれぞれ 1.37 G と 1.57 Gであり，本研究では両

方のデータセット共通で，thaap = 1.5 G とした．

評価では，AAP を含めた以下の手法と比較を行

う．(1) L2 ノルムと Total Variation のみ用いる手法

(L2+TV)．(2) L2 ノルムと Total Variation, AAP を用

いる手法 (L2+TV+AAP). (3) L2ノルムと Total Vari-

ation, EAP を用いる手法 (L2+TV+EAP). (4-5) Acti-

vation Clipping を手法 (1) と手法 (3) に追加した手法

(L2+TV+clip，L2+TV+EAP+clip).

ベ ー ス ラ イ ン 手 法 は L2+TV，提 案 手 法 は

L2+TV+EAP+clipである．

4.5 評価方法

提案手法を用いて生成した信号を評価するため，定性的

評価に加えて定量的評価を試みる．生成した信号が学習

データに含まれるデータと大きく異なる場合，その AMの

手法は現実には存在しない不自然な加速度信号を生成して

いると判断することができ，ニューラルネットワークの分

析手法としてのパフォーマンスが低いと考えられる．した

がって，本研究では学習データに含まれる信号と生成した

信号を比較することで，生成した信号を定量的に評価する

ための評価指標 (Ssim) を作成し，これを用いて評価を行

う．評価指標 Ssim では，平均 2乗誤差 (MSE) を用いて

各ユニットに対する AMの結果X∗に類似した学習データ

を，top-Nsim 件抽出し，抽出したサンプルに対するMSE

の平均値を評価指標とする．AM で生成した信号が学習

データに存在する信号に似ているのであれば，MSEの平

均値は小さくなる．

評価指標 Ssim の計算においては，次の 2点に注意する

必要がある．(1) AMで生成した信号は，学習データに含

まれる特徴的な波形を反映するものであると考えられ，そ

の特徴的な波形の長さは入力信号のウィンドウサイズより

短い．したがって，AMで生成した信号の中からユニット

の出力値が大きい領域を切り出し，MSEに基づいた類似

度の計算を行うべきである．(2) また，ナイーブな AMな

どでは最適化に失敗し，非常に大きな振幅を持つ信号を生

成することがある．そのような信号は平均したMSEの値

に大きな影響を与える．したがって，評価指標の計算時に

はこのような AMの最適化に失敗した信号を除外して計算

すべきである．具体的には，閾値 thfail を設定し，信号に

含まれる最大の振幅値がこの閾値 thfail を超えた場合は，

最適化に失敗したとみなし計算から除外する．

上記の 2点に注意し，AMによって生成した信号X∗と，

学習データからスライディングウィンドウによって切り出

した信号Xi の類似度は次のように計算される．

( 1 ) 生成した信号X∗ に対応する特徴マップX(l,u) に対

して，長さ sw のスライディングウィンドウを適用し，

ウィンドウ毎にユニットの出力値の総和を計算する．

出力値の総和がもっと大きいウィンドウに対応する信

号をX∗ から切り出し，x̂∗ とする．

( 2 ) 学習データのセグメントXiに，長さ swのスライディ

ングウィンドウを適用し信号を切り出す．Xi におい

て，時刻 j から時刻 (j + sw − 1)で切り出されたセグ

メントを x̂i,j とする．

( 3 ) 切り出した x̂∗ と，各 x̂i,j に対してMSEを計算する．

その中で最も小さいMSEを X∗ と Xi の距離 d(u, i)

として定義する．

上記の手順をまとめると，X∗ と Xi の距離 d(u, i)は次の

ように書くことができる．

d(u, i) = min
j
{MSE(x̂∗, x̂i,j)} (8)

最後に，注目した層の全てのユニットに対して計算した

d(u, i)を，距離 d(u, i)の小さい top-Nsim 件に対して平均

することで評価指標 Ssim を計算する．

Ssim =
1

U

U−1∑
u=0

[
1

Nsim

Nsim−1∑
i=0

d(u, i)

]
, (9)

U は注目した層に属するユニット数である．ただし最大

の振幅が閾値 thfail より大きいものは生成に失敗したも

のとして除外する．本研究では，Nsim = 50, sw = 10 pt,

thfail = 10 Gとした．

5. 結果

提案した EAPと Activation Clippingの有効性を示すた

め，定量的評価と定性的評価を行う．行動認識モデルに対

する AMの先行研究 [22] において提案されれたローパス

フィルターを用いる手法を本研究でも実験したが，生成し

た信号の多くが閾値 thfail を超える振幅値を含んでいた．

したがって，本節の比較手法からは除外した．

5.1 定量的評価

定量的評価の結果を図 3に示す．図中の Ssimは乱数シー

ドを変えて実行した 5回の試行の平均値である．EAPと

Activation Clippingを導入することで，評価指標 Ssim を

大きく低減していることがわかる．特に，2層目・3層目

に対応する「Conv2，Conv3」では，ベースライン手法の

L2+TVに比べて非常に大きくスコアが改善しており，提

案手法を用いることで学習データに実在する信号により類

似した信号を生成できたと考えられる．

EAPと Activation Clippingは，ユニットの出力値を制

御するために導入したものである．この効果を検証するた

めに，各ユニットに対して AMで生成した信号をモデル
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図 3 層毎に計算した評価指標 Ssim．「Conv1」は 1 層目の畳み込

み層を表す．棒グラフに添えられている数字は，5回の実行に

おいて最適化に失敗したユニット数の平均値である．エラー

バーは 5 回の実行における最小値と最大値である．
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図 4 生成された信号における最大の出力値と閾値 th
(l,u)
eap の比率．

値は層毎に平均したものである．エラーバーは 5 回の実行に

おける最小値と最大値である．

に入力したときに得られる最大の出力値の，閾値 th
(l,u)
eap に

対する比率を図 4に示す．図中の値は，計算した比率を層

ごとに平均した値である．多くの場合，提案手法では 1.0

に近い値となっており，提案手法が生成した信号には閾値

th
(l,u)
eap を超える出力値を出す結果がほとんどないことを示

している．このことから，提案手法がユニットの出力値を

制御できていることがわかり，正則化にユニットの出力値

を用いる手法の有効性が確認できる．

図 5に，提案手法で生成した信号とMSE (d(u, i))によっ

て選択された学習データを示す．図の下段は上段の信号を

モデルに入力したときに得られる特徴マップX(l,u) であ

る．紫と青の背景色が入っている部分はMSEを計算した

セグメントである．図から，「playing basketball」におけ

る右上がり波形や，「running」における山型の波形など，

提案手法を用いて生成した信号は実在する信号の特徴を捉

えられていることがわかる．

5.2 定性的評価

図 6と図 7に，あるユニットに対して生成した信号の例

を示す．提案手法の効果が分かりやすいように，右上がり

と右下がりの波形を抽出していると思われるユニットを 1

層目から選択した．

図 6に，L2+TV+AAPと提案手法のそれぞれによって

1
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図 5 提案手法 (L2+TV+EAP+Clip) を用いて生成した信号とそ

れに類似した学習データ (上段)．それぞれの信号をモデルに

入力したときに得られる特徴マップ (下段)．「Amp」は振幅

(Amplitude)，「Act」はユニットの出力値 (activation) を表

す．これらのペアは，MSE (d(u, i)) に基づいて選択されたも

のである．

生成した信号の例を示す．図中の点線は学習データから計

算した注目ユニットの出力値の 95%点を示す．注目した

ユニットは右下がりの波形を抽出していると考えられる．

L2+TV+AAPを用いた手法では，サンプルインデックス

(横軸) が 5, 10, 20, 25において，非常に大きな出力値を出

しており，この値は 95%点のおよそ 2倍の値である．つま

り，L2+TV+AAPを用いた AMでは異常に大きなユニッ

トの出力値が発生しており，学習データとは大きく異なる

波形が生成されたと言える．一方で，EAPを用いること

で異常な出力値の発生が抑えられており，EAPの有効性

を確認できる．

Activation Clippingの効果を確認するため，図 7に Ac-

tivation Clipping無しの結果 (左) と，Activation Clipping

を用いた結果 (右)を示す．左の図からわかるように，EAP

を用いても異常な出力値を抑制することができない場合が

ある．一方で，Activation Clipping を導入することで，異

常に大きな出力値が出ている場所の振幅がさらに大きくな

ることを防ぐことができ，より滑らかな信号を生成するこ

とができた．

6. 特徴地図

本節では応用例を用いて，AMの行動認識モデルの分析・

開発における有効性を示す．規模が大きなモデル全体の分

析においては，提案手法で生成した大量の信号を 1つ 1つ

確認することは，効率的ではない．そこで，これらの分析

を行うにあたって，提案手法を用いて生成した信号を用い

て「特徴地図 (Activation Atlas)」を構築することで抽出さ

れた特徴を整理することで，モデル全体の分析を行えるよ

うにする．「特徴地図」は，画像認識モデルに対して，その

モデルが学習した特徴を類似度に基づいてに配置した図で
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図 6 Examples of generated signals (Conv1 Unit03 of DSADS

model).
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図 7 Examples of signals generated by methods with and with-

out clipping for the same unit (Conv1 Unit29 of DSADS

model).

ある．本章では，提案手法で生成した信号を t-SNE [7] を

用いて 2次元に圧縮することで，行動認識モデルにおける

特徴地図を作成する．また作成した地図を用いて，ニュー

ラルネットワークによって自動的に抽出された特徴の分析

を行う．

6.1 ニューラルネットワークによって抽出された特徴の

分析

ニューラルネットワークを用いるメリットの一つは，特

徴抽出を自動的に行う点である．特徴地図を使うことで，

抽出された特徴の分布を簡単に把握することができる．

図 8に，MHEALTHデータセットを学習したモデルの 1

層目と 3層目のユニットに対して作成した特徴地図と生成

された信号の例を示す．各ポイントは 1つのユニット (AM

で生成した信号) に対応しており，データ点の色は MSE

(d(u, i)) によって選択された最も類似した学習データの行

動クラスに応じて割り当てられている．

左の図では，データ点がクラスタを形成されている．1

層目では，エッジや平坦な波形など比較的単純な信号が生

成されているとみられる．一方，右図の特徴地図ではデー

タ点がばらけて分布しており，生成された波形も様々な種

類があることがわかる．行動認識モデルにおいても，深い

層では浅い層よりも複雑な特徴が抽出されていると考えら

れていたが [6]，本研究では AMを用いることでこの事実

を確認することができた．

図 8の左 (3層目) において，特徴地図の左上・中央・右

下に 3つの大きなクラスタが形成されているのがわかる．

また，これらのクラスタは異なる行動クラスに対応するユ

ニットから形成されている．多くのユニットを割り当てて

少しずつ異なる特徴を抽出することで，類似した行動クラ

スの識別を試みているのではないかと考えられる．

このように，AMを用いることで特徴地図が作成でき，

行動認識ニューラルネットワークの理解に活用できる．

7. 結論

本研究では，Activation Maximizationを用いることで

行動認識ニューラルネットワークの特徴抽出機能の理解を

試みた．注目したユニットの出力値を最大にする信号を生

成するために，学習データから推定したユニットの出力値

の分布から得られる情報を用いた新たな正則化手法を提案

した．公開データセットを用いて，提案手法の有効性を評

価し，提案手法を用いることで実在する信号に近い信号が

生成できることを定性的・定量的に確認した．今後は提案

手法や特徴地図を用いた，行動認識モデルの設計指針を検

討していきたい．
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図 8 行動認識ニューラルネットワークに対する特徴地図．MHEALTHを学習したモデルの 1
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ユニットに対応している．また，各データポイントは MSE に基づく距離指標 (d(u, i))

に基づいて選択された最も類似したサンプルの行動クラスによって色が割り当てられて

いる．特徴地図の周辺の波形は，矢印で示されたユニットに対して AM で生成した波形
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