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ニューラル機械翻訳のためのバイリンガルなサブワード分割

出口 祥之1,a) 内山 将夫2 田村 晃裕3 二宮 崇1 隅田 英一郎2

概要：本論文ではニューラル機械翻訳のための新たなサブワード分割法を提案する．従来法では対訳関係
を考慮せずに各言語ごとにサブワード分割を学習するため，機械翻訳タスクに適したサブワード分割にな
るとは限らない．本研究は対訳コーパスを用い，原言語文と目的言語文のサブワードトークン数の差が
より小さくなるサブワード分割法を提案する．提案法は対訳情報を用いるため，より機械翻訳タスクに
適したサブワードが得られると考えられる．従来法と提案法を用いて翻訳性能を比較したところ，WAT

ASPEC 英日・日英翻訳タスクと WMT14 英独・独英翻訳タスクにおいて，Transformer NMT モデルの
性能が最大 0.81 BLEU ポイント改善した．
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1. はじめに
ニューラル機械翻訳（Neural Machine Translation，以

下 NMT）では，予め指定した語彙に基づいて計算を行う
ため，翻訳時の入力文に低頻度語や未知語が現れると翻訳
精度が低下する．このような語彙の問題に対処するため，
バイトペア符号化（Byte Pair Encoding，以下 BPE）[13]

やユニグラム言語モデル [8]などによるサブワード分割が
現在広く用いられている．BPEによるサブワード分割は
事前トークナイズを要すのに対し，ユニグラム言語モデル
は生文からサブワードに直接分割するため，日本語や中国
語といった分かち書きされない言語においても形態素解析
器を必要としない．BPEやユニグラム言語モデルはどち
らもデータ圧縮に基づいたアルゴリズムであり，語彙数の
上限を制約としたトークン数の最小化を行っている．しか
しながら，これらの分割法は対訳関係を考慮せず，各言語
ごとにサブワード分割を学習するため，機械翻訳タスクに
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適したサブワード分割になるとは限らない．
本論文では対訳情報からサブワードを得る新たなサブ

ワード分割法を提案する．提案法は，分かち書きされない
言語を含む翻訳の性能を改善するため，ユニグラム言語モ
デル [8]に基づいたアルゴリズムとなっている．具体的に
は，ユニグラム言語モデルによって得られる原言語文と目
的言語文それぞれの分割候補から，お互いのトークン数の
差が小さくなるサブワード列を選択する．提案法では原言
語文と目的言語文のトークン数の差を最小化するため，言
語間でトークンが 1対 1に対応付けされやすくなる．その
ため，従来のサブワード分割法より NMTに適した分割が
得られることが期待される．
例として，日英翻訳において “設計法（design method）”

と “計測装置（measurement instrument）”という複合語
が訓練データに多数出現する場合を考える．従来のサブ
ワード分割法はデータ圧縮技術に基づきトークン数の最小
化を行なうため，これらの複合語が 1 つのサブワード単
位に結合される．したがって，これらの訓練データは “計
測法”という語の翻訳の学習に寄与しない．一方で我々の
提案法を用いると，日本語文と英語文のサブワードトーク
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ン数を近づけるため，これらの複合語は “設計（design）”

と “法（method）”，“計測（measurement）”と “装置（in-

strument）”，それぞれ 2トークンに分解される．これに
より，NMTにおいて，“設計”と “法”，“計測”と “装置”

というそれぞれのサブワードの訓練データが “計測法”と
いう語の翻訳にも活用できるようになると考えられる．
ただし，NMTの訓練時には対訳コーパスを使うことが

できるが，翻訳時には原言語文に対応する目的言語文が存
在しない．そこで提案法では，対訳コーパスを用いてサブ
ワード分割した訓練データの原言語文から，LSTMベース
のサブワード分割器を予め学習しておく．そして，翻訳時
には，学習した LSTMベースのサブワード分割器により
原言語文を分割する．
WAT Asian Scientific Paper Excerpt Corpus（以下，AS-

PEC）[10]英日・日英翻訳タスクとWMT14英独・独英翻
訳タスクにおいて，従来法と提案法を用いた翻訳性能を
比較したところ，Transformer NMTモデルの性能が最大
0.81 BLEUポイント改善した．

2. 従来法：ユニグラム言語モデルに基づいた
サブワード分割

本節では提案法の基礎となるユニグラム言語モデルに基
づいたサブワード分割法 [8]について説明する．ユニグラ
ム言語モデルでは各サブワードが独立に生起すると仮定
し，サブワード列の生起確率 P (x)を次式により表す．

P (x) =
N∏
i=1

p(xi), (1)

∀i xi ∈ V,
∑
x∈V

p(x) = 1, (2)

ただし，x = (x1, x2, . . . , xN )はサブワード列であり，V は
語彙集合（サブワード辞書）である．各サブワードの生起
確率 p(xi)は EMアルゴリズムによって周辺尤度 Llmを最
大化することにより推定される．

Llm =

|D|∑
s=1

log(P (X(s))) =

|D|∑
s=1

log

 ∑
x∈S(X(s))

P (x)

 ,

(3)

ただし，Dは対訳コーパスであり，X(s) は D中の s番目
の原言語文または目的言語文であり，S(X(s))はX(s)の分
割候補集合である.

生起確率が最大となるサブワード列は次式によって得ら
れる．

x∗ = arg max
x∈S(X)

P (x), (4)

ただし，X は入力文である. また，k-best分割候補も入力
文X に対するユニグラム言語モデルによって計算される確
率 P (x)に基づいて得ることができる．ただし，サブワー
ド列の生起確率は各サブワードの尤度の積の形で表される

ユニグラム言語モデル

訓練時のサブワード分割:

トークン数に基づいた
k-best 対からのサンプリング

サブワード化された
訓練データ: D̂

原言語文:{
f̂

(s)
}|D|

s=1

目的言語文:{
ê(s)

}|D|

s=1

訓練データ: D

NMT モデルBiLSTM 分割器

D̂ より学習{
f̂

(s)
}|D|

s=1
より学習

図 1 訓練時のサブワード分割

ため，系列長の短い（トークン数の少ない）サブワード列
が高い確率を持つ傾向がある．
このユニグラム言語モデルによるサブワード分割は生文

から直接学習できるため，日本語や中国語といった分かち
書きされない言語においても単語分割器や形態素解析器を
必要とせずに分割できるという特長がある．

3. 提案法
本節では，対訳文からサブワードを獲得する提案手法を

示す．我々の提案法では対訳文対でサブワードトークン数
の差が最小になるような分割を行う．ただし，NMTの訓
練時には対訳データを利用できるが，翻訳時（評価データ）
には対訳文が存在しない．そこで，NMTの訓練時と翻訳
時で異なる方法によりサブワードを獲得する．図 1，図 2

に NMT訓練時のサブワード分割と翻訳時のサブワード分
割をそれぞれ示す．NMTモデルの訓練時は，図 1の通り，
対訳データに基づくサブワード分割結果を用いて NMTモ
デルを学習する．一方で翻訳時には，図 2 の通り，対訳
データのサブワード分割結果内の原言語文だけから予め学
習しておいた LSTMベースの単語分割器を用いて，翻訳
対象の原言語文を分割する．
提案法は NMTモデルや訓練法を修正する必要がなく，

従来のサブワード分割法を置き換えるだけで適用可能で
ある．
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ユニグラム言語モデル

翻訳時のサブワード分割:

入力文 f の k-best

サブワード分割候補: Bk(f)

BiLSTM 分割器

入力文: f

Bk(f) の分割スコア計算

サブワード化された入力文:

f̂
∗

= arg max
f∈Bk(f)

score(f)

NMT モデル

図 2 翻訳時のサブワード分割

3.1 訓練データのサブワード分割
訓練データDにおけるサブワード分割では，ユニグラム
言語モデルによる分割候補からトークン数が近い候補対を
選択することで，対訳文対 (f, e) ∈ Dの分割を得る．具体
的には，以下のようにして，原言語文と目的言語文それぞ
れの k-bestの分割候補 Bk(f)，Bk(e)の中から，対訳文対
(f, e)のサブワード列 (f̂ , ê)を得る．

(f̂ , ê) =

(û, e∗) if len(f∗) < len(e∗)

(f∗, û) otherwise
, (5)

ただし，len()はサブワードトークン数を返す関数であり，
f∗ と e∗ は，それぞれ，原言語と目的言語文の最大の確率
を持つサブワード列（ユニグラム言語モデルの 1-bestサブ
ワード列）である．そして，ûは，v∗を f∗と e∗のうち系
列長の長い方としたとき，v∗とのトークン数の差が最小の
候補の中から最大の確率を持つサブワード列であり，以下
の式で表される．

û = arg max
u∈T

P (u), (6)

T = arg min
u∈Bk

| len(u)− len(v∗)|, (7)

Bk =

Bk(f) if len(f∗) < len(e∗)

Bk(e) otherwise
. (8)

NMTモデルは，提案法により各対訳文をサブワード化
した訓練データ D̂ = {(f̂

(s)
, ê(s))}|D|

s=1 から学習される．

3.2 翻訳時のサブワード分割
翻訳時は入力文 f に対する対訳文 eが存在しないため，

サブワード分割の入力に対訳文を用いることができない．
そのため，予め 3.1節で作成した訓練データ D̂の原言語文
{f̂

(s)
}|D|
s=1から，文字ベースの双方向 LSTM（Bidirectional

LSTM，以下 BiLSTM）を用いたサブワード分割器（以下，
BiLSTM分割器）を学習しておく．そして，翻訳時の入力
文 f のサブワード分割には BiLSTM分割器を用いる．
BiLSTM 分割器は，n 個の文字からなる入力文字列

c = (c1, c2, . . . , cn) の中からサブワードの境界点を識別
する．BiLSTM 分割器は以下のような構造のニューラル
ネットワークである．

z = Embedding(c), (9)

h = BiLSTM(z), (10)

b = softmax(hW ), (11)

ただし，Embedding() は文字埋め込み層，z は文字列 c

の d次元埋め込み表現，BiLSTM()は BiLSTM層，hは
BiLSTMの隠れベクトル，softmax()は softmax関数，b

は BiLSTM分割器の出力，W ∈ Rd×{0,1} は隠れベクトル
hの空間から境界タグ次元に写像するパラメータ行列であ
る．ベクトル bt = (bt,0, bt,1)は文字 ct がサブワードの開
始点か（bt,0）開始点でないか（bt,1）の確率分布を表現し
ている．BiLSTM分割器は，3.1節の方法でサブワード化
された訓練データ D̂中の全原言語文 f̂ ∈ {f̂

(s)
}|D|
s=1につい

て，以下の目的関数 Lsegment を最大化することにより学
習される．

Lsegment =
n∑

t=1

log bt,rt , (12)

where rt =

0 if ctはサブワードの開始点
1 otherwise

. (13)

翻訳時は次のようにして入力文 f をサブワード分割す
る．はじめに，ユニグラム言語モデルを用いて入力文 f の
k-bestサブワード分割候補 Bk(f)を得る．次に，各分割候
補 f ∈ Bk(f)のスコア score(f)を，予め学習しておいた
BiLSTM分割器によって以下のように算出する．

score(f) =

n∑
t=1

log bt,rt . (14)

最後に，最大のスコアを持つサブワード列を選択し，出力
とする．

f̂
∗
= arg max

f∈Bk(f)

score(f). (15)

以上により獲得したサブワード列 f̂
∗ を NMTモデルに入

力し，翻訳を行う．

3ⓒ 2020 Information Processing Society of Japan

Vol.2020-NL-246 No.22
Vol.2020-SLP-134 No.22

2020/12/3



情報処理学会研究報告
IPSJ SIG Technical Report

4. 実験
4.1 実験設定
提案法と従来法（ユニグラム言語モデル [8]）の翻訳性
能を比較した．また，従来法として，ユニグラム言語モデ
ルによって得られる複数のサブワード分割候補について周
辺尤度を最大化する “サブワード正則化 [9]”とも性能を比
較した．複数サブワード分割候補を得るためのユニグラム
言語モデルには Sentencepiece*1を用いた．全実験におい
て，NMTシステムとして Transformer base [15]モデルを
用いた．
4.1.1 データセット
翻訳性能はWAT ASPEC英日・日英翻訳タスク*2[10]を

用いて評価した．サブワードの語彙数は，原言語と目的言
語でそれぞれ独立して 16,000に設定した．ミニバッチの大
きさは約 10,000トークンになるよう設定した．NMTの訓
練には訓練データの上位 150万文対を使用し，データの前
処理はWATベースラインシステム*3に従った．開発デー
タと評価データのデータ数はそれぞれ 1,790，1,812文対で
あった．
4.1.2 ハイパーパラメータ
全NMTモデルにおいて，パラメータ最適化にはAdam[6]

を用い，β1 = 0.9, β2 = 0.98とした．モデルのパラメー
タ更新は 10万回行った．学習率は 4,000回更新時で 5e-4

となるように線形に増加させ，以降は更新回数の逆平方根
に比例して減衰させた [15]．ドロップアウトの確率は 0.1

に設定した．NMTモデルの損失関数にはラベル平滑化交
差エントロピー [14]を用い，平滑化 ϵは 0.1に設定した．
モデルはパラメータの更新 1,000回毎に保存し，モデル性
能の評価時には，訓練終了時点から前 5 つのモデルのパ
ラメータを平均化したモデルを用いた．翻訳文の生成には
ビーム探索を用い，ビーム幅は 4，文長正則化パラメータ
は 0.6[16]とした．
提案法のハイパーパラメータに関して，ユニグラム言語

モデルから得るサブワード分割候補数 k は開発データで
調整し，5に設定した．BiLSTM分割器の埋め込み次元は
d = 256とし，BiLSTM層は 2層スタックした．文字埋め
込み層，BiLSTM層，出力層のパラメータは全て [−0.1, 0.1]

の一様分布で初期化した．BiLSTM分割器のパラメータ最
適化には Adamを用い，β1 = 0.9, β2 = 0.98とした．モ
デルのパラメータ更新は 10エポック分行った．学習率は
5e-4，ドロップアウトの確率は 0.1，ミニバッチの大きさは
約 256文にそれぞれ設定した.

サブワード正則化を用いたモデルとの比較では，提案法

*1 https://github.com/google/sentencepiece
*2 http://lotus.kuee.kyoto-u.ac.jp/ASPEC/
*3 http://lotus.kuee.kyoto-u.ac.jp/WAT/WAT2019/

baseline/dataPreparationJE.html

表 1 ASPEC における翻訳性能の比較（BLEU(%)）
日英 英日

ユニグラム言語モデル 28.58 43.19

サブワード正則化 28.86 43.10

BiSW（提案法） †29.39 †43.29

表 2 ASPECの評価データにおける BiLSTM分割器のサブワード
分割性能

適合率 再現率 F 値
Ja 97.05 97.44 97.24

En 98.82 99.22 99.02

表 3 オラクル分割の翻訳性能（BLEU(%)）
ASPEC

日英 英日
BiSW 29.39 43.29

オラクル分割 29.49 43.49

と条件を揃えるため，ユニグラム言語モデルの最大スコア
のサブワード列を翻訳する 1-bestデコードを用いた．

4.2 実験結果
表 1 に実験結果を示す．表中の “ユニグラム言語モデ

ル”，“サブワード正則化”，“BiSW”はそれぞれ，ユニグラ
ム言語モデル，サブワード正則化，提案法を用いた NMT

モデルを示している．翻訳性能は BLEU [11]で評価し，評
価方法はWAT Automatic Evaluation Procedures*4に従っ
た．また，ブートストラップ再サンプリングによる有意差
検定 [7]を実施し，有意水準は 5%とした（p ≤ 0.05）．表 1

中の “†”は “BiSW”が “ユニグラム言語モデル”に対して
有意に高いことを示す．
表 1から分かるとおり，提案法 “BiSW”は日英，英日翻
訳の両言語方向において “ユニグラム言語モデル”および
“サブワード正則化”より性能が改善されている．“BiSW”

を用いることで “ユニグラム言語モデル”に対し，日英，英
日翻訳においてそれぞれ 0.81，0.10 BLEUポイント，“サ
ブワード正則化”に対し，それぞれ 0.53，0.19 BLEUポイ
ントの性能改善が確認された．また，両言語方向において，
提案法はベースラインより有意に性能が高く，提案法の有
効性が確認できる．

5. 考察
5.1 BiLSTM分割器の性能とオラクル分割
本節では翻訳時に用いる BiLSTM分割器の分割性能を
考察する．分割性能の評価には ASPECの評価データを用
い，参照訳を使用して 3.1節の手法により分割した原言語
文の分割結果を正解の分割とみなして，BiLSTM 分割器
の性能を評価した．結果を表 2 に示す．表 2 のとおり，
*4 http://lotus.kuee.kyoto-u.ac.jp/WAT/evaluation/

index.html#automatic_evaluation_systems.html
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表 4 BiLSTM分割器を用いないときとの翻訳性能比較（BLEU(%)）
ASPEC

日英 英日
BiSW 29.39 43.29

BiSW w/o BiLSTM 28.80 43.00

BiLSTM分割器の分割性能は非常に高く，正解分割に近い
サブワード分割を得ていることが分かる．
さらに，正解分割の原言語文を用いた翻訳性能を評価し

た．この正解分割に対する翻訳性能は提案法の性能の上限
値を示しているといえる．結果を表 3に示す．表 3中の
“オラクル分割”が正解分割に対する翻訳性能を示してい
る．表 3より，“オラクル分割”は “BiSW”より高い翻訳
性能となっていることが分かるが，その差は小さい．オラ
クル分割との性能差は，日英，英日翻訳においてそれぞれ
0.10，0.20 BLEUポイントに留まっており，これは表 2に
示したとおり，BiLSTM分割器の分割性能が高く正解分割
に近い分割を得られているためであると考えられる．

5.2 BiLSTM分割器の必要性
提案法では翻訳時の入力文をサブワード化するため BiL-

STM分割器を必要とする．本節では翻訳時の BiLSTM分
割器の必要性を確認するため，BiLSTM分割器を用いたと
きと用いないときの翻訳性能を比較した．BiLSTM分割器
を用いない場合は，翻訳時の原言語文の分割結果としては，
ユニグラム言語モデルの 1-bestサブワード列（f∗）を用い
る．また，訓練時と翻訳時とのギャップを失くすため，訓
練時には，原言語文をユニグラム言語モデルの 1-bestサブ
ワード列（f∗）で固定する．つまり，常に v∗ = f∗で固定
する．これにより，訓練時の複数分割候補からの探索は常
に目的言語側のみで行われ，原言語側の 1-bestサブワード
列のトークン数に最も近い候補が選択されるようになる．
表 4に実験結果を示す．表中の “BiSW w/o BiLSTM”

が BiLSTMを用いない場合の手法を示している．表 4よ
り，BiLSTM 分割器を用いないと翻訳性能が低下するこ
とが確認された．具体的には，“BiSW w/o BiLSTM”は
“BiLSTM”と比較して，日英，英日翻訳においてそれぞれ
0.59，0.29 BLEUポイント性能が低下することが分かる．
この実験結果より，目的言語側のみの探索では翻訳に適し
た分割を獲得するのには十分でなく，原言語，目的言語そ
れぞれの分割候補から双方向に探索する必要があると考
えられる．したがって，翻訳時の入力文を分割するための
BiLSTM分割器は必要であると考えられる．

5.3 提案法によるサブワード分割の例
本節では従来法 “ユニグラム言語モデル”と提案法で得ら

れるサブワードの違いを実例で確認する．表 5に，APSEC

日英の訓練データに対して従来法と提案法をそれぞれ適用

表 5 ASPEC 日英の訓練データにおけるサブワードの例
ユニグラム言語モデル BiSW

helper help er

basically basic ally

focused focus ed

popularization popular ization

第三　者 第　三　者
骨密度 骨　密度
設計法 設計　法

表 6 ASPEC 日英の評価データにおけるサブワードの例
ユニグラム言語モデル BiSW

密度分布 密度　分布
分散型 分散　型
透　水性 透　水　性

27.5

28

28.5

29

29.5

30

30.5

1 10 100

B
L
E
U

(%
)

k

ユニグラム言語モデル
BiSW

図 3 ハイパーパラメータ k に対する敏感さ（開発データにおける
翻訳性能）

した実際の例を示す．表 5より，従来法では複数の意味
から成るサブワードが 1トークンに結合されているのに対
し，提案法ではそれらが分解されていることが分かる．こ
れは，従来法が生起確率のみに基づいて分割されるのに対
し，提案法では対訳相手の分割情報を参照しているためで
あるといえる．これにより，原言語文と目的言語文間でサ
ブワードが対応付けられやすくなり，NMTモデルの学習
を支援できるようになると考えられる．
表 6に APSEC日英の評価データ（評価データの日本語

文）に対して従来法と提案法をそれぞれ適用した実際の例
を示す．表 6より，評価データにおいても，対訳文（参照
訳）を参照することなく，BiLSTM分割器により，言語間
で 1対 1のサブワードの対応付けを取りやすい単位に分解
されていることが分かる．

5.4 ハイパーパラメータ kに対する敏感さ
提案法では分割候補からの探索幅 kがハイパーパラメー
タとなっている．本節では，ハイパーパラメータ kの値に
よって提案法の翻訳性能がどの程度変化するかを考察する．
図 3に，ASPEC日英の開発データにおける kを変化させ
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表 7 尤度ベースの手法との比較（BLEU(%)）
ASPEC

日英 英日
ユニグラム言語モデル 28.58 43.19

BiSW（トークン数ベース） 29.39 43.29

BiSW（尤度ベース） 29.28 43.09

表 8 対訳文対間のサブワードトークン数の差の平均
ASPEC 日↔ 英
train test

ユニグラム言語モデル 7.83 6.07

BiSW（トークン数ベース） 6.74 4.98

BiSW（尤度ベース） 7.10 5.38

たときの翻訳性能を示す．kの値を {[2, 10], 15, 20, 50, 100}
の中で変化させたときの翻訳性能を評価した．
図 3より，一部例外はあるものの k が 50を超えるまで

は概ね翻訳性能が改善していることが確認できた．

5.5 尤度に基づいた対訳文対のサブワード分割手法
工藤 [8]の文献では “the unigram language model is re-

formulated as an entropy encoder that minimizes the total

code length for the text. According to Shannon’s coding

theorem, the optimal code length for a symbol s is − log ps,

where ps is the occurrence probability of s.”と述べられて
いる．このことから，サブワード化した文のトークン数と
そのサブワード列の尤度の間には関係性があると考えられ
る．そこで本節では，提案手法において，文のトークン数
の代わりに尤度を用いた場合の性能を考察する．つまり，
原言語文と目的言語文のトークン数の差を小さくする代わ
りに，尤度の差が小さくなるように分割を行った場合の性
能を評価する．具体的には，式 5から式 8において，len()

を − logP ()で置き換えて計算することで，原言語文と目
的言語文をサブワード化した際の尤度の差が小さくなるよ
うな分割候補を選択する．
表 7に結果を示す．表中の “BiSW（トークン数ベース）”

と “BiSW（尤度ベース）”はそれぞれトークン数に基づい
た提案法と尤度に基づいた提案法を示している．表 7よ
り，尤度に基づいた手法は日英翻訳においてはユニグラム
言語モデルよりも翻訳性能が改善されているが，両言語方
向においてトークン数に基づいた提案法よりも性能が低い．
これは，尤度とトークン数の間に関係はあるものの完全に
一致していないためであると考えられ，関係の度合いはユ
ニグラム言語モデルの性能に依存していると考えられる．
さらに，ASPEC日英の訓練データおよび評価データに
おいて，対訳文対間のサブワードトークン数の差の平均を
調査した．結果を表 8に示す．表 8より，トークン数ベー
スと尤度ベースのどちらの手法も訓練データ，評価データ
の両方においてユニグラム言語モデルよりもトークン数

表 9 WMT14英独・独英翻訳における提案法の有効性（BLEU(%)）
WMT14

英独 独英
ユニグラム言語モデル 26.45 30.62

BiSW 26.77 30.64

の差は縮まっている．また，尤度ベースよりもトークン数
ベースの提案法のほうがよりトークン数の差が小さくなっ
ていることも確認できる．この結果より，トークン数ベー
スの提案法により，原言語文と目的言語文のトークン数の
差を小さくする分割を行うという目的が達成できているこ
とが確認できる．

5.6 分かち書きされた言語対に対する提案法の有効性
本節では，英独翻訳のような分かち書きされている言語

対の翻訳に対する提案法の有効性を検証する．翻訳性能の
評価には，WMT14英独・独英翻訳タスク*5を用いた．
本実験におけるサブワードの語彙数は，原言語と目的言

語で辞書を共有して 37,000に設定し，NMTモデル内の原
言語側と目的言語側の埋め込み層を共有した．ミニバッチ
の大きさは約 25,000トークンになるよう設定した．訓練
データの各文をサブワード分割した後，250トークンを超
える文と原言語/目的言語文のトークン数の比が 1.5を超
えるものを訓練データから除去した．ハイパーパラメータ
kは開発データで調整し，2に設定した．
表 9にWMT14英独・独英翻訳の実験結果を示す．表 9

より，両言語方向において，提案法 “BiSW”を用いること
で従来法 “ユニグラム言語モデル”と比べて翻訳性能が改
善されることが確認された．具体的には，英独，独英翻訳
において，“BiSW”は “ユニグラム言語モデル”と比べて
それぞれ 0.32，0.02 BLEUポイント性能が改善された．実
験結果より，分かち書きされた言語対に対しても提案法の
有効性が確認された．

6. 関連研究
BPE [13]とユニグラム言語モデル [8]はサブワード分割

法として広く用いられている. BPEは辞書式圧縮に基づい
たサブワード分割アルゴリズムであり，指定した語彙数を
上限として，出現回数順に隣接するサブワードを再帰的に
結合する．BPEは簡単なアルゴリズムで実装が容易なため
多くの NMTシステムで採用されているが，決定的アルゴ
リズムであるため複数の分割候補を得ることができない．
ユニグラム言語モデルは尤度に基づいたサブワード分割

アルゴリズムである．各サブワードの生起確率は EMア
ルゴリズムによって推定される．ユニグラム言語モデルは
BPEと比べてアルゴリズムが複雑であるが，尤度に基づい
た複数のサブワード分割候補を得られ，かつ，事前トーク
*5 https://www.statmt.org/wmt14/translation-task.html
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ナイズを必要とせず生文から直接学習できるという特長が
ある．本研究の実験ではユニグラム言語モデルのリファレ
ンス実装である SentencePiece [9]を用いた．
サブワード正則化 [8]は複数のサブワード分割候補を用
いた NMTの訓練法であり，サンプリングされた分割候補
の周辺尤度を最大化する．サブワード正則化を NMTに組
み込むには，訓練時にパラメータを更新するごとに動的に
サブワード分割をサンプリングする必要があり，NMTの
訓練処理を修正する必要がある．
BPE-dropout [12]はサブワード正則化を用いられるよ
うに BPEを拡張した手法である．BPE-dropoutでは，隣
接サブワードの結合を確率的に棄却することで複数のサブ
ワード分割候補が得られる．ただし，P (x|X)のような尤
度に基づいた k-best候補を得ることはできない．
単語やサブワードへの分割を行わずに文字単位で翻訳を

行う NMTモデルも提案されている．Cherryら [4]は単語
単位やサブワード単位の NMTよりも文字単位の NMTの
翻訳性能が高くなると報告している．ただし，Cherryらは
文字単位の NMTの問題点として計算量の多さとモデリン
グの難しさがあることも述べている．我々の手法は NMT

モデルの入出力の粒度について文字単位の NMTの長所と
短所（翻訳性能とモデリング，計算量）のバランスをとっ
たものとも考えられる．
Atamanら [3]，[2]や Huckら [5]は言語学に基づくサブ
ワード分割を提案している．Atamanら [3]，[2]は教師な
し形態学習に基づく “Linguistically Motivated Vocabulary

Reduction (LMVR)” を用いることで BPEより翻訳性能
が向上することを示した．Huckら [5]はサブワード分割に
おいてステミングや複合語分割などによる言語学的な知識
を用いた分割を組み合わせることで，翻訳性能が改善する
ことを示した．また，Atamanら [1]は単語を n-gram文字
で分解することで形態学的にリッチな言語を含む翻訳が改
善することを示している．

7. おわりに
本論文では，対訳文からサブワードを得る，ニューラル機

械翻訳のための新たなサブワード分割法を提案した．WAT

ASPEC 英日・日英翻訳タスクと WMT14 英独・独英翻訳
タスクにおいて，提案法を用いることでTransformer NMT

モデルの性能が最大 0.81 BLEU ポイント改善した．実験
と考察により，対訳文とのサブワードトークン数の差を小
さくすることで翻訳性能が改善されることを示した．今後
は他の言語対での提案法の有効性も確認していきたい．
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