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LSTM-HSMM ハイブリッドモデルに基づく音楽構造解析

柴田 剛1,a) 錦見 亮1,b) 中村 栄太1,c) 吉井 和佳1,d)

概要：音楽構造解析では，セクションの境界推定と各セクションに対するイントロ・Aメロ・Bメロ・サ

ビなどのラベル付けを行う．本稿では，LSTM-HSMMハイブリッドモデルに基づくポピュラー音楽に対

する構造解析手法を提案する．本モデルはセグメンテーション・クラスタリングを行う階層 HSMM（隠

れセミマルコフモデル）とラベリングを行う LSTM ネットワークの統合モデルであり，クロマ特徴量・

MFCC・メルスペクトルの生成過程を表す．セクション系列とクロマ特徴量・MFCCの生成確率は入力の

音響特徴量から学習することで，音楽セクションの持つ重要な性質である同質性・反復性・規則性を明示

的に表現する．LSTMネットワークはセクションラベルに対するメルスペクトルの生成確率を記述し，事

前学習を行うことで各セクションラベルの一般的な特徴を捉える．最終的にビタビ復号により最尤のセク

ションラベル系列を推定する．実験により提案手法の有効性を検証する．

1. はじめに

イントロ・Aメロ・Bメロ・サビなどの複数のセクショ

ンからなる音楽構造はポピュラー音楽における主要な要

素の一つであり，音楽構造解析は音楽情報検索（Music

Information Retrieval; MIR）[1]の基礎技術である．多く

の研究では，音響信号をいくつかのセクションに分割する

セグメンテーションタスク [2–9]，セクションをいくつか

のクラスに分類するクラスタリングタスク [10–18]，また

はその両方に取り組んできた．クラスタリングタスクでは

「A」や「B」などのような任意のラベルを付与するが，「A

メロ」や「Bメロ」，「サビ」のような慣習的に用いられる

ラベルは再生ナビゲーションに有用であるため [19]，本研

究ではこれらのラベルを付与するラベリングタスクにも取

り組む [20,21]．

音楽構造解析では，音響特徴量の同質性と反復性，セク

ション長の規則性，およびセクション境界での新規性がセ

クションにおける 4 つの主要な性質とされてきた．具体

的には，同質性は音響特性（例えば，メル周波数ケプスト

ラム係数（Mel-Frequency Cepstrum Coefficient; MFCC）

などの音色特徴量）がセクション内で一貫していることを

意味する．反復性は，セクションのある音楽的要素の系列

（例えば，クロマ特徴量やコード進行）が同じラベルのセ

クションで繰り返されることを意味する．規則性は，例え
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図 1 提案する音楽構造解析手法

ばポピュラー音楽では，セクション長の多くが 4または 8

小節のように規則的であることを意味する．新規性は，音

楽特性がセクションの境界で急激に変化することを意味す

る．我々は，これまでにセグメンテーションとクラスタリ

ングを統一的に行う階層隠れセミマルコフモデル（Hidden

Semi-Markov Model; HSMM）[22] を提案してきた．本モ

デルは先に述べた 4つの性質のうち，同質性・反復性・規

則性を明示的に表現し，観測特徴量から潜在セクション系

列を推論できる確率的生成モデルである．しかし，この手

法はセクションのクラスターは推定できるが，音楽構造解

析を完了するにはそれぞれのクラスターに具体的なラベル

を与えなければならない．

ラベリングでは音響特徴量とセクションラベルの複雑な

関係性を捉える必要がある．これには，複雑な分類問題に
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広く用いられる深層ニューラルネットワーク（Deep Neural

Network; DNN）の適用が考えられる．単純には，先述し

た階層 HSMMで得られたクラスターごとに DNNで得ら

れたラベルを多数決法などを用いて割り当てることでラベ

リングを達成できる．しかし，この方法ではセグメンテー

ションとクラスタリングでの誤りが伝播し，ラベリングに

おいてその誤りを修正することができない．DNNによっ

て得られた情報はセグメンテーションとクラスタリングで

も有用であると考えられるため，DNNによるラベル推定

と階層 HSMMによるセクション構造推定を統合する方法

が有効であろう．

本稿では，双方向長短期記憶（Bidirectional Long Short-

Term Memory; BLSTM）ネットワークのラベリング能力

を階層 HSMMを用いた生成フレームワークに統合する音

楽構造解析手法を提案する（図 1）．本モデルは，各セク

ション内で均質であるMFCC，同一ラベルのセクション同

士で繰り返されるクロマ特徴量，および規則的な継続時間

長を持つセクションから得られるメルスペクトルの生成過

程を表現する．BLSTMネットワークをフレーム単位のメ

ルスペクトルからセクションラベルを推定するように教師

あり学習し，ネットワークから得られたセクションラベル

の事後確率分布とセクションラベルの経験的事前分布から

メルスペクトルの出力確率分布を実行時に計算する．ギブ

スサンプリングおよびそれに続くビタビ復号を用いること

で，音響特徴量が与えられると，セクションの初期確率，

遷移確率，継続長確率，終了確率と同様に潜在セクション

系列を推定する．悪い局所解を避けるため，潜在セクショ

ン系列はネットワークからの出力を用いて初期化する．

本研究の主な貢献は，各楽曲に適応可能なベイズ LSTM-

HSMMハイブリッドモデルに基づき，セグメンテーショ

ン・ラベリングを統一的に行う統計的手法の提案である．

セクションの統計的特徴は楽曲ごとに固有であるため，そ

れらの経験的事前分布に基づくベイズ推定は音楽構造解析

の性能向上において重要な役割を果たしている．我々は，

後処理的に BLSTMのラベリング結果を用いたカスケー

ドモデル，およびビタビ復号のみを用いたベースラインモ

デルと比較して，提案手法が優れていることを実験的に示

した．

2. 関連研究

本章では，音楽構造解析の手法をセグメンテーション，

クラスタリング，およびラベリングの観点から総括する．

2.1 セグメンテーション

セグメンテーションでは，新規性が中心的な役割を果た

す．Foote [2]はチェッカーボードカーネルを自己類似度

行列（Self-Similarity Matrix; SSM）の対角要素に沿って

畳み込むことで得られた時変新規性曲線を用いてピーク

検出を行った．Jensen [3]は同質性と新規性に基づくコス

ト関数を最小化することでセクション境界の検出を行っ

た．Goto [20] および Serrà ら [4] は反復構造が垂直線と

して現れるラグ SSMから計算される新規性曲線を提案し

た．これらの手法は Peetersら [5]によって統合され，ま

た Serràらの手法 [4]はクラスタリングを取り扱うよう拡

張された [23]．最近では，Ullrichら [6]が畳み込みニュー

ラルネットワークに基づく教師あり手法を提案しており，

これは粗い境界アノテーションと細かい境界アノテーショ

ンを扱う手法に拡張されている [7]．Smithら [24]は後処

理的にではなく，解析時に規則性を考慮することの重要性

を強調した．Sargentら [9]はセクション長の規則性の有効

性を指摘した．Maezawa [8]は同質性・反復性・新規性お

よび規則性を考慮するコスト関数に基づいた，LSTMネッ

トワークを用いる手法を提案した．

2.2 クラスタリング・ラベリング

Cooperら [12]はセグメンテーション [2]とセクション

内およびセクション間の統計的特性に基づくクラスタリン

グを段階的に行った．Goodwinら [13]は動的計画法を用

いて SSMから非対角成分中の繰り返しの縞構造を効率的

に検出した．反復性と同質性を取り扱うため，Grohganz

ら [14]は非対角成分の縞構造を固有値分解を用いてブロッ

ク対角構造に変換した．Nietoら [15]は凸結合の制約を加

えた非負値行列因子分解を用いてセグメンテーションとク

ラスタリングを行った．McFeeら [16]は反復構造をグラ

フに変換し，グラフ分解のためのスペクトルクラスタリン

グを行った．Chengら [25]は Grohganzら [14]と同様に，

NMFD（Nonnegative Matrix Factor Deconvolution）を用

いてパス強調 SSMをブロック強調 SSMに変換した．

セグメンテーションとクラスタリングを統一的に行う生

成モデルに基づく統計的手法に関する研究も行われている．

Aucouturierら [11]は標準的な HMMを用いた手法を行っ

た．Levyら [26]はセクション長の規則性に基づく HSMM

を提案した．Renら [17]は適切なセクション数を推定で

きる HMMのノンパラメトリックベイズ拡張を提案した．

Barringtonら [18]は自動的にモデルの複雑度を制御でき

るスイッチング線形動的システムのノンパラメトリックベ

イズ拡張を提案した．

セクションラベルを推定する試みをした研究は少ない．

Maddageら [27]は典型的な音楽構造と各セクションの役

割に基づくラベリング手法を提案した．Paulusら [21]は

セクションのNグラムに基づく確率的適合度関数を用いて

セグメンテーションとラベリングを行った．

3. 提案手法

本章では提案する音楽構造解析手法について説明する．
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3.1 問題設定

本稿で我々が取り組む問題を以下のように定式化する．

T は四分音符単位のビート数，N は曲中のセクション数，

K はセクションラベル数，Lはセクション中のビート数の

最大値とする．

仮定：音楽音響信号のビート時刻はあらかじめビートト

ラッキング手法 [28]で推定されているものとする．

入力：音楽音響信号から得られた，ビート単位のク

ロマ特徴量系列 Xc ≜ xc
1:T (xc

t ∈ R12)，MFCC 系列

Xm ≜ xm
1:T (xm

t ∈ R12)，およびメルスペクトル系列

Xs ≜ xs
1:T (xs

t ∈ R128)

出力：セクションラベル系列 Z ≜ z1:N (zn ∈ {1, . . . ,K})
とそれらの継続長 D ≜ d1:N (dn ∈ {1, . . . , L})

ここで，MFCCは低次の 12次元を用い，メルスペクトルの

周波数ビン数は 128を用いる．また，i:jは iから jまでの

添字集合を表す．以後，{Xc,Xm,Xs}をX，{xc,xm,xs}
を xと表記する．

3.2 モデル定式化

図 2 に示すように，セクションラベルとコードラベル

の二つの潜在系列からなる階層 HSMM を定式化する．

Sn ≜ sn,1:dn (sn,τ ∈ {1, . . . ,M})をセクション nにおける

コード系列とし，S ≜ S1:N をコード系列 Snの系列，M を

セクション中のコード数の最大値とし，確率 p(X,Z,D,S)

を以下のように定義する．

p(X,Z,D,S) = p(X|Z,D,S)p(S|Z,D)p(Z,D) (1)

ここで，p(X|Z,D,S)は観測特徴量 Xに関する音響モデ

ル，p(S|Z,D) はコード系列 S に関する Left-to-Right 型

マルコフモデル，p(Z,D)はセクションラベル系列 Zおよ

びその継続長 Dに関する全遷移型セミマルコフモデルで

ある．

3.2.1 セクションラベルに関するセミマルコフ連鎖

式 (1)中の全遷移型セミマルコフモデル p(Z,D)は，以

下のようにセクションラベル系列 Zおよびその継続長 D

の生成過程を表現する．

p(Z,D) = p(z1, d1)

N∏
n=2

p(zn, dn|zn−1, dn−1) (2)

それぞれの項は以下で与える．

p(z1, d1) = ρz1ψd1 (3)

p(zn, dn|zn−1, dn−1) = πzn−1znψdn
(4)

p(zN , dN |zN−1, dN−1) = πzN−1zNψdN
υzN (5)

ここで，ρz，πzz′，および υz はそれぞれセクションラベル

の初期確率，遷移確率，終了確率であり，ψdは継続長確率

である．

観測特徴量

潜在状態

セクション
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継続⻑

クロマ
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𝒁
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#

図 2 提案する LSTM-HSMM ハイブリッドモデル

3.2.2 コードに関する Left-to-Right型マルコフモデル

式 (1)中のLeft-to-Right型マルコフモデル p(S|Z,D)は，

以下のようにコードラベル系列 Sの生成過程を表現する．

p(S|Z,D) =

N∏
n=1

p(sn,1)

dn∏
τ=2

p(sn,τ |sn,τ−1, zn) (6)

それぞれの項は以下で与える．

p(sn,1 = 1) = 1 (7)

p(sn,τ |sn,τ−1, zn) = ϕ(zn)sn,τ−1sn,τ
(8)

ここで，zn は対応するセクションのラベル，ϕ
(z)
ss′ は状態

s から状態 s′ への遷移確率である．Left-to-Right型マル

コフモデルは初期状態は sn,1 = 1であり，τ1 < τ2 のとき

sn,τ1 ≤ sn,τ2 を満たす．また，遷移においてスキップ可能

な状態数の最大値を表すハイパーパラメータ σ を導入す

る．すなわち ，状態 sから状態 s+ σへの遷移を許すこと

で，同じラベルのセクション同士でコード進行にいくらか

のバリエーションを持たせることができる．

3.2.3 音響特徴量の出力

クロマ特徴量 Xc，MFCC Xm，およびメルスペクトル

Xs が条件付き独立かつ時間的に独立であるとすると，式

(1) 中の音響モデル p(X|Z,D,S) は以下のように分解で
きる．

p(X|Z,D,S) =
T∏

t=1

χc
zt,st(x

c
t)χ

m
zt(x

m
t )χs

zt(x
s
t ) (9)

ここで，ztと stはそれぞれビート tにおけるセクションラ

ベルとコードであり，χc
z,s，χ

m
z ，χ

s
z はそれぞれクロマ特

徴量 xc，MFCC xm，およびメルスペクトル xs の出力確

率である．

クロマ特徴量 xc ∈ R12 はセクションラベル z とコード

sの両方に依存して生成する．このようにして，コードの

反復性を同じラベルの全てのセクションに同一の出力確

率分布を適用することで表現する．式 (9) 中の出力確率

χc
z,s(x

c)は以下のように多変量正規分布で与える．
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χc
z,s(x

c) = N (xc|µc
z,s, (Λ

c
z,s)

−1) (10)

ここで，µc
z,s と Λc

z,s はそれぞれ平均ベクトルおよび精度

行列である．

MFCC xm ∈ R12 はセクションラベル z に依存して生

成する．これにより，モデルがそれぞれのセクションにお

ける音色特徴量の同質性を捉えることができる．式 (9)中

の出力確率 χm
z (xm)は以下のように多変量正規分布で与

える．

χm
z (xm) = N (xm|µm

z , (Λ
m
z )−1) (11)

ここで，µm
z と Λm

z はそれぞれ平均ベクトルおよび精度行

列である．

メルスペクトル xs ∈ R128 はセクションラベル z に依存

して生成する．式 (9)中の出力確率 χs
z(x

s)は以下のよう

に計算する．

χs
z(x

s) = p(xs|z) ∝ p(z|xs)

p(z)
(12)

ここで，p(z)はセクションラベルのユニグラム確率，p(z|xs)

はフレーム単位のメルスペクトルからセクションラベルを

推定する BLSTMから得る．p(z|xs)は BLSTMのフレー

ム単位の出力をビート単位に平均化したものとする．

3.2.4 音楽知識に基づく事前分布

音楽セクションに関する事前知識を利用するため，モデ

ルパラメータΘ ≜ {ρ,ψ,π,υ,ϕ,µ,Λ} に共役事前分布を
おくことでベイズ HSMMを定式化する．多変量正規分布

に対してガウス・ウィシャート事前分布をおく．

µc
z,s,Λ

c
z,s ∼ N (µc

z,s|mc
0, (β

c
0Λ

c
z,s)

−1) W(Λc
z,s|Wc

0, ν
c
0)

µm
z ,Λ

m
z ∼ N (µm

z |mm
0 , (β

m
0 Λm

z )−1) W(Λm
z |Wm

0 , ν
m
0 )

ここで，mc
0，β

c
0，Wc

0，ν
c
0，mm

0 ，β
m
0 ，Wm

0 および νm0 は

ハイパーパラメータである．次に，離散分布に対してディ

リクレ事前分布をおく．

ρ ≜ ρ1:K ∼ Dirichlet(aρ) (13)

ψ ≜ ψ1:L ∼ Dirichlet(aψ) (14)

πz ≜ πz(1:K) ∼ Dirichlet(aπz ) (15)

υ ≜ υ1:K ∼ Dirichlet(aυ) (16)

ϕ(z)
s ≜ ϕ

(z)
s(1:M) ∼ Dirichlet(aϕ) (17)

ここで，aρ，aψ，aπz，aυおよび aϕはハイパーパラメータ

である．ベイズ推論の重要な利点として，これらのスパー

ス性に関わるハイパーパラメータを制御することで不要な

セクションを自動的に除去できる．

ポピュラー音楽において，「Bメロ」は「Aメロ」の後

に来やすく，セクション長は 4 小節の整数倍になりやす

い．このような統計的傾向は事前分布に組み込むことがで

きる．具体的には，aρとしてセクションの経験的初期確率

aρemp，aπz としてセクションの経験的遷移確率 aπz
emp，aυ

としてセクションの経験的終了確率 aυemp，aψ としてセク

ションの経験的継続長確率 aψemp をそれぞれ定数倍したも

のを用いる．

3.3 ベイズ推論

事後分布 p(Z,D,S,Θ|X)は解析的に扱いにくいため，ギ

ブスサンプリング法を用いる．最初に分布 p(Z,D,S|Θ,X)

から潜在変数 Z，D，S をサンプルしたのち，分布

p(Θ|Z,D,S,X)からモデルパラメータΘをサンプルする．

3.3.1 事前学習

学習データから経験分布 aρemp，a
ψ
emp，a

πz
emp，および aυemp

を計算する．
(
aρemp

)
z
はセクションラベル系列がセクショ

ン z から始まる回数，
(
aψemp

)
d
はセクションが継続長 dを

持つ回数，
(
aπz
emp

)
z′ はセクション z からセクション z′ へ

の遷移回数，
(
aυemp

)
z
はセクションラベル系列がセクショ

ン z で終わる回数である．

3.3.2 潜在変数の初期化

悪い局所解を避けるため，BLSTMを用いてセクション

ラベル Zと継続長 Dを初期化する．BLSTMによって推

定されたセクションラベルのフレーム単位での事後確率は

各ビート tで平均化する．各ビートのセクションラベルは，

そのビートで最大事後確率を得るラベルとする．連続する

セクションラベルは単一のセクションとみなすが，継続長

が 4拍（1小節）よりも短い場合，そのセクションは事後

確率に応じて左か右のセクションに統合する．長すぎる区

間を扱うのは効率が悪いため，32拍以上の継続長を持つセ

クションを 32拍ごとに分割する．その後，コード系列 S

とモデルパラメータΘをサンプルする．

3.3.3 潜在変数のサンプリング

潜在変数 Z，D，Sのサンプリングにはフォワードフィ

ルタリング・バックワードサンプリング法を用いる．ビー

ト t− dt + 1で始まり，ビート tで終わるセクションのラ

ベルと継続長を表す変数 zt，dtを導入する．また，このセ

クションのコードに関する周辺出力確率を ωzt(xt−dt+1:t)

とする．この確率は，コードに関するマルコフモデルに対

してフォワードアルゴリズムを用いることで計算する．

セクションラベルに関するマルコフモデルのフォ

ワードフィルタリングステップでは，変数 αt(zt, dt) =

p(zt, dt,x1:t) の初期化と更新を行う．

αt(zt, dt = t) = ρztψdt
ωzt(x1:t) (18)

αt(zt, dt)

=
∑
z′,d′

αt−dt(z
′, d′)πz′ztψdtωzt(xt−dt+1:t) (19)

バックワードサンプリングステップでは，セクションラ

ベル Zと継続長Dを逆順にサンプルする．
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p(zT , dT |X) ∝ αT (zT , dT ) (20)

変数 ztおよび dtがサンプルされたとき，ビート t′ = t−dt
における変数 zt′ と dt′ は以下の確率にしたがってサンプル

する．

p(zt′ , dt′ |zt:T , dt:T ,X) ∝ αt′(zt′ , dt′)πzt′zt (21)

次に，コード系列 Sをサンプル済みの ZとDを用いて

サンプルする．それぞれのコード系列 Sn はセクション n

におけるコードに関するマルコフモデルにおけるフォワー

ドフィルタリング・バックワードサンプリング法を用いて

サンプルする．フォワードフィルタリングステップでは，

確率 ζn,sn,τ を再帰的に計算する．

ζn,sn,1 = p(sn,1,x1|zn, dn)

= δsn,11χzn,1(x1) (22)

ζn,sn,τ
= p(sn,τ ,x1:τ |zn, dn) (23)

=

 ∑
sn,τ−1

ζn,sn,τ−1ϕ
(zn)
sn,τ−1sn,τ

χzn,sn,τ (xτ )

ここで，xτ はセクション境界に対して相対的に定めるビー

ト τ ∈ {1, . . . , dn}における観測特徴量，χz,s(x)は周辺確

率 p(x|z, s)である．バックワードサンプリングステップで
は，コード系列 Sn を逆順でサンプルする．

p(sn,dn
|zn, dn,x1:dn

)∝ζn,sn,dn
(24)

p(sn,τ |zn, dn, sn,τ+1:dn ,x1:dn)∝ζn,sn,τϕ
(zn)
sn,τsn,τ+1

(25)

3.3.4 モデルパラメータのサンプリング

モデルパラメータの更新にギブスサンプリングを用いる．

ρ ∼ Dirichlet(aρ + bρ) (26)

πz ∼ Dirichlet(aπz + bπz ) (27)

ψ ∼ Dirichlet(aψ + bψ) (28)

υ ∼ Dirichlet(aυ + bυ) (29)

ϕ(z)
s ∼ Dirichlet(aϕ + bϕ

(z)
s ) (30)

Λc
z,s ∼ W(Wc

z,s, ν
c
z,s) (31)

µc
z,s|Λc

z,s ∼ N (mc
z,s, (β

c
z,sΛ

c
z,s)

−1) (32)

Λm
z ∼ W(Wm

z , ν
m
z ) (33)

µm
z |Λm

z ∼ N (mm
z , (β

m
z Λm

z )−1) (34)

ここで，bρ ∈ RK，bπz ∈ RK，bψ ∈ RL，bυ ∈ RK，お

よび bϕ
(z)
s ∈ RM はサンプルされたデータを数え上げるベ

クトルである．bρz は z = z1 のとき 1，そうでなければ 0

であり，bπz

z′ はセクション zからセクション z′ への遷移回

数，bψd はサンプルされたセクションが継続長 dを持つ回

数である．bυz は z = zN のとき 1，そうでなければ 0であ

り，bϕ
(z)
s

s′ はセクション zにおけるコードに関するマルコフ

モデルにおいてコード sからコード s′ への遷移回数であ

る．パラメータmc
z,s，β

c
z,s，Wc

z,s および νcz,s は以下のよ

うに計算する．

βc
z,s = βc

0 +Nz,s, νcz,s = νc0 +Nz,s (35)

mc
z,s =

1

βc
z,s

(βc
0m

c
0 +Nz,sx

c
z,s) (36)

(Wc
z,s)

−1 = (Wc
0)

−1 +Nz,sU
c
z,s

+
βc
0Nz,s

βc
0 +Nz,s

(xc
z,s −mc

0)(x
c
z,s −mc

0)
T (37)

ここで，Nz,s，xc
z,s およびUc

z,s を以下のように定義する．

Nz,s =

T∑
t=1

δztzδsts (38)

xc
z,s =

1

Nz,s

T∑
t=1

δztzδstsx
c
t (39)

Uc
z,s =

1

Nz,s

T∑
t=1

δztzδsts(x
c
t − xc

z,s)(x
c
t − xc

z,s)
T (40)

パラメータmm
z ，β

m
z ，Wm

z ，ν
m
z も同様に計算する．

3.3.5 ビタビ学習

ギブスサンプリングで得られるサンプルは必ずしも事後

分布の局所最適解とは限らないため，パラメータ推定に

最終ステップでビタビ学習を適用する．具体的には，フォ

ワードフィルタリング・バックワードサンプリングの代わ

りにビタビアルゴリズムを適用することで潜在変数を推定

し，モデルパラメータの更新にはそれらの事後分布からの

サンプリングの代わりに分布の期待値を用いる．ビタビ学

習は一般的に近似局所解を求めるのに効果的であることが

知られている [29]．

3.3.6 モデルの改良

継続長確率の影響を強めるために重み係数 wdur(≥ 1)を

導入する．具体的には，式 (18)および (19)において確率

係数 ψd を (ψd)
wdur に置き換える．ビタビ学習ステップや

3.4節で述べる最後の潜在状態推定ステップにおいても同

様の置換を行う．また，メルスペクトルとその他の出力確

率のバランスをとるために重み係数 wlabel を導入する．す

なわち，式 (9)において出力確率 χs
z(x

s)を (χs
z(x

s))wlabel

に置き換える．

3.4 セクション推定

モデルパラメータΘを学習したのち，最大事後確率（Max-

imum a Posteriori; MAP）推定によってセクションラベル

系列を推定する．具体的には，事後確率 p(Z,D|Θ,X)を

セクションラベル Zと継続長Dに関して最大化する．こ

れは，コード系列 Sを積分消去し，セクションラベルに関

するマルコフモデルに対して HSMMのビタビアルゴリズ

ム [30] を適用することで求められる．

c⃝ 2020 Information Processing Society of Japan 5

Vol.2020-MUS-128 No.10
2020/8/25



情報処理学会研究報告
IPSJ SIG Technical Report

4. 評価実験

提案手法の性能を調べるため実験を行った．

4.1 実験条件

評価には RWCポピュラー音楽データベース [31]とその

構造アノテーションデータ [32]を用いた．クロマ特徴量は

深層特徴量抽出 [33]の結果を，MFCCとメルスペクトル

は librosaライブラリ [34]の出力結果を用いた．ビート情

報は madmomライブラリ [28]の結果を用いた．経験分布

aρemp，aψemp，aπz
emp，aυemp は 100曲に対する leave-one-out

交差検定によって学習した．パラメータの推定では，ギブ

スサンプリングを 15回，ビタビ学習を 3回行った．これ

には標準的な CPUにおいて入力信号長の約 5倍の時間を

要した．

提案モデルのハイパーパラメータは以下のようにした．

K = 10，L = 40，M = 16，σ = 1，wdur = 4，wlabel = 0.5，

aρ = 1 ·aρemp，a
π = 1 ·aπemp，a

ψ = 64 ·aψemp，a
υ = 1 ·aυemp，

aϕ = I，mc
0 = E[Xc]，βc

0 = 64，Wc
0 = (νc0 cov[X

c])−1，νc0 =

512，mm
0 = E[Xm]，βm

0 = 2，Wm
0 = (νm0 cov[Xm])−1，

νm0 = 16．ここで，Iは全ての要素が 1のベクトルを表す．

最初のパラメータ K は [21]で用いられたラベル数に応じ

て決定した．次の二つのパラメータ L および M はアノ

テーションデータの統計情報を参考にして決定した．デー

タによると，多くのセクションの継続長は 40拍以下であっ

た．あるセクションの継続長が 32拍（8小節）であり，各

コードの長さが 2拍であると仮定すると，そのセクション

のコード数として 16が得られる．また，簡単のため σ = 1

とした．その他のパラメータは後述の評価尺度に関して大

まかに最適化を行い決定した．各パラメータはその他のパ

ラメータを固定したうえで，グリッドサーチにより最適化

した．各パラメータのさらなる最適化は今後の課題とした．

本研究では，推定結果をセグメンテーション・クラスタリ

ング・ラベリングの観点から評価した．セグメンテーショ

ンとクラスタリングの性能はMIREX [35]と同様の評価法

により評価した．セグメンテーションの性能はセクション

境界位置に対する F値 F0.5，F3.0 [36] により評価した．具

体的には，推定境界は ±0.5/3.0秒の区間に正解データの

境界がある場合に正しいと判断した．適合率は正しく推定

された境界の割合，再現率は正解の境界のうち正しく推定

されたものの割合である．F値 F0.5，F3.0 は適合率と再現

率の調和平均として定義する．

クラスタリングの性能は以下のように定義されるペアワ

イズ F値 Fpair [37] により評価した．推定結果において同

じラベルに割り当てられたフレームのペアと，正解データ

において同様に同じラベルに割り当てられたフレームのペ

アとを比較した（フレーム長は 100msとする）．適合率，

再現率および F値は以下のように定義する．

手法
セグメンテーション クラスタリング ラベリング

F0.5 (%) F3.0 (%) Fpair (%) 精度 (%)

GS3 [39] 52.3 73.5 54.2 n/a

SUG2 [40] 25.8 73.7 37.3 n/a

FK2 [41] 30.0 65.7 63.4 n/a

Paulus’09 [21] n/a 63.0 63.7 34.4

カスケード 38.3 63.9 54.9 38.8

ベースライン 30.6 53.5 43.3 39.5

提案モデル 43.3 66.5 54.6 45.3

表 1 比較実験の評価結果

Ppair =
|PE ∩ PA|

|PE |
, Rpair =

|PE ∩ PA|
|PA|

(41)

Fpair =
2PpairRpair

Ppair +Rpair
(42)

ここで，PE は推定結果において同じラベルに割り当てられ

たフレームペアの集合，PA は正解データにおいて同じラ

ベルに割り当てられたフレームペアの集合を表す．これら

の評価値は mir evalライブラリ [38] を用いて計算した．

ラベリングの性能は [21]と同様にフレーム単位の精度で評

価した．これは各フレームにおいて，推定結果と正解デー

タとで割り当てられたラベル同士を比較して計算する．

セグメンテーションとクラスタリングの比較のため，

MIREXで公開されている GS3 [39]，SUG2 [40]，および

FK2 [41]を参照した．さらに，全ての観点における比較の

ため，[21]の結果を引用し，カスケードモデルとベースラ

インモデルの二つのモデルを用いた．カスケードモデルで

は，BLSTMで得られたフレーム単位のラベルを HSMM

で得られたクラスターごとに数え，クラスター内で最も多

く出現したラベルをそのクラスターにおけるラベルとし

た．ベースラインモデルは提案モデルと同様の構成を持つ

が，クロマ特徴量およびMFCCを出力せず，ビタビ復号

のみを用いて結果を得るモデルである．

4.2 実験結果

表 1に評価結果を示す．ラベリング精度において，提案

手法はラベリングが可能なその他の手法よりも優れた性

能を示した．提案モデルは，後処理的に BLSTMのラベリ

ング結果を用いたカスケードモデルと比較して，セグメン

テーションとラベリングの性能が高かった．このことは，

統一的確率フレームワークによるセグメンテーションとラ

ベリングの同時推論の有効性を示している．また，ビタビ

復号のみを用いたベースラインモデルと比較して，提案モ

デルは全ての評価尺度において優れた性能を示した．この

ことから，事前分布に基づくベイズ学習の有効性が示され

た．一方，提案手法はラベリング以外では最高性能を得る

ことはできなかった．これは，提案手法において同じラベ

ルを持つが継続長が大きく異なる不自然な反復が発生する

傾向にあるためだと思われる．一般に，同じラベルを持つ
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図 3 提案モデル・ベースラインモデル・カスケードモデルの推定結

果例 (RWC-MDB-P-2001 No. 25)

セクションはほぼ同じ継続長を持つ．このような制約は，

各ラベルに固有の継続確率分布を導入することでモデルに

組み込むことができる．

結果例を図 3に示す．カスケードモデルでは境界位置が

正しく推定されながらもラベル付けが誤ったセクションが

見られた．これは，HSMMのクラスタリング誤りが伝播し

たためと考えられる．一方，提案手法では，セグメンテー

ションとラベリングを同時に行うため，このような誤りが

減少した．また，BLSTMでの誤りに起因するベースライ

ンモデルの誤りが提案手法の結果では正しく推定されてい

た．このことから，提案手法はMFCCの同質性とクロマ

特徴量の反復性に注目することでこのような誤りを防止す

る能力があることが示唆された．提案手法は，楽曲の冒頭

の「サビA」を「イントロ」と誤推定していた．このような

誤りは，初期確率と出力確率の重みを調節する，あるいは，

BLSTM における音楽的に不自然なラベルの切り替えを

防ぐために CTC（Connectionist Temporal Classification）

損失関数 [42] などを用いて学習を行うことで避けられる可

能性がある．

5. おわりに

本稿では，音楽構造解析のためのベイズ LSTM-HSMM

ハイブリッドモデルに基づく生成的アプローチを提案し

た．本モデルはクロマ特徴量，MFCC，メルスペクトルを

用いてセクションの重要な性質である，同質性・反復性・

規則性を表現する．ベイズ教師なし学習により，セグメン

テーションとラベリングが同時に行われる．評価実験の結

果により，提案手法が音楽構造解析に有効であることを確

かめた．

提案手法は同質性・反復性・規則性を考慮するが，従来

研究で強調されているように，新規性を考慮することも重

要であるため，この性質をモデルに組み込むことが今後の

課題となっている．また，音楽は動機，フレーズ，セクショ

ン，セクショングループというように階層構造を持つ [43]

ことから，より多くの階層を取り扱うように拡張を行うこ

とも重要である [16]．
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