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フレーム知識の自動獲得に向けた
文脈化単語埋め込みの有用性の検証

山田 康輔1,a) 笹野 遼平1,2 武田 浩一1

概要：本研究では，大規模コーパスからのフレーム知識獲得において，コーパスから収集された動詞の文
脈を考慮することの有用性を検証する．具体的には，FrameNetおよび PropBankにおいて 2種類以上の

フレームを喚起する動詞に着目し，それらの動詞が喚起するフレームの違いを ELMoや BERTに代表さ

れる文脈化単語埋め込みがどのくらい捉えているかを，各用例の文脈化単語埋め込みのクラスタリング結

果とそれらに付与されたフレームを比較することにより調査する．
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1. はじめに

自然言語テキストの意味を計算機で扱う際に有用となる

リソースの１つにフレーム知識があり，FrameNet*1[1]や

PropBank*2[2]などの大規模なフレーム知識が人手で整備

されている．このうち FrameNetでは，フレームは特定の

イベントや概念を表し，各フレームの情報にはそのフレー

ムが必要とする意味役割等の情報に加えて，そのフレーム

を喚起しうる語 (フレーム喚起語)の一覧も記載されてい

る．たとえば，動詞「support」は，図 1に示す Supporting

フレームや Evidenceフレームのフレーム喚起語である．ま

た，FrameNetでは，フレームの情報が人手でタグ付けさ

れた文例も一緒に公開されている．動詞「support」を含

む文例を (1)，(2)に示す．文 (1)では「support」は「人

やものを支える」という意味で使用されており，喚起する

フレームとして Supporting フレームがタグ付けされてい

る．一方，文 (2)では「support」は「証拠となる」という

意味で使用されており，Evidenceフレームがタグ付けされ

ている．

( 1 ) This study is supported by the fund. (Supporting)

( 2 ) Our results support the hypothesis. (Evidence)

カバレッジの大きいフレーム知識を人手で整備するのは

多大なコストがかかることから，このようなフレーム知識
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図 1 FrameNet におけるフレームの例．

を大規模コーパスから自動獲得する取り組みも行われてい

る．たとえば，河原らは大規模コーパスから収集した動詞

と項の用例を Chinese Restaurant Processを用いてクラス

タリングすることにより述語の意味ごとにフレームを獲得

する手法を提案している [3]．また，近年では単語埋め込み

表現を用いた手法も提案されており，たとえば Ustalovら

は，大規模コーパスから動詞，主語，目的語から成る 3つ

組を収集し，それらの 3つ組の単語埋め込みを連結した表

現を用いてグラフクラスタリングを行うことによりフレー

ム知識を獲得する手法を提案している [4]．しかし，これ

らの手法では，まず動詞と項を収集し，収集した動詞や項

の文脈を考慮しない単語の意味に基づきクラスタリングを

行っており，文脈による動詞や項の意味の違いをほとんど

考慮できていない．

そこで本研究では，ELMo[5]や BERT[6]などのような

文脈化単語埋め込みを利用することで，フレーム知識の自

動獲得において文脈を考慮することを考える．文脈化単語

埋め込みは周囲の文脈を考慮した表現になっていることか

ら語義曖昧性解消 [7]や異なる文の同一単語に対する用法
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図 2 動詞「support」の BERTによる文脈化単語埋め込みを t-SNE

により 2 次元にマッピングした結果．●が Supporting フレー

ムを，× が Evidence フレームを喚起する用例を表している．

類似度推定 [8]などのタスクで高い性能を示すことが報告

されており，動詞が喚起するフレームの違いの認識にも有

用であると考えられる．実際に，FrameNetの文例から動

詞「support」を含む文を抽出し，事前学習済みのBERTを

用いて，各文における「support」の文脈化単語埋め込みを

獲得し，t-SNE[9]により 2次元にマッピングした結果を図

2に示す．図 2から同一のフレームを喚起する「support」

の文脈化単語埋め込みが意味ベクトル空間上において固

まって分布していることが確認できる．

我々は，文脈化単語埋め込みが持つこのような性質に着

目し，文脈化単語埋め込みを利用したフレーム獲得手法

の確立を目指す．本研究では，その第 1ステップとして，

ELMoやBERTをはじめとして数多く提案されている文脈

化単語埋め込み獲得手法のうち，どの手法がフレームの自

動獲得に適しているのか，また，どの程度の精度で動詞の

用例によるフレームの違いを認識できるのかを調査する．

2. 関連研究

文脈化単語埋め込みは事前に膨大な数のテキストから言

語知識をモデルに学習させることで獲得できる．文脈化単

語埋め込みを利用したモデルは，様々な自然言語処理タス

クおいて高い精度を実現することが報告されており，多

くの文脈化埋め込み獲得手法が提案されている．その先

駆けとなったのは ELMo[5]である．ELMoではまず 2層

の BiLSTMを構築し，その隠れ層の加重平均をとること

により文脈化単語埋め込みを獲得する．近年では，多層の

Transformerを用いたモデルが多く提案されている．その

代表として広く利用されている BERT[6]では，機械的に

マスクした文の一部の予測と次文予測を行うことで文脈化

単語埋め込みを獲得する．さらに，BERTを発展させたモ

デルとして，学習条件を緻密化した RoBERTa[10]やパラ

メータ数を減らした軽量版である ALBERT[11]が提案さ

れている．他にも，次の単語が何であるかを事前学習させ

る自己回帰言語モデルに基づくGPT-2[12]や，BERTに対

して次文予測を行わず，マスク穴埋めの代わりに自己回帰

による学習を行った XLNet[13]などが存在する．

フレーム知識の自動構築において，文脈化単語埋め込み

を利用しようとする取り組みはすでにいくつか行われてい

る．特にフレームの自動構築を目的とする SemEval2019

の共通タスク [14]に関連して，ELMoや BERTを利用し

て動詞横断的なフレーム推定を行った研究が行われてい

る [15][16]．しかし，この共通タスクのデータセットは，同

じフレームを喚起する異なる動詞の用例を多く含んでい

ることから，動詞横断的なフレーム推定の評価には適して

いるものの，複数のフレームを喚起する動詞に対し，各フ

レームの用例が十分に含まれているケースは限定的であり，

同じ動詞が喚起するフレームの違いを分析するのに適した

データとはなっていない．実際，このタスクに取り組んだ

研究では，多くの動詞が 1つのフレームしか喚起しないと

いう前提を置いており，本研究で着目する動詞の喚起する

フレームの違いに関する詳細な分析は為されていない．

本研究で取り組むタスクは，複数のフレームを喚起しう

る動詞に対し，動詞の各用例が喚起するフレームの違い

を認識するタスクであり，語義曖昧性解消タスクの 1 種

と考えることができる．語義曖昧性解消タスクを対象に，

BERTによる文脈化単語埋め込みの有用性を示した研究は

存在しているが [7]，喚起するフレームの同定に焦点を当

て，複数の文脈化単語埋め込み手法を比較している点は本

研究独自のものである．

3. 文脈化単語埋め込みの有用性の検証

フレーム知識の自動獲得における文脈化単語埋め込みの

有用性検証の第 1 ステップとして，動詞の用例によるフ

レームの違いを文脈化単語埋め込みが捉えているか調査す

る．具体的には，人手で整備されたフレーム知識リソース

において，2つ以上のフレームを喚起する動詞を対象とし，

フレーム情報がタグ付けされた文例集合における文脈化単

語埋め込みを獲得し，クラスタリングを行った結果が，タ

グ付けされたフレームの情報とどの程度一致しているかを

調査する．

3.1 フレーム知識リソース

本研究では，フレーム知識として，FrameNetとPropBank

を用いる．FrameNetは Fillmoreが提唱したフレーム意味

論 [17]に基づくフレーム知識リソースであり，FrameNet

におけるフレームは複数のフレーム喚起語で共有される．

また，関係性が深い一部のフレームの間には「Inheritance」

や「Using」などの階層関係が定義されている．一方，Prop-

Bankは学習データとして使用できる意味役割タグ付きコー

パスの構築を主な目的として開発されたフレーム知識であ

り，フレームは動詞ごとに固有のものとして定義されてい

る．また，FrameNetのようなフレーム間関係は定義され

ておらず，それぞれのフレームは独立している．

2ⓒ 2020 Information Processing Society of Japan

Vol.2020-NL-244 No.5
2020/7/3



情報処理学会研究報告
IPSJ SIG Technical Report

3.2 検証手順

検証は分析対象とする動詞ごとに以下の手順で行う．

( 1 ) 人手で正しいフレームが付与された文例集合に対し，

分析対象の動詞の文脈化単語埋め込みを獲得する*3．

( 2 ) 獲得した文脈化単語埋め込みを混合ガウス分布により

クラスタリングする．クラスタ数として利用した文例

にタグ付けされたフレームの異なり数を与える．

( 3 ) 人手で付与されたフレームとの一致数が最大になるよ

うに各クラスタにフレーム名を重複なく割り当て，そ

のときのフレーム一致率をスコアとして算出する．

4. 実験

4.1 分析対象とする動詞および文例

本研究では，FrameNetおよび PropBankからそれぞれ

分析対象の動詞，および，文例を抽出し用いる．分析対象と

する動詞は，人手で正しいフレームが付与された文例にお

いて，2種類以上のフレームに対し，そのフレームがタグ付

けされた文例が 20件以上含まれている動詞である．たとえ

ば，FrameNetにおいて，動詞「support」は，Supportingフ

レームがタグ付けされた文例が 30件，Evidenceフレームが

タグ付けされた文例が 20件，存在していることから分析対

象とする．一方，動詞「attend」には Attending，Attention，

Perception activeと 3種類のフレームがタグ付けされた文

例がそれぞれ存在するが，Attentionフレームがタグ付けさ

れた文例は 7件，Perception activeフレームがタグ付けさ

れた文例は 4件であり，20件以上の文例が含まれているフ

レームは Attendingフレームのみであることから分析対象

としない．

分析対象の各動詞の文例としては，20件以上の文例が含

まれているフレームの文例のみを使用する．ただし，条件

を満たすフレームが 10を超える場合は文例の多いものか

ら順に 10フレームの文例のみを使用する．また，フレー

ムごとの文例は最大 100件とし，100件を超える文例が存

在する場合は無作為に 100件を選択し用いる．

実際に，FrameNet，および，PropBankから上記の手順

により分析対象とする動詞を抜き出した結果，それぞれ

178個，164個の動詞が分析対象となった．本研究ではい

ずれの場合も 120個の動詞を最終的な評価に使用し，残り

をパラメータ調整に使用した．

4.2 実験設定

比較する文脈化単語埋め込みとして，ELMo，BERTBASE，

BERTLARGE，RoBERTa，ALBERT，GPT-2，および，XL-

Netを使用した．いずれも公開されている事前学習済みモ

デルが存在し，ELMoに関してはAllenNLP*4内のOriginal

*3 トークン化は事前学習で使用されたのと同様の方法で行い，対象
動詞が複数のトークンに分割された場合はその先頭のトークンの
文脈化単語埋め込みを使用した．

*4 https://allennlp.org/elmo

表 1 文脈化単語埋め込みモデルの詳細．埋め込み表現の獲得に使用

した隠れ層の番号は左が FrameNet，右が PropBankを表す．
モデル コーパス パラメータ 層の数 使用した層

ELMo 11GB 94M 2 2|2
BERTBASE 16GB 110M 12 10|10
BERTLARGE 16GB 340M 24 21|17
RoBERTa 160GB 125M 12 9|11
ALBERT 16GB 11M 12 8|10
XLNet 158GB 110M 12 6|5
GPT-2 40GB 117M 12 12|5

表 2 モデルごとの平均スコア．
モデル FrameNet PropBank

All-in-one-cluster 0.578 0.548

ELMo 0.627 0.612

BERTBASE 0.767 0.761

BERTLARGE 0.780 0.765

RoBERTa 0.600 0.640

ALBERT 0.714 0.702

GPT-2 0.565 0.545

XLNet 0.718 0.747

モデルを，その他の Transformerベースの事前学習済みモ

デルは Hugging Face*5に含まれるモデル*6を利用した．埋

め込み表現の次元数は BERTLARGE のみ 1024次元，それ

以外は 768 次元である．埋め込み表現として使用する隠

れ層は，FrameNet，PropBank，それぞれについて調整用

データで最も高いスコアを達成した層とした．表 1にそれ

ぞれのモデルの事前学習に使用されたコーパスのサイズ，

学習するパラメータ数，FrameNet，PropBank，それぞれ

のデータで埋め込み表現として使用した隠れ層番号を示す．

また，混合ガウス分布は scikit-learnの実装*7を利用し

た．この際，Covariance typeは sphericalと指定した．す

なわち，各ガウス分布は次元によらず共通の分散を 1つだ

け持つことになる．

4.3 実験結果

表 2にモデルごとの平均スコアをまとめる．これらのス

コアは動詞ごとに算出された一致率の平均をとった値であ

る．All-in-one-clusterは，すべての用例を 1つのクラスタ

にまとめた場合のスコアを表し，用例数がもっとも多いフ

レームが全体に占める割合の平均値となっている．

FrameNet，PropBank，いずれのデータに対しても

BERTLARGE により文脈化単語埋め込みを獲得した場合が

もっとも高いスコアとなった．FrameNetではそのスコア

は 0.78となっており，BERTLARGE による文脈化単語埋

め込みは，フレームの自動獲得において有用であると考

えられる．BERTBASEも BERTLARGEとほぼ同じスコア，

*5 https://github.com/huggingface/transformers
*6 それぞれ，bert-base-uncased，bert-large-uncased，roberta-base，

albert-base-v2，gpt2，xlnet-base-cased でモデルを指定した．
*7 https://scikit-learn.org
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図 3 動詞「support」の用例のクラスタリング結果．●が Supporting

フレームを，× が Evidence フレームを喚起する用例を表す．

XLNet，ALBERTがそれらに準ずるスコアとなった一方

で，ELMo，RoBERTa，GPT-2は相対的に低いスコアと

なった．この結果から，文脈化単語埋め込みがどのくらい

フレームの違いを捉えているかは，埋め込みの獲得手法に

よって大きく異なることが分かる．どのようなタイプの文

脈化単語埋め込みモデルが高いスコアを達成できるかに関

する分析は今後の課題である．

図 3，図 4に，BERTLARGE による文脈化単語埋め込み

を t-SNEにより 2次元にマッピングし，各点に正解フレー

ムへの負担率を記した結果を示す．負担率は，各用例が正

しいフレームに属する割合を表している．図 3 に示した

結果は動詞「support」に対する結果である．意味ベクト

ル空間において Supporingフレームがタグ付けされた用例

と Evidenceフレームがタグ付けされた用例が，それぞれ

固まって分布しており，タグ付けされたフレームごとに

適切にクラスタが構築されていることが確認できる．一

方，図 4に示した結果は，動詞「fire」に対する結果であ

るが，Firingフレームがタグ付けされた用例は 1つのクラ

スタを構成しているのに対し，Shoot projectilesフレーム，

Use firearmフレームの違いを捉えられていないことが確認

できる．ここで，Firingフレームは「解雇する」という意

味を表すフレームであり，他の 2つのフレームの表す内容

と大きく異なっている．一方，Shoot projectilesフレーム

と Use firearmはそれぞれ「弾丸を撃つ」，「銃を撃つ」を表

すフレームであり，前者と後者の間には「Using」というフ

レーム間関係が定義されている非常に関係の深いフレーム

となっており，文脈からこれらのフレームの違いを識別す

るのは非常に難しいと考えられる．

4.4 フレーム間関係の有無による精度の関係

動詞「fire」の例からも明らかなように，フレーム間関係

が定義されたフレームは，その文脈が類似しており，文脈

化単語埋め込みを利用してもそれらの用法を区別するのは

難しい場合が多いと考えられる．加えて，これらのフレー

ムを別のフレームとして定義するべきかどうかにはある程

度の恣意性が存在していると考えられ，フレームの自動獲

図 4 動詞「fire」の用例のクラスタリング結果．●が Shoot projectiles

フレームを，×が Use firearmフレームを，■が Firing フレー

ムを喚起する用例を表す．

表 3 FrameNet におけるフレーム間関係の有無と平均スコア．
モデル 関係無 関係有 差分

All-in-one-cluster 0.604 0.589 0.015

ELMo 0.655 0.634 0.021

BERTBASE 0.801 0.725 0.076

BERTLARGE 0.801 0.764 0.037

RoBERTa 0.611 0.636 -0.025

ALBERT 0.753 0.657 0.096

GPT-2 0.589 0.603 -0.014

XLNet 0.758 0.692 0.066

得を考えた場合，これらのフレームを識別する重要性は，

Firingフレームと Use firearmフレームのようにまったく別

の意味を表すフレームより小さいと考えられる．そこで，

FrameNetから抽出した動詞を対象に，フレーム間関係が

定義されているかどうかが，用例のクラスタリング精度に

どのくらい影響するかを調査した．

具体的には，実験に用いた動詞のうち，用例にタグ付け

されたフレームの種類数がちょうど 2つである動詞を対象

に，それら 2つのフレームの間にフレーム間関係がある動

詞とない動詞で分けてスコアを算出した．ここで，フレー

ム数が 2つである動詞に対象を限定したのは，フレーム数

が多いほどスコアが低くなりやすいというタスクの性質の

影響を無視するためである．結果を表 3に示す．4.3節の

表 2 に示した結果において相対的に高い精度を達成した

BERTLARGE，BERTBASE，ALBERT，XLNetの 4つのモ

デルにおいては，フレーム間関係がないフレームの識別の

方が高い精度となっていることが確認できる．より重要性

の高いフレームの識別に成功しているということからも，

これら 4種の文脈化単語埋め込みはフレームの違いを適切

に捉えていると考えられる．

5. フレーム数の自動推定

前節までの実験では，正しいフレーム数を人手で与えて

いたが，実際にフレームの自動獲得を行う場合はフレーム

数も自動推定することが必要となる．そこで，クラスタ数

の推定に広く用いられているベイズ情報量規準 (BIC)[18]，
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および，出力されるフレーム数が FrameNet，PropBankで

タグ付けされたフレーム数に近くなるように BICを調整

した調整版 BIC (ajusted-BIC)を用いて，フレーム数を自

動推定できるか調査する．

5.1 フレーム数の推定方法

教師無しクラスタリングにおいてフレーム数の自動推定

に用いられる尺度にベイズ情報量規準 (BIC)がある．BIC

は次の式で定義される．

BIC = −2ln(L) + k · ln(ns) (1)

ここで，Lはモデルの尤度，ns は用例数，kはモデルのパ

ラメータ数を表す．本研究で使用している混合ガウス分布

ではCovariance typeとして sphericalを使用していること

から，ガウス分布 1つあたりの分散を表すパラメータ数は

1つである．また，混合ガウス分布は各ガウス分布の中心

点を表すために埋め込み次元数 dのパラメータを持ち，さ

らに，総和が 1となるような各ガウス分布への重み付けパ

ラメータを持つ．したがって，クラスタ数を nc とした場

合，全体のパラメータ数は k = (d + 2) × nc − 1となる．

BICをクラスタ数の決定に使用する場合，一般的に BICの

値がもっとも小さくなるクラスタ数に決定する．一般的に

最適化されたモデルの尤度はパラメータ数が多くなるにつ

れ大きくなることから，BICの右辺の第 1項はクラスタ数

の増加に伴い減少する傾向にある．したがって，右辺の第

2項はクラスタ数が増えることを抑制するペナルティ項で

あるとみることができる．

フレームの粒度は人の直観に基づき設定されたものであ

り，必ずしも情報量規準で最適とされる粒度となっている

とは限らないと考えられる．そこで本研究ではフレームの

粒度が与えられたデータに近くなるように BICのペナル

ティ項を調整した調整版 BIC (ajusted-BIC)を導入する．

調整版 BICは下記の式で与えられる．

ajusted-BIC = −2ln(L) + c · k · ln(ns) (2)

この式で用いられている cはペナルティ項の大きさを調整

するパラメータであり，調整用データを利用して決定する．

5.2 フレーム数の自動推定実験

前節までの実験では，フレーム数が 2つ以上存在する動

詞のみを対象としていたが，フレーム数推定においては，

フレームを 1つしか持たないことを正しく認識することも

重要であることから，フレーム数が 1つである動詞も追加

する．具体的には，用例を 20件以上含むフレームを 1つ

しか持たない動詞の中で用例数が多いものを，前節までの

実験で使用した数と同数追加する．使用する用例数は前節

までと同様に上限 100件とした．したがって，FrameNet

を用いた実験ではパラメータ調整に 116個，評価に 240個

表 4 FrameNetおよび PropBankに対して BIC，調整版 BIC (a-

BIC) を用いた場合のフレーム数の推定精度．
FrameNet PropBank

BIC a-BIC BIC a-BIC

正解率 0.063 0.513 0.004 0.604

RMSE 6.429 2.026 5.733 1.340

ρ 0.104 0.241 0.332 0.499

表 5 FrameNet データに対する混同行列．縦軸が人手で付与され

たフレーム数，横軸が推定されたクラス数を表す．
1 2 3 4 5≤

1 74 32 6 1 7

2 40 48 5 0 6

3 3 14 1 0 0

4 0 1 2 0 0

表 6 PropBank データに対する混同行列．縦軸が人手で付与され

たフレーム数，横軸が推定されたクラス数を表す．
1 2 3 4 5≤

1 90 24 2 0 4

2 29 46 7 1 0

3 3 3 8 0 1

4 ≤ 3 10 4 1 4

の動詞を，PropBankを用いた実験ではパラメータ調整に

88個，評価に 240個の動詞を用いることになる．

文脈化単語埋め込みには BERTLARGE を使用した．ま

た，フレーム数の自動推定の評価は，各用例に人手で付与

されたフレームの異なり数との一致率 (正解率)，二乗平均

平方根誤差 (RMSE)，スピアマンの順位相関係数 (ρ)を用

いて行った．フレームの数の自動推定結果を表 4に示す．

FrameNet，PropBank，いずれのデータに対しても，ペナ

ルティ項の大きさを調整した調整版 BICを用いた場合の

方が高いスコアとなった．このとき，実際に調整されたパ

ラメータ cの値は FrameNetで 2.4，PropBankで 3.3であ

り，パラメータを導入しない場合はクラスタを多く生成す

る傾向にあった．

FrameNet，PropBank，それぞれについて人手で付与さ

れたフレーム数と，調整版 BICに基づき自動推定された

フレーム数の混同行列を表 5，表 6 に示す．FrameNet，

PropBankに対する順位相関係数はそれぞれ 0.241，0.499

と弱い相関は確認できる．しかし，人手で付与されたフ

レームが 1つのみである用例集合に対し，5つ以上のクラ

スタを生成するケースも存在しており十分に高い精度とは

言い難いのが現状であるが，今後，動詞横断的なフレーム

獲得を行うことで，自然に改善される可能性も考えられる．

6. おわりに

本研究では，フレーム知識の自動獲得に向けて，文脈化単

語埋め込みの有用性の検証を行った．具体的には，フレー

ム知識リソースにおいて 2つ以上のフレームを喚起する動
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詞を対象として，それらの用例を文脈化単語埋め込みに基

づきクラスタリングし，構築されたクラスタとフレームの

一致率を評価した．実験は FrameNetと PropBankの 2つ

のフレーム知識リソースを対象に，7種類の文脈化単語埋

め込みを用いて行い，BERTや XLNet，ALBERTによる

文脈化単語埋め込みが，人手で付与されたフレームの違い

を高い精度で捉えていることを示した．またベイズ情報量

規準を調整した指標を用いることでフレーム数の自動推定

を 50%～60%の精度で行うことができることを確認した．

本研究では，同一の動詞が異なるフレームを喚起する

ケースに着目し，フレームの自動獲得における文脈化単語

埋め込みの有用性の検証を行ったが，FrameNetのような

動詞横断的なフレーム知識を構築する場合は，動詞横断的

な調査も必要となる．また，フレーム知識を獲得するため

には，動詞をその動詞が喚起するフレームごとに分けるだ

けではなく，項の意味役割をまとめる必要がある．項の文

脈化単語埋め込みは，その意味役割を捉えていると考えら

れ，クラスタリングを行うことで共通の意味役割をまとめ

ることができると考えられる．さらに，本研究では，動詞

のみを対象として検証を行っているが，フレームを喚起す

る名詞や形容詞など別の品詞に対しても同様の結果を得

られるか調査を行う必要がある．これらの調査を行うこと

で，目標とする高品質なフレーム知識の自動獲得に近づく

ことが期待できる．
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